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Περίληψη

Σκοπός της συγκεκριµένης διπλωµατικής εργασίας είναι η µελέτη και υλοποίηση αλγο-
ϱιθµών γονιδιακής ανάλυσης. Χρησιµοποιώντας ένα data set σχετιζόµενο µε καρκίνο του
µαστού και µε τη χρήση τεσσάρων τεχνικών καταλήξαµε σε τέσσερις γονιδιακές υπογρα-
ϕές διαφορετικού µεγέθους. Οι µέθοδοι στις οποίες εστιάσαµε είναι η RFE-LNW (Re-
cursive Feature Elimination based on Linear Neuron Weights), SVMs (Support Vector
Machines), LASSO (Least Absolute Shrinkage and Selection Operator), FSMLP (Feature
Selection Multilayer Perceptron -µε gate opening-) και NERFCM (Non-Euclidean Rela-
tion Fuzzy c-means). Πιο συγκεκριµένα ο τρόπος εφαρµογής των διάφορων αλγορίθµων
που χρησιµοποιήθηκαν για να καταλήξουµε στις τέσσερις υπογραφές ϕαίνεται παρακάτω:

• Για την πρώτη γονιδιακή υπογραφή εφαρµόσαµε: RFE-LNW και SVM.

• Για τη δεύτερη γονιδιακή υπογραφή εφαρµόσαµε: LASSO και SVM.

• Για την τρίτη γονιδιακή υπογραφή εφαρµόσαµε: RFE-LNW, FSMLP και SVM.

• Για την τέταρτη γονιδιακή υπογραφή εφαρµόσαµε: RFE-LNW, FSMLP, NERFCM
και SVM.

Τα γονίδια των υπογραφών στα οποία καταλήξαµε έχουν τόσο στατιστικό όσο και ϐιο-
λογικό ενδιαφέρον.

i



Ευχαριστίες Πρώτα από όλα ϑα ήθελα να ευχαριστήσω τον καθηγητή µου κύριο Μιχάλη
Ζερβάκη για τη ϐοήθεια και την υποστήριξη που µου προσέφερε σε όλη τη διάρκεια της
εκπόνησης της διπλωµατικής µου εργασίας. Θα ήθελα ακόµα να ευχαριστήσω τον κύριο
Μιχάλη Μπλαζαντωνάκη για τη ϐοήθεια και το χρόνο που µου αφιέρωσε ιδιαίτερα στο
ξεκίνηµα της εργασίας, καθώς και την κυρία Αικατερίνη Σ. Μπέη για τη ϐοήθειά της
στο ϐιολογικό κοµµάτι της εργασίας. Ευχαριστώ όλους όσους µε ϐοήθησαν στη διάρκεια
της ϕοίτησής µου. Ευχαριστώ όλους τους ϕίλους µου στα Χανιά για τα χρόνια τα οποία
περάσαµε παρέα. Και ϕυσικά ευχαριστώ πάνω από όλα την οικογένειά µου για τη συνεχή
υποστήριξή της σε όλη τη διάρκεια της ϕοίτησης µου και της Ϲωής µου.

ii



Περιεχόµενα

Περίληψη i

1 Εισαγωγή 1
1.1 Σκοπός . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1
1.2 Μελέτη του γονιδιώµατος . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2

1.2.1 Γονίδια . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
1.2.2 Γονιδιακή υπογραφή (Gene Signature) . . . . . . . . . . . . . . . . 3
1.2.3 Μικροσυστοιχίες γονιδίων (DNA-Microarray) . . . . . . . . . . . . . . 3

1.3 Feature Selection . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
1.4 Data Set . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
1.5 Cross Validation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
1.6 Ανάπτυξη της εργασίας . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8

2 Υπολογιστικές Μέθοδοι 9
2.1 Νευρωνικά ∆ίκτυα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9

2.1.1 Ο Νευρώνας . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9
2.1.2 Εκπαίδευση νευρωνικών δικτύων . . . . . . . . . . . . . . . . . . . . 13
2.1.3 Ταξινόµηση Νευρωνικών Αλγορίθµων . . . . . . . . . . . . . . . . . 14
2.1.4 Το δίκτυο Perceptron . . . . . . . . . . . . . . . . . . . . . . . . . . 15
2.1.5 Το δίκτυο MLP (Multi-Layer Perceptron) . . . . . . . . . . . . . . . . 17
2.1.6 Το FSMLP νευρωνικό . . . . . . . . . . . . . . . . . . . . . . . . . . 21

2.2 Support Vector Machines . . . . . . . . . . . . . . . . . . . . . . . . . . . 23
2.3 Recursive Feature Elimination . . . . . . . . . . . . . . . . . . . . . . . . 26

2.3.1 ∆ιαφορικώς εκφρασµένα γονίδια . . . . . . . . . . . . . . . . . . . . 26
2.3.2 Η µέθοδος RFE-LNW . . . . . . . . . . . . . . . . . . . . . . . . . . 26
2.3.3 Εκπαίδευση του RFE-LNW . . . . . . . . . . . . . . . . . . . . . . . 27
2.3.4 Αλγοριθµική παρουσίαση του RFE-LNW . . . . . . . . . . . . . . . . 30

2.4 LASSO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
2.4.1 Εισαγωγή σε Linear Regression . . . . . . . . . . . . . . . . . . . . 30
2.4.2 Μέθοδοι ελαχίστων τετραγώνων . . . . . . . . . . . . . . . . . . . . . 32
2.4.3 Lasso Regression . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
2.4.4 Ridge Regression . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
2.4.5 Σύγκριση Ridge και Lasso Regression . . . . . . . . . . . . . . . . . 33
2.4.6 Εφαρµογή . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

2.5 Fuzzy Clustering . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
2.5.1 Clustering . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

iii



2.5.2 Fuzzy Clustering . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36
2.5.3 Ο αλγόριθµος NERFCM . . . . . . . . . . . . . . . . . . . . . . . . 37

2.6 Genotator . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

3 Αποτελέσµατα 41
3.1 Πρώτη γονιδιακή υπογραφή . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.2 ∆εύτερη γονιδιακή υπογραφή . . . . . . . . . . . . . . . . . . . . . . . . . 46
3.3 Τρίτη γονιδιακή υπογραφή . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
3.4 Τέταρτη γονιδιακή υπογραφή . . . . . . . . . . . . . . . . . . . . . . . . . 52
3.5 Σύγκριση αποτελεσµάτων . . . . . . . . . . . . . . . . . . . . . . . . . . . 53

3.5.1 Στατιστικά αποτελέσµατα . . . . . . . . . . . . . . . . . . . . . . . . 53
3.5.2 Βιολογικά αποτελέσµατα . . . . . . . . . . . . . . . . . . . . . . . . 54

4 Συµπεράσµατα και µελλοντική εργασία 57
4.1 Συµπεράσµατα . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57
4.2 Μελλοντική εργασία . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58

Α΄ Παράρτηµα 59

iv



Κατάλογος Σχηµάτων

1.1 Απεικόνιση ενός γονιδίου σε σχέση µε τη διπλή έλικα του DNA και ένα
χρωµόσωµα (δεξιά). Εικόνα: wikipedia.org . . . . . . . . . . . . . . . . . . 3

1.2 Αποτέλεσµα του DNA micrarray πειράµατος ύστερα από το συνδυασµό των
δύο εικόνων. Εικόνα: [1] . . . . . . . . . . . . . . . . . . . . . . . . . . . 5

1.3 Αποτέλεσµα του DNA micrarray πειράµατος µε τη χρήση λογαριθµικού (log)
µετασχηµατισµού. Εικόνα: [1] . . . . . . . . . . . . . . . . . . . . . . . . 5

2.1 Νευρώνας. Εικόνα: wikipedia.org . . . . . . . . . . . . . . . . . . . . . . . 10
2.2 Το µοντέλο των McCulloch-Pitts για το νευρώνα. Εικόνα: wikipedia.org . . 11
2.3 Perceptron νευρωνικό δίκτυο. Εικόνα: wikipedia.org . . . . . . . . . . . . 16
2.4 Multilayer Perceptron. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
2.5 Σιγµοειδής συνάρτηση . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
2.6 Απεικόνιση της δυαδικής ταξινόησης, που δείχνει το διαχωριστικό περιθώριο

µςταξύ δύο κλάσεων. Τα σηµεία πάνω στις διακεκοµµένες γραµµές δείχνουν
τα support vectors. Εικόνα: wikipedia.org . . . . . . . . . . . . . . . . . . 25

2.7 ΄Ενας νευρώνας. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
2.8 Νόρµα l − 1 στο Lp. Εικόνα: wikipedia.org . . . . . . . . . . . . . . . . . . 34
2.9 Lasso Regression. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
2.10Ridge Regression. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

3.1 Ποσοστό επιτυχίας καθώς ελαττώνουµε γονίδια µε RFE-LNW. . . . . . . . . 42
3.2 Ποσοστό επιτυχίας για τα τελευταία 1000 γονίδια µε τη µέθοδο RFE-LNW. . 42
3.3 Ποσοστό επιτυχίας για τα γονίδια που προέκυψαν µε τη µέθοδο LASSO. . . 46
3.4 Ποσοστό επιτυχίας για τα γονίδια που προέκυψαν µε τη µέθοδο RFE-LNW

και FSMLP. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
3.5 Η τέταρτη γονιδιακή υπογραφή. . . . . . . . . . . . . . . . . . . . . . . . . 53
3.6 Η µεθοδολογία που ακολουθήσαµε για να καταλήξουµε στην τέταρτη γονι-

διακή υπογραφή. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
3.7 Κοινά γονίδια πρώτης και δεύτερης µεθόδου. . . . . . . . . . . . . . . . . . 56
3.8 Κοινά γονίδια πρώτης και τρίτης µεθόδου. . . . . . . . . . . . . . . . . . . 56
3.9 Κοινά γονίδια δεύτερης και τρίτης µεθόδου. . . . . . . . . . . . . . . . . . . 56

v



vi



Κατάλογος Πινάκων

2.1 Back-Propagation algorithm . . . . . . . . . . . . . . . . . . . . . . . . . 22
2.2 RFE-LNW algorithm . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
2.3 NERF c-means algorithm . . . . . . . . . . . . . . . . . . . . . . . . . . . 38

3.1 Συγκριτικός πίνακας γονιδιακών υπογραφών . . . . . . . . . . . . . . . . . 53
3.2 Γονίδια στο Genotator . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54

4.1 Συγκριτικός πίνακας ποσοστού επιτυχίας ταξινόµησης και του ποσοστού των
γνωστών γονιδίων σχετιζόµενο µε καρκίνο του µαστού . . . . . . . . . . . . 57

vii



viii



Κεφάλαιο 1

Εισαγωγή

Καµία ασθένεια στο παρελθόν δεν έχει προκαλέσει τόσες δυσκολίες στην κατανόηση
και αντιµετώπισή της, από τους γιατρούς και τους ϐιολόγους, όσο ο καρκίνος. Η κατα-
νόηση των µηχανισµών της ασθένειας είναι πολύ σηµαντική υπόθεση, καθώς έτσι επιτυγ-
χάνεται καλύτερη πρόγνωση, έγκαιρη διάγνωση και ϑεραπεία. Οι ασθενείς µε καρκίνο
οι οποίοι ϐρίσκονται στο ίδιο στάδιο της ασθένειας µπορεί να έχουν εντελώς διαφορετι-
κές αποκρίσεις σε κάποια ϑεραπεία αλλά και στο συνολικό αποτέλεσµα. Οι κυριότεροι
παράγοντες που προβλέπουν µεταστάσεις, όπως η κατάσταση των λεµφαδένων και ο ι-
στολογικός ϐαθµός, αποτυγχάνουν να ταξινοµήσουν ακριβώς τους όγκους σύµφωνα µε
την κλινική συµπεριφορά τους. Η χηµειοθεραπεία ή η ορµονοθεραπεία µειώνει τον κίν-
δυνο µετάστασης κατά ένα τρίτο, παρόλα αυτά το 70-80% των ασθενών που υπόκεινται
σε αυτή τη ϑεραπεία ϑα επιβίωναν και χωρίς αυτήν. Οι γιατροί έχουν καταλήξει λοιπόν
στο συµπέρασµα, ότι είναι πολύ σηµαντική η ανάπτυξη της εξατοµικευµένης ϑεραπείας.
Για την επίτευξη του παραπάνω στόχου είναι σηµαντική η ανάπτυξη νέων τεχνικών από
διαφορετικούς τόµεις, όπως του bioengineering και bioinformatics.

Ο κύριος σκοπός του bioengineering είναι η εφαρµογή της γνώσης που προέρχεται
από τη µηχανική στους τοµείς της ιατρικής και της ϐιολογίας, ενώ του bioinformatics
είναι η εφαρµογή της στατιστικής και τη επιστήµης των υπολογιστών στον τοµέας της
µοριακής ϐιολογίας (modecular biology). ΄Εχουµε να κάνουµε λοιπόν µε την ανάπτυξη
και εξέλιξη ϐάσεων δεδοµένων, αλγορίθµων, υπολογιστικών και στατιστικών τεχνικών και
ϑεωρίας, για την επίλυση τυπικών και πρακτικών προβληµάτων που προκύπτουν από τη
διαχείριση και την ανάλυση των ϐιολογικών δεδοµένων.

1.1 Σκοπός

Σκοπός της συγκεκριµένης διπλωµατικής εργασίας είναι η µελέτη και υλοποίηση αλγο-
ϱιθµών γονιδιακής ανάλυσης. Χρησιµοποιώντας ένα data set [1] σχετιζόµενο µε καρκίνο
του µαστού και µε τη χρήση τεσσάρων τεχνικών καταλήξαµε σε τέσσερις γονιδιακές υπο-
γραφές διαφορετικού µεγέθους. Οι µέθοδοι στις οποίες εστιάσαµε είναι η RFE-LNW (Re-
cursive Feature Elimination based on Linear Neuron Weights), SVMs (Support Vector
Machines), LASSO (Least Absolute Shrinkage and Selection Operator), FSMLP (Feature
Selection Multilayer Perceptron -µε gate opening-) και NERFCM (Non-Euclidean Rela-
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tion Fuzzy c-means). Πιο συγκεκριµένα ο τρόπος εφαρµογής των διάφορων αλγορίθµων
που χρησιµοποιήθηκαν για να καταλήξουµε στις τέσσερις υπογραφές ϕαίνεται παρακάτω:

• Για την πρώτη γονιδιακή υπογραφή εφαρµόσαµε: RFE-LNW και SVM.

• Για τη δεύτερη γονιδιακή υπογραφή εφαρµόσαµε: LASSO και SVM.

• Για την τρίτη γονιδιακή υπογραφή εφαρµόσαµε: RFE-LNW, FSMLP και SVM.

• Για την τέταρτη γονιδιακή υπογραφή εφαρµόσαµε: RFE-LNW, FSMLP, NERFCM
και SVM.

1.2 Μελέτη του γονιδιώµατος

΄Ολα τα έµβυα όντα αποτελούνται από κύτταρα, µικρές µονάδες ϐιολογικής δραστηρι-
ότητας, που περιβάλλονται από µια ηµιπερατή µεµβράνη και έχουν την αξιοσηµείωτη
ικανότητα να αυτοαναπαράγονται σε ένα περιβάλλον, από το οποίο απουσιάζουν άλλα
Ϲωντανά συστήµατα [2]. Στις απλούστερες µορφές Ϲωής, όπως είναι τα µονήρη κύτταρα,
ένας καινούργιος οργανισµός προκύπτει από κάθε κυτταρική διαίρεση. Αντίθετα, ένα
νέο άτοµο στους πολυκύτταρους οργανισµούς δηµιουργείται µετά από πολλές κυτταρικές
διαιρέσεις [3]. Οι ανώτεροι οργανισµοί όπως ο άνθρωπος, αποτελούνται από οµάδες κυτ-
τάρων που αλληλοεπιδρούν µεταξύ τους εξασφαλίζοντας έτσι µια αρµονική συνεργασία
και λειτουργία [4].

Το µόριο DNA (δεσοξυριβονουκλεϊκό οξύ), που ϐρίσκεται µέσα στα 23 Ϲεύγη χρωµο-
σωµάτων κάθε κυττάρου, περιέχει ολόκληρο το γενετικό αποτύπωµα των έµβιων όντων.
Το σύνολο των µορίων DNA που υπάρχουν σε ένα κύτταρο αποτελούν το γενετικό υλικό
του (γονιδίωµα). Εκτός από τα ώριµα ερυθρά αιµοσφαίρια, όλα τα ανθρώπινα κύτταρα
περιέχουν ένα πλήρες γονιδίωµα [2], [3].

Τα γονίδια, οι ϐασικές ϕυσικές και λειτουργικές µονάδες της κληρονοµικότητας, απο-
τελώντας µόνο ένα κλάσµα του συνόλου του γονιδιώµατος, είναι τα τµήµατα του DNA που
περιέχουν κρίσιµες πληροφορίες για τη σύνθεση των πρωτεϊνών σε ένα συγκεκριµένο τύπο
κυττάρων.

Σήµερα, πιθανολογείται ότι ένα σύνολο 24,500 γονιδίων κωδικεύουν πρωτεΐνες, αριθ-
µός που συρρικνώνεται σε 20,500 γονίδια σύµφωνα µε νεότερες µελέτες [5].

Το υπόλοιπο γονιδίωµα αποτελείται από µη κωδικεύουσες περιοχές, των οποίων οι λει-
τουργίες µπορεί να περιλαµβάνουν την δοµική χρωµοσωµική ακεραιότητα και τη ϱύθµιση
της παραγωγής των πρωτεϊνών.

Η ανακάλυψη ότι το DNA περιέχει τον κώδικα για τη Ϲωή, έδωσε ώθηση σε µια παγ-
κόσµια προσπάθεια προκειµένου να κατανοηθεί πώς οι αλληλουχίες του γονιδιώµατος
πολλών οργανισµών σχετίζονται µε την υγεία τους. Η µελέτη του ανθρώπινου γονιδιώµα-
τος οδήγησε στη γονιδιωµατική επανάσταση, δεδοµένου ότι η γνωστοποίηση του πρώτου
σχεδίου της αλληλουχίας του γονιδιώµατος πριν από µια δεκαετία [6] είχε τεράστιες
επιπτώσεις στην ανθρώπινη έρευνα για τον καρκίνο.
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1.2.1 Γονίδια

Το γονίδιο (εικόνα 1.1 ) είναι η ϐασική ϕυσική µονάδα κληρονοµικότητας στους Ϲωντανο-
ύς οργανισµούς, η οποία µεταβιβάζει πληροφορίες από το ένα κύτταρο στο άλλο και κατά
επέκταση από τη µια γενιά στην άλλη. Τα γονίδια συνθέτουν το γονιδίωµα ενός οργανι-
σµού, που αποτελείται από το DNA και το RNA, και κατευθύνουν τη ϕυσική ανάπτυξη
και συµπεριφορά του οργανισµού.

Σχήµα 1.1: Απεικόνιση ενός γονιδίου σε σχέση µε τη διπλή έλικα του DNA και ένα
χρωµόσωµα (δεξιά). Εικόνα: wikipedia.org

Τα περισσότερα γονίδια κωδικοποιούν πρωτεΐνες, οι οποίες είναι ϐιολογικά µακροµόρια
που αποτελούνται από γραµµικές αλυσίδες των αµινοξέων και επηρεάζουν τις περισσότε-
ϱες από τις χηµικές αντιδράσεις που πραγµατοποιούνται από τα κύτταρα. Μερικά γονίδια
δεν κωδικοποιούν πρωτεΐνες, αλλά τα µόρια του RNA διαδραµατίζουν ϐασικούς ϱόλους
στην ϐιοσύνθεση πρωτεϊνών και στον έλεγχο της γονιδιακής έκφρασης. Τα µόρια που
προκύπτουν από την γονιδιακή έκφραση, είτε RNA είτε πρωτεΐνη, είναι γνωστά ως γο-
νιδιακά προϊόντα. Τέλος τα περισσότερα γονίδια περιέχουν κάποιες περιοχές που δεν
κωδικοποιούν γονιδιακά προϊόντα, αλλά συχνά ϱυθµίζουν τη γονιδιακή έκφραση.

1.2.2 Γονιδιακή υπογραφή (Gene Signature)

Η γονιδιακή υπογραφή (gene signature) είναι µια οµάδα από γονίδια σε ένα πυρήνα, των
οποίων η από κοινού έκφραση χαρακτηρίζει µοναδικά κάποια πάθηση. ΄Ετσι µπορούµε να
χρησιµοποιήσουµε τη gene signature έτσι ώστε να ξεχωρίσουµε ένα group από ασθενείς.

1.2.3 Μικροσυστοιχίες γονιδίων (DNA-Microarray)

Οι µικροσυστοιχίες γονιδίων αποτελούν µια από τις πιο καινούριες ϐιοτεχνολογικές µε-
ϑόδους για την ανάλυση της έκφρασης των γονιδίων µέσω της διαδικασίας του υβριδισµού.
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Εφαρµόζονται ευρέως σε ϐιοµηχανικές, κλινικές, τοξικολογικές και ϕαρµακευτικές έρευ-
νες καθώς το ϐασικό πλεονέκτηµά τους είναι ότι µετράνε την έκφραση χιλιάδων γονιδίων
ταυτόχρονα. Οι DNA µικροσυστοιχίες αποτελούµενες από χιλιάδες γονιδιακές ακολουθίες
τυπωµένες σε ένα συµπυκνωµένο πίνακα πάνω σε µια γυάλινη επιφάνεια παρέχουν ένα
πρακτικό και οικονοµικό εργαλείο για τη µελέτη γονιδιακής έκφρασης σε πολύ µεγάλη
κλίµακα.

΄Ενα γονίδιο εκφράζεται όταν αναδεύει µόρια m-RNA. ΄Ενα µυικό κύτταρο περιµένουµε
να δηµιουργεί m-RNA για διάφορες µυικές πρωτεϊνες όπως η ακτίνη και η µυοσίνη, αλλά
όχι για τη χρωστική µελανίνη ή για την ορµόνη ινσουλίνη για παράδειγµα. Μετρώντας
τώρα το ποσό του m-RNA που παράγεται από κάθε γονίδιο που εκφράζετα σε ένα δείγµα
ιστού, µπορούµε να δηµιουργήσουµε ένα expression profile των ϐιολογικών διεργασι-
ών τα οποία ενεργοποιούνται στο συγκεκριµένο κύτταρο. Στη συνέχεα συγκρίνοντας τα
expression profiles µεταξύ διαφόρων ιστών µπορεί να αποκαλύψουµε τους ϐιολογικούς
µηχανισµούς που διαφοροποιούν τα κύτταρα µεταξύ τους. Η τεχνολογία των DNA µι-
κροσυστοιχιών ϐοηθάει σε αυτή την κατεύθυνση δείχνοντας τις διαφορές των γονιδιακών
εκφράσεων ανάµεσα σε δύο τύπους κυττάρων.

Η επιφάνεια της DNA µικροσυστοιχίας διασπάται σε χιλιάδες σηµεία, όπου το κάθε
σηµείο περιλαµβάνει πολλαπλά αντίγραφα µιας µοναδικής DNA ακολουθίας η οποία αν-
τιστοιχεί σε ένα γονίδιο. Με τη χρήση αυτής της τεχνολογίας είναι δυνατή η µέτρηση
των διαφορών ανάµεσα σε υγιή και καρκινικά κύτταρα. Ο καρκίνος είναι ουσιαστικά µια
ασθένεια των γονιδίων. Πολλά γονίδια ελέγχουν τον τρόπο µε τον οποίο τα κύτταρα ανα-
πτύσσονται και πεθαίνουν. ΄Οταν αυτα τα γονίδια σταµατάνε να δουλεύουν µε ϕυσιολογικό
τρόπο τότε τα κύτταρα µεγαλώνουν µε µη ϕυσιολογικό τρόπο και οδηγούν στο σχηµάτι-
σµό όγκου και τελικά καρκίνου. Με σκοπό λοιπόν την πρόγνωση, διάγνωση, κατανόηση
και ϑεραπεία του καρκίνου είναι σηµαντική η αναγνώριση αυτων των γονιδίων. Αυτά τα
πειράµατα ϐοηθούν τους ερευνητές στη επίτευξη των παραπάνω στόχων και τους επιτρέπει
να ϐρουν τις διαφορές στο επίπεδο έκφρασης µεταξύ καρκινικών και υγιών κυττάρων.

Κάτι τέτοιο επιτυγχάνεται µε τη µέτρηση των τύπων m-RNA τα οποία ϐρίσκονται σε δύο
είδη κυττάρου. Για να γίνει κάτι τέτοιο υγιή και καρκινικά δείγµατα ιστού συλλέγονται και
αποµονώνονται από τον ασθενή. Το m-RNA εξάγεται και από τα δύο δείγµατα ιστού µε τη
διάλυσή τους σε ένα µείγµα διαφόρων οργανικών διαλυτών. Τα δείγµατα χαακτηρίζονται
µε διαφορετικό χρώµα, κόκκινο για τα καρκινικούς ιστούς και πράσινο για τα υγιείς ιστο-
ύς. Με τη χρήση µιας ϐιολογικής διαδικασίας κατά την οποία συµπληρωµατικά µόρια
m-RNA αποµονώνονται και υποβαθµίζονται σε c-RNA. Για την ολοκλήρωση του πειράµα-
τος έχουµε την υβριδοποίηση. Μέσα από µια τέτοια διαδικασία δύο συµπληρωµατικά
σκέλη DNA αναµειγνύωντα µεταξύ τους, και σύντοµα ϐρίσκεται µια ϐάση αντιστοιχίας
και συνδυάζεται το ένα µε το άλλο. Τα υγιή δείγµατα ιστού αποτυπώνονται πάνω στην
επιφάνεια του microarray, ενώ στη συνέχεα οι ακολουθίες c-DNA υβριδοποιούν µε τις
αντίστοιχες αλληλουχίες γονιδίων τη συστοιχία. Η ίδια διαδικασία επαναλαµβάνεται σε
διαφορετικό chip για το καρκινικό δείγµα ιστού. Στο τέλος ακτίνα laser εκπέµπεται και
στα δύο microarrays κάτι το οποίο κάνει τις υβριδίζουσες περιοχές να λάµψουν.
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Σχήµα 1.2: Αποτέλεσµα του DNA micrarray πειράµατος ύστερα από το συνδυασµό των
δύο εικόνων. Εικόνα: [1]

Σχήµα 1.3: Αποτέλεσµα του DNA micrarray πειράµατος µε τη χρήση λογαριθµικού (log)
µετασχηµατισµού. Εικόνα: [1]

Μετά την ολοκλήρωση του πειράµατος έχουµε ένα πίνακα µε κόκκινα σηµεία και ένα
πίνακα µε πράσινα σηµεία. Τοποθετώντας την µία εικόνα πάνω στην άλλη (εικόνα 1.2),
µπορούµε να παρατηρήσουµε πράσινα σηµεία το οποίο δείχνει ότι τα συγκεκριµένα γο-
νίδια έχουν εκφραστεί περισσότερο στον υγιή ιστό, ακόµη µπορούµε να παρατηρήσουµε
κόκκινα σηµεία τα οποία δείχνουν το ακριβώς αντίθετο, ενώ µπορούµε παρατηρήσουµε
και κίτρινα σηµεία το οποίο δείχνει ότι τα συγκεκριµένα γονίδια εκφράστηκαν µε τον ίδιο
τρόπο και για τις δύο περιπτώσεις, και τέλος µαύρα σηµεία για τα οποία τα γονίδια δεν
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έχουν εκφραστεί καθόλου. Με τη χρηση λογάριθµου (log) των εντάσεων ανάµεσα στις
δύο κύριες κατηγορίες, καταλήγουµε σε µία αριθµητική αναπαράσταση για το επίπεδο
έκφρασης κάθε γονιδίου. Αρνητικές τιµές δείχνουν µεγαλύτερη έκφραση σε υγιή ιστό,
ενώ ϑετικές τιµές δείχνουν καρκινικό ιστό. Τιµές κοντά στο µηδέν δείχνουν παρόµοια
έκφραση και για τους δύο ιστούς. Κάτι τέτοιο µπορεί να ϕανεί στο σχήµα 1.3.

1.3 Feature Selection

Στο machine learning και στη στατιστική feature selection είναι µια τεχνική για την ε-
πιλογή ενός υποσυνόλου σχετικών χαρακτηριστικών για το χτίσιµο εύρωστων µοντέλων
µάθησης. ΄Οταν κάτι τέτοιο εφαρµόζεται στον τοµέα της ϐιολογίας καλείται και διακριτή
γονιδιακή επιλογή, και το οποίο αναγνωρίζει ισχυρά γονίδια ϐασιζόµενο σε πειράµατα
πάνω σε DNA microarrays. Με την αφαίρεση των µη σχετικών και περιττών χαρακτηρι-
στικών από τα δεδοµένα, επιτυγχάνεται ϐελτίωση στην ταχύτητα των µοντέλων µάθησης
καθώς:

• Ελαττώνεται η επίδραση των πολλών διαστάσεων του προβλήµατος.

• Ενισχύεται η ικανότητα γενίκευσης.

• Το µοντέλο γίνεται ευκολότερα ερµηνεύσιµο.

Ακόµη το feature selection ϐοηθάει στην καλύτερη κατανόηση των δεδοµένων µε το
να ξέρουµε ποιά είναι τα σηµαντικότερα χαρακτηριστικά και πώς είναι συσχετισµένα το
ένα µε το άλλο.

Οι µέθοδοι για feature selection χωρίζονται σε δύο µεγάλες κατηγορίες [7]. Στις filter
και wrapper µεθόδους. Κάποια σηµαντικά χαρακτηριστικά ϕαίνονται παρακάτω:

• Οι filter µέθοδοι δίνουν έµφαση και επικεντρώνονται στα εγγενή χαρακτηριστικά
των δεδοµένων, παραµελώντας τις αλληλεπιδράσεις µεταξύ των γονιδίων [8]. Τα
γονίδια ταξινοµούνται σύµφωνα µε τις τιµές που λαµβάνουν διάφορα στοχαστικά
µέτρα όπως Fisher’s ratio, T-statistics, χ2 statistic, information gain, Pearson
correlation και πολλά άλλα. Τα γονίδια µε τις υψηλότερες τιµές είναι αυτά τα οποία
παρουσιάζουν και την µεγαλύτερη επίδοση ταξινόµησης, και κατά συνέπεια είναι
αυτά τα οποία συγκροτούν κάποια γονιδιακή υπογραφή.

• Οι wrapper µέθοδοι από την άλλη χρησιµοποιούν ένα ταξινοµητή για να εκχω-
ϱήσουν τιµές ώστε να ϐαθµολογήσουν τα γονίδια. Αυτοί οι ταξινοµητές συνήθως
δηµιουργούν διανύσµατα ϐαρών τα οποία χρησιµοποιούνται σαν scores για τα γο-
νίδια. Τα γονίδια λοιπόν τα οποία εµφανίζουν το µικρότερο ranking περιορίζονται
και η διαδικασία συνεχίζει µε επαναληπτικό τρόπο.

• Στις filter µεθόδους το κριτήριο για το feature ranking παραµένει σταθερό στη
διαδικασία της γονιδιακής επιλογής, αντίθετα µε τις wrapper µεθόδους όπου γίνεται
επανεκτίµηση κα δυναµική ανανέωση του κριτηρίου από επανάληψη σε επανάληψη
και έτσι ένα µη σηµαντικό γονίδιο µπορεί να γίνει σηµαντικό σε µια επανάληψη και
αντίστροφα.
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• Μια ακόµη σηµαντική διαφορά µεταξύ των µεθόδων είναι ότι οι filter µέθοδοι επικεν-
τρώνονται σε εγγενή χαρακτηριστικά και παραµελούν τις αλληλεπιδράσεις µεταξύ
γονιδίων, ενώ οι wrapper λειτουργούν µε τον ακριβώς αντίθετο τρόπο.

Σύµφωνα µε όλα τα παραπάνω γίνεται εύκολα κατανοητή η χρησιµότητα του feature
selection και ειδικότερα όταν χρησιµοποιείται για γονιδιακή ανάλυση.

1.4 Data Set

Ο καρκίνος του µαστού, η κύρια αιτία ϑανάτου από καρκίνο στις γυναίκες, χαρακτηρίζεται
από µοριακή και κλινική εταιρογένεια. Οι καρκίνοι του µαστού, της µήτρας, του ενδοµη-
τρίου και των ωοθηκών αποτελούν το 45% των γυνακείων κακοηθειών και σχετίζονται µε
περίπου 880000 ϑανάτους ετησίως [9]. Η κατανόηση της µοριακής και ϐιολογικής ϐάσης
αυτής της συχνής ασθένειας, καθώς και η κατανόηση των παραγόντων που συµβάλλουν
στην εµφάνιση καρκίνου του µαστού είναι πολύ σηµαντική υπόθεση και για αυτό το λόγο
έχει αυξηθεί η προσπάθεια προς αυτή την κατεύθυνση.

Το Data Set το οποίο χρησιµοποιήσαµε στην παρούσα διπλωµατική εργασία προέρχεται
από πειράµατα που έγιναν πάνω σε ασθενείς µε καρκίνο του µαστού [1]. Αποτελείται
από ένα Train και από ένα Test set. Το πρώτο αποτελείται από 24481 γονίδια και 78
δείγµατα. Τα 44 εξ αυτών ϑεωρούνται αρνητικά και αντιστοιχούν σε ασθενείς οι οποίοι
παρέµειναν απαλλαγµένοι από την ασθένεια για ένα διάστηµα τουλάχιστον πέντε ετών.
Αντίθετα τα υπόλοιπα 34 δείγµατα ϑεωρούνται ϑετικά και αντιστοιχούν σε ασθενείς οι
οποίοι άνεπτυξαν καποια υποτροπή µέσα σε διάστηµα πέντε ετών. 293 από τα αρχικά
γονίδια είχαν ελλιπείς πληροφορίες για όλους τους 78 ασθενείς και για αυτό το λόγο
αφαιρέθηκαν. Το Test set αποτελείται από 19 ασθενείς σε αρχικό στάδιο (µε αρνητικό
λεµφαδενικό καρκίνο του µαστού). 7 από αυτούς παρέµειναν απαλλαγµένοι από κάποια
µετάσταση για ένα διάστηµα πέντε ετών, ενώ οι υπόλοιποι 12 ανέπτυξαν κάποια µετάσταση
σε διάστηµα πέντε ετών.

1.5 Cross Validation

Το cross-validation [10] είναι µια στατιστική ανάλυση σύµφωνα µε την οποία κάνουµε µια
αξιολόγηση του πόσο καλά έχουµε εκπαιδεύσει το µοντέλο µας. Χρησιµοποιείτα κυρίως
σε περιπτώσεις όπου στόχος µας είναι η πρόβλεψη, και χρειάζεται να γίνει εκτίµηση του
πόσο καλά έγινε η εκπαίδευση.

Υπάρχουν τρεις τεχνικές για cross validation.

• Η µέθοδος holdout είναι ο πιο απλός τρόπος για cross validation. Το data set
χωρίζεται σε δύο set. Το Train και το Test. Η εκτίµηση γίνεται µε ϐάση µια
συνάρτηση η οποία έχει επιλεχθεί µε ϐάση το Train set. Στη συνέχεια µε τη χρήση
της συγκεκριµένης συνάρτησης προσπαθούµε να προβλέψουµε την έξοδο για τα
δεδοµένα του test set. Το πλεονέκτηµα της συγκεκριµένης µεθόδου είναι ότι είναι
αρκετά γρήγορη. Το µειονέκτηµα είναι ότι µπορεί να έχει µεγάλη διακύµανση
ανάλογα µε το πώς έχει γίνει ο διαχωρισµός στα δύο set.
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• Η µέθοδος K-fold cross validation είναι στην ουσία µια ϐελτιστοποίηση της holdout
µεθόδου. Το data set χωρίζεται σε k υποσύνολα και η µέθοδος holdout επαναλαµ-
ϐάνεται k ϕορές. Κάθε ϕορά ένα από τα k υποσύνολα χρησιµοποιείται σαν test set
και τα υπόλοιπα k − 1 σαν train set. Στη συνέχεια υπολογίζεται το µέσο σφάλµα.
Το πρόβληµα της συγκεκριµένης µεθόδου είναι ότι είναι k ϕορές πιο αργή σε σχέση
µε τη holdout µέθοδο, αλλά από την άλλη επιτυγχάνεται υψηλή ακρίβεια.

• Η µέθοδος Leave-one-out είναι µια παραλλαγή του k-fold, µε το k να ισούται µε
N , όπου N ο αριθµός των σηµείων δεδοµένων του set. Η συνάρτηση εκτίµησης
εκπαιδεύεται πάνω σε όλα τα σηµεία εκτός από ένα, ενώ η πρόβλεψη γίνεται για
αυτό το σηµείο. Το υπολογιστικό κόστος σε αυτή τη µέθοδο είναι αρκετά µεγάλο.

Στην παρούσα εργασία χρησιµοποιήσαµε κατά κύριο λόγο τη µέθοδο holdout καθώς
από την αρχή είχαµε ένα dataset χωρισµένο σε train και test set. Μόνο σε ένα σηµείο
έγινε χρήση του k-fold cross validation, καθώς ήταν ένα ενδιάµεσο στάδιο και δε ϑέλαµε
να κάνουµε validate µε το test set.

1.6 Ανάπτυξη της εργασίας

Η λογική η οποία ακολουθήσαµε για την εκπόνηση της παρούσας διπλωµατικής εργασίας
είναι η εξής :
΄Εγινε ένας συνδυασµός διάφορων αλγορίθµων ώστε να καταλήξουµε σε κάποιες γονιδια-
κά υπογραφές τις οποίες συγκρίνουµε τόσο στατιστικά όσο και ϐιολογικά. Στο κεφάλαιο
2 γίνεται περιγραφή των αλγορίθµων που χρησιµοποιήθηκαν. Αρχικά γίνεται ανάλυση
των νευρωνικών δικτύων και του παραλαγµένου νευρωνικού δικτύου που υλοποιήσαµε.
Στη συνέχεια αναλύονται αλγόριθµοι για Recursive Feature Elimination, Least Absolute
Shrinkage and Selection Operator), Fuzzy c-means αλλά γίνεται και η περιγραφή του
genotaror µιας µετά-ϐάσης δεδοµένων που συγκεντρώνει και ϐαθµολογεί συσχετίσεις µε-
ταξύ γονιδίων και ασθενειών από πολλές αξιόπιστες ϐάσεις δεδοµένων από το διαδίκτυο.
Στο κεφάλαιο 3 γίνεται συνδυασµός των παραπάνω υπολογιστικών µεθόδων µε τέσσερις
διαφορετικούς τρόπους ώστε να καταλήξουµε σε τέσσερις γονιδιακές υπογραφές. Ακο-
λουθεί η στατιστική και ϐιολογική (µε χρήση του genotator) σύγκριση των υπογραφών.
Στο κεφάλαιο 4 καταλήγουµε σε κάποια συµπεράσµατα και γίνονται κάποιες προτάσεις
για µελλοντική εργασία. Τέλος στο παράρτηµα µπορούν να ϐρεθούν τα γονίδια της κάθε
υπογραφής ανάλογα και η σχέση τους µε το genotator.

Η κύρια συνεισφορά της εργασίας είναι ότι συγκρίνει µοντέρνους αλγορίθµους ως προς
τη στατιστική τους συµπεριφορά, ενώ γίνεται και σύγκριση των αποτελεσµάτων (υπογρα-
ϕών) µε ϐάση την υπάχουσα ϐιβλιογραφία. Τα συµπεράσµατα στα οποία καταλήγουµε
είναι σηµαντικά και ποικίλουν από υπογραφή σε υπογραφή.
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Κεφάλαιο 2

Υπολογιστικές Μέθοδοι

2.1 Νευρωνικά ∆ίκτυα

Η έρευνα σχετικά µε τα τεχνητά νευρωνικά δίκτυα [11] είναι εµπνευσµένη από τη δοµή
και τη λειτουργία του εγκεφάλου. Βασικό δοµικό στοιχείο του εγκεφάλου είναι οι νευ-
ϱώνες, δηλαδή τα νευρικά κύτταρα τα οποία δηµιουργούν ένα πυκνό δίκτυο επικοινωνίας
µεταξύ τους. Κίνητρο για τη µελέτη του νευρώνα και των νευρωνικών δικτύων είναι η ελ-
πίδα ανακάλυψης ενός νέου υπολογιστικού µοντέλου ϐασισµένου σε µια δικτυακή δοµή
παρόµοια µε αυτή του εγκεφάλου. Αυτή η πλατφόρµα είναι γνωστή ως Connectionist
Model µε κύριο εκπρόσωπό της τα νευρωνικά δίκτυα.
Τα συνήθη τεχνητά νευρωνικά δίκτυα χρησιµοποιούν πολύ απλοποιηµένα µοντέλα νευ-
ϱώνων τέτοια ώστε να διατηρούν µόνο τα πολύ αδρά χαρακτηριστικά των λεπτοµερών
µοντέλων που χρησιµοποιούνται στη νευρολογία. Θα έλεγε κανείς ότι τα συνήθη τεχνητά
νευρωνικά µοντέλα έχουν ελάχιστη σχέση µε τα ϐιολογικά νευρωνικά συστήµατα. Ωστόσο
πιστεύεται ότι οι λεπτοµέρεις δεν έχουν ιδιαίτερη σηµασία στην κατανόηση της ευφυούς
συµπεριφοράς των ϐιολογικών νευρωνικών συστηµάτων. Ακόµη και αυτά τα απλά µοντέλα
νευρώνων µπορούν να δηµιουργήσουν ιδιατέρως ενδιαφέροντα δίκτυα αρκεί να πληρούν
δύο ϐασικά χαρακτηριστικά:

• Οι νευρώνες να έχουν ϱυθµιζόµενες παραµέτρους ώστε να διευκολύνεται η διαδικα-
σία της µάθησης.

• Το δίκτυο να αποτελείται από µεγάλο πλήθος νευρώνων ώστε να επιτυγχάνεται πα-
ϱαλληλισµός της επεξεργασίας και κατανοµή της πληροφορίας.

Η πρόκληση που αντιµετωπίζει η ϑεωρία των τεχνητών νευρωνικών δικτύων είναι η εύρεση
κατάλληλων αλγορίθµων εκπαίδευσης των δικτύων και ανάκλησης της πληροφορίας που
αυτά περιέχουν έτσι ώστε να προορίζονται ευφυείς διαδικασίες όπως αυτές που αναφέρθη-
καν παραπάνω. Για την επίτευξη αυτού του στόχου απαιτείται ο ορισµός του κατάλληλου
περιβάλλοντος εκπαίδευσης.

2.1.1 Ο Νευρώνας

Το νευρωνικό κύτταρο ή νευρώνας (ϐλέπε σχήµα 2.1) είναι το ϐασικό δοµικό στοιχείο του
εγκεφάλου τόσο στον άνθρωπο όσο και στα Ϲώα. Ο νευρώνας είναι ένα µεγάλο σε µέγεθος
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Σχήµα 2.1: Νευρώνας. Εικόνα: wikipedia.org

κύτταρο το οποίο, ανατοµικά, αποτελείται από τα ακόλουθα κύρια τµήµατα. Το σώµα,
τους δενδρίτες τον άξονα και τις συνάψεις.

Λειτουργικά, τα τµήµατα του νευρώνα παίζουν διαφορετικούς ϱόλους :

• Οι δενδρίτες είναι οι πύλες εισόδου του νευρώνα. ∆έχονται ηλεκτρικά σήµατα από
άλλους νευρώνες.

• Ο άξονας είναι η πύλη εξόδου του νευρώνα. Μοιάζει µε µια µακρόστενη κλωστή που
µερικές ϕορές έχει µήκος µερικά χιλιοστά και άλλες ϕορές ξεπερνάει το 1 µέτρο.
Ο άξονας στέλνει σήµατα προς άλλους νευρώνες υπό µορφή ηλεκτρικών παλµών
σταθερού πλάτους αλλά µεταβλητής συχνότητας.

• Οι συνάψεις είναι τα σηµεία ένωσης µεταξύ διακλαδώσεων του άξονα ενός νευρώνα
και των δενδριτών από άλλους νευρώνες. Είναι κύστες µε ηλεκτροχηµικό υλικό,
κυρίως ιόντα Νατρίου και Καλίου. Το υλικό αυτό µεταδίδει την ηλεκτρική δραστη-
ϱιότητα του άξονα-αποστολέα στους δενδρίτες-παραλήπτες. Το πλάτος της σύναψης,
η απόστασή της από τον δενδρίτη και η πυκνότητα του ηλεκτροχηµικού υλικούεπη-
ϱεάζουν την ευκολία µε την οποία η ηλεκτρική δραστηριότητα µεταδίδεται από τον
άξονα στον δενδρίτη. Το ποσοστό της ηλεκτρικής δραστηριότητας που µεταδίδεται
τελικά στον δενδρίτη λέγεται συναπτικό ϐάρος. Οι συνάψεις χωρίζονται σε ενισχυτι-
κές (exitatory) και σε ανασταλτικές (inhibitory) ανάλογα µε το ϕορτίο που εκλύεται
από τη σύναψη ερεθίζει το νευρώνα προς το να παράγει παλµούς µε µεγαλύτερη
συχνότητα ή αντίθετα αν τον καταστέλλει εµποδίζοντας τον να παράγει παλµούς.

Πως λειτουργεί ο Νευρώνας

Λειτουργία του ϐιολογικού νευρώνα

Στους ϐιολογικούς νευρώνες, ϕορείς πληροφορίας είναι ηλεκτρικοί παλµοί που ταξιδε-
ύουν στον άξονα κάθε νευρώνα και µέσω των συνάψεων διαδίδονται στους δενδρίτες των
παραληπτών νευρώνων. Κάθε νευρώνας Α συλλέγει όλο το ηλεκτρικό ϕορτίο που δέχεται
από κάθε σύναψη στους δενδρίτες του Ϲυγίζοντας το εισερχόµενο ϕορτίο µε το αντίστοιχο
συναπτικό ϐάρος. ΄Ετσι, όσο πιο ισχυρή είναι η συναπτική Ϲεύξη τόσο πιο έντοα συµ-
µετέχει το συγκεκριµένο ϕορτίο εισόδου στο συνολικό άθροισµα. Αν το άθροισµα του
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ϕορτίου ξεπερνάει κάποιο κατώφλι τότε ο άξονας του Α αρχίζει να παράγει παλµούς µε
µεγάλη συχνότητα οπότε λέµε ότι ο νευρώνας πυροβολεί (fires). Αν όµως το ϕορτίο δεν
περνάει το συγκεκριµένο αυτό όριο τότε ο νευρώνας παράγει πολύ αραιά παλµούς σε τυ-
χαίες στιγµές οπότε λέµε ότι ο νευρώνας είναι αδρανής. Κάθε παλµός έχει συγκεκριµένο
χρονικό πλάτος tp και µετά από κάθε παλµό ο νευρώνας χρειάζεται ένα ελάχιστο χρόνο
ανάπαυσης tr. ΄Ετσι ο µέγιστος ϱυθµός των παλµών δε ξεπερνάει το όριο

FiringFrequency <
1

(tp + tr)
. (2.1)

Τελικά οι παλµοί που παράγονται ταξιδεύουν κατά µήκος του άξονα και τροφοδοτούν
τους άλλους νευρώνες µε τους οποίους συνδέεται ο Α.

Το µοντέλο McCulloth-Pitts

Τη δεκαετία του 1940 υπήρξε µια εντονότατη δραστηριότητα προς την κατεύθυνση της
µελέτης των ϐιολογικών νευρωνικών δικτύων και της µαθηµατικής µοντελοποίησης τους.
Πρωτοπόροι στον τοµέα αυτό οι McCulloch και Pitts που περιέγραψαν ένα απλό µοντέλο
της δραστηριότητας του νευρώνα [12]. Η κατάσταση του νευρώνα περιγράφεται από ένα
δυαδικό αριθµό y.

• y = 0⇒ ο νευρώνας είναι αδρανής (δεν πυροβολεί)

• y = 1⇒ ο νευρώνας πυροβολεί στη µέγιστη ισχύ.

Σχήµα 2.2: Το µοντέλο των McCulloch-Pitts για το νευρώνα. Εικόνα: wikipedia.org

Οι συνάψεις περιγράφονται από τα συναπτικά ϐάρη (synaptic weights) wi που είναι
πραγµατικοί αριθµοί, ϑετικοί για τις ενισχυτικές συνάψεις και αρνητικοί για τις ανασταλ-
τικές συνάψεις. Αν x1, x2, ..., xn είναι οι είσοδοι του νευρώνα τότε το άθροισµα u του
ϕορτίου που δέχεται ο νευρώνας είναι απλά

u =
n∑
i=1

wi · xi (2.2)

Αν το άθροισµα u είναι µεγαλύτερο από το κατώφλι (threshold) j τότε ο νευρώνας
πυροβολεί, διαφορετικά παραµένει αδρανής. Χρησιµοποιώντας µαθηµατικά γράφουµε
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y = f(u− θ) (2.3)

όπου f(.) είναι η λεγόµενη ϐηµατική συνάρτηση. Στο παραπάνω µοντέλο χρησιµο-
ποιείται η ϐηµατική συνάρτηση 0/1 (step function 0/1).

f(u) =

{
0 αν u ≤ 0
1 αν u > 0

(2.4)

Σχηµατικά το παραπάνω µαθηµατικό µοντέλο παριστάνεται από ένα αθροιστή ακο-
λουθούµενο από ένα µη-γραµµικό µετασχηµατιστή f (ϐλέπε σχήµα 2.2).
Το κατώφλι j είναι ένας πραγµατικός αριθµός (ϑετικός ή αρνητικός) όπως άλλωστε και τα
συναπτικά ϐάρη w1, ..., wn. Κατά αυτή την έννοια το κατώφλι j µπορεί να ϑεωρηθεί ως
ένα επιπλέον συναπτικό ϐάρος συνδεδεµένο µε µια σταθερή είσοδο q0 η οποία έχει πάντα
την τιµή -1. ΄Ετσι ϑα µπορούσαµε να γράψουµε

u =
n∑
i=1

wi · xi − θ =
n∑
i=0

wi · xi (2.5)

όπου w0 = θ και x0 = −1.

΄Αλλα διαδεδοµένα µοντέλα

Υπάρχουν πολλές διαφορετικές µοντελοποιήσεις του νευρώνα που αποκλίνουν από το
µοντέλο McCulloch-Pitts. Η πιο σηµαντική διαφορά είναι στη µορφή της µη γραµµικής
συνάρτησης f() που χρησιµοποιείται την έξοδο. Η συνάρτηση αυτή (που καλείται και
συνάρτηση ενεργοποίησης του νευρώνα (neuron activation function) µπορεί να πάρει
εναλλακτικά τις παρακάτω µορφές :

• Βηµατική συνάρτηση -1/1 (step function -1/1)

f(u) =

{
−1 , αν u ≤ 0
1 , αν u > 0

(2.6)

• Σιγµοειδής (sigmoid)

f(u) =
1

1 + e−u
(2.7)

Τη σιγµοειδή συνάρτηση τη χρησιµοπουούµε σε πολύ µεγάλο ϐαθµό στην παρούσα
διπλωµατική εργασία.

• Υπερβολική εφαπτόµενη(hyperbolic targent)

f(u) = tanh(u) =
(1− e−u)
(1 + e−u)

(2.8)

• Συνάρτηση κατωφλίου (threshold function)

f(u) =


0 , αν u ≤ 0
u , αν 0 < u < 1
1 , αν u ≥ 1

(2.9)
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• Συνάρτηση ϱάµπας (ramp function)

f(u) =

{
0 , αν u ≤ 0
u , αν u > 0

(2.10)

• Γραµµική (linear)
f(u) = u (2.11)

2.1.2 Εκπαίδευση νευρωνικών δικτύων

Ο ανθρώπινος εγκέφαλος αποτελείται από 100 δισεκατοµµύρια νευρώνες και σε κάθε
νευρώνα αντιστοιχούν κατά µέσο όρο περίπου 1000 συνάψεις(δηλαδή έχουµε ένα σύνολο
100 τρισεκατοµµύριων συνάψεων).
Η τροµερή πολυπλοκότητα του εγκεφάλου τον καθιστά ικανό να εκτελεί µε επιτυχία δι-
άφορες λειτουργίες που συλλογικά οδηγούν σε αυτό που αποκαλούµε νοηµοσύνη. Τέτοιες
λειτουργίες είναι :

• Η αναγνώριση εικόνων

• Η µνήµη

• Η αναγνώριση ϕωνής, η κατανόηση και η παραγωγή της γλώσσας

• Η αυτόνοµη πλοήγηση στο χώρο

• Η λήψη αποφάσεων

• Η κατάστρωση στρατηγικής και η επιλογή της καλύτερης µε ϐάση διαφορά κόστους

• Η λογική, η ανάπτυξη επιχειρηµάτων, η συνεπαγωγή

• Η µάθηση και η αυτοπροσαρµογή σε νέο περιβάλλον και σε νέες καταστάσεις

Το τελευταίο αντικείµενο, δηλαδή η µάθηση είναι ίσως ένα από τα πιο σηµαντικά
χαρακτηριστικά του εγκεφάλου και γενικά των ϐιολογικών νευρωνικών δικτύων. Ο λόγος
που η µάθηση ϑεωρείται κλειδί της νοηµοσύνης είναι το γεγονός ότι οι περισσότερες από
τις υπόλοιπες λειτουργίες που περιγράψαµε παραπάνω µαθαίνονται κατά τη διάρκεια του
ϐίου. Παραδείγµατα, κανένα παιδί δε γεννήθηκε γνωρίζοντας κάποια γλώσσα, ούτε η
αναγνώριση των οικείων προσώπων του και περιβάλλοντος δεν υπάρχει εκ γεννετής αλλά
µαθένεται.
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Βασική αρχή της Τεχνητής Νοηµοσύνης είναι η ύπαρξη ενός υλικού στρώµατος πάνω
στο οποίο εκτελούνται όλες οι παραπάνω λειτουργίες. Στον άνθρωπο και στα Ϲώα το υλικό
αυτό είναι οι νευρώνες και η δοµή του υλικού είναι ένα πυκνό δίκτυο µεταξύ των νευρώνων
µε εκατοντάδες έως χιλιάδες συνάψεις ανά νευρώνα. Το αντικείµενο µελέτης της τεχνητής
µοηµοσύνης είναι διπλό:

• Η ανάπτυξη ενός υλικού ο οποίο µπορεί να υποστηρίξει τις παραπάνω επιθυµητές
λειτουργίες, άσχετα αν αυτό το υλικό µιµείται τους νευρώνες ή όχι. Στις µέρες µας
το υλικό αυτο είναι οι ηλεκτρονικοί υπολογιστές.

• Η ανάπτυξη αλγορίθµων που µιµούνται αυτές τις λειτουργίες, δηλαδή κάνουν α-
ναγνώριση προσώπων και περιβάλλοντος, επιτυγχάνουν αυτόµατη πλοήγηση ενός
ϱοµπότ σε περιβάλλον µε ϕυσικά εµπόδια, αναπτύσσουν ϐέλτιστες στρατηγικές για
ένα πρόβληµα, εκτελούν συλλογισµούς και καταλήγουν σε λογικά συµπεράσµατα,
έχουν µνήµη και αυτοπροσαρµόζονται σε νέες καταστάσεις και σε αγνώριστα περι-
ϐάλλοντα και µαθαίνουν από την εµπειρία τους. ΄Ολοι αυτοί οι στόχοι είναι ϐέβαια
πολλοί και ιδιαίτερα απαιτητικοί αλλά αποτελούν το κύριο αντικείµενο µελέτης της
Τεχνητής Νοηµοσύνης.

Τα τεχνητά νευρωνικά δίκτυα είναι µοντέλα που µιµούνται τη λειτουργία των ϐιολο-
γικών νευρώνων και τη δοµή των ϐιολογικών νευρωνικών δικτύων. Το αντικείµενο των
τεχνητών νευρωνικών δικτύων είναι η ανάπτυξη και η µελέτη αλγορίθµων που µιµούνται
την αρχιτεκτονική και το πρότυπο των ϐιολογικών νευρωνικών δικτύων.

2.1.3 Ταξινόµηση Νευρωνικών Αλγορίθµων

Τα τεχνητά νευρωνικά δίκτυα χωρίζονται στα ακόλουθα δίκτυα

• Εκπαιδευόµενα ϐάρη

{ Με επίβλεψη

∗ Perceptron
∗ ADALINE
∗ Back-propagation
∗ Αναδροµικά δίκτυα Back-propagation
∗ ∆ίκτυα RBF
∗ Μοντέλα SVM
∗ Στοχαστικές µηχανές

{ Χωρίς επίβλεψη

∗ Συσχετιστικά µοντέλα (Κανόνας του Hebb)
· ∆ίκτυα PCA
· ∆ίκτυα ICA

∗ Ανταγωνιστικά µοντέλα
· ∆ίκτυο Kohonen(SOM)
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· Learning VQ
· ART

• Σταθερά ϐάρη

{ ∆ίκτυο Hopfield

{ Συσχετιστικές µνήµες

{ Brain State in a Box

2.1.4 Το δίκτυο Perceptron

Το πιο απλό νευρωνικό δίκτυο που µπορεί να σχεδιαστεί και να µελετηθεί είναι ένα δίκτυο
που αποτελείται από ένα µόνο νευρώνα. Οι µόνες συνδέσεις που υπάρχουν είναι αυτές
µεταξύ των εισόδων x1, x2, ..., xn και του νευρώνα (ϐλέπε σχήµα 2.3 ). Στο µοντέλο per-
ceptron ο ένας και µοναδικός νευρώνας υλοποιεί την παρακάτω συνάρτηση µεταφοράς :

u =
n∑
i=1

wi · xi − θ

y = f(u)

η συνάρτηση µεταφοράς απεικονίζει το διάνυσµα εισόδου x = [x1, x2, ..., xn]T στην έξοδο
y. Σε συντοµία µπορεί κανείς να γράψει :

y = f(
n∑
i=1

wi · xi − θ)

Οι παράµετροι w1, w2, ..., wn είναι τα συναπτικά ϐάρη του νευρώνα ενώ η παράµετρος θ
λέγεται κατώφλι ενεργοποίησης. Ο όρος αυτός εξηγείται από το γεγονός ότι η διέγερση u
του νευρώνα η οποία προκύπτει από το περιβάλλον (δηλαδή από τις εισόδους) είναι ϑετική
αν το άθροισµα

∑n
i=1wi · xi ξεπεράσει το όριο θ:

u > 0,αν
n∑
i=1

wi · xi > θ

u = 0,αν
n∑
i=1

wi · xi = θ

u < 0,αν
n∑
i=1

wi · xi < θ

Με το σκεπτικό αυτό λέµε ότι το θ είναι το κατώφλι πάνω από το οποίο ενεργοποιείται ο
νευρώνας.
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Σχήµα 2.3: Perceptron νευρωνικό δίκτυο. Εικόνα: wikipedia.org

Η συνάρτηση ενεργοποίησης f(.) τροφοδοτείται από τη διέγερση u και δίνει την έξοδο
y του νευρώνα. Η συνάρτηση ενεργοποίησης είναι µη γραµµική και ειδικά στο Percep-
tron χρησιµοποιείται είτε η ϐηµατική 0/1 είτε η ϐηµατική -1/1. Μικρή σηµασία έχει
αυτό ϐέβαια. Οι παράµετροι που ουσιαστικά ϱυθµίζουν τη συµπεριφορά του νευρώνα
είναι είναι το διάνυσµα των συναπτικών ϐαρών w = [w1, w2, ..., wn]T και το κατώφλι θ.
Το µοντέλο µπορεί να απλοποιηθεί αν το κατώφλι θ ϑεωρηθεί ως ένα επιπλέον συναπτι-
κό ϐάρος(έστω w0) το οποίο πολλαπλασιάζεται µε µια σταθερή είσοδο x0 = −1 οπότε
µπορούµε να γράψουµε:

u =
n∑
i=1

wi · xi + w0 · x0 (2.12)

ή πιο απλά, αν ο δείκτης του αθροίσµατος i πηγαίνει από 0 έως n:

u =
n∑
i=0

wi · xi (2.13)

Κατά τον τρόπο αυτό εισάγουµε µια επιπλέον είσοδο x0 µε σταθερή τιµή -1 και άρα είναι
σαν να αυξάνουµε τη διάσταση του διανύσµατος εισόδου κατά 1. ΄Ετσι η διάσταση του
επαυξηµένου διανύσµατος εισόδου

x = [x0, x1, ..., xn]

είναι n+ 1 αντί για n.

Η εκπαίδευση του δικτύου Perceptron

Το Ϲητούµενο σε ένα νευρωνικό δίκτυο όπως το Perceptron είναι η αυτόµατη εκµάθη-
ση των παραµέτρων του συστήµατος ώστε να επιτυγχάνεται ο επιθυµητός στόχος. Το
δίκτυο εκπαιδεύεται µε επίβλεψη, δηλαδή υπάρχει ένας ¨δάσκαλος¨ που µας δίνει την
τιµή στόχου d(p) για κάθε πρότυπο εκπαίδευσης p. Το δίκτυο µαθαίνει προσαρµόζοντας
τις παραµέτρους w0, w1, ..., wn λαµβάνοντας υπ΄ όψη του τα επαυξηµένα πρότυπα εκπα-
ίδευσης x(1), ..., x(n) και τους στόχους d(1), ..., d(p) των προτύπων αυτών χρησιµοποιώντας
κάποιον επαναληπτικό αλγόριθµο.
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Ο κλασσικός κανόνας εκπαίδευσης Perceptron είναι γνωστός και ως κανόνας σταθερής
αύξησης. Ο κανόνας είναι επαναληπτικός : τα πρότυπα παρουσιάζονται στο δίκτυο µε κυ-
κλική σειρά και όταν τελειώσουν επαναλαµβάνονται από την αρχή. ΄Ενας πλήρης κύκλος
χρήσης όλων των προτύπων ονοµάζεται εποχή (epoch).
Ο κανόνας τροποποιεί το επαυξηµένο διάνυσµα των συναπτικών ϐαρών w µόνο όταν υ-
πάρχει σφάλµα ταξινόµησης, δηλαδή όταν ο στόχος d(p) για το πρότυπο p, διαφέρει από
την έξοδο του δικτύου

y = f(w(k − 1)T · x(p)) (2.14)

όπου w(k − 1) είναι το επαυξηµένο διάνυσµα των συναπτικών ϐαρών µετά από την επα-
νάληψη k − 1. ΄Οταν υπάρχει σφάλµα τότε η διόρθωση των ϐαρών γίνεται προσθέτοντας
ή αφαιρώντας ένα ποσοστό του προτύπου x(p). Συγκεκριµένα, αν κατά την επανάληψη k,
εισάγεται το πρότυπο p τότε ο κανόνας της διόρθωσης είναι :

w(k) = w(k − 1) + β · (d(p) − y) · x(p) (2.15)

όπου w(k) είναι το επαυξηµένο διάνυσµα των συναπτικών ϐαρών µετά την επανάληψη
k. Αν ϑυµηθούµε ότι τα επαυξηµένα διανύσµατα ϐαρών και εισόδου ορίζονται ως wT =
[w0, w

T ] και xT = [1, xT ] (δεχόµενου ότι x0 = 1), τότε ο παραπάνω κανόνας εκπαίδευσης
γράφεται ενναλακτικά ως:

w(k) = w(k − 1) + β · (d(p) − y) · x(p) (2.16)

w0(k) = w0(k − 1) + β · (d(p) − y) (2.17)

Η παράµετρος β ϐυθµίζει το µέγεθος της διόρθωσης και καλείται ϐήµα εκπαίδευσης ή
ϱυθµός εκπαίδευσης. Το β είναι µικρός ϑετικός αριθµός. Αποδεικνύεται ότι η εκπαίδευ-
ση του w γίνεται µε τρόπο τέτοιο ώστε το πρότυπο που ταξινοµήθηκε τώρα εσφαλµένα, την
επόµενη ϕορά είτε ϑα ταξινοµηθεί σωστά είτε ϑα πλησιάζει περισσότερο στο να ταξινοµηθεί
σωστά.
Συµπεραίνουµε λοιπόν ότι το µοντέλο Perceptron εφοδιασµένο µε τον παραπάνω αλγόριθ-
µο εκπαίδευσης συγκλίνει σε µία λύση η οποία ταξινοµεί σωστά όλα τα πρότυπα αρκεί
να υπάρχει µια τέτοια λύση, να είναι δηλαδή το πρόβληµα γραµµικά διαχωρίσιµο. Σε µη
γραµµικά διαχωρίσιµα προβλήµατα ο αλγόριθµος Perceptron δεν συγκλίνει ποτέ.

2.1.5 Το δίκτυο MLP (Multi-Layer Perceptron)

΄Οπως είδαµε οι δυνατότητες αναπαράστασης διαχωριστικών επιφανειών είναι περιορι-
σµένες στο δίκτυο Perceptron καθώς µε ένα µόνο νευρώνα το δίκτυο µπορεί να αναπαρα-
στήσει µόνο επίπεδες επιφάνειες. Ο περιορισµός αυτός αίρειται µε τη χρήση περισσότερων
νευρώνων.

Τέτοια δίκτυα όπως αυτό του σχήµατος 2.4 καλούνται δίκτυα Perceptron πολλών
στρωµάτων (Multi-Layer Perceptron MLP). Το χαρακτηριστικό των δικτύων είναι οι νευ-
ϱώνες του οποιαδήποτε στρώµατος τροφοδοτούν αποκλειστικά τους νευρώνες του επόµε-
νου στρώµατος και τροφοδοτούνται αποκλειστικά από τους νευρώνες του προηγούµενου
στρώµατος.
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Σχήµα 2.4: Multilayer Perceptron.

Στα δίκτυα πολλών στρωµάτων MLP δε συνιθίζεται οι χρήση της ϐηµατικής συνάρτησης
0/1 ή -1/1 αλλά προτιµάται συνήθως η χρήση της ϐηµατικής συνάρτησης. Ο σηµαντι-
κότερος λόγος για αυτή την επιλογή είναι ότι οι µέθοδοι ϐελτιστοποίησης χρησιµοποιούν
παραγώγους, ενώ η ϐηµατική συνάρτηση δεν είναι παραγωγίσιµη. Αυτή η τεχνική δυ-
σκολία ξεπερνιέται µε τη χρήση της σιγµοειδούς συνάρτησης :

f(u) =
1

1 + e−u
(2.18)

Η συνάρτηση αυτή είναι παραγωγίσιµη (ϐλέπε εικόνα 2.5) και πρακτικά µοιάζει πολύ µε
τη ϐηµατική 0/1.

Σχήµα 2.5: Σιγµοειδής συνάρτηση

Η χρήση µαλακών συναρτήσεων κατωφλίωσης όπως η σιγµοειδής δηµιουργεί οµαλές
επιφάνειες χωρίς απότοµες µεταβολές στην τιµή y της εξόδου του δικτύου.
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Feed-Forward

Χαρακτηριστικό σε ένα δίκτυο Perceptron πολλών στρωµάτων είναι ότι κάθε στρώµα (l)
τροφοδοτείται µόνο από τους νευρώνες του προηγούµενου στρώµατος (l−1). ΄Εστω λοιπόν
το στρώµα εισόδου το οποίο ονοµάζουµε µηδενικό. L το πλήθος των στρωµάτων του
δικτύου εκτός από το στρώµα εισόδου. N(0), N(1), ..., N(L) το πλήθος των νευρώνων των
στρωµάτων 0, 1, ..., L. ΄Αρα N(0) το πλήθος των εισόδων και N(L) το πλήθος των εξόδων.
ai(l) είναι οι ενεργοποιήσεις των νευρώνων του στρώµατος l, wij(l) το συναπτικό ϐάρος
που συνδέει το νευρώνα aj(l − 1) του στρώµατος l − 1 µε το νευρώνα ai(l) του στρώµατος
l. wi0(l) είναι το κατώφλι του νευρώνα ai(l) του στρώµατος l. Τέλος xi = ai(0) είναι οι
είσοδοι του δικτύου και yi = ai(L) οι έξοδοι του δικτύου.

Το feedforward στάδιο είναι η διαδικασία υπολογισµού των τιµών όλων των νευρώνων
του δικτύου µε δεδοµένες τιµές των εισόδων x1, ..., xN(0). ΄Ετσι οι ενεργοποιήσεις των
νευρώνων για οποιοδήποτε στρώµα l δίνονται από την σχέση:

ai(l) = f

N ·(l−1)∑
j=1

wij(l) · aj(l − 1) + wi0(l)

 (2.19)

Αυτό που κάνουµε λοιπόν σε αυτό το στάδιο είναι : Μας δίνονται οι τιµές xi των εισόδων
του δικτύου. Με ϐάση τις εισόδους υπολογίζουµε πρώτα τις ενεργοποιήσεις του στρώµατος
1, στη συνέχεια του στρώµατος 2 και σενεχίζουµε µε αυτό τον τρόπο µέχρι να ϕτάσουµε
στο y.

Εκπαίδευση δικτύων MLP µε Back-Propagation

Η εκπαίδευση ενός MLP είναι η διαδικασία ϱύθµισης των συναπτικών ϐαρών του έτσι ώστε
να ικανοποιείται κάποιο κριτήριο καταλληλότητας. Αυτός είναι και ο στόχος της εκπα-
ίδευσης σε οποιοδήποτε νευρωνικό δίκτυο. Αν έχουµε λοιπόν ένα νευρωνικό δίκτυο (MLP)
µε κατάλληλο µέγεθος µπορούµε να το εκπαιδεύσουµε να µάθει οποιαδήποτε συνάρτηση
εµείς επιθυµούµε µε οποιαδήποτε ποιότητα προσέγγισης εµείς επιθυµούµε. Αυτό δι-
καιολογεί τη δηµοτικότητα των αλγορίθµων εκπαίδευσης MLP µε κύριο εκπρόσωπο τον
αλγόριθµο Back-Propagation.

Ο αλγόριθµος Back-Propagation

Το µοντέλο ανήκει στην κατηγορία των δικτύων που εκπαιδεύονται µε επίβλεψη. Βασικό
χαρακτηριστικό της µεθόδου είναι η ύπαρξη στόχων. Γενικά ϑεωρούµε σε ένα δίκτυο MLP
µε L στρώµατα, n = N(0) εισόδους και m = N(L) εξόδους. ΄Οπως και σε προηγούµενη
ενότητα έτσι και εδώ ονοµάζουµε τις εισόδους x1, x2, ..., xn και εξόδους y1, y2, ..., yn. Πιο
συγκεκριµένα για µια σειρά από P Ϲευγάρια διανυσµάτων εισόδων - στόχων έχουµε:

• x(p) = [x1(p), ..., xn(p)]T , το p-οστό διάνυσµα εισόδου

• y(p) = [y1(p), ..., yn(p)]T , το p-οστό διάνυσµα εξόδου

• d(p) = [d1(p), ..., dn(p)]T , το p-οστό διάνυσµα στόχων
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Τα δεδοµένα που απαιτούνται για να εκπαιδεύσουµε το νευρωνικό µας δίκτυο είναι
τα P Ϲευγάρια διανυσµάτων εισόδων - στόχων. Θα ήταν ιδανικό να πετύχουµε τέλεια
ταύτιση των εξόδων y µε τις επιθυµητές εξόδους d. Κάτι τέτοιο δυστυχώς είναι σχεδόν
πάντα αδύνατο οπότε επιθυµούµε τη ϐέλτιστη προσέγγιση της επιθυµητής κατάστασης
χρησιµοποιώντας ένα κριτήριο κόστους. ΄Ενα πολύ κλασσικό κριτήριο κόστους που χρη-
σιµοποιείται ευρύτατα είναι το µέσο τετραγωνικό σφάλµα

J =
1

P
·

P∑
p=1

||d(p) − y(p)||(2) =
1

P
·

P∑
p=1

m∑
i=1

[
d
(p)
i − y

(p)
i

]2
(2.20)

΄Εχει το πλεονέκτηµα ότι η ελαχιστοποίησή του σηµαίνει την ελαχιστοποίηση της τετρα-
γωνικής απόστασης µεταξύ των διανυσµάτων y(i), d(i) και επιπλέον παραγωγίζεται εύκολα
οπότε µπορεί να χρησιµοποιηθεί πολύ εύκολα σε µεθόδους gradient descent και να δώσει
συµπαγείς µαθηµατικές λύσεις.

Gradient Descent

Τα συναπτικά ϐάρη wij είναι οι παράµετροι οι οποίοι πρέπει να διορθωθούν ώστε το
σφάλµα J να ελαχιστοποιηθεί, καθώς τόσο οι είσοδοι x(p) όσο και οι στόχοι d(p) είναι
δεδοµένοι και σταθεροί. Σύµφωνα µε τη µέθοδο gradient descent η µεταβολή το wij ως
προς το χρόνο t γίνεται µε τη χρήση της παραγώγου του J ως προς wij.

dwij
dt

= − ∂J

∂wij
(2.21)

και η οποία ονοµάζεται κλίση του J ως προς wij. Επειδή ϑέλουµε να προσθέσουµε και την
έννοια του χρόνου στο συναπτικό ϐάρος wij, ϑα αναφερόµαστε στο τελευταίο ως wij(l, k)
που συνδέει το νευρώνα j του στρώµατος l − 1 µε το νευρώνα i του στρώµατος l κατά τη
χρονική στιγµή k. Οπότε η µέθοδος gradient descent µετατρέπεται στη διακριτή εξίσωση:

wij(l, k + 1)− wij(l, k) = −β ∂J

∂wij(l, k)
(2.22)

΄Οπως και στο απλό Perceptron έτσι και εδώ εµφανίζεται µία παράµετρος ϐήµατος
εκπαίδευσης β η οποία είναι ένας µικρός ϑετικός αριθµός.

Η έξοδος του νευρώνα i του στρώµατος l δίνεται από τη σχέση:

α
(k)
i (l) = f(u

(k)
i (l)) (2.23)

όπου

u
(k)
i (l) =

N(l−1)∑
ξ=1

wiξ(l, k)α
(k)
ξ (l − 1) + wi0(l, k) (2.24)

είναι η δικτυακή διέγερση του νευρώνα (net-input) και είναι το άθροισµα των διεγέρ-
σεων των νευρώνων του προηγούµενου στρώµατος µε τα συναπτικά ϐάρη wiξ(l, k). Για
διευκόλυνσή µας ϑα ονοµάσουµε

δ
(k)
i (l) = − ∂J

∂u
(k)
i (l)

(2.25)
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την παράγωγο του κόστους ως προς τη δικτυακή διέγερση του νευρώνα. Συνδυάζοντας
λοιπόν τις παραπάνω γνώσεις µπορούµε να καταλήξουµε στο συµπέρασµα ότι

∂J

∂wij(l, k)
= −δ(k)i (l)α

(k)
j (l − 1) (2.26)

για j = 0, 1, 2, ..., N(l − 1) και l = 1, 2, ..., L.
Τώρα ϑα υπολογίσουµε τα σφάλµατα δ

(k)
i για όλους τους νευρώνες όλων των στρω-

µάτων.

Για το στρώµα εξόδου η παράγωγος του κόστους J ως προς τη διέγερση u(k)i (L) είναι :

δ
(k)
i (L) = (d

(k)
i − y

(k)
i )f ′(u

(k)
i (L)) (2.27)

όπου f ′ η παράγωγος της συνάρτησης ενεργοποίησης. Στην περίπτωση που η συνάρτηση
ενεργοποίησης είναι η σιγµοειδής, δηλαδή f(u) = 1

1+e−u , η παράγωγός της είναι f ′(u) =
f(u)(1 − f(u)), ενώ αν είναι η γραµµική, δηλαδή f(u) = u, η παράγωγός της είναι
f ′(u) = 1.

Για οποιοδήποτε άλλο στρώµα l = 1, ..., L − 1, εκτός δηλαδή από αυτό της εξόδου
έχουµε:

δ
(k)
i (l) =

N(l−1)∑
µ=1

δ(k)µ (l + 1)w
(k)
µi (l + 1)f ′(u

(k)
i (l)) (2.28)

Για την παράγωγο f ′ ισχύουν τα ίδια όπως παραπάνω.

Γενικά λοιπόν ο αλγόριθµος Back-Propagation ϕαίνεται στον πίνακα 2.1.

Για την εξίσωση ενηµέρωσης ϐαρών λοιπόν χρησιµοποιούµε την εξίσωση:

wij(l, k + 1) = wij(l, k) + βδ
(k)
i (l)α

(k)
j (l − 1), j = 0, 1, ..., N(l), l = 1, ..., L (2.29)

Ενώ οι τύποι υπολογισµού του σφάλµατος δ είναι :
Για το τελευταίο στρώµα

δ
(k)
i (L) = f ′(u

(k)
i (L))(d

(k)
i − y

(k)
i ) (2.30)

Για τα στρώµατα l = 1, ..., L− 1

δ
(k)
i (l) = f ′(u

(k)
i (l))

N(l+1)∑
µ=1

wµi(l + 1)δµ(l + 1) (2.31)

2.1.6 Το FSMLP νευρωνικό

Η ακριβής πρόβλεψη της κατηγορίας στην οποία ανήκουν δεδοµένα κάποιας γονιδιακής
έκφρασης είναι πολύ σηµαντική καθώς µπορεί να ϐοηθήσει στην καλύτερη ϑεραπεία των
ασθενών. ∆υστυχώς οι υψηλές διαστάσεις των microarray data σε συνδυασµό µε το ϑόρυβο
ο οποίος εµπεριέχεται, κάνει αυτή την πρόβλεψη αρκετά δύσκολη. Με τη χρήση ενός
παραλλαγµένου γραµµικού feature selection multilayer perceptron νευρωνικού δικτύου
είναι δυνατόν να κάνουµε µια καλή πρόβλεψη για το πρόβληµά µας.
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Table 2.1: Back-Propagation algorithm
{Είδοδοι : P Ϲεύγη διανυσµάτων εισόδων-στόχων(x(p), d(p)) και ϐάρη wij(l)}
n = 1·
repeat

{Για κάθε πρότυπο p}
for p = 1 : P do

{Feed Forward}
{Υπολογισµός των εξόδων του στρώµατος 1}
{...}
{Υπολογισµός των εξόδων του στρώµατος L}
{Back Propagation}
{Υπολογισµός σφάλµατος δi(L) του στρώµατος L}
δ
(k)
i (L) = f ′(u

(k)
i (L))(d

(k)
i − y

(k)
i )

{...}
{Υπολογισµός σφάλµατος δi(1) του στρώµατος 1}
δ
(k)
i (1) = f ′(u

(k)
i (1))

∑2N
µ=1wµi(l + 1)δµ(l + 1)

{Ενηµέρωση ϐαρών}
wij(l, k + 1) = wij(l, k) + βδ

(k)
i (l)α

(k)
j (l − 1)

end for
n = n+ 1;

until Το συνολικό σφάλµα J σε µια εποχή να είναι µικρότερο από κάποιο κατώφλι

FSMLP µε gate opening

Σε ένα multilayer perceptron δίκτυο η επίδραση κάποιων γονιδίων µπορεί να εξαλειφθεί
µε το να µην τους επιτρέπεται η είσοδος στο δίκτυο. Κάτι τέτοιο επιτυγχάνεται µε τον
εξοπλισµό των κόµβων εισόδου µε µια πύλη, και το άνοιγµα ή το κλείσιµο αυτής της
πύλης.

΄Οταν κάποιο γονίδιο ϑεωρείται σηµαντικό τότε οι πύλες οι οποίες σχετίζονται µε αυτό
πρέπει να είναι τελειώς ανοιχτές, ενώ για µερικώς σηµαντικά γονίδια οι πύλες πρέπει να
είναι µερικώς ανοιχτές. Οι Pal και Chintalapudi [13] πρότειναν ένα τέτοιο µηχανισµό
ώστε τα µη σηµαντικά γονίδια να αναγνωριστούν αρχικά και να ελαττωθούν στη συνέχεια.
Για να µοντελοποιήσουµε τις πύλες συνδέουµε µια συνάρτηση πύλης (gate function) σε
κάθε κόµβο του στρώµατος εισόδου (input layer). Κάθε κόµβος υπολογίζει το γινόµενο
της εισόδου (τιµή του γονιδίου) µε τη συνάρτηση πύλης. Το αποτέλεσµα περνάει στα
επόµενα επίπεδα του δικτύου. Η συνάρτηση πύλης ϑα πρέπει να παράγει υψηλές τιµές
για τα γονίδια τα οποία είναι σηµαντικά,ενώ για τα περιττά οι τιµές πρέπει να είναι κοντά
στο µηδέν. Οι συναρτήσεις πύλης εξασθενούν (attenuate) τα γονίδια πριν διαδοθούν στο
δίκτυο και έτσι καλούµε αυτές τις συναρτήσεις ως attenuating functions. Σαν attenuation
function, µπορούµε να χρησιµοποιήσουµε οποιαδήποτε συνάρτηση Fi : R → [0, 1], η
οποία ικανοποιεί τα ακόλουθα κριτήρια :

• ΄Εχει µία συντονίσιµη (tunable) παράµετρο και είναι παραγωγίσιµη µε ϐάση αυτή
την παράµετρο.
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• Είναι µονότονη µε ϐάση την παραπάνω παράµετρο.

Η σιγµοειδής συνάρτηση F (m) = 1
1+e−m , στην οποία έχουµε αναφερθεί εκτενέσταρα

παραπάνω, είναι µια τέτοια συνάρτηση η οποία ικανοποιεί τα κριτήρια µας.

΄Οπως προαναφέραµε η ϕιλοσοφία εκπαίδευσης είναι να κρατάµε τις πύλες κλειστές
στην αρχή της εκπαίδευσης και να τις ανοίγουµε σταδιακά στη διάρκεια της εκπαίδευσης.
΄Εστω λοιπόν Fi η συνάρτηση attenuation η οποία σχετίζεται µε το iστό γονίδιο εισόδου. Η
Fi έχει ένα argument mi. F ′i (mi) είναι η παράγωγος της συνάρτησης στο mi. Ακόµα µ
είναι ο ϐαθµός εκπαίδευσης (learning rate) της παραµέτρου εξασθένησης, ενώ ν ο ϐαθµός
εκπαίδευσης των συνδεδεµένων ϐαρών. Το xi είναι η iστη είσοδος, ενώ x′i είναι η τιµή της
εξόδου του πρώτου επιπέδου για το i γονίδιο, δηλαδή x′i = xiF (mi). Το w0

ij είναι το
ϐάρος το οποίο συνδέει το jστο κόµβο του πρώτου κρυφού επιπέδου µε τον iστο κόµβο του
επιπέδου εισόδου. Τέλος το δ1j είναι το σφάλµα του jστου κόµβου του πρώτου κρυφού
επιπέδου.

Πέρα από το w0
ij η ανανέωση των ϐαρών σε όλα τα άλλα στάδια είναι παρόµοια µε αυτή

ενός κανονικού MLP νευρωνικού δικτύου εκπαιδευµένο µε backpropagation. Υποθέτον-
τας ότι το πρώτο κρυφό επίπεδο έχει q κόµβους οι κανόνες ανανέωσης για w0

ij και mi ϑα
είναι αντίστοιχα:

w0
ij,new = w0

ij,old − νxiδ1jF (mi) (2.32)

m0
i,new = m0

i,old − µxi
q∑
j=1

w0
ijδ

1
jF
′(mi) (2.33)

Οι παράµετροι των πυλών για όλα τα γονίδια αρχικοποιούνται µε τέτοιο τρόπο έτσι ώστε
όταν αρχίσει η εκπαίδευση το F (m) να είναι µηδέν για όλες τις πύλες, κανένα δηλαδή γο-
νίδιο δεν µπαίνει µέσα στο δίκτυο. Καθώς η διαδικασία µάθησης προχωράει, οι πύλες των
γονιδίων που ελαττώνουν το σφάλµα ταχύτερα, ανοίγουν και ταχύτερα. Η εκπαίδευση της
συνάρτησης της πύλης µε άλλα ϐάρη του δικτύου. Στο τέλος της εκπαίδευσης επιλέγουµε
τα σηµαντικά γονίδια µε ϐάση τις τιµές του gate opening. Η εκπαίδευση σταµατάει είτε
όταν το σφάλµα έχει ϕτάσει στο µηδέν (ή κοντά σε αυτό) είτε ύστερα από ένα συγκεκριµένο
αριθµό επαναλήψεων. ∆ιαφορετικές αρχικοποιήσεις του δικτύου µπορεί να οδηγήσουν
σε υπογραφή µε διαφορετικά γονίδια κάθε ϕορά. Καταλήγουµε συνήθως σε ένα µικρό
αριθµό γονιδίων των οποίων οι πύλες είναι ανοικτές αρκετά.

2.2 Support Vector Machines

Σε αυτή την ενότητα γίνεται µελέτη των µηχανών διανυσµάτων υποστήριξης (Support Vec-
tor Machines, SVM). Ουσιαστικά το SVM [14] είναι µια δυαδική µηχανή µε δυνατότητα
µάθησης η οποία επιδεικνύει ορισµένες εξαιρετικά κοµψές ιδιότητες. Η κεντρική ιδέα
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πίσω από τα SVM συνοψίζεται ως εξής : ∆οθέντος ενός δείγµατος εκπαίδευσης, η µηχα-
νή διανυσµάτων υποστήριξης κατασκευάζει ένα υπερεπίπεδο ως επιφάνεια απόφασης µε
τρόπο ώστε το περιθώριο διαχωρισµού µεταξύ ϑετικών και αρνητικών παραδειγµάτων να
µεγιστοποιείται. Στην παρούσα εργασία η χρήση των SVM γίνεται µε σκοπό την ταξινόµη-
ση. Γενικά πάντως ο τοµέας ο οποίος ωφελείται περισσότερο από τη χρήση των SVM είναι
αυτός της ταξινόµησης προτύπων.

΄Οπως είπαµε και πιο πάνω το SVM προσπαθεί να ϐρει το καλύτερο υπερεπίπεδο το
οποίο να διαχωρίζει τις δύο κλάσεις ενδιαφέροντος, ϑετικές (+1) και αρνητικές (-1). Αυτό
επιτυγχάνεται µε την µεγιστοποίηση της απόστασης 2

||w|| µεταξύ δύο παράλληλων γραµµών
w · x + b = 1 και w · x + b = −1 οι οποίες ορίζουν το περιθώριο του διαχωρισµού όπως
ϕαίνεται και στο σχήµα 2.6. Το τελικό διαχωριστικό υπερεπίπεδο περνάει από το µέσο
του περιθωρίου µε την εξίσωση να είναι w · x+ b = 0. Εποµένως η συνάρτηση απόφασης,
είναι µια συνάρτηση της µορφής:

f(x) = sgn((w · x) + b) (2.34)

όπου το w αντιπροσωπεύει την κατεύθυνση του διανύσµατος του υπερεπιπέδου. Η
τιµή του προσήµου το οποίο επιστρέφεται από την εξίσωση (2.35) υποδηλώνει την προ-
ϐλεπόµενη κλάση µε την οποία συσχετίζεται το παράδειγµα x, ενώ το |f(x)| υποδηλώνει
το ϐαθµό εµπιστοσύνης στο αποτέλεσµα της επιλογής. Το πρόβλµα SVM µπορεί λοιπόν
ισοδύναµα να διατυπωθεί ως :

minimize
1

2
||w||2 + c

n∑
j=1

ξ2j ,

δεδοµένου ότι yj((w · xj) + b) ≥ 1− ξj, ξj ≥ 0,

j = 1, ..., n (2.35)

Σύµφωνα µε τη ϑεωρία της δυϊκότητας (duality theory) το πρόβληµα µπορεί να µετα-
τραπεί στο ακόλουθο πρόβληµα µεγιστοποίησης, όπου το λ αντιπροσωπεύει το διάνυσµα
των πολλαπλασιαστών του Lagrange και το yi αντιπροσωπεύει το label (είτε +1 είτε -1) του
i ου δείγµατος.

maximize (λ ∈ R)
n∑
j=1

λj −
1

2

n∑
i,j=1

λiλjyiyj(xi · xj)

δεδοµένου ότι
n∑
j=1

λiyi = 0

και 0 ≤ λj ≤ C, j = 1, ..., n (2.36)

Μέσω της λύσης του παραπάνω προβλήµατος, καταλήγουµε στην ακόλουθη έκφραση
για την κατεύθυνση του διανύσµατος w.

w =
n∑
j=1

λjyjxj (2.37)
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Figure 2.6: Απεικόνιση της δυαδικής ταξινόησης, που δείχνει το διαχωριστικό περιθώριο
µςταξύ δύο κλάσεων. Τα σηµεία πάνω στις διακεκοµµένες γραµµές δείχνουν τα support
vectors. Εικόνα: wikipedia.org

το οποίο είναι στην ουσία µία επέκταση για τα δείγµατα εκπαίδευσης µε µη µηδενι-
κό λj όπως για παράδειγµα τα support vectors. Αποδεικνύεται ότι τα support vectors
ϐρίσκονται στα όρια των κλάσεων και µπορούν να χτησιµοποιηθούν για τον υπολογισµό
αντικαθιστώντας ένα από τα support vectors στην ακόλουθη εξίσωση:

yj((w · xj) + b) = 1 (2.38)

΄Ενα σηµαντικό στοιχείο το οποίο κάνει τη χρήση των SVMs ιδιαίτερα ελκυστική είναι
ότι επιτρέπουν τη χρήση kernels έτσι ώστε η εξίσωση (2.36) να µπορεί να αντικατασταθεί
µε µία συνάρτηση πυρηνα (kernel function) µε την ακόλουθη µορφή:

maximize (λ ∈ R)
n∑
j=1

λj −
1

2

n∑
i,j=1

λiλjyiyjk(xi, xj)

δεδοµένου ότι
n∑
j=1

λiyi = 0

και 0 ≤ λj ≤ C, j = 1, ..., n (2.39)

Πέρα από γραµµικά kernels και άλλα είδη από kernel µπορούν να χρησιµοποιηθούν
όπως πολυώνυµα οποιουδήποτε ϐαθµού καθώς και radial basis συναρτήσεις (RBF) σε
κάποια από τις ακόλουθες µορφές :

k(x, y) = (1 + (x · y))d

k(x, y) = exp(−γ ||x− y||2) (2.40)
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2.3 Recursive Feature Elimination

2.3.1 ∆ιαφορικώς εκφρασµένα γονίδια

Βασική ιδέα πίσω από την ανάπτυξη της µεθόδου που χρησιµοποιήσαµε είναι η αναγνώρι-
ση και επιλογή των διαφορικώς εκφρασµένων γονιδίων (differentially expressed genes).
Η ιδέα αυτή δεν είναι νέα στο πεδίο του marker selection. Πολλές είναι οι εργασίες στις
οποίες έχουν χρησιµοποιηθεί συντελεστές Fisher. Ο συντελεστής Fisher δίνεται από την
ακόλουθη εξίσωση:

f1(gi) =
(µ+(gi)− µ−(gi))

2

σ+(gi)2 + σ−(gi)2
(2.41)

Ενώ µια παραλαγή της παραπάνω εξίσωσης ϕαίνεται παρακάτω:

f2(gi) =

∑n
j=1 |gij − c(gi)|

σ+(gi) + σ−(gi)
(2.42)

όπου µ+(gi), µ−(gi), σ+(gi) και σ−(gi) είναι τα µέσα και οι τυπικές αποκλίσεις των
εκφράσεων του γονιδίου gi στην ϑετική και αρνητική κλάση αντίστοιχα. Το n Είναι ο
αριθµός των δειγµάτων ενώ το c ορίζεται ως :

c(gi) =
µ+(gi) + µ−(gi)

2
(2.43)

Μια τρίτη παραλλαγή χαµηλότερου υπολογιστικού κόστους είναι η ακόλουθη:

f3(gi) =
|µ+(gi) + µ−(gi)|
σ+(gi) + σ−(gi)

(2.44)

Είναι εύκολο να διαπιστώσει κανείς ότι οι (2.41), (2.42), (2.44) στην ουσία εκφράζουν
την ίδια ιδέα. Η χρήση λοιπόν των παραπάνω συναρτήσεων γίνεται για την ανάθεση ϐαρών
σε ένα set δοθέντων γονιδίων. Είναι προφανές ότι τα γονίδια τα οποία διαφοροποιούν
περισσότερο τις εκφράσεις τους στις δύο καταστάσεις, δηλαδή στο αν ανήκουν στη µία ή
στην άλλη κλάση, λαµβάνουν και υψηλότερες τιµές τα ϐάρη αυτών, από ότι τα γονίδια τα
οποία κάνουν µικρότερη διαφοροποίηση. Τέλος γονίδια τα οποία εκφράζονται µε ακριβώς
τον ίδιο τρόπο µεταξύ των δύο καταστάσεων τότε αυτά λαµβάνουν τη χαµηλότερη τιµή στα
ϐάρη τους, δηλαδή µηδενίζονται.

2.3.2 Η µέθοδος RFE-LNW

Οι περισσότερες marker selection τεχνικές οι οποίες εφαρµόζονται στον τοµέα του DNA
microarray, λόγω πολλών διαστάσεων (dimensionality) των δεδοµένων χρησιµοποιούν
γραµµικά εργαλεία για την εκτίµηση του προβλήµατος. Μία τέτοια µέθοδος είναι και
η RFE-SVM [15] όπου ένας γραµµικός πυρήνας χρησιµοποιείται για την εκτίµηση του
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διανύσµατος ϐαρών του διαχωριστικού υπερεπιπέδου, η απόλυτη τιµή του οποίου χρη-
σιµοποιείται για το ranking των γονιδίων. Η χρήση ενός γραµµικού νευρώνα µπορεί να
επιτύχει το ίδιο αποτέλεσµα καθώς µπορεί να προσεγγίσει οποιαδήποτε γραµµική συ-
νάρτηση. Για αυτό συνιστάται η χρήση ενός γραµµικού νευρώνα (Linear Neuron) για να
προσεγγίσουµε το διαχωριστικό υπερεπίπεδο µεταξύ των δύο κλάσεων.

Μπορούµε λοιπόν εύκολα να ενσωµατώσουµε µία νέα διαδικασία µάθησης µε εφαρµογή
στο πρόβληµά µας. Κάτι τέτοιο επιτυγχάνεται µε τη χρήση ενός νευρωνικού δικτύου µε
ένα µόλις νευρώνα m εισόδων όπως ϕαίνεται και στο σχήµα 2.7 όπου m είναι ο αριθµός
των γονιδίων. ΄Οταν έχουµε λοιπόν δύο πιθανές εξόδους, 0 για τη µία κλάση και 1 για την
άλλη, µπορούµε να χρησιµοποιήσουµε ένα γραµµικό νευρώνα για την προσέγγιση του
διαχωριστικού υπερεπιπέδου µεταξύ των δύο κλάσεων του ενδιαφέροντός µας.

Σχήµα 2.7: ΄Ενας νευρώνας.

Με τη χρήση µάλιστα της σιγµοειδούς συνάρτησης f(u) επιτυγχάνουµε

y =
1

1 + eu
= f(u) (2.45)

u =
n∑
i=1

wigi (2.46)

f ′(u) = y(1− y) (2.47)

όπου f ′(u) είναι πάντα µεγαλύτερο ή ίσο του µηδενός καθώς το y κυµαίνεται µεταξύ
0 και 1.

2.3.3 Εκπαίδευση του RFE-LNW

Η ενότητα αυτή έχει να κάνει µε την εκπαίδευση του RFE-LNW (Recursive Feature Elim-
ination based on Linear Neuron Weights). Η συνάρτηση λάθους ενός νευρώνα δίνεται
από την ακόλουθη συνάρτηση:
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E =
1

2

n∑
j=1

(dj − yj)2 (2.48)

όπου n ο αριθµός των δειγµάτων, dj η επιθυµητή έξοδος του νευρώνα του δείγµατος
j, ενώ yj η πραγµατική έξοδος του συγκεκριµένου νευρώνα για το δείγµα j. Για την
ελαχιστοποίηση της εξίσωσης (2.48) χρησιµοποιείται η gradient descent µέθοδος και
µε αυτό τον τρόπο ανανεώνουµε το ϐάρος wi το οποίο σχετίζεται µε το γονίδιο gi. Αυτό
ϕαίνεται παρακάτω:

wi(t+ 1) = wi(t)− (µ
∂E

∂wi
) = wi(t)− µ

n∑
j=1

(
∂E

∂yi

∂yi
∂u

∂u

∂wi
) (2.49)

Μέσω της χρήσης της µετρικής του Fisher (2.42) στην εξίσωση ανανέωση ϐαρών
έχουµε:

wi(t+ 1) = wi(t)−
µ

2

n∑
j=1

[
(
∂E

∂yi

∂yi
∂u

∂u

∂wi
)
|gij − c(gi)|

σ+(gi) + σ−(gi)

]

= wi(t)−
µ

2

n∑
j=1

(−2(dj − yj)yj(1− yj)gijf2(gi))

= wi(t) + µ
n∑
j=1

(dj − yj)yj(1− yj)gijf2(gi))

= wi(t) + µ
n∑
j=1

(dj − yj)f ′(uj)gijf2(gi))

Εποµένως έχουµε:

wi(t+ 1) = wi(t) + µ

n∑
j=1

ejf
′(uj)gij

|gij − c(gi)|
σ+(gi) + σ−(gi)

(2.50)

όπου το t αντιπροσωπεύει την τωρινή επανάληψη, µ είναι ο ϐαθµός εκπαίδευσης
(learning rate) ενώ το ej είναι :

ej = (dj − yj) (2.51)

Αν δουλέψουµε µε πρόσηµα τότε οι εξισώσεις (2.50) και (2.51) µετατρέπονται σε :

• Στην περίπτωση όπου f2(gi) = 1 τότε έχουµε:
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wi(t+ 1) = wi(t) + µ

n∑
j=1

ejf
′(uj)gij (2.52)

wi(t+ 1) = wi(t) + µ

n∑
j=1

sign(ejf
′(uj))sign(gij) (2.53)

• ενώ γενικά έχουµε:

wi(t+ 1) = wi(t) + µ

n∑
j=1

sign(ejf
′(uj))sign(gij)f2(gi) (2.54)

wi(t+ 1) = wi(t) + µ
n∑
j=1

|dj − yj|sign(ejf
′(uj))sign(gij)f2(gi) (2.55)

Η εξίσωση (2.52) είναι ο ϐασικός gradient descent αλγόριθµος εκπαίδευσης ο οποίος
ελαχιστοποίει τη συνάρτηση σφάλµατος (2.51). Και η εξίσωση (2.53) όµως συγκλίνει κα-
ϑώς χρησιµοποιώντας το πρόσηµο κάνουµε ελαχιστοποίηση. Αναµένουµε ότι η (2.53) ϑα
συγκλίνει ταχύτερα από την (2.52) επειδή στην τελευταία τα ej και f ′(uj) λαµβάνουν πολύ
µικρές τιµές κάτι το οποίο σηµαίνει πολύ µικρές διαφοροποιήσεις στο w. Με τη χρήση
λοιπόν µόνο του προσήµου στη (2.53) κάνουµε µεγαλύτερα ϐήµατα και επιταχύνουµε
τη διαδικασία, ειδικά όταν έχουµε πάρα πολλά δεδοµένα (γονίδια). Η εξίσωση (2.54)
διαφέρει από την (2.53) στο ότι λαµβάνει υπόψη και µια εκτίµηση του αθροίσµατος της
µετρικής του Fisher. Κάτι τέτοιο πολλές ϕορές καθυστερεί την σύγκλιση. ΄Ενα πρόβληµα
που εµφανίζεται σε αυτό το σηµείο είναι ότι καθώς µειώνονται τα δεδοµένα είναι όλο και
πιο δύσκολο να επιλυθεί το πρόβληµα κάτι που σηµαίνει καθυστέρηση στη σύγκιση. Για
αυτο το λόγο χρησιµοποιείται η εξίσωση (2.55). Η εξίσωση αυτή χρησιµοποιεί ένα παρα-
αλλαγµένο learning rate |dj − yj|. Το καλύτερο είναι λοιπόν όταν είµαστε ακόµη µακριά
από το στόχο µας να κάνουµε µεγάλα ϐήµατα, ενώ όταν πλησιάζουµε σε αυτόν τα ϐήµατα
να γίνονται µικρότερα. Εποµένως η καλύτερη λύση σε αυτό είναι η χρήση της (2.54) και
(2.55) συνδυαστικά.

Οι εξισώσεις (2.52), (2.53), (2.54) και (2.55) ανανεώνουν τον ϐάρος w(t + 1) αφού
όλα τα δείγµατα παρουσιαστούν στο δίκτυο και αφού το άθροισµα των όρων έχει υπολο-
γιστεί. Αυτό σύµφωνα µε τη ϑεωρία των νευρωνικών δικτύων ονοµάζεται batch training.
Εναλλακτικά µπορούµε είναι δυνατή η ανανέωση των ϐαρών εξετάζοντας ένα δείγµα τη
ϕορά και σεαυτή την περίπτωση οι όροι του αθροίσµατος µπορούν να αγνοηθούν. ΄Ετσι η
ανανέωση µπορεί να γίνει µε τις ακόλουθες εξισώσεις :
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wi(t+ 1) = wi(t) + µ · e · f ′(u) · gi (2.56)

wi(t+ 1) = wi(t) + µ · sign(e · f ′(u)) · sign(gi) (2.57)

wi(t+ 1) = wi(t) + µ · sign(e · f ′(u)) · sign(gi) · f2(gi) (2.58)

wi(t+ 1) = wi(t) + |d− y| · sign(e · f ′(u)) · sign(gi) · f2(gi) (2.59)

η ανανέωση λοιπόν το ϐαρών γίνεται στοιχείο προς στοιχείο και οδηγεί µάλιστα σε
καλύτερα αποτελέσµατα έναντι της batch µεθόδου.

2.3.4 Αλγοριθµική παρουσίαση του RFE-LNW

Στον πίνακα 2.2 ϕαίνεται η αλγοριθµική παρουσίαση του RFE-LNW. Ο συγκεκριµένος
αλγόριθµος κατορθώνει να εφαρµόσει filter κριτήρια µε ένα wrapper τρόπο, όπου τα ϐάρη
επαναεκτιµούνται σε κάθε επανάληψη και ανανεώνονται σε κάθε ϐήµα. Με τη µείωση των
γονιδίων επιτυγχάνεται και µείωση των διαστάσεων του προβλήµατος (dimensionality).
΄Ετσι όσο το πρόβληµα µειώνεται σιγά σιγά αφαιρούνται τα µη σηµαντικά γονίδια µε ϐάση
το διάνυσµα w. Είναι σηµαντικό κάτι τέτοιο να γίνεται ϐήµα προς ϐήµα ώστε τα µη
σηµαντικά γονίδια να µην επισκιάσουν τα σηµαντικά.

2.4 LASSO

2.4.1 Εισαγωγή σε Linear Regression

Το Linear Regression (γραµµική παλινδρόµηση) έχει σαν σκοπό την µοντελοποίηση των
µεταβλητών µε τη χρήση γραµµικών συνδυασµών κάποιων παρατηρήσεων ή µετρήσεων.
Οι παρατηρήσεις αυτές συνήθως καλούνται predictors και συµβολίζονται µε x, ενώ οι
έξοδοι καλούνται responses και συµβολίζονται µε y. Το linear regression µας παρέχει
µια εκτίµηση ŷ της πραγµατικής εξόδου.
΄Εστω λοιπόν το διάνυσµα εισόδου:

x =

x1...
xp


Και το linear regression µοντέλο έχει τη µορφή:

ŷ = f(x) = β0 +
n∑
j=1

xjβj (2.60)
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Table 2.2: RFE-LNW algorithm

1. ΄Εστω m ο αρχικός αριθµός των γονιδίων.

2. While (m>=0)

3. Ανανέωση του διανύσµατος ϐαρών µε τη χρήση τω εξισώσεων (2.58) και (2.59).

4. Ταξινόµηση (rank) των γονιδίων σύµφωνα µε την απόλυτη τιµή του διανύσµατος
w.

5. Αφαίρεση των γονιδίων τα οποία έχουν την µικρότερη απόλυτη τιµή στο w
(m ← m − 1). Περισσότερα από ένα γονίδια µπορούν να αφαιρεθούν σε κάθε
επανάληψη.

6. Εκτίµηση της ακρίβειας της ταξινόµησης µε τη χρήση ενός γραµµικού SVM
classifier.

7. Τέλος του while

8. Κρατάµε τα λιγότερα γονίδια τα οποία επιτυγχάνουν το καλύτερο classification
accuracy.

Υποθέτουµε ότι οι σχέσεις µεταξύ x και y είναι γραµµικές ή περίπου γραµµικές. Το
βi είναι αρχικά άγνωστο και υπολογίζεται µέσω µιας διαδικασίας εκπαίδευσης. Ορίζουµε
ως X τον πίνακα εισόδου διαστάσεων N × p, του οποίου κάθε γραµµή αντιστοιχεί σε
ένα διάνυσµα εισόδου. Ορίζουµε το y ως το διάνυσµα το οποίο αντιστοιχεί στις εξόδους
των γραµµών του X. Ο δηµοφιλέστερος εκτιµητής για το βi είναι αυτός των ελαχίστων
τετραγώνων (least squares) ο οποίος ελαχιστοποιεί το τετραγωνικό αθροιστικό σφάλµα
(residual sum of squares - RSS):

RSS(β) =
N∑
i=1

(yi − f(xi))
2 =

N∑
i=1

(yi −
p∑
j=1

Xijβj))
2 (2.61)

Ορίζουµε ως X το N × (p + 1) πίνακα εκπαίδευσης, όπου κάθε γραµµή αντιστοιχεί
σε ένα διάνυσµα δεδοµένων και το y αντιστοιχεί στο N × 1 διάνυσµα εξόδων. Οπότε
µπορούµε να γράψουµε το RSS σαν:

RSS(β) = ||y −Xβ||2 = (y −Xβ)T (y −Xβ)

∂RSS

∂β
= −2XT (y −Xβ)⇒

∂2RSS

∂β2
= 2XTX

Υποθέτουµε ότι το X είναι πλήρους ϐαθµού στηλών και ότι ο (XTX)−1 υπάρχει. ΄Ετσι
ϑέτοντας ∂RSS

∂β
= 0 καταλήγουµε στη µοναδική λύση:
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βLS = (XTX)−1XTy (2.62)

2.4.2 Μέθοδοι ελαχίστων τετραγώνων

Εκτός από το απλώς να ελαχιστοποιούµε τη συνάρτηση του τετραγωνικού αθροιστικού
σφάλµατος (residual sum of squares) υπάρχει και η δυνατότητα προσθήκης ενός penalty
στη συνάρτηση κόστους το οποίο οδηγεί σε πιο ερµηνεύσιµα µοντέλα µε τη µείωση ή
απόρριψη κάποιων τιµών των predictors.

2.4.3 Lasso Regression

Το LASSO (Least Absolute Shrinkage and Selection Operator) είναι µια µέθοδος ελάτ-
τωσης και επιλογής για προβλήµατα linear regression, η οποία παρουσιάστηκε από τον
Tibshirani το 1996 [16]. Το lasso ελαχιστοποιεί το RSS, και επιπλέον επιβάλει έναν
επιπλέον περιορισµό στην `− 1 νόρµα του υπό εκτίµηση διανύσµατος. Με τη χρήση αυ-
τού του περιορισµού, κάποιοι συντελεστές τείνουν να µηδενιστούν και µε αυτό τον τρόπο
έχουµε ένα πιο εννοιολογικά ερµηνεύσιµο µοντέλο.

Το µοντέλο του lasso είναι παρόµοιο µε αυτό του linear regression. Υποθέτουµε ότιX
ένας πίνακας µεγέθους N × p ο οποίος περιλαµβάνει τις predictors τιµές και y διάνυσµα
το οποίο περιέχει τις responses. Ακόµη δηλώνουµε το :

β̂ =

β̂1...
β̂p


΄Ετσι η εκτίµηση του (α̂, β̂) γίνεται µέσω της ακόλουθης ϕόρµουλας :

min
β
{
N∑
i=1

(yi − β0 −
p∑
j=1

βjxi,j)
2} (2.63)

δεδοµένου ότι
p∑
j=1

|βj| ≤ t

Το άνω όριο t είναι µια ϱυθµιζόµενη παράµετρος. ΄Οταν το t είναι αρκετά µεγάλο, ο
περιορισµός δεν έχει καµία επίδραση και σε αυτή την περίπτωση η λύση είναι απλά το
γραµµικό regression των ελαχίστων τετραγώνων του y πάνω στο X. Για µικρότερες όµως
τιµές του t οι λύσεις είναι µειωµένες εκδόσεις του προβλήµατος της εκτίµησης των ελα-
χίστων τετραγώνων. Συχνά οι συντελεστές βj µηδενίζονται κάτι και το οποίο πολύ συχνά
επιθυµούµε. Η επιλογή του t είναι σαν να επιλέγουµε τον αριθµό των predictors για να
χρησιµοποιήσουµε στο regression µοντέλο.
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Μια εναλλακτική µέθοδος για να εκφράσουµε το lasso είναι :

min
β
{
N∑
i=1

(yi − β0 −
p∑
j=1

βjxi,j)
2 + λ

p∑
j=1

|βj|} (2.64)

µε το λ ≥ 0 να αντικαθιστά το t της εξίσωσης (2.63) υπό την έννοια ότι για κάθε t
υπάρχει ένα αντίστοιχο λ που δίνει την ίδια λύση. Στην παρούσα εργασία ϐασιστήκαµε
κατά κύριο λόγο στη χρήση της εξίσωσης (2.64)

`1 - Regularized Least Squares

Στο `1 - Regularized Least Squares για την επίλυση του Lasso regression έχουµε:

min ||Ax− y||22 + λ ||x||1 (2.65)

µε το ||x||1 =
∑n

i |xi| να υποδηλώνει την `1 νόρµα του x ενώ λ > 0 η παράµετρος
regularization.

2.4.4 Ridge Regression

Μια ενναλακτική µέθοδος για την ελαχιστοποίηση του RSS είναι αυτή του Ridge Regres-
sion. ΄Οπως και παραπάνω έτσι και εδώ X είναι ο N×p πίνακας των τιµών των predictors
και y οι αποκρίσεις. Η εκτίµηση για το Ridge Regression επιτυγχάνεται µε τη λύση της
ακόλουθης εξίσωσης :

min
β
{
N∑
i=1

(yi − β0 −
p∑
j=1

βjxi,j)
2 + λ

p∑
j=1

β2
j } (2.66)

ή εναλλακτικά:

min
β
{
N∑
i=1

(yi − β0 −
p∑
j=1

βjxi,j)
2} (2.67)

δεδοµένου ότι + λ

p∑
j=1

β2
j ≤ t (2.68)

Σε αυτό το σηµείο παρουσιάζουµε το Ridge Regression για να καταδείξουµε την ση-
µασία του `1 norm penalty που εισαγάγει το Lasso , στην εφαρµογή µας.

2.4.5 Σύγκριση Ridge και Lasso Regression

Με τη χρήση του Lasso αρκετά συχνά πολλοί από τους συντελεστές µηδενίζονται. Αυτό
είναι κάτι το οποίο επιθυµούµε όπως ϑα ϕανεί και αργότερα. Θα δείξουµε λοιπόν γιατί
το Lasso έναντι του Ridge Regression παράγει µηδενικούς ή σχεδόν µηδενικούς συντελε-
στές.
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Το penalty για κάθε µία από τις δύο µεθόδους σχετίζεται µε την p-norm στη ϕόρµα
ϐελτιστοποίησης. Στην περίπτωση του Ridge Regression έχουµε τα τετράγωνα των συντε-
λεστών, και έτσι η νόρµα η οποία προστίθεται είναι p=2. Στο Lasso Regression τώρα οι
απόλυτες τιµές των συντελεστών προστίθενται, οπότε σε αυτή την περίπτωση p=1. Μελε-
τώντας τις εξισώσεις των δύο µεθόδων παρατηρούµε ότι το µόνο το οποίο διαφέρει είναι το
penalty. Οι διαφορές λοιπόν στους συντελεστές του regression οφείλονται στη διαφορά
του penalty.

Το κριτήριο :

N∑
i=1

(yi −
∑
j

βjxi,j) (2.69)

ισοδυναµεί µε την τετραγωνική εξίσωση:

(β − β̂)XTX(β − β̂) (2.70)

Η παραπάνω τετραγωνική εξίσωση αντιστοιχεί στις ελυπτικές καµπύλες οι οποίες κεν-
τράρονται στις εκτιµήσες των ελαχίστων τετραγώνων του β̂. Για κάθε µία από τις δύο
µεθόδους, έχουµε να εξετάσουµε πως το penalty µπορεί να απεικονιστεί στο χώρο. ΄Ενας
τρόπος να κάνουµε κάτι τέτοιο είναι η απεικόνιση µιας p-norm στον Lp χώρο. Αποδει-
κνύεται ότι ότι η l − 1 νόρµα ενός διανύσµατος απεικονίζεται σαν µοναδιαίο ορθογώνιο
παραλληλόγραµµο, ενώ η l − 2 νόρµα σαν µοναδιαίος κύκλος. Η εικόνα ( 2.8) για την
l − 1 νόρµα ϕαίνεται παρακάτω:

Σχήµα 2.8: Νόρµα l − 1 στο Lp. Εικόνα: wikipedia.org

΄Οταν πλοτάρουµε το penalty της τετραγωνικής συνάτησης, παρατηρούµε (όπως ϕα-
ίνεται και στα σχήµατα 2.9 και 2.10) ότι στην περίπτωση του Lasso, το περίγραµµα της
τετραγωνικής συνάρτησης τέµνει το ορθογώνιο της l − 1 νόρµας. Αυτό µάλιστα συµβαίνει
σε µία γωνία παράγοντας µηδενικό συντελεστή. Από την άλλη το Ridge το περίγραµµα
τέµνει το µοναδιαίο κύκλο σε σηµεία κοντά στο µηδέν αλλά όχι ακριβώς µηδέν. Αυτό το
γεγονός περιγράφει διαισθητικά το λόγο για τον οποίο το Lasso δίνει αραιές λύσεις.
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Σχήµα 2.9: Lasso Regression. Σχήµα 2.10: Ridge Regression.

2.4.6 Εφαρµογή

Στην παρούσα εφαρµογή, έχουµε το παρακατω µοντέλο regression:

y = Ax

µε το x ∈ Rn να είναι ένα διάνυσµα αγνώστων, το y ∈ Rm είναι το διάνυσµα των
παρατηρήσεων και A ∈ Rn×n ο πίνακας δεδοµένων.
Το y είναι το target µας, δηλαδή οι δύο κατηγορίες στις οποίες µπορεί να ανήκουν τα
samples, A είναι ο πίνακας ο οποίος περιέχει τα δεδοµένα, δηλαδή samples × genes και
x είναι τα γονίδια τα οποία ψάχνουµε.

2.5 Fuzzy Clustering

2.5.1 Clustering

Το Clustering είναι µια διαδικασία κατά την οποία διαχωρίζουµε ένα set παρατηρήσεων
σε υποσύνολα (subsets ή clusters) έτσι ώστε οι παρατηρήσεις στο ίδιο cluster να είναι πα-
ϱόµοιες υπό κάποια µετρική. Clustering στο X είναι εύρεση ενός ακεραίου c, 2 ≤ c < n ,
και το σπάσιµο του X σε c αµοιβαίως αποκλειόµενα υποσύνολα του X. Τα µέλη του κάθε
cluster έχουν µεγαλύτερη σχέση µεταξύ τους, από ότι µε τα µέλη των υπόλοιπων clusters.

Υπάρχουν διάφορες µορφές clustering: ∆ύο σηµαντικές κατηγορίες είναι το Hard
Clustering και το Fuzzy Clustering. Στην παρούσα εργασία χρησιµοποιούµε Fuzzy Clus-
tering. Η διαφορά µεταξύ του hard και του fuzzy clustering είναι ότι στο hard clustering
τα δεδοµένα χωρίζονται σε διακριτά clusters όπου το κάθε στοιχείο δεδοµένων ανήκει σε
ακριβώς µία κατηγορία, σε αντίθεση µε το fuzzy όπου τα δεδοµένα µπορούν να ανήκουν
σε περισσότερες από µία κατηγορίες.
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2.5.2 Fuzzy Clustering

΄Εστω X οποιοδήποτε πεπερασµένο σύνολο. Το Vcn είναι ένα σύνολο πινάκων µεγέθους
c× n, µε c ακέραιο µεταξύ 2 ≤ c < n. Ο fuzzy c-partition χώρος είναι ένα σύνολο:

Mfcn = {U ∈ Vcn | uik ∈ [0, 1] ∀i, k;
c∑
i=1

uik = 1 ∀ k; 0 <
n∑
k=1

uik < n ∀ i} (2.71)

Η κάθε σειρά του πίνακα U ∈ Mfcn δείχνει το iστο ϐαθµό συµµετοχής ui στο fuzzy c-
partition U τουX. Επειδή το άθροισµα της κάθε στήλης ισούται µε 1, ο συνολικός ϐαθµός
συµµετοχής του κάθε xk στο X είναι 1. Λόγω του γεγονότος ότι το 0 ≤ uik ≤ 1∀i, k είναι
πιθανό το xk να παρουσιάσει ένα αυθαίρετο ϐαθµό συµµετοχής στα c υποσύνολα ui τουX.
Ακόµη είναι πιθανό να υπάρχουν κάποιες στήλες στις οποίες να εκχωρήσουν το συνολικό
ποσοστό συµµετοχής κάποιων xk σε ένα µόνο ui. Κάτι τέτοιο µας δείχνει ότι τοMcn (χώρος
του hard clustering) είναι ένα πεπερασµένο υποσύνολο του Mfcn

΄Εστω R = [rij]n×n οποιαδήποτε σχέση η οποία ικανοποιεί τα ακόλουθα κριτήρια :

• rij ≥ 0,∀i, j

• rii = 0

• rij = rji

Καλούµε λοιπόν τηνR, σχέση ανοµοιότητας (dissimilarity relation). Η σχέσηR µπορεί
να µην ικανοποιεί την τριγωνική ανισότητα, στην περίπτωση όµως που την ικανοποιεί
τότε ϑεωρείται συνάρτηση απόστασης. Μια σχέση ανοµοιότητας R = [rij]n×n καλείται
ευκλείδια, αν υπάρχει ένα σύνολο από διανύσµατα {x1, ..., xn} ⊂ Rn−1 έτσι ώστε το rij να
είναι η ευκλείδια απόσταση µεταξύ του xi και του xj. Σε αντίθετη περίπτωση η σχέση δεν
είναι ευκλείδια.

Στην περίπτωσή µας ϑέλουµε να εξετάσουµε κατά πόσο υπάρχουν γονίδια τα οποία είναι
µέχρι κάποιο ϐαθµό ϑετικά συσχετισµένα. Αν έχουµε λοιπόν m δείγµατα και n γονίδια,
τότε ϑα έχουµε n διανύσµατα, κάθε ένα στο Rm, {x1, ..., xn} ⊂ Rm. Πρέπει να σηµειωθεί
ότι δεν µιλάµε για τις ευκλείδιες αποστάσεις µεταξύ διανυσµάτων, καθώς η απόσταση
µεταξύ δύο υψηλά συσχετισµένων διανυσµάτων µπορεί να είναι γενικά πολύ µεγάλη.
Ακόµη τόσο δύο ϑετικά συσχετισµένα, όσο και δύο αρνητικά συσχετισµένα γονίδια µπορεί
να οδηγήσουν σε αντίστοιχες αποστάσεις, κάτι το οποίο δεν είναι επιθυµητό στην παρούσα
εφαρµογή.

Για τους παραπάνω λόγους υπολογίζουµε τους Pearsons συντελστές συσχέτισης µεταξύ
Ϲευγαριών διανυσµάτων, δηλαδή xi και xj. Ο υπολογισµός των Pearsons συντελστών
µεταξύ δύο µεταβλητών X και Y µε µέση τιµή µX και µU και τυπική απόκλιση σX και
σU αντίστοιχα δίνεται από τον ακόλουθο τύπο:

ρX,Y = corr(X, Y ) =
cov(X, Y )

σXσY
=
E[(X − µX)(Y − µY )]

σXσY
(2.72)
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Ενώ στην περίπτωση όπου έχουµε n µετρήσεις του X και Y , ως xi και yi µε i = 1, 2, ..., n
τότε ϑα έχουµε:

rXY =

∑n
i=1(xi − x)(yi − y)

(n− 1)sxsy
=

∑n
i=1(xi − x)(yi − y)√∑n

i=1(xi − x)2
∑n

i=1(yi − y)2
(2.73)

Αυτή η σχέση R µπορεί να έχει τόσο ϑετικές, όσο και αρνητικές τιµές και έτσι δεν
είναι σχέση αυτοσυσχέτισης. Για τη µετατροπή της σε σχέση αυτοσυσχέτισης κάνουµε τον
ακόλουθο µετασχηµατισµό: R = 1− R, δηλαδή rij = 1− rij. Αυτός ο µετασχηµατισµός
κάνει κάνει τα rii = 0 και rij ≥ 0. Η συµµερτία της σχέσης R ϑα διατηρηθεί, ενώ τα
αρνητικά συσχτισµένα διανύσµατα ϑα εµφανίσουν µεγαλύτερες τιµές ανοµοιότητας ενώ
τα ϑετικά µικρότερες. Συνεπώς έχουµε µια έγκυρη σχέση ανοµοιότηας, όχι όµως απαρα-
ίτητα ευκλείδεια. Θέλουµε να οµαδοποιήσουµε την παραπάνω την παραπάνω σχέση σε c
clusters.

2.5.3 Ο αλγόριθµος NERFCM

Ο αλγόριθµος NERFCM [17] (Non-Euclidean Relational Fuzzy c-means) ϐρίσκει ένα
fuzzy partition πίνακα U = [ui,k]c,n. Το ui,k δείχνει το ϐαθµό συµµετοχής του xk στο
iστο cluster, µε ui,k ≥ 0 και

∑i=c
i=1 ui,k = 1. Ο ϐαθµός συµµετοχής µας ϐοηθάει στο

πόσο συµπαγές είναι κάθε cluster. Ο αλγόριθµος µετατρέπει µια µη ευκλείδια σχέση
σε ευκλείδια χρησιµοποιώντας µια µετατροπή γνωστή ως β − transformation. Ο β −
transformation είναι η

R⇒ Rβ = R + β(M − In) (2.74)

µε Mi,j = 1,∀i, j, ενώ In ο n × n µοναδιαίος πίνακας και β µια κατάλληλα επιλεγµένη
µεταβλητή κλιµάκωσης.
Στη συνέχεια µε τη χρήση ενός επαναληπτικού αλγορίθµου υπολογίζουµε τον πίνακα U .

2.6 Genotator

Το Genotator [18] είναι µία µετά-ϐάση δεδοµένων που συγκεντρώνει και ϐαθµολογεί συ-
σχετίσεις µεταξύ γονιδίων και ασθενειών από αξιόπιστες ϐάσεις δεδοµένων που ϐρίσκονται
στο διαδίκτυο. Το Genotator είναι λοιπόν ένα εργαλείο που ενσωµατώνει αυτόµατα δε-
δοµένα από 11 εξωτερικά προσβάσιµες κλινικές πηγές και µε τη χρήση µιας ϕόρµουλας
χρησιµοποιεί αυτά τα δεδοµένα ώστε να ταξινοµήσει τα γονίδια ανάλογα µε τη σχετικότητά
τους για κάποια συγκεκριµένη ασθένεια.

Ο τρόπος µε τον οποίο το genotator δίνει τιµές (GS -Genotator Scores-) στα γονίδια
είναι ο ακόλουθος :

GS = GADY −GADN + φ(GPS) +
1

γ
(DB) +

1

κ
(REF ) (2.82)

όπου
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Πίνακας 2.3: NERF c-means algorithm
∆εδοµένου σχεσιακών δεδοµένων D, ορίζουµε το c µεταξύ 2 ≤ c ≤ n, το m > 1,
αρχικοποιούµε το β = 0 και U (0) ∈Mfcn.

1. Υπολογισµός των c-means διανυσµάτων vi = vri χρησιµοποιώντας U = U (r) και
τις εξισώσεις για 1 ≤ i ≤ c:

vi =
Um
i1 , U

m
i2 , ..., U

m
in

Um
i1 + Um

i2 + ...+ Um
in

(2.75)

2. Υπολογίζουµε το :

dik = (Dβvi)k −
vTi Dβvi

2
, για 1 ≤ c και 1 ≤ k ≤ n (2.76)

Αν dik < 0 για κάθε i και k τότε :

Υπολογίζουµε το ∆β = max
−2dik

||vi − ek||2
(2.77)

Ανανεώνουµε το dik ← dik +
∆β

2
||vi − ek||2 για 1 ≤ c και 1 ≤ k ≤ n (2.78)

Ανανεώνουµε και το β = β + ∆β (2.79)

3. Ανανεώνουµε το U (r) σε U = U (r+1) ∈Mfcn για κάθε k = 1, ..., n:
Αν dik > 0 για όλα τα i τότε :

Uik =
1

( dik
d1k

+ dik
d2k

+ ...+ dik
dck

)
1

m−1

(2.80)

εναλλακτικά Uik = 0 αν dik > 0, Uik ∈ [0, 1]και (U1k + ...+ Uck) = 1 (2.81)

4. Ελέγχουµε για σύγκλιση µε τη χρήση οποιασδήποτε νόρµας µας ϐολεύει :
Αν
∣∣∣∣U (r+1) − U (r)

∣∣∣∣ ≤ ε σταµατάµε
εναλλακτικά r = r + 1 και επιστρέφουµε στο ϐήµα 1.
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• GADY είναι ο συνολικός αριθµός των ¨Ναι¨ συσχετίσεων µεταξύ γονιδίου και ασθε-
νειας στην Genetic Association Database.

• GADN είναι ο συνολικός αριθµός των ΅Οχι¨ συσχετίσεων µεταξύ γονιδίου και ασθε-
νειας στην Genetic Association Database.

• GPS είναι το Gene Prospector’s Score για τη σχέση γονιδίου - ασθένειας.

• DB είναι ο συνολικός αριθµός των ϐάσεων δεδοµένων (εκ των 11), όπου το γονίδιο
εµφανίζεται.

• REF είναι ο συνολικός αριθµός αναφορών στο συγκεκριµένο γονίδιο.

• φ, γ και κ είναι σταθερές που χρησιµοποιούνται για τα GPS, DB και REF αν-
τίστοιχα.

΄Ετσι ανάλογα µε το GS γίνεται και ταξινόµηση των γονιδίων µε ϐάση.
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Κεφάλαιο 3

Αποτελέσµατα

Με τη χρήση του dataset για τον καρκίνο του µαστού [1] και την εφαρµογή των αλγο-
ϱίθµων που περιγράψαµε παραπάνω καταλήξαµε σε τέσσερις γονιδιακές υπογραφές. Ο
αριθµός των γονιδίων της κάθε υπογραφής διαφέρει, όµως τα ποσοστά επιτυχίας των υπο-
γραφών είναι κοντινά. ΄Οταν αναφερόµαστε σε ποσοστό επιτυχίας εννοούµε το πόσο καλά
έγινε η ταξινόµηση (classification) µε τη χρήση ενός SVM. Στα αρχικά 24188 γονίδια του
data set εκπαιδεύουµε το SVM µε τα δείγµατα του train set και ελέγχουµε το ποσοστό
επιτυχίας µε το test set. Το ποσοστό επιτυχίας το οποίο επιτυγχάνεται κυµαίνεται µεταξύ
78-79%. Το συγκεκριµένο ποσοστό επιτυχίας είναι αρκετά σηµαντικό καθώς µε αυτό
τον τρόπο µπορούµε να έχουµε ένα κριτήριο σύγκρισης για τις υπογραφές στις οποίες
καταλήγουµε.

3.1 Πρώτη γονιδιακή υπογραφή

Η πρώτη γονιδιακή υπογραφή στην οποία καταλήξαµε προκύπτει από την εφαρµογή
του αλγορίθµου RFE-LNW. ΄Εχουµε αναφερθεί στην αλγοριθµική παρουσίαση στο 2.2.
΄Οπως ϕαίνεται στο ϐήµα 6 του αλγορίθµου κάνουµε µια εκτίµηση της ακρίβειας της
ταξινόµησης µε τη χρήση ενός γραµµικού SVM. Εποµένως µπορούµε να καταλήξουµε σε
µια γραφική παράσταση η οποία να µας δείχνει το ποσοστό επιτυχίας του SVM καθώς τα
γονίδια ελαττώνονται. Η συγκεκριµένη γραφική παράσταση ϕαίνεται στο σχήµα 3.1. Πιο
συγκεκριµένα το ποσοστό επιτυχίας για τα τελευταία χίλια γονίδια ϕαίνεται στο σχήµα
3.2.

Μελετώντας προσεκτικά τις γραφικές παραστάσεις 3.2 και 3.1, παρατηρούµε ότι πε-
ϱίπου στα 200 γονίδια και πιο συγκεκριµένα στα 190 εµφανίζεται το υψηλότερο ποσοστό
επιτυχίας, περίπου 82-83%, υψηλότερο δηλαδή από αυτό το οποίο ξεκινήσαµε αρχικά.
Τα 190 λοιπόν γονίδια στα οποία καταλήξαµε εµφανίζεται το µεγαλύτερο ποσοστό επιτυ-
χίας και αυτά είναι αυτά που κρατάµε ως γονιδιακή υπογραφή από την εφαρµογή του
αλγορίθµου RFE-LNW.
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Figure 3.1: Ποσοστό επιτυχίας καθώς ελαττώνουµε γονίδια µε RFE-LNW.

Figure 3.2: Ποσοστό επιτυχίας για τα τελευταία 1000 γονίδια µε τη µέθοδο RFE-LNW.

Παρακάτω ϕαίνονται τα 190 γονίδια από την εφαρµογή του αλγορίθµου RFE-LNW
πάνω στο dataset.
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3.2 ∆εύτερη γονιδιακή υπογραφή

Η δεύτερη γονιδιακή υπογραφή είναι το αποτέλεσµα της εφαρµογής του αλγορίθµου
LASSO πάνω στο dataset. Για την επίλυση του `1 - regularized least squares προβλήµα-
τος χρησιµοποιούµε ένα απλό Matlab solver [19]. ΄Οπως έχουµε αναφέρει και πιο πάνω
ψάχνουµε τα γονίδια x του µοντέλου (2.71), όπου A είναι ο πίνακας ο οποίος περιέχει
τα δεδοµένα, δηλαδή samples × genes και y τα targets του εκάστωτε sample.

Τρέχουµε τον αλγόριθµο αρκετές ϕορές πάνω στο train set και µε τη χρήση SVM
ελέγχουµε το classification accuracy στο test set. Ο λόγος για τον οποίο εκτελούµε
πολλές ϕορές τον αλγόριθµο είναι ότι ϑέλουµε να ϐρούµε ένα λ το οποίο να µας δίνει
µικρό µη µηδενικό αριθµό γονιδίων για τον οποίο το ποσοστό επιτυχίας του SVM να είναι
ικανοποιητικό. Καλήγουµε λοιπόν ότι για λ = 0.15 επιτυγχάνεται ένα καλό ποσοστό
επιτυχίας, λίγο κάτω από 74%, για 82 γονίδια. Ο αριθµός των γονιδίων είναι κατά πολύ
µικρότερος από αυτόν που προέκυψε από την πρώτη γονιδιακή υπογραφή, ϐέβαια και
το ποσοστό επιτυχίας είναι µικρότερο. Αν συγκρίνουµε όµως το ποσοστό επιτυχίας της
δευτερης υπογραφής µε τα αρχικά γονίδια παρατηρούµε ότι η διαφορά δεν είναι ιδιαίτερα
µεγάλη. Ακολουθεί γραφική παράσταση 3.3 η οποία µας δείχνει το ποσοστό επιτυχίας
για τα γονίδια στα οποία καταλήξαµε µε την εφαρµογή του Lasso για λ = 0.15.

Σχήµα 3.3: Ποσοστό επιτυχίας για τα γονίδια που προέκυψαν µε τη µέθοδο LASSO.

Παρακάτω ϕαίνονται τα 82 γονίδια από την εφαρµογή του αλγορίθµου LASSO πάνω
στο dataset.
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3.3 Τρίτη γονιδιακή υπογραφή

Η τρίτη γονιδιακή υπογραφή είναι αποτέλεσµα του συνδυασµού του αλγορίθµου RFE-
LNW µε ένα Multilayer Perceptron νευρωνικό δίκτυο µε gate opening. Επειδή τα αρχικά
µας γονίδια ήταν πάρα πολλά και αν τα χρησιµοποιούσαµε ως έχουν, η εκπαίδευση του
νευρωνικού µας δικτύου ϑα καθυστερούσε πολύ, κάναµε µία ελάττωση στα γονίδια τα
οποία χρησιµοποιήσαµε ως είσοδο στο νευρωνικό δίκτυο. Ο περιορισµός αυτός έγινε
µε τη χρήση του αλγορίθµου RFE-LNW. Η µόνη διαφορά στον τρόπο εφαρµογής του
RFE-LNW συγκριτικά µε τη χρήση του RFE-LNW για την πρώτη υπογραφή είναι ότι δε
χρησιµοποιήσαµε τόσο το train όσο και το test set αλλά µόνο το train. Ο λόγος είναι
ότι το test set το χρησιµοποιήσαµε στην συνέχεια για να ελέγξουµε τα γονίδια τα οποία
µας έβγαλε το νευρωνικό δίκτυο. ΄Ετσι χρησιµοποιήσαµε µόνο το train set µε τη χρήση
10-fold cross validation, στο οποίο έχουµε αναφερθεί σε παραπάνω κεφάλαιο, για τον
έλεγχο του πόσο καλά έτρεξε ο αλγόριθµός µας. Με αυτό τον τρόπο κρατήσαµε 1500
γονίδια. Θεωρούµε ότι ο αριθµός των 1500 γονιδίων είναι ικανοποιητικός καθώς δεν
είναι µεγάλος συγκριτικά µε τον αρχικό αριθµό των γονιδίων ώστε να καθυστερήσει την
εκπαίδευση του νευρωνικού στη συνέχεα, αλλά ούτε και µικρός ώστε να χαθούν γονίδια
τα οποία ϑεωρούνται σηµαντικά.

Στη συνέχεια αυτά τα 1500 γονίδια τα ϐάζουµε σαν είσοδο σε ένα multilayer percep-
tron νευρωνικό δίκτυο µε gate opening όπως αυτό έχει περιγραφεί σε πιο πάνω ενότητα.
Το νευρωνικό δίκτυο έχει 1500 κόµβους στο επίπεδο εισόδου, 150 κόµβους στο κρυφό
επίπεδο και 1 έξοδο. Στο συγκεκριµένο στάδιο ϑέλήσαµε να ϐγάλουµε µια γονιδιακή
υπογραφή ανάλογου µεγέθους µε τις δύο προηγούµενες. ∆εν έγινε προσπάθεια ϐελτιστο-
ποίησης του νευρωνικού δικτύου καθώς το ϑέµα δε είναι να ϐρούµε ένα ϐέλτιστο δίκτυο,
αλλά ένα σύνολο από χρήσιµα γονίδια. Και η χρησιµότητα των γονιδίων δεν εξαρτάται
τόσο από το µέγεθος του δικτύου οπότε η επιλογή των κόµβων του κρυφού επιπέδου δεν
είναι τόσο σηµαντική, παρόλα αυτά έγιναν αρκετές δοκιµές ώστε να καταλήξουµε σε 150
κόµβους. Λόγω της τυχαιότητας των νευρωνικών δικτύων, η εκπαίδευση του νευρωνικού
δικτύου είναι σηµαντικό να γίνει αρκετές ϕορές καθώς διαφορετικά γονίδα µπορεί να επι-
λεγούν κάθε ϕορά. Εκπαιδεύουµε λοιπόν το νευρωνικό δίκτυο µε το train set ώστε σε κάθε
εκτέλεση να ϐρούµε για ποιά γονίδια παρουσιάζετα το µεγαλύτερο gate opening. Η εκπα-
ίδευση του νευρωνικού δικτύου ολοκληρώνεται είτε όταν το σφάλµα ταξινόµησης ϕτάσει
το µηδεν, είτε όταν ξεπεράσουµε ένα συγκεκριµένο αριθµό επαναλήψεων, στην προκει-
µένη περίπτωση 5000. Στη συνέχεια εκπαιδεύουµε ένα SVM classifier µε τα γονίδια του
train set και ελέγχουµε το ποσοστό επιτυχίας µε το test set. Η γραφική παράσταση 3.4
που ακολουθεί µας δείχνει κατά µέσο όρο το ποσοστό επιτυχίας του SVM classification.
Καθώς προχωράµε από αριστερά προς τα δεξιά το gate opening τω γονιδίων αυξάνεται.
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Σχήµα 3.4: Ποσοστό επιτυχίας για τα γονίδια που προέκυψαν µε τη µέθοδο RFE-LNW
και FSMLP.

Παρατηρούµε λοιπόν ότι στα 200 περίπου γονίδια παρουσιάζεται ένα καλό ποσοστό
επιτυχίας, µεταξύ 80-85%. Από τα 200 αυτά γονίδια κοιτάµε ποια εµφανίζονται κατά
µέσο όρο πάνω από 90% στις διαφορές εκτελέσεις του αλγορίθµου και καταλήγουµε σε
µι γονιδιακή υπογραφή µε 152 γονίδια. Τα γονίδια της τρίτης γονιδιακής υπογραφής
ακολουθούν παρακάτω:
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3.4 Τέταρτη γονιδιακή υπογραφή

Σκοπός µας για την τέταρτη και τελευταία γονιδιακή υπογραφή ήταν να επιλέξουµε ένα
πολύ µικρό αριθµό γονιδίων ο οποίος όµως ϑα επιτύγχανε καλό classification accuracy.
Η διαδικασία την οποία ακολουθήσαµε (ϐλέπε σχήµα 3.6 ) περιλαµβάνει αρχικά feature
selection µε RFE-LNW και στη συνέχεια τη χρήση δύο (FSMLP) νευρωνικών δικτύων
µε gate opening, διαφορετικού µεγέθους το ένα από το άλλο, σε συνδυασµό µε Fuzzy
Clusterring (NERF c-means) ώστε να καταλήξουµε στο επιθυµητό αποτέλεσµα, δηλαδή
τον µικρό αυτό αριθµό των γονιδίων. Θα µπορούσαµε να πούµε ότι η τεχνική την οποία
ακολουθήσαµε είναι συνέχεια της τρίτης γονιδιακής υπογραφής.

Πιο συγκεκριµένα όπως και στην τρίτη υπογραφή εφαρµόζουµε τη µέθοδο RFE-LNW
και κρατάµε 1500 γονίδια και στη συνέχεια εκπαιδεύουµε ένα FSMLP. Η διαφορά σε
σχέση µε την προηγούµενη υπογραφή είναι ότι δε ϑα κρατήσουµε 200 γονίδια αλλά µόλις
25. Ο λόγος για τον οποίο επιλέξαµε 25 γονίδια είναι ότι αυτά είχαν αρκετά µεγαλύτερο
gate opening συγκριτικά µε τα υπόλοιπα, κάτι το οποίο µας δείχνει ότι σε αυτά τα γονίδια
υπάρχει περισσότερη πληροφορία συγκριτικά µε τα υπόλοιπα.

Στη συνέχεια χρησιµοποιούµε αυτά τα 25 γονίδια ώστε να εκπαιδεύσουµε ένα νέο
FSMLP νευρωνικό δίκτυο. Το τελευταίο έχει 25 κόµβους στο επίπεδο εισόδου, 5 κόµ-
ϐους στο κρυφό επίπεδο και 1 έξοδο. Η διαδικασία εκπαίδευσης είναι παρόµοια µε αυτή
του προηγούµενου νευρωνικού δικτύου, δηλαδή η εκπαίδευση ολοκληρώνεται είτε όταν
το σφάλµα ταξινόµησης ϕτάσει το µηδεν, είτε όταν ξεπεράσουµε ένα συγκεκριµένο αριθ-
µό επαναλήψεων, στην προκειµένη περίπτωση 5000. Λόγω του µικρότερου µεγέθους του
νευρωνικού δικτύου η ταξινόµηση είναι σαφώς ταχύτερη συγκριτικά µε το προηγούµενο
νευρωνικό δίκτυο. Από αυτή τη διαδικασία κρατάµε τα 10 γονίδια τα οποία παρουσιάζουν
το µεγαλύτερο gate opening.

Στα 25 γονίδια τα οποία προκύπτουν από το πρώτο στάδιο του FSMLP, εφαρµόζουµε τον
non-Euclidean relational fuzzy c-means αλγόριθµο ο οποίος ϐρίσκεται στο 2.3. Σε σχέση
µε το hard clustering ο αλγόριθµος NERFCM δείχνει το ϐαθµό συµµετοχής των εκάστωτε
δεδοµένων σε κάθε cluster. ∆ιαφορετικές εκτελέσεις του NERFCM µπορεί να οδηγήσουν
σε διαφορετικά partiotions τα οποία χρησιµοποιούντα για τον έλεγχο της συνοχής του
cluster. Είναι σηµαντικό να αναφέρουµε ότι εφαρµόζουµε το NERFCM στις correlation
coefficient τιµές µεταξύ Ϲευγαριών διανυσµάτων γονιδίων. ΄Υστερα από αρκετές δοκιµές
καταλήξαµε στη χρήση c = 6 clusters.

Συνδυάζοντας τώρα τα δεδοµένα που µας έδωσε το δεύτερο στάδιο του FSMLP (δηλαδή
τα 10 γονίδια) µε τα αποτελέσµατα από την ανάλυση σε clusters καταλήγουµε σε ένα
µικρό αριθµό γονιδίων, συγκεκριµένα 6. Η λογική που ακολουθούµε είναι η ακόλουθη:
Αν σε κάποιο cluster δεν ανήκει κάποιο από τα δέκα γονίδια µε το µεγαλύτερο gate
opening, τότε επιλέγουµε το γονίδιο µε το µεγαλύτερο gate opening. Στην περίπτωση που
περισσότερα από ένα µέλη κάποιου cluster ανήκουν στα top 10 γονίδια και παράλληλα
τα γονίδια έχουν πολύ ψηλές τιµές τότε τα κρατάµε όλα. Για να ϐρούµε τώρα το ποσοστό
επιτυχίας εκπαιδεύουµε ένα γραµµικό SVM µε το train set και ελέγχουµε το ποσοστό
ταξινόµησης µε το test set. Το ποσοστό επιτυχίας το οποίο επιτυγχάνεται µε τη χρήση
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των 6 γονιδίων στα οποία καταλήξαµε είναι πάνω από 89%. Ποσοστό ιδιαίτερα ψηλό,
ειδικότερα αν αναλογιστούµε τον µικρό αριθµό γονιδίων (µόλις 6) της υπογραφής. Τα
γονίδια στα οποία καταλήξαµε ϕαίνονται στο σχήµα 3.5.

Σχήµα 3.5: Η τέταρτη γονιδιακή υπογραφή.

3.5 Σύγκριση αποτελεσµάτων

3.5.1 Στατιστικά αποτελέσµατα

Μελετώντας τα αποτελέσµατα στα οποία καταλήξαµε ϕτάνουµε στο συµπέρασµα ότι η κάθε
µέθοδος οδηγεί σε διαφορετικά γονίδια µε διαφορετικά ποσοστά επιτυχίας. Συνοψίζοντας
λοιπόν το µεγαλύτερο ποσοστό επιτυχίας επιτυγχάνεται στην τέταρτη υπογραφή παρότι τα
γονίδια για τα οποία επιτυγχάνεται κάτι τέτοιο είναι µόλις 6. Ο πίνακας 3.5.1 συνοψίζει
τα ποσοστά επιτυχίας της κάθε υπογραφής.

Πίνακας 3.1: Συγκριτικός πίνακας γονιδιακών υπογραφών

Μέθοδος Αριθµός Γονιδίων Ποσοστό επιτυχίας
RFE-LNW 190 82-83%
LASSO 82 74%
RFE-LNW, FSMLP 152 80-85%
RFE-LNW, FSMLP, NERFCM 6 89%

Κάτι άλλο που παρουσιάζει ενδιαφέρον, είναι ποιά από τα γονίδια εµφανίζονται σε
παραπάνω από µία υπογραφές. ∆ηλαδή ποιές υπογραφές έχουν κοινά γονίδια. Τα κοινά
γονίδια της πρώτης µεθόδου (RFE-LNW) µε τη δεύτερη µέθοδο (LASSO) είναι 19 και
ϕαίνονται στο σχήµα 3.7. Τα κοινά γονίδια µεταξύ της πρώτης (RFE-LNW) και της
τρίτης (RFE-LNW, FSMLP) µεθόδου είναι 5 και ϕαίνονται στο σχήµα 3.8. Κοινά γονίδια
ανάµεσα στην πρώτη (RFE-LNW) και στην τέταρτη (RFE-LNW, FSMLP, NERFCM) µέθοδο
δεν υπάρχουν. Τα κοινά γονίδια της δεύτερης (LASSO) και της τρίτης (RFE-LNW, FSMLP)
µεθόδου είναι 5 και ϕαίνονται στο σχήµα 3.9. Κοινά γονίδια ανάµεσα στη δεύτερη
(LASSO) και στην τέταρτη (RFE-LNW, FSMLP, NERFCM) µέθοδο δεν υπάρχουν. Τέλος
όλα τα γονίδια που προκύπτουν από την τέταρτη (RFE-LNW, FSMLP, NERFCM) µέθοδο
εµφανίζονται και στην τρίτη (RFE-LNW, FSMLP) µέθοδο. Αυτά τα γονίδια ϕαίνονται στο
σχήµα 3.5.
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΄Ενα γονίδιο εµφανίζεται στην πρώτη, στη δεύτερη αλλά και στην τρίτη γονιδιακή υ-
πογραφή. Είναι το γονίδιο µε Gene Sequence: 23084, Gene ID: Contig52414_RC και
Gene Symbol: MIG-6. ΄Ενας λόγος για τον οποίο περισσότερα κοινά γονίδια εµφανίζονται
µεταξύ των τριών πρώτων υπογραφών και όχι µε την τέταρτη υπογραφή είναι ότι στις τρεις
πρώτες υπογραφές ο αριθµός των γονιδίων είναι αρκετά µεγάλος οπότε είναι πολύ πιθα-
νόν γονίδια να συµπίπτουν. Αντίθετα η τέταρτη υπογραφή έχει κοινά γονίδια µόνο µε την
τρίτη καθώς και οι δύο ξεκινούν από µία κοινή ϐάση δηλαδή από 1500 ίδια γονίδια.

3.5.2 Βιολογικά αποτελέσµατα

Το genotator (που περιγράψαµε σε πιο πάνω ενότητα) είναι ένα πολύ χρήσιµο εργαλείο για
να εξετάσουµε κατά πόσο τα δεδοµένα µας σχετίζονται µε κάποια ασθένεια. Συγκρίναµε
λοιπόν τα αποτελέσµατα των γονιδιακών µας υπογραφών µε τη λίστα που µας δίνει το
genotator για τα γονίδια που σχετίζονται µε καρκίνο του µαστού.

• Για την πρώτη υπογραφή (RFE-LNW) τα γονίδια τα οποία είναι γνωστά είναι 125 από
τα 190 γονίδια της υπογραφής. Από αυτά, 29 γονίδια σχετίζονται µε τον καρκίνο
του µαστού. Ποσοστό 23.2% εκ των γνωστών γονιδίων δηλαδή.

• Για την δεύτερη υπογραφή (LASSO) τα γονίδια τα οποία είναι γνωστά είναι 44 από
τα 82 γονίδια της υπογραφής. Από αυτά 12, γονίδια σχετίζονται µε τον καρκίνο του
µαστού. Ποσοστό 27.27% εκ των γνωστών γονιδίων δηλαδή.

• Για την τρίτη υπογραφή (RFE-LNW, FSMLP) τα γονίδια τα οποία είναι γνωστά είναι
102 από τα 152 γονίδια της υπογραφής. Από αυτά, 39 γονίδια σχετίζονται µε τον
καρκίνο του µαστού. Ποσοστό 38.24% εκ των γνωστών γονιδίων δηλαδή.

• Για την τέταρτη υπογραφή (RFE-LNW, FSMLP, NERFCM) τα γονίδια τα οποία είναι
γνωστά είναι 6 από τα 6 γονίδια της υπογραφής. Από αυτά, 2 γονίδια σχετίζονται
µε τον καρκίνο του µαστού. Ποσοστό 33.33% εκ των γνωστών γονιδίων δηλαδή.

Ο πίνακας 3.5.2 συνοψίζει τα παραπάνω αποτελέσµατα.

Πίνακας 3.2: Γονίδια στο Genotator .

Μέθοδος Αριθµός Γονιδίων Γνωστά Γονίδια Σχετιζόµενα µε BC Ποσοστό
1η 190 125 29 23.2%
2η 82 44 12 27.27%
3η 152 102 39 38.24%
4η 6 6 2 33.33%
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Training 
Samples after 

RFE-LNW
Testing 

Samples

First Train Feature 
Selection MLP

First stage gene selection based 
on gate opening (m genes)

Second Train Feature 
Selection MLP

Second stage gene selection 
based on gate opening (r genes)

Relational Fuzzy 
Clustering of 

Correlational matrix 
of m genes

Further Removal of genes using gate opening & cluster 
membership values

Final set of p genes 
with reduced data

Reduced test data 
with selected genes

Train SVM

Test SVM

Σχήµα 3.6: Η µεθοδολογία που ακολουθήσαµε για να καταλήξουµε στην τέταρτη γονι-
διακή υπογραφή.
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Σχήµα 3.7: Κοινά γονίδια πρώτης και δεύτερης µεθόδου.

Σχήµα 3.8: Κοινά γονίδια πρώτης και τρίτης µεθόδου.

Σχήµα 3.9: Κοινά γονίδια δεύτερης και τρίτης µεθόδου.
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Κεφάλαιο 4

Συµπεράσµατα και µελλοντική εργασία

4.1 Συµπεράσµατα

Στην συγκεκριµένη εργασία µελετήσαµε διάφορες µοντέρνες τεχνικές για feature selec-
tion. Η κάθε τεχνική συνδύαζε ένα αριθµό αλγορίθµων και κατέληξαµε σε διαφορετικά
αποτελέσµατα ανάλογα µε την εκάστωτε µεθοδολογία.

Κάτι το οποίο παρουσιάζει ιδιαίτερο ενδιαφέρον είναι η σχέση µεταξύ των στατιστικών
και των ϐιολογικών αποτελεσµάτων. ∆εν είναι απαραίτητο ότι όσο αυξάνεται το ποσοστό
επιτυχίας του classification αυξάνεται και το ποσοστό των γονιδίων που σχετίζονται µε
καρκίνο του µαστού (ϐλέπε πίνακα 4.1). Ούτε για παρόµοια ποσοστά επιτυχίας στην
ταξινόµηση (ϐλέπε πρώτη και τρίτη γονιδιακή υπογραφή) υπάρχει µεγάλη διαφορά µεταξύ
των ποσοστών των γονιδίων που σχετίζονται µε καρκίνο του µαστού. Κάτι τέτοιο µας δείχνει
ότι δεν είναι απαραίτητο να υπάρχει άµεση συσχέτιση.

Πίνακας 4.1: Συγκριτικός πίνακας ποσοστού επιτυχίας ταξινόµησης και του ποσοστού
των γνωστών γονιδίων σχετιζόµενο µε καρκίνο του µαστού

Μέθοδος Ποσοστό ταξινόµησης Ποσοστό σχετιζόµενο µε BC
RFE-LNW 82-83% 23.2%
LASSO 74% 27.27%
RFE-LNW, FSMLP 80-85% 38.24%
RFE-LNW, FSMLP, NERFCM 89% 33.33%

Η τέταρτη υπογραφή είναι ένα σύνολο από 6 µόλις γονίδια που παρουσιάζει ιδιαίτερα
υψηλό ποσοστό επιτυχίας στο classification και τα γονίδιά της έχουν σχέση µε τον καρκίνο
του µαστού. Το µόνο πρόβληµα σε αυτή την περίπτωση είναι ότι δεν είναι εύκολο να
εντοπιστούν κοινά γονίδια µε άλλες υπογραφές, όπως έγινε στην περίπτωση των τριών
άλλων υπογραφών όπου ϐρήκαµε ένα γονίδιο το οποίο ήταν κοινό και στις τρεις. Το
συγκεκριµένο µάλιστα γονίδιο είναι ιδιαίτερα ενδιαφέρον καθώς σχετίζεται µε τον καρκίνο
του µαστού αλλά δεν έχει µελετηθεί τόσο όσο άλλα γνωστά γονίδια.
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4.2 Μελλοντική εργασία

Στο κεφάλαιο 2 αναφερθήκαµε στο genotator, και πιο συγκεκριµένα στον αλγόριθµο µε
τον οποίο ταξινοµεί τα γονίδια ανάλογα µε τη σχετικότητά τους µε την ασθένεια. Στη
συγκεκριµένη εργασία δεν εξετάσαµε καθόλου τις συγκεκριµένες τιµές (GS - Genotator
Scores -). Σε κάποια µελλοντική εργασία καλό ϑα ήταν να δοθεί ϐαρύτητα στις συγκεκρι-
µένες τιµές. Παράδειγµα να εξεταστεί το αν µεγάλα genotator scores οδηγούν σε καλό
classification των δεδοµένων.

Επιπρόσθετα ενδιαφέρον ϑα ήταν να εξεταστεί το συγκεκριµένο dataset µε κάποιο δια-
ϕορετικό κριτήριο από το SVM ώστε να γίνει σύγκριση µε τα αποτελέσµατα στα οποία
καταλήξαµε. Ακόµη οι συγκεκριµένες τεχνικές µπορούν να εφαρµοστούν και σε άλλα
dataset µε διαφορετικούς τύπους καρκίνων.
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Παράρτηµα Α΄

Παράρτηµα

Ακολουλουθούν τα αποτελέσµατα της πρώτης, της δεύτερης και της τρίτης υπογραφής
αντίστοιχα. Εξετάζονται ποια γονίδια ϐρίσκονται στο genotator, ποιά όχι και ποιά είναι
τα άγνωστα γονίδια.
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Genotator
Gene	  
Symbol	  	  	  	  	  	  	  	  	  	   Gene	  Name	  

YES SMARCE1
SWI/SNF	  related,	  matrix	  associated,	  actin	  dependent	  
regulator	  of	  chromatin,	  subfamily	  e,	  member	  1	  

YES STAT3
signal	  transducer	  and	  activator	  of	  transcription	  3	  (acute-‐
phase	  response	  factor)	  

YES MPG N-‐methylpurine-‐DNA	  glycosylase	  
YES DIABLO diablo	  homolog	  (Drosophila)
YES CEL carboxyl	  ester	  lipase	  (bile	  salt-‐stimulated	  lipase)
YES KDM4C	   lysine	  (K)-‐specific	  demethylase	  4C	  
YES UBE2H ubiquitin-‐conjugating	  enzyme	  E2H	  (UBC8	  homolog,	  yeast)	  
YES PGAM1 phosphoglycerate	  mutase	  1	  (brain)	  
YES PTPN9 protein	  tyrosine	  phosphatase,	  non-‐receptor	  type	  9	  
YES NMT1 N-‐myristoyltransferase	  1	  
YES TSC2 tuberous	  sclerosis	  2	  

YES CD74
CD74	  molecule,	  major	  histocompatibility	  complex,	  class	  II	  
invariant	  chain	  

YES CYP2D6 cytochrome	  P450,	  family	  2,	  subfamily	  D,	  polypeptide	  6	  
YES MIIP migration	  and	  invasion	  inhibitory	  protein	  
YES CD2BP2 CD2	  (cytoplasmic	  tail)	  binding	  protein	  2	  
YES TADA3 transcriptional	  adaptor	  3	  

YES TCEB2
transcription	  elongation	  factor	  B	  (SIII),	  polypeptide	  2	  
(18kDa,	  elongin	  B)	  

YES TSPAN32 tetraspanin	  32
YES RBCK1 RanBP-‐type	  and	  C3HC4-‐type	  zinc	  finger	  containing	  1	  
YES PIAS1 protein	  inhibitor	  of	  activated	  STAT,	  1
YES CTIF CBP80/20-‐dependent	  translation	  initiation	  factor

YES YWHAE
tyrosine	  3-‐monooxygenase/tryptophan	  5-‐monooxygenase	  
activation	  protein,	  epsilon	  polypeptide

YES BRAP BRCA1	  associated	  protein	  
YES HDAC8 histone	  deacetylase	  8
YES HOXD13 homeobox	  D13	  
YES RYR1 ryanodine	  receptor	  1	  (skeletal)	  

YES FLT1
fms-‐related	  tyrosine	  kinase	  1	  (vascular	  endothelial	  growth	  
factor/vascular	  permeability	  factor	  receptor)	  

YES ERRFI1 ERBB	  receptor	  feedback	  inhibitor	  1	  
YES CYP3A7 cytochrome	  P450,	  family	  3,	  subfamily	  A,	  polypeptide	  7	  



Genotator
Gene	  
Symbol	   Gene	  Name

NO BLK B	  lymphoid	  tyrosine	  kinase	  
NO CNTFR ciliary	  neurotrophic	  factor	  receptor	  

NO NPRL3
nitrogen	  permease	  regulator-‐like	  3	  (S.	  
cerevisiae)

NO C16orf72 chromosome	  16	  open	  reading	  frame	  72	  
NO SLC25A44 solute	  carrier	  family	  25,	  member	  44

NO UQCRC2
ubiquinol-‐cytochrome	  c	  reductase	  core	  
protein	  II

NO PIGC
phosphatidylinositol	  glycan	  anchor	  
biosynthesis,	  class	  C

NO HLA-‐F
major	  histocompatibility	  complex,	  class	  I,	  
F

NO PPP4C protein	  phosphatase	  4,	  catalytic	  subunit
NO ZNF174 zinc	  finger	  protein	  174	  
NO FZD5 frizzled	  homolog	  5	  (Drosophila)	  
NO EXTL2 exostoses	  (multiple)-‐like	  2	  

NO NUBP2
nucleotide	  binding	  protein	  2	  (MinD	  
homolog,	  E.	  coli)	  

NO PSMD2	  
proteasome	  (prosome,	  macropain)	  26S	  
subunit,	  non-‐ATPase,	  2	  

NO EDC3
enhancer	  of	  mRNA	  decapping	  3	  homolog	  
(S.	  cerevisiae)	  

NO NFKBIL1
nuclear	  factor	  of	  kappa	  light	  polypeptide	  
gene	  enhancer	  in	  B-‐cells	  inhibitor-‐like	  1	  

NO ACCN3 amiloride-‐sensitive	  cation	  channel	  3	  
NO PCBP2 poly(rC)	  binding	  protein	  2	  

NO MAPRE3
microtubule-‐associated	  protein,	  RP/EB	  
family,	  member	  3	  

NO ART1 ADP-‐ribosyltransferase	  1	  

NO ATP5G2

ATP	  synthase,	  H+	  transporting,	  
mitochondrial	  Fo	  complex,	  subunit	  C2	  
(subunit	  9)	  

NO RRAGC Ras-‐related	  GTP	  binding	  C	  
NO C9orf25 chromosome	  9	  open	  reading	  frame	  25	  
NO SNX11 sorting	  nexin	  11	  

NO SNAPC5

	  
small	  nuclear	  RNA	  activating	  complex,	  
polypeptide	  5,	  19kDa

NO C16orf62 chromosome	  16	  open	  reading	  frame	  62	  
NO UBQLN1 ubiquilin	  1	  
NO RANGRF RAN	  guanine	  nucleotide	  release	  factor	  
NO SRP68 signal	  recognition	  particle	  68kDa	  

NO UBTF
upstream	  binding	  transcription	  factor,	  
RNA	  polymerase	  I	  



NO CIAO1 cytosolic	  iron-‐sulfur	  protein	  assembly	  1	  
NO NPTXR neuronal	  pentraxin	  receptor	  
NO BRD4	  	   bromodomain	  containing	  4	  
NO TLN1 talin	  1	  

NO
	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
NACA

nascent	  polypeptide-‐associated	  complex	  
alpha	  subunit	  

NO SMG5	  
Smg-‐5	  homolog,	  nonsense	  mediated	  
mRNA	  decay	  factor	  (C.	  elegans)	  

NO PKIG
protein	  kinase	  (cAMP-‐dependent,	  
catalytic)	  inhibitor	  gamma	  

NO OPTC opticin	  
NO SPPL3 signal	  peptide	  peptidase	  3	  
NO ZNF629 zinc	  finger	  protein	  629	  
NO ZMYM6 zinc	  finger,	  MYM-‐type	  6	  

NO DIMT1L
DIM1	  dimethyladenosine	  transferase	  1-‐
like	  (S.	  cerevisiae)	  

NO INADL InaD-‐like	  (Drosophila)	  
NO JMJD6 jumonji	  domain	  containing	  6	  

NO XPNPEP1
X-‐prolyl	  aminopeptidase	  
(aminopeptidase	  P)	  1,	  soluble	  

NO EXOC5 exocyst	  complex	  component	  5	  

NO LARP4B
La	  ribonucleoprotein	  domain	  family,	  
member	  4B	  

NO OR10C1
olfactory	  receptor,	  family	  10,	  subfamily	  
C,	  member	  1	  

NO CROCC ciliary	  rootlet	  coiled-‐coil,	  rootletin	  
NO SMYD5 SMYD	  family	  member	  5	  
NO PHF11 PHD	  finger	  protein	  11	  
NO SCFD1 sec1	  family	  domain	  containing	  1	  

NO IFT140
intraflagellar	  transport	  140	  homolog	  
(Chlamydomonas)	  

NO HEMK1
HemK	  methyltransferase	  family	  member	  
1	  

NO AZI2 5-‐azacytidine	  induced	  2	  
NO KLC4 kinesin	  light	  chain	  4	  
NO C9orf16 chromosome	  9	  open	  reading	  frame	  16	  
NO METAP2 methionyl	  aminopeptidase	  2	  

NO GCN1L1
GCN1	  general	  control	  of	  amino-‐acid	  
synthesis	  1-‐like	  1	  (yeast)	  

NO CRBN cereblon	  
NO CKLF chemokine-‐like	  factor	  
NO TLN1 talin	  1	  
NO OTUD4 OTU	  domain	  containing	  4	  
NO B9D1 B9	  protein	  domain	  1	  
NO ZNF226 zinc	  finger	  protein	  226	  
NO C6orf164 chromosome	  6	  open	  reading	  frame	  164	  



NO RSL1D1 ribosomal	  L1	  domain	  containing	  1	  

NO NARFL
nuclear	  prelamin	  A	  recognition	  factor-‐
like	  

NO
ANKRD36BP
2

ankyrin	  repeat	  domain	  36B	  pseudogene	  
2

NO PRPF38B
PRP38	  pre-‐mRNA	  processing	  factor	  38	  
(yeast)	  domain	  containing	  B	  

NO GDE1
glycerophosphodiester	  
phosphodiesterase	  1	  

NO LIPT1 lipoyltransferase	  1	  
NO TNNI3K TNNI3	  interacting	  kinase	  
NO SIDT2 SID1	  transmembrane	  family,	  member	  2	  
NO SF3B1 splicing	  factor	  3b,	  subunit	  1,	  155kDa	  
NO CYTH1 cytohesin	  1	  

NO NSMCE1
non-‐SMC	  element	  1	  homolog	  (S.	  
cerevisiae)	  

NO FLJ20139	  
hypothetical	  protein	  FLJ20139;	  Gene	  ID:	  
54833,	  discontinued	  on	  10-‐May-‐2005	  

NO ALG1

asparagine-‐linked	  glycosylation	  1,	  beta-‐
1,4-‐mannosyltransferase	  homolog	  (S.	  
cerevisiae)	  

NO PAQR5
progestin	  and	  adipoQ	  receptor	  family	  
member	  V	  

NO FAM83E
family	  with	  sequence	  similarity	  83,	  
member	  E	  

NO ITFG2
integrin	  alpha	  FG-‐GAP	  repeat	  containing	  
2	  

NO RAB22A RAB22A,	  member	  RAS	  oncogene	  family	  

NO MLST8
MTOR	  associated	  protein,	  LST8	  homolog	  
(S.	  cerevisiae)	  

NO IFNAR1
interferon	  (alpha,	  beta	  and	  omega)	  
receptor	  1	  

NO PVRL3 poliovirus	  receptor-‐related	  3	  
NO AES amino-‐terminal	  enhancer	  of	  split	  
NO CLUAP1 clusterin	  associated	  protein	  1	  
NO C6orf162 chromosome	  6	  open	  reading	  frame	  162	  

NO GML
glycosylphosphatidylinositol	  anchored	  
molecule	  like	  protein	  

NO MAP3K13
mitogen-‐activated	  protein	  kinase	  kinase	  
kinase	  13	  

NO OSBPL11 oxysterol	  binding	  protein-‐like	  11	  

NO HNRNPH2
heterogeneous	  nuclear	  
ribonucleoprotein	  H2	  (H')	  

NO CTNNBL1 catenin,	  beta	  like	  1	  
NO C7orf63 chromosome	  7	  open	  reading	  frame	  63	  
NO ZNHIT1 zinc	  finger,	  HIT-‐type	  containing	  1	  



GeneID Unknown	  Genes
Contig13548_RC No	  annotation	  available;	  Reporter:	  Contig13548_RC	  (SPOT	  ID)
Contig16772_RC No	  annotation	  available;	  Reporter:	  Contig16772_RC	  (SPOT	  ID)
Contig31164_RC No	  annotation	  available;	  Reporter:	  	  Contig31164_RC	  (SPOT	  ID)
Contig42933_RC No	  annotation	  available;	  Reporter:	  	  Contig42933_RC	  (SPOT	  ID)
Contig26988_RC No	  annotation	  available;	  Reporter:	  	  Contig26988_RC	  (SPOT	  ID)

Contig19089_RC The	  following	  term	  was	  not	  found	  in	  GEO	  Profiles:	  Contig19089_RC.

Contig53488
No	  annotation	  available;	  Reporter:	  	  Contig53488	  (SPOT	  ID)	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
TSA:	  Zea	  mays	  contig53488,	  mRNA	  sequence

Contig54742_RC No	  annotation	  available;	  Reporter:	  	  Contig54742_RC	  (SPOT	  ID)
Contig54345_RC No	  annotation	  available;	  Reporter:	  	  Contig54345_RC	  (SPOT	  ID)
Contig5681_RC No	  annotation	  available;	  Reporter:	  	  Contig5681_RC	  (SPOT	  ID)

AL117590

LOC254413;	  hypothetical	  gene	  supported	  by	  AL117590/	  
Chromosome:	  5/ID:	  254413;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC153372;	  hypothetical	  gene	  supported	  by	  
AL117590/Chromosome:	  5/Location:	  5q14.1/	  ID:	  153372;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC133815;	  hypothetical	  gene	  supported	  by	  
AL117590/Chromosome:	  5/Location:	  5q14.1/ID:	  133815;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC90029;	  hypothetical	  gene	  supported	  by	  
AL117590/Chromosome:	  5/Location:	  5q14.1/ID:	  90029;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC85808;	  Other	  Designations:	  hypothetical	  gene	  supported	  by	  
AL117590/	  XM_029084;	  Chromosome:	  5/ID:	  85808	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
All	  records	  were	  discontinued

Contig15355_RC The	  following	  term	  was	  not	  found	  in	  GEO	  Profiles:	  Contig15355_RC.
Contig29529_RC No	  annotation	  available;	  Reporter:	  	  Contig29529_RC	  (SPOT	  ID)
Contig27722_RC No	  annotation	  available;	  Reporter:	  	  Contig27722_RC	  (SPOT	  ID)

AL117606

LOC152441;	  hypothetical	  gene	  supported	  by	  
AL117606/BC014110/Chromosome:	  3/Location:	  3q22.1/ID:	  
152441;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC132242;	  hypothetical	  gene	  supported	  by	  
AL117606/Chromosome:	  3/Location:	  3q22.1/ID:	  132242;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC90287;	  hypothetical	  gene	  supported	  by	  
AL117606/Chromosome:	  3/Location:	  3p13-‐q13.33/ID:	  90287;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC87947;	  Other	  Designations:	  hypothetical	  gene	  supported	  by	  
AL117606;	  XM_041630
Chromosome:	  3/ID:	  87947;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
All	  records	  were	  discontinued

Contig43621_RC No	  annotation	  available;	  Reporter:	  	  Contig43621_RC	  (SPOT	  ID)
AL109698 The	  following	  term	  was	  not	  found	  in	  Gene:	  AL109698	  
Contig15795_RC No	  annotation	  available;	  Reporter:	  	  Contig15795_RC	  (SPOT	  ID)
Contig26816_RC No	  annotation	  available;	  Reporter:	  	  Contig26816_RC	  (SPOT	  ID)
Contig1403_RC No	  annotation	  available;	  Reporter:	  	  Contig1403_RC	  (SPOT	  ID)
Contig51498_RC No	  annotation	  available;	  Reporter:	  	  Contig51498_RC	  (SPOT	  ID)
Contig20184_RC No	  annotation	  available;	  Reporter:	  	  Contig20184_RC	  (SPOT	  ID)



Contig7976_RC No	  annotation	  available;	  Reporter:	  	  Contig7976_RC	  (SPOT	  ID)
Contig25546_RC No	  annotation	  available;	  Reporter:	  	  Contig25546_RC	  (SPOT	  ID)
Contig33442_RC No	  annotation	  available;	  Reporter:	  	  Contig33442_RC	  (SPOT	  ID)
Contig31153 No	  annotation	  available;	  Reporter:	  	  Contig31153	  (SPOT	  ID)
Contig34367_RC No	  annotation	  available;	  Reporter:	  	  Contig34367_RC	  (SPOT	  ID)
AK001092 The	  following	  term	  was	  not	  found	  in	  Gene:	  AK001092
Contig54606_RC No	  annotation	  available;	  Reporter:	  	  Contig54606_RC	  (SPOT	  ID)
Contig13551_RC No	  annotation	  available;	  Reporter:	  	  Contig13551_RC	  (SPOT	  ID)
Contig36715_RC No	  annotation	  available;	  Reporter:	  	  Contig36715_RC	  (SPOT	  ID)

AL137323

LOC89439/Gene	  ID:	  89439,	  discontinued	  on	  10-‐May-‐2005	  
This	  record	  was	  discontinued;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
LOC89439;	  hypothetical	  gene	  supported	  by	  AL137323;	  XM_049777	  

Contig56569_RC No	  annotation	  available;	  Reporter:	  	  Contig56569_RC	  (SPOT	  ID)
Contig319 The	  following	  term	  was	  not	  found	  in	  Gene:	  Contig319
Contig39195_RC No	  annotation	  available;	  Reporter:	  	  Contig39195_RC	  (SPOT	  ID)
Contig45024_RC No	  annotation	  available;	  Reporter:	  	  Contig45024_RC	  (SPOT	  ID)
Contig25945_RC No	  annotation	  available;	  Reporter:	  	  Contig25945_RC	  (SPOT	  ID)
Contig21936_RC No	  annotation	  available;	  Reporter:	  	  Contig21936_RC	  (SPOT	  ID)
Contig33224_RC No	  annotation	  available;	  Reporter:	  	  Contig33224_RC	  (SPOT	  ID)
Contig25057 No	  annotation	  available;	  Reporter:	  	  Contig25057	  (SPOT	  ID)

AL137690
hypothetical	  gene	  supported	  by	  AL137690/
Chromosome:	  11/ID:	  92352;	  This	  record	  was	  discontinued

Contig57662_RC No	  annotation	  available;	  Reporter:	  	  Contig57662_RC	  (SPOT	  ID)
Contig52940_RC No	  annotation	  available;	  Reporter:	  	  Contig52940_RC	  (SPOT	  ID)
Contig40670_RC No	  annotation	  available;	  Reporter:	  	  Contig40670_RC	  (SPOT	  ID)
Contig31656_RC No	  annotation	  available;	  Reporter:	  	  Contig31656_RC	  (SPOT	  ID)
Contig48402_RC No	  annotation	  available;	  Reporter:	  	  Contig48402_RC	  (SPOT	  ID)
AF007128 The	  following	  term	  was	  not	  found	  in	  Gene:	  AF007128
Contig41392_RC No	  annotation	  available;	  Reporter:	  	  Contig41392_RC	  (SPOT	  ID)
Contig45343_RC No	  annotation	  available;	  Reporter:	  	  Contig45343_RC	  (SPOT	  ID)
Contig45212_RC No	  annotation	  available;	  Reporter:	  	  Contig45212_RC	  (SPOT	  ID)
Contig43183 No	  annotation	  available;	  Reporter:	  	  Contig43183	  (SPOT	  ID)
Contig28393_RC No	  annotation	  available;	  Reporter:	  	  Contig28393_RC	  (SPOT	  ID)
Contig26685_RC No	  annotation	  available;	  Reporter:	  	  Contig26685_RC	  (SPOT	  ID)
Contig35802_RC No	  annotation	  available;	  Reporter:	  	  Contig35802_RC	  (SPOT	  ID)
Contig20391_RC No	  annotation	  available;	  Reporter:	  	  Contig20391_RC	  (SPOT	  ID)
Contig37236_RC No	  annotation	  available;	  Reporter:	  	  Contig37236_RC	  (SPOT	  ID)
Contig16250_RC No	  annotation	  available;	  Reporter:	  	  Contig16250_RC	  (SPOT	  ID)
Contig53736_RC No	  annotation	  available;	  Reporter:	  	  Contig53736_RC	  (SPOT	  ID)
Contig36735_RC No	  annotation	  available;	  Reporter:	  	  Contig36735_RC	  (SPOT	  ID)
Contig28952_RC No	  annotation	  available;	  Reporter:	  	  Contig28952_RC	  (SPOT	  ID)
Contig32002_RC No	  annotation	  available;	  Reporter:	  	  Contig32002_RC	  (SPOT	  ID)
Contig52993_RC No	  annotation	  available;	  Reporter:	  	  Contig52993_RC	  (SPOT	  ID)
Contig56716_RC No	  annotation	  available;	  Reporter:	  	  Contig56716_RC	  (SPOT	  ID)
AF009267 The	  following	  term	  was	  not	  found	  in	  Gene:	  AF009267
Contig42746_RC No	  annotation	  available;	  Reporter:	  	  Contig42746_RC	  (SPOT	  ID)



Genotator Gene	  Symbol	   Gene	  Name	  

YES FERMT2 fermitin	  family	  member	  2	  

YES EPS15	  

epidermal	  growth	  factor	  
receptor	  pathway	  
substrate	  15	  

YES CDC42BPA
CDC42	  binding	  protein	  
kinase	  alpha	  (DMPK-‐like)	  

YES UBE2K

ubiquitin-‐conjugating	  
enzyme	  E2K	  (UBC1	  
homolog,	  yeast)	  

YES SCYL1 SCY1-‐like	  1	  (S.	  cerevisiae)	  

YES WHSC1
Wolf-‐Hirschhorn	  
syndrome	  candidate	  1	  

YES FGF11
fibroblast	  growth	  factor	  
11	  

YES PIAS1
protein	  inhibitor	  of	  
activated	  STAT,	  1	  

YES FGFR3
fibroblast	  growth	  factor	  
receptor	  3	  

YES PRDM1
PR	  domain	  containing	  1,	  
with	  ZNF	  domain	  

YES FLT1

fms-‐related	  tyrosine	  
kinase	  1	  (vascular	  
endothelial	  growth	  
factor/vascular	  
permeability	  factor	  
receptor)	  

YES ERRFI1
ERBB	  receptor	  feedback	  
inhibitor	  1	  



Genotator Gene	  Symbol	   Gene	  Name	  
NO BLK B	  lymphoid	  tyrosine	  kinase	  
NO TMEM35 transmembrane	  protein	  35	  

NO UGGT1
UDP-‐glucose	  glycoprotein	  
glucosyltransferase	  1	  

NO ZNF787 zinc	  finger	  protein	  787	  	  

NO GATAD2B GATA	  zinc	  finger	  domain	  containing	  2B	  

NO DEGS1
degenerative	  spermatocyte	  homolog	  
1,	  lipid	  desaturase	  (Drosophila)	  

NO FBXO25 F-‐box	  protein	  25	  
NO UBQLN1 ubiquilin	  1	  

NO SLC33A1
solute	  carrier	  family	  33	  (acetyl-‐CoA	  
transporter),	  member	  1	  

NO LOC286052	  
Annotation:	  LOC286052:	  Hypothetical	  
protein	  LOC286052

NO KCNB1
potassium	  voltage-‐gated	  channel,	  Shab-‐
related	  subfamily,	  member	  1	  

NO XPNPEP1
X-‐prolyl	  aminopeptidase	  
(aminopeptidase	  P)	  1,	  soluble	  

NO SENP1 SUMO1/sentrin	  specific	  peptidase	  1	  
NO EXOC5 exocyst	  complex	  component	  5	  

NO U2AF2 U2	  small	  nuclear	  RNA	  auxiliary	  factor	  2	  

NO LARP4B
La	  ribonucleoprotein	  domain	  family,	  
member	  4B	  

NO HR hairless	  homolog	  (mouse)	  

NO PNPLA6
patatin-‐like	  phospholipase	  domain	  
containing	  6	  

NO TBKBP1 TBK1	  binding	  protein	  1	  

NO TMBIM1
transmembrane	  BAX	  inhibitor	  motif	  
containing	  1	  

NO C14orf118;	  
chromosome	  14	  open	  reading	  frame	  
118	  

NO ARGLU1 arginine	  and	  glutamate	  rich	  1	  
NO KLHL3 kelch-‐like	  3	  (Drosophila)	  

NO MMS19
MMS19	  nucleotide	  excision	  repair	  
homolog	  (S.	  cerevisiae)	  

NO IFNAR1
interferon	  (alpha,	  beta	  and	  omega)	  
receptor	  1	  

NO MTMR6 myotubularin	  related	  protein	  6	  

NO DNAJC13
DnaJ	  (Hsp40)	  homolog,	  subfamily	  C,	  
member	  13	  

NO PDPR
pyruvate	  dehydrogenase	  phosphatase	  
regulatory	  subunit	  



NO C6orf162	  
chromosome	  6	  open	  reading	  frame	  
162	  

NO AFTPH aftiphilin	  

NO C14orf48
chromosome	  14	  open	  reading	  frame	  
48	  (RNAgene)	  

NO IVD isovaleryl-‐CoA	  dehydrogenase	  
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Genotator
Gene	  
Symbol	  	  	  	  	  	  	  	  	  	  	  	  	  	   Gene	  Name	  

YES CKS2	  
CDC28	  protein	  kinase	  regulatory	  
subunit	  2	  

YES CSNK1E casein	  kinase	  1,	  epsilon	  
YES AXIN1 axin	  1	  

YES BNIP3
BCL2/adenovirus	  E1B	  19kDa	  
interacting	  protein	  3	  

YES UBE2H
ubiquitin-‐conjugating	  enzyme	  E2H	  
(UBC8	  homolog,	  yeast)	  

YES EIF2B5
eukaryotic	  translation	  initiation	  factor	  
2B,	  subunit	  5	  epsilon,	  82kDa	  

YES PTP4A2
protein	  tyrosine	  phosphatase	  type	  
IVA,	  member	  2	  

YES MAPK13 mitogen-‐activated	  protein	  kinase	  13	  

YES AKAP9
A	  kinase	  (PRKA)	  anchor	  protein	  
(yotiao)	  9	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  

YES CREBBP CREB	  binding	  protein	  

YES GIT1
G	  protein-‐coupled	  receptor	  kinase	  
interacting	  ArfGAP	  1	  

YES EPHB3 EPH	  receptor	  B3	  
YES AGFG1 ArfGAP	  with	  FG	  repeats	  1	  

YES PARK2
parkinson	  protein	  2,	  E3	  ubiquitin	  
protein	  ligase	  (parkin)	  

YES JUND jun	  D	  proto-‐oncogene	  
YES PLXNB3 plexin	  B3	  
YES ZBED1 zinc	  finger,	  BED-‐type	  containing	  1	  
YES CFL1 cofilin	  1	  (non-‐muscle)	  

YES PRKAA1
protein	  kinase,	  AMP-‐activated,	  alpha	  1	  
catalytic	  subunit	  

YES THY1 Thy-‐1	  cell	  surface	  antigen	  
YES LDHA lactate	  dehydrogenase	  A	  

YES STUB1
STIP1	  homology	  and	  U-‐box	  containing	  
protein	  1,	  E3	  ubiquitin	  protein	  ligase	  

YES NBR1 neighbor	  of	  BRCA1	  gene	  1	  
YES BBC3 BCL2	  binding	  component	  3	  

YES RAB11FIP3
RAB11	  family	  interacting	  protein	  3	  
(class	  II)	  

YES BCLAF1 BCL2-‐associated	  transcription	  factor	  1	  

YES STARD3
StAR-‐related	  lipid	  transfer	  (START)	  
domain	  containing	  3	  

YES DOCK1 dedicator	  of	  cytokinesis	  1	  
YES FKBP5 FK506	  binding	  protein	  5	  
YES F11R F11	  receptor	  

YES TNFRSF1A
tumor	  necrosis	  factor	  receptor	  
superfamily,	  member	  1A	  



YES ACTB actin,	  beta	  

YES TMEFF1
transmembrane	  protein	  with	  EGF-‐like	  
and	  two	  follistatin-‐like	  domains	  1	  

YES RYR1 ryanodine	  receptor	  1	  (skeletal)	  
YES GPC1 glypican	  1	  
YES ERRFI1 ERBB	  receptor	  feedback	  inhibitor	  1	  

YES CDC73

cell	  division	  cycle	  73,	  Paf1/RNA	  
polymerase	  II	  complex	  component,	  
homolog	  (S.	  cerevisiae)	  

YES SOD2 superoxide	  dismutase	  2,	  mitochondrial	  

YES GNB1
guanine	  nucleotide	  binding	  protein	  (G	  
protein),	  beta	  polypeptide	  1	  



Genotator
Gene	  
Symbol	  	  	  	  	  	  	  	  	  	  	  	  	  	   Gene	  Name	  

NO KDM3A lysine	  (K)-‐specific	  demethylase	  3A	  
NO BPGM 2,3-‐bisphosphoglycerate	  mutase	  

NO HTR7
5-‐hydroxytryptamine	  (serotonin)	  receptor	  7	  
(adenylate	  cyclase-‐coupled)	  

NO KIF9 kinesin	  family	  member	  9	  
NO CHN1 chimerin	  (chimaerin)	  1	  
NO CLC Charcot-‐Leyden	  crystal	  protein	  

NO DNAJC7
DnaJ	  (Hsp40)	  homolog,	  subfamily	  C,	  member	  
7	  

NO UGGT1
UDP-‐glucose	  glycoprotein	  glucosyltransferase	  
1	  

NO SLAMF8 SLAM	  family	  member	  8	  

NO C1GALT1

core	  1	  synthase,	  glycoprotein-‐N-‐
acetylgalactosamine	  3-‐beta-‐
galactosyltransferase,	  1	  

NO AKAP1 A	  kinase	  (PRKA)	  anchor	  protein	  1	  
NO ZNF212 zinc	  finger	  protein	  212	  
NO HIST1H2BI histone	  cluster	  1,	  H2bi	  
NO FASTKD1 FAST	  kinase	  domains	  1	  

NO MYL6
myosin,	  light	  chain	  6,	  alkali,	  smooth	  muscle	  
and	  non-‐muscle	  

NO ZNF787 zinc	  finger	  protein	  787	  
NO OFD1 oral-‐facial-‐digital	  syndrome	  1	  
NO SLC43A1 solute	  carrier	  family	  43,	  member	  1	  
NO AHI1 Abelson	  helper	  integration	  site	  1	  

NO CTDSP1

CTD	  (carboxy-‐terminal	  domain,	  RNA	  
polymerase	  II,	  polypeptide	  A)	  small	  
phosphatase	  1	  

NO KLHDC2 kelch	  domain	  containing	  2	  
NO RNF103 ring	  finger	  protein	  103	  
NO ARL4C ADP-‐ribosylation	  factor-‐like	  4C	  
NO ZNF263 zinc	  finger	  protein	  263	  
NO ZNF862 zinc	  finger	  protein	  862	  
NO MGRN1 mahogunin,	  ring	  finger	  1	  
NO CNOT2 CCR4-‐NOT	  transcription	  complex,	  subunit	  2	  
NO SENP1 SUMO1/sentrin	  specific	  peptidase	  1	  
NO TULP4 tubby	  like	  protein	  4	  
NO PANX1	   pannexin	  1	  
NO SPEF1 sperm	  flagellar	  1	  
NO TSC22D2	   TSC22	  domain	  family,	  member	  2	  
NO CYB5R1 cytochrome	  b5	  reductase	  1	  
NO KLF12 Kruppel-‐like	  factor	  12	  

NO CHST15
carbohydrate	  (N-‐acetylgalactosamine	  4-‐
sulfate	  6-‐O)	  sulfotransferase	  15	  



NO KDELR2
KDEL	  (Lys-‐Asp-‐Glu-‐Leu)	  endoplasmic	  
reticulum	  protein	  retention	  receptor	  2	  

NO C18orf10 chromosome	  18	  open	  reading	  frame	  10	  
NO CNOT2 CCR4-‐NOT	  transcription	  complex,	  subunit	  2	  

NO STARD9
StAR-‐related	  lipid	  transfer	  (START)	  domain	  
containing	  9	  

NO YTHDC1 YTH	  domain	  containing	  1

NO TMBIM1
transmembrane	  BAX	  inhibitor	  motif	  
containing	  1	  

NO KIAA1432 KIAA1432	  

NO
ANKRD36BP
2 ankyrin	  repeat	  domain	  36B	  pseudogene	  2	  

NO CTDSP1

CTD	  (carboxy-‐terminal	  domain,	  RNA	  
polymerase	  II,	  polypeptide	  A)	  small	  
phosphatase	  1	  

NO BSDC1 BSD	  domain	  containing	  1	  
NO POMP proteasome	  maturation	  protein	  
NO SIDT2 SID1	  transmembrane	  family,	  member	  2	  
NO RNMTL1 RNA	  methyltransferase	  like	  1	  

NO PCMTD2	  
protein-‐L-‐isoaspartate	  (D-‐aspartate)	  O-‐
methyltransferase	  domain	  containing	  2	  

NO ZDHHC13 zinc	  finger,	  DHHC-‐type	  containing	  13	  

NO FAM193B
family	  with	  sequence	  similarity	  193,	  member	  
B	  

NO SCNN1A sodium	  channel,	  nonvoltage-‐gated	  1	  alpha	  

NO DBNDD2
dysbindin	  (dystrobrevin	  binding	  protein	  1)	  
domain	  containing	  2	  

NO SERF1A small	  EDRK-‐rich	  factor	  1A	  (telomeric)	  
NO ZNF434 zinc	  finger	  protein	  434	  
NO CXorf48 chromosome	  X	  open	  reading	  frame	  48	  
NO PLXND1 plexin	  D1	  

NO ACSBG1
acyl-‐CoA	  synthetase	  bubblegum	  family	  
member	  1	  

NO CUL4B cullin	  4B	  
NO HBG1 hemoglobin,	  gamma	  A	  

NO MLL5
myeloid/lymphoid	  or	  mixed-‐lineage	  leukemia	  
5	  (trithorax	  homolog,	  Drosophila)	  

NO PHF13 PHD	  finger	  protein	  13
NO ITPKA inositol	  1,4,5-‐trisphosphate	  3-‐kinase	  A	  



GeneID Unknown	  Genes

Contig55949_RC
No	  annotation	  available;	  Reporter:	  	  Contig55949_RC	  
(SPOT	  ID)	  

Contig54839_RC
No	  annotation	  available;	  Reporter:	  	  Contig54839_RC	  
(SPOT	  ID)

Contig42593_RC
No	  annotation	  available;	  Reporter:	  	  Contig42593_RC	  
(SPOT	  ID)

Contig46316_RC
No	  annotation	  available;	  Reporter:	  	  Contig46316_RC	  
(SPOT	  ID)

Contig35025_RC
No	  annotation	  available;	  Reporter:	  	  Contig35025_RC	  
(SPOT	  ID)

Contig51291_RC
No	  annotation	  available;	  Reporter:	  	  Contig51291_RC	  
(SPOT	  ID)

Contig26610_RC
No	  annotation	  available;	  Reporter:	  	  Contig26610_RC	  
(SPOT	  ID)

Contig62964_RC
No	  annotation	  available;	  Reporter:	  	  Contig62964_RC	  
(SPOT	  ID)

Contig2384_RC
No	  annotation	  available;	  Reporter:	  	  Contig2384_RC	  
(SPOT	  ID)	  

Contig47004_RC
No	  annotation	  available;	  Reporter:	  	  Contig47004_RC	  
(SPOT	  ID)

Contig31449_RC
No	  annotation	  available;	  Reporter:	  	  Contig31449_RC	  
(SPOT	  ID)	  	  

Contig33343_RC
No	  annotation	  available;	  Reporter:	  	  Contig33343_RC	  
(SPOT	  ID)

Contig2262_RC
No	  annotation	  available;	  Reporter:	  	  Contig2262_RC	  
(SPOT	  ID)

Contig31839_RC
The	  following	  term	  was	  not	  found	  in	  GEO	  profiles:	  
Contig31839_RC.

Contig54029_RC
	  No	  annotation	  available;	  Reporter:	  	  Contig54029_RC	  
(SPOT	  ID)

Contig33394_RC
No	  annotation	  available;	  Reporter:	  	  Contig33394_RC	  
(SPOT	  ID)

Contig21852_RC
No	  annotation	  available;	  Reporter:	  	  Contig21852_RC	  
(SPOT	  ID)

Contig39858_RC
No	  annotation	  available;	  Reporter:	  	  Contig39858_RC	  
(SPOT	  ID)

AI401061_RC Annotation:	  Transcribed	  locus;	  Reporter:	  	  AI401061

Contig54274_RC
No	  annotation	  available;	  Reporter:	  	  Contig54274_RC	  
(SPOT	  ID)

Contig37858_RC
No	  annotation	  available;	  Reporter:	  	  Contig37858_RC	  
(SPOT	  ID)

Contig36879_RC
No	  annotation	  available;	  Reporter:	  	  Contig36879_RC	  
(SPOT	  ID)



AL110133
Annotation:	  MRNA;	  cDNA	  DKFZp564H072	  (from	  clone	  
DKFZp564H072)	  Reporter:	  	  AL110133

Contig32036
No	  annotation	  available;	  Reporter:	  	  Contig32036	  (SPOT	  
ID)

Contig56030_RC
No	  annotation	  available;	  Reporter:	  	  Contig56030_RC	  
(SPOT	  ID)

U50536

LOCUS:	  HSU50536;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
DEFINITION:	  Human	  BRCA2	  region,	  mRNA	  sequence	  
CG011;	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
Annotation:	  BRCA2	  region,	  mRNA	  sequence	  CG011;	  
Reporter:	  	  U50536

Contig19803_RC
No	  annotation	  available;	  Reporter:	  	  Contig19803_RC	  
(SPOT	  ID)

Contig569_RC
No	  annotation	  available;	  Reporter:	  	  Contig569_RC	  
(SPOT	  ID)

Contig31647_RC
No	  annotation	  available;	  Reporter:	  	  Contig31647_RC	  
(SPOT	  ID)

Contig20372_RC
The	  following	  term	  was	  not	  found	  in	  GEO	  profiles:	  
Contig20372_RC.

Contig39877_RC
No	  annotation	  available;	  Reporter:	  	  Contig39877_RC	  
(SPOT	  ID)

Contig33680_RC
No	  annotation	  available;	  Reporter:	  	  Contig33680_RC	  
(SPOT	  ID)

AA470152_RC
The	  following	  term	  was	  not	  found	  in	  GEO	  profiles:	  
AA470152_RC.

Contig10688_RC
No	  annotation	  available;	  Reporter:	  	  Contig10688_RC	  
(SPOT	  ID)

Contig26659_RC
No	  annotation	  available;	  Reporter:	  	  Contig26659_RC	  
(SPOT	  ID)

Contig1804_RC
No	  annotation	  available;	  Reporter:	  	  Contig1804_RC	  
(SPOT	  ID)

Contig37188_RC
No	  annotation	  available;	  	  Reporter:	  	  Contig37188_RC	  
(SPOT	  ID)

Contig41198_RC
No	  annotation	  available;	  Reporter:	  	  Contig41198_RC	  
(SPOT	  ID)

Contig1254_RC
No	  annotation	  available;	  Reporter:	  	  Contig1254_RC	  
(SPOT	  ID)

Contig52463_RC
No	  annotation	  available;	  Reporter:	  	  Contig52463_RC	  
(SPOT	  ID)

Contig45901_RC
No	  annotation	  available;	  Reporter:	  	  Contig45901_RC	  
(SPOT	  ID)

Contig749_RC
No	  annotation	  available;	  Reporter:	  	  Contig749_RC	  
(SPOT	  ID)

Contig58288_RC
No	  annotation	  available;	  Reporter:	  	  Contig58288_RC	  
(SPOT	  ID)



Contig39950_RC
No	  annotation	  available;	  Reporter:	  	  Contig39950_RC	  
(SPOT	  ID)

Contig16607_RC
No	  annotation	  available;	  Reporter:	  	  Contig16607_RC	  
(SPOT	  ID)

Contig19865_RC
No	  annotation	  available;	  Reporter:	  	  Contig19865_RC	  
(SPOT	  ID)

Contig41805_RC
No	  annotation	  available;	  Reporter:	  	  Contig41805_RC	  
(SPOT	  ID)

Contig26760
No	  annotation	  available;	  Reporter:	  	  Contig26760	  (SPOT	  
ID)

Contig49045_RC

No	  annotation	  available;	  Reporter:	  	  Contig49045_RC	  
(SPOT	  ID)	  	  

Contig34477_RC
No	  annotation	  available;	  Reporter:	  	  Contig34477_RC	  
(SPOT	  ID)
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