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1.1 Επιγραµµατικά 

 

Τα τελευταία χρόνια η τεχνολογία της αναγνώρισης οµιλίας µεγάλου 

λεξιλογίου ανεξαρτήτως οµιλητή, έχει κάνει πολύ σηµαντικά βήµατα και έχει πλέον 

πολλές πρακτικές εµπορικές εφαρµογές. Παρόλα αυτά απέχει πολύ από τον αρχικά 

υποσχόµενο πανταχού παρών τρόπο επικοινωνίας µε τον υπολογιστή αλλά και τις 

άλλες «έξυπνες» συσκευές που σιγά-σιγά κατακλύζουν την καθηµερινή µας ζωή. 

Πίσω από τα εντυπωσιακά αποτελέσµατα στο επίπεδο µείωσης του σφάλµατος 

αναγνώρισης σε επίπεδο λέξης αλλά και σηµασίας, βρίσκεται ένα πολύ µεγάλο 

υπολογιστικό κόστος. Για να επιτευχθεί το χαµηλό σφάλµα αναγνώρισης, τα 

συστήµατα αναγνώρισης οµιλίας τελευταίας γενιάς «αναγκάζονται» να «τρέχουν» 

σε µια τάξη µεγέθους µίας έως δύο φορές πιο αργά από τις απαιτήσεις πραγµατικού 

χρόνου (real time), ενώ απαιτούν πολύ ισχυρούς επεξεργαστές και µεγάλα ποσά 

µνήµης.  

Από τη στιγµή όµως που η δυνατότητα αναγνώρισης οµιλίας απαιτείται σε 

ολοένα µικρότερες συσκευές (π.χ. φορητές συσκευές), µε µικρότερη υπολογιστική 

ισχύ αλλά και µειωµένες δυνατότητες µνήµης ανοίγονται δύο δρόµοι για την 

αντιµετώπιση των απαιτήσεων: 

 

1.1.1 Κατανεµηµένη αναγνώριση οµιλίας (Distributed Speech 
Recognition) 

 

Στην περίπτωση αυτή, υπολογιστικά συστήµατα µε µεγάλη υπολογιστική ισχύ και 

δυνατότητες µνήµης αναλαµβάνουν το δύσκολο κοµµάτι της αναγνώρισης 

λαµβάνοντας από τη συσκευή µε τις περιορισµένες δυνατότητες (thin client) το 

σήµα της φωνής και στέλνοντας πίσω το κείµενο που αντιστοιχεί στα λεγόµενα του 

χρήστη.  

Για να γίνει κάτι τέτοιο απαιτείται διασύνδεση (connectivity) αλλά και η 

κατάλληλη ποιότητα (Quality of Service) στη µετάδοση της οµιλίας,  ώστε η όλη 

διαδικασία να γίνεται σε πραγµατικό χρόνο. Προς αυτή την κατεύθυνση και την 

µείωση του όγκου πληροφορίας που πρέπει να µεταδοθεί από την συσκευή-πελάτη 

στον εξυπηρετητή έχουν ήδη γίνει κάποιες εργασίες στο επίπεδο της διανυσµατικής 

κβαντοποίησης του διανύσµατος χαρακτηριστικών (feature vector) που εξάγεται 

από το σήµα της οµιλίας [3].  
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1.1.2 Εύρεση τρόπων µείωσης των απαιτήσεων µνήµης και 
απαιτούµενης υπολογιστικής ισχύος χωρίς όµως να υπάρξει 
θυσία της επίδοσης αναγνώρισης. 

 

Για να επιτευχθεί µεγαλύτερη ταχύτητα αναγνώρισης και ταυτόχρονα µικρές 

απαιτήσεις µνήµης χωρίς όµως να υπάρξει κόστος στην επίδοση του συστήµατος 

(κάτι που φαίνεται αλληλοσυγκρουόµενο), πρέπει να υπάρξουν πολύ προσεκτικές 

επιλογές κατά την παραµετροποίηση των διαφόρων τµηµάτων του συστήµατος 

(ακουστικό µοντέλο, γλωσσικό µοντέλο, αλγόριθµος αναζήτησης στο χώρο των 

υποθέσεων κ.λπ.). 

Πολλές τεχνικές έχουν εφαρµοστεί για να µειώσουν τις απαιτήσεις σε 

µνήµη, όπως για παράδειγµα χρησιµοποιώντας απλούστερα αλλά λιγότερο ακριβή 

µοντέλα. 

Παράλληλα, υπάρχουν και πολλές τεχνικές για µείωση της υπολογιστικής 

πολυπλοκότητας, όπως για παράδειγµα εφαρµογή pruning µεθόδων για να µειωθεί 

το εύρος του ψαξίµατος ή ο υπολογισµός των πιθανοφανειών κατάστασης (state 

likelihoods) µόνο για ένα µικρό υποσύνολο των πιο σχετικών µε την συγκεκριµένη 

κατάσταση κατανοµών (τεχνική shortlists).  

Ένα µεγάλο ποσοστό του χρόνου αναγνώρισης (το οποίο όµως µειώνεται 

µε τον όγκο του λεξιλογίου) έχει παρατηρηθεί ότι καταναλώνεται στον 

υπολογισµό των πιθανοφανειών των διαφόρων καταστάσεων (state likelihoods) 

του ακουστικού µοντέλου, κάτι που δεν είναι περίεργο µιας και πλέον 

χρησιµοποιούνται αρκετά πολύπλοκα ακουστικά µοντέλα µε πολύ µεγάλο αριθµό 

παραµέτρων ώστε να καλυφθεί η απαιτούµενη ανάλυση του ακουστικού χώρου. 

Προς την κατεύθυνση των µειωµένων απαιτήσεων υπολογιστικής ισχύος 

κινείται και η προσέγγιση των Κρυφών Μαρκοβιανών Μοντέλων (HMM) µε 

διακριτά µείγµατα (Discrete Mixture HMMs – DMHMM), όπου ο υπολογισµός των 

πιθανοφανειών κατάστασης ανάγεται σε πράξεις πάνω σε προϋπολογισµένους 

πίνακες (table lookups) και µάλιστα στο λογαριθµικό πεδίο ώστε να 

αντικαθίστανται οι απαιτούµενοι πολλαπλασιασµοί µε προσθέσεις. Το κόστος στην 

περίπτωση αυτή είναι στην απαιτούµενη µνήµη µιας και οι διακριτές κατανοµές 

γενικά χρειάζονται πολύ µεγαλύτερο αριθµό παραµέτρων για να προσδιοριστούν 

πλήρως σε σχέση µε τις κανονικές (γκαουσιανές) κατανοµές που 

χρησιµοποιούνται στα µοντέλα συνεχών κατανοµών. 
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Αυτός ο µεγάλος αριθµός ελεύθερων παραµέτρων οδηγεί στα ακόλουθα 

προβλήµατα: 

o Μεγαλύτερες απαιτήσεις σε µνήµη 

o Μικρότερη ταχύτητα αναγνώρισης (κάτι που αποφεύγεται στην 

περίπτωση των DMHMM) 

o Απαίτηση για περισσότερα δεδοµένα εκπαίδευσης 

o Περισσότερα δεδοµένα προσαρµογής στο περιβάλλον ή στον 

οµιλητή 

 

Το πρόβληµα των µη επαρκών δεδοµένων εκπαίδευσης ώστε να εκτιµηθεί 

σωστά το µεγάλο πλήθος των παραµέτρων του µοντέλου, αντιµετωπίστηκε στην 

εργασία [7] µε την εφαρµογή διαφόρων τεχνικών οµαλοποίησης των διακριτών 

κατανοµών, µε αποτέλεσµα να επιτυγχάνεται τελικά η ίδια επίδοση ως προς τα 

συνεχή µοντέλα µε αντίστοιχο αριθµό µειγµάτων. 

 

 

1.2 Σκοπός της παρούσας εργασίας  

 

Αν λοιπόν υπήρχε η δυνατότητα να µειωθεί ο αριθµός των ελεύθερων 

παραµέτρων των κρυφών µαρκοβιανών µοντέλων µε µείγµατα διακριτών 

κατανοµών, θα µπορούσε να αντιµετωπιστεί τόσο το πρόβληµα της µνήµης όσο 

και το πρόβληµα της ταχύτητας. Παράλληλα, θα µπορούσε να επιτευχθεί και η 

απαίτηση για εύρωστη εκπαίδευση (robust training) µε µικρό αριθµό δεδοµένων 

εκπαίδευσης. 

1.2.1 Ώρα για περισσότερο «µοίρασµα» (parameter tying) 

  
Η πιο γνωστή προσέγγιση στο πρόβληµα της µείωσης του αριθµού των 

παραµέτρων στα ακουστικά µοντέλα είναι η «συσχέτιση» των παραµέτρων 

(parameter tying). Γίνεται προσπάθεια να εντοπιστούν «παρόµοιες» δοµές, οι 

οποίες στη συνέχεια συνδέονται κατάλληλα ώστε να «µοιράζονται» την ίδια τιµή. 

Στο παρελθόν η παραπάνω µέθοδος έχει εφαρµοστεί σε διάφορα επίπεδα, όπως 

στο επίπεδο φωνηµάτων (π.χ. generalized tri-phones, context-independent 

phones), καταστάσεων (π.χ. tied-state ΗΜΜs), κατανοµών παρατήρησης (π.χ. 

tied mixtures, genones [1], phonetically-tied HMMs) ακόµα και σε επίπεδο 
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διανύσµατος χαρακτηριστικών (περίπτωση επιλογής υποδιανυσµάτων κατά τη 

διαδικασία vector quantization). 

Στην παρούσα εργασία, προσπαθούµε να επεκτείνουµε την παραπάνω 

προσέγγιση στο επίπεδο των κατανοµών που αντιστοιχούν στα διάφορα 

υποδιανύσµατα του διανύσµατος χαρακτηριστικών (feature vector) σε ακουστικά 

µοντέλα µειγµάτων διακριτών κατανοµών (DMHMM), και να διερευνήσουµε τη 

δυνατότητα µείωσης των ελεύθερων παραµέτρων διατηρώντας παράλληλα την 

απαιτούµενη ανάλυση του ακουστικού χώρου ώστε να µη µειωθεί η επίδοση της 

αναγνώρισης.  

Για το σκοπό αυτό, αρχικά προτείνονται κάποιες τεχνικές, οι οποίες στη 

συνέχεια εφαρµόζονται και εξετάζεται η επίδοσή τους. Στο τέλος παρουσιάζονται 

και σχολιάζονται τα αποτελέσµατα που προκύπτουν.
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22  ΑΑννααγγννώώρριισσηη  οοµµιιλλίίααςς  µµεε  ττηη  
ββοοήήθθεειιαα  ΚΚρρυυφφώώνν  ΜΜααρρκκοοββιιααννώώνν  
ΜΜοοννττέέλλωωνν  ((HHMMMM))  
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Κεφάλαιο 2    Αναγνώριση Οµιλίας µε τη βοήθεια Κρυφών Μαρκοβιανών Μοντέλων  

2.1.1 Το πρόβληµα της αναγνώρισης οµιλίας 
 

Ορίζοντας το πρόβληµα της αναγνώρισης (αποκωδικοποίησης) φωνής (οµιλίας), 

λέµε ότι δίδεται ένα ακουστικό σήµα X και ζητείται να καθοριστεί µε βάση κάποιο 

κριτήριο ότι προφέρθηκε η ακολουθία λέξεων W. Kριτήριο της αποκωδικοποίησης, 

όπως και σε ένα τυπικό  ψηφιακό τηλεπικοινωνιακό σύστηµα, είναι η ελαχιστοποίηση 

της πιθανότητας σφάλµατος.  

Οι στατιστικές µέθοδοι αναγνώρισης προϋποθέτουν την ύπαρξη κάποιου 

αντίστοιχου στατιστικού µοντέλου για τον υπολογισµό της ζητούµενης πιθανότητας (ή 

συνάρτησης πιθανοφάνειας). Η πιθανότητα σφάλµατος ελαχιστοποιείται αν 

αποκωδικοποιήσουµε στην ακολουθία εκείνη λέξεων Ŵ  για την οποία µεγιστοποιείται 

η a-posteriori πιθανότητα δεδοµένου ότι ο αναγνωριστής (αποκωδικοποιητής) “έλαβε” 

την ακολουθία ακουστικών παρατηρήσεων ],,,[ 21 TxxxX K= . 

Εφαρµόζοντας τον κανόνα του Bayes, έχουµε:    

 

)|()(maxarg

)(
)|()(

maxarg)|(maxargˆ

WXPWP

XP
WXPWP

XWPW

w

ww

⋅=

==

, 

όπου ο τελεστής argmax συµβολίζει το όρισµα που µεγιστοποιεί την αντίστοιχη 

ποσότητα.  

Αυτή η εξίσωση δείχνει ότι για να βρεθεί η πιο πιθανή ακολουθία λέξεων W, πρέπει 

να βρεθεί η ακολουθία αυτή  που µεγιστοποιεί το γινόµενο του P(W) και του P(X|W).  

Ο πρώτος από αυτούς τους όρους P(W) υπολογίζει την a-priori πιθανότητα της 

ακολουθίας λέξεων W ανεξάρτητα από το σήµα που παρατηρήθηκε µε βάση κάποιο 

στατιστικό µοντέλο, και αυτή η πιθανότητα είναι γνωστή ως γλωσσικό µοντέλο 

(language model). 

Ο δεύτερος όρος P(Χ|W) αναπαριστά την πιθανότητα εµφάνισης µιας ακολουθίας 

διανυσµάτων Χ για µια δεδοµένη ακολουθία λέξεων W, και αυτή η πιθανότητα είναι 

γνωστή ως ακουστικό µοντέλο (acoustic model). 

Γενικά η εύρεση του ορίσµατος στην παραπάνω σχέση, εµπλέκει µια διαδικασία 

αναζήτησης ανάµεσα σε ένα µεγάλο αριθµό πιθανών ακολουθιών λέξεων. 
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2.1.2 Γλωσσικό Μοντέλο 
 

Το γλωσσικό µοντέλο είναι η κατανοµή πιθανοτήτων συνδυασµών λέξεων, η οποία 

προσπαθεί να απεικονίσει τη συχνότητα µε την οποία κάθε τέτοιος συνδυασµός 

αναµένεται να απαντηθεί σε κάποιο κείµενο. 

Το πιο ευρέως χρησιµοποιούµενο γλωσσικό µοντέλο είναι το trigram µοντέλο. Στην 

περίπτωση αυτή, γίνεται η θεώρηση ότι η πιθανότητα εµφάνισης µιας λέξης εξαρτάται 

µόνο από τις δύο προηγούµενες λέξεις. Έτσι: 

∏
=

−−=
n

i
iii wwww

1
21 )|Pr()Pr(  

 

2.1.3 Ακουστικό Μοντέλο 
 

Η γλωσσική µονάδα που αποτελούσε, αρχικά, τη βάση του ακουστικού µοντέλου 

ήταν η λέξη. Όµως, για να υπάρχει η δυνατότητα γενίκευσης και να καλύπτονται και 

λέξεις που δεν παρατηρήθηκαν στα δεδοµένα εκπαίδευσης, χρησιµοποιούνται 

µικρότερες γλωσσικές µονάδες όπως το φώνηµα (phoneme) ή η συλλαβή.  

Το σύστηµά µας χρησιµοποιεί triphones αντί για φωνήµατα και έτσι µοντελοποιεί τα 

διάφορα φωνήµατα λαµβάνοντας υπ’ όψη τα γειτονικά τους. Στην περίπτωση αυτή 

κάθε φώνηµα αντιστοιχεί σε  ένα διαφορετικό κρυφό µαρκοβιανό µοντέλο (ΗΜΜ) για 

κάθε διαφορετικό ζεύγος από αριστερούς και δεξιούς γείτονες.  

Με τον τρόπο αυτό, µπορεί να µοντελοποιηθεί το γεγονός ότι τα συµφραζόµενα 

µπορούν να αλλοιώσουν σηµαντικά τον τρόπο µε τον οποίο ένα φώνηµα µπορεί να 

ειπωθεί.  

Από στατιστικής πλευράς, ένας κατάλογος από πιθανοτικά µοντέλα βασικών  

φωνητικών µονάδων (π.χ. triphones) χρησιµοποιείται για να αναπαραστήσει λέξεις 

(µε τη βοήθεια ενός λεξικού προφορών).  

Μία ακολουθία από ακουστικές παρατηρήσεις, προερχόµενη µετά από επεξεργασία 

από το σήµα φωνής, αντιµετωπίζεται ως συνδυασµός στοιχειωδών διαδικασιών που 

περιγράφονται από Κρυφά Μαρκοβιανά µοντέλα (ΚΜΜ) ή Hidden Markov Models 

(HMM).  

Επιστρέφοντας στην ανάλυση για την αναγνώριση οµιλίας σε ακουστικό κανάλι, οι 

ακολουθίες των ΗΜΜs που χρειάζονται για να αναπαραστήσουν την αρχική έκφραση 

συνδέονται σειριακά µεταξύ τους σύµφωνα µε το λεξικό προφορών ώστε να 
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σχηµατίσουν ένα πιο σύνθετο µοντέλο που αναπαριστά την ακολουθία W και στο 

επόµενο στάδιο υπολογίζεται η πιθανότητα να παράγει αυτό το σύνθετο µοντέλο την 

παρατηρούµενη ακολουθία ακουστικών παρατηρήσεων Χ. Η πιθανότητα αυτή είναι η 

ζητούµενη πιθανότητα P(Χ|W). 

 

 

2.2 Λίγα λόγια για τα Κρυφά Μαρκοβιανά Μοντέλα - 

Hidden Markov Models (ΗΜΜ)  

 

 

 

 

 

s1 s2 s3 s4

a23

a22 a33

a34

a44

a45a12

s5
 

Σχήµα 2-1 Αναπαράσταση καταστάσεων και µεταβάσεων για ένα µοντέλο ΗΜΜ 

 

Η µέθοδος των ΗΜΜ είναι η περισσότερο διαδεδοµένη µέθοδος µοντελοποίησης των 

φασµατικών ιδιοτήτων των τµηµάτων της φωνής για συστήµατα µεγάλου λεξιλογίου 

και ανεξάρτητα από οµιλητή. 

Ένα HMM είναι ένα σύνολο από καταστάσεις (states) συνδεδεµένες µε µεταβάσεις. 

Kάθε κατάσταση συνδέεται µε µια κατανοµή εξόδου, η οποία προσπαθεί να 

µοντελοποιήσει στατιστικά την τιµή κάποιων χαρακτηριστικών παραµέτρων (features), 

που αντιστοιχούν σε κάθε τµήµα (frame) οµιλίας.  

Tα µοντέλα ΗΜΜ είναι γενίκευση των γνωστών µοντέλων Markov: στα µοντέλα 

Markov κάθε µετάβαση από κατάσταση σε κατάσταση έχει ως συνέπεια την έξοδο ενός 

συµβόλου ντετερµινιστικά. Στα µοντέλα HMM κάθε τέτοια µετάβαση σχετίζεται µε µια 

πιθανοτική κατανοµή πάνω σε ένα σύνολο πιθανών «συµβόλων εξόδου». 
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Ένα κρυφό µαρκοβιανό µοντέλο (ΗΜΜ) ορίζεται συνοπτικά από τα εξής στοιχεία: 

• N: Αριθµός καταστάσεων. 

• Πλήθος συµβόλων εξόδου: Πλήθος διακριτών συµβόλων που µπορούν να 

παρατηρηθούν ανά κατάσταση: Μ για διακριτά ΗΜΜs ή άπειρο για συνεχή 

HMMs.  

• Α: ένας ΝxΝ πίνακας µεταβάσεων,όπου aij
 είναι η πιθανότητα µετάβασης από 

την κατάσταση i στην κατάσταση j. 

}{ ijaA = , όπου )|( 1 iqjqPa ttij === + , µε Ni ≤≤1  

• Κατανοµές εξόδου (output distributions) για κάθε κατάσταση j: 

Σε κάθε χρονική στιγµή δηµιουργείται µία παρατήρηση (τυχαίο διάνυσµα ή 

τυχαία µεταβλητή (διακριτή ή συνεχής)) µε βάση µία κατανοµή που 

εξαρτάται από την κατάσταση στην οποία βρισκόµαστε.  

Για διακριτά HMMs είναι )}({ tj xbB = , όπου το µέγεθος 

 είναι η κατανοµή εξόδου µε )|()( jqxPxb tttj == Nj ≤≤1 και 1 . Mxt ≤≤

• Αρχικές πιθανότητες: }{ iπ=Π , όπου )( 0 iqPi ==π , µε , για την 

ακολουθία καταστάσεων:  όπου 

Ni ≤≤1

},...,N,... qt..., ,2 tqq, 10 qq 2,1{∈ . 

 

Για τα Α,Β και π πρέπει να ισχύουν οι παρακάτω σχέσεις: 

 

∑

∑
≤≤∀=

∀=

∀≥≥

k
i

j
ij

iij

Mkikb

ia

jiba

1,,1)(

,1

,,0,0

 

 

Για τον πλήρη ορισµό ενός HMM µοντέλου απαιτείται ο καθορισµός των παραπάνω 

παραµέτρων του µοντέλου. Για συντοµία χρησιµοποιείται ο συµβολισµός: 

),,( πλ ΒΑ=  

Βασικό χαρακτηριστικό των HMM µοντέλων (από όπου προκύπτει και το όνοµά 

τους), είναι ότι παρόλο που η έξοδός τους είναι παρατηρήσιµη, δεν είναι 

παρατηρήσιµη (είναι κρυφή) η ακολουθία των καταστάσεων.  

Σκοπός της αναγνώρισης οµιλίας όµως είναι να βρεθεί η πιθανότερη ακολουθία 

καταστάσεων (και άρα η ακολουθία των στοιχειωδών γλωσσικών µονάδων) που θα 

µπορούσε να έχει «γεννήσει» τα σύµβολα που παρατηρούµε στην έξοδο. 

Έτσι µε τα µοντέλα HMM συνδέονται τα παρακάτω τρία βασικά προβλήµατα: 
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1. Ο υπολογισµός της πιθανότητας µιας ακολουθίας παρατηρήσεων.  

2. Ο υπολογισµός της πιο πιθανής ακολουθίας καταστάσεων κατά την 

αποκωδικοποίηση (αναγνώριση).  

3. Η αυτόµατη εκµάθηση (εκπαίδευση) των παραµέτρων τους από δεδοµένα 

εκπαίδευσης.  

 

Στη φάση της εκπαίδευσης, η οποία µας ενδιαφέρει στην εργασία αυτή, σκοπός 

είναι να εκτιµηθούν οι τιµές των παραµέτρων  από ένα σύνολο 

δεδοµένων εκπαίδευσης. Το σύνολο αυτό αποτελείται από προτάσεις (τµήµατα 

οµιλίας) για τις οποίες είναι γνωστή η αντίστοιχη ακολουθία γλωσσικών µονάδων, 

δηλαδή τι έχει προφερθεί (labeled data). Έτσι οι αλγόριθµοι εκπαίδευσης ανήκουν 

στην ευρύτερη κατηγορία της εποπτευόµενης µάθησης (supervised training). 

),,( πλ ΒΑ=

Μια σειρά επαναληπτικών αλγορίθµων πρέπει να τρέξει πάνω στα δεδοµένα 

εκπαίδευσης (training data), ώστε να διαθέτουµε τα απαραίτητα στοιχεία για την 

εκτίµηση των παραµέτρων του µοντέλου.  

Ο αλγόριθµος Forward-Backward είναι µία αποδοτική επαναληπτική µέθοδος για 

τον υπολογισµό της πιθανότητας να βρισκόµαστε σε µια συγκεκριµένη κατάσταση σε 

µια συγκεκριµένη χρονική στιγµή. Ο αλγόριθµος Baum-Welch, είναι µία  διαδικασία 

για την εύρεση εκτιµητριών µέγιστης πιθανοφάνειας των παραµέτρων ενός ΗΜΜ. 

Βέβαια γίνεται χρήση και του αλγορίθµου Viterbi που παίζει πολύ σηµαντικό ρόλο 

στη διαδικασία της αναγνώρισης-αποκωδικοποίησης. Ο αλγόριθµος αυτός  βασίζεται 

σε µεθόδους δυναµικού προγραµµατισµού και µε τη βοήθειά του βρίσκεται η βέλτιστη 

ακολουθία καταστάσεων. 

 

2.3 Είδη των ΗΜΜs 

 

Ανάλογα µε το αν η διαδικασία που µοντελοποιούµε αποτελείται από συνεχή τυχαία 

διανύσµατα (π.χ παράµετροι LPC, συντελεστές cepstral κ.λ.π.) ή έχει περάσει από 

κβαντιστή και είναι διαδικασία από διακριτές τυχαίες µεταβλητές έχουµε διαφορετικά 

είδη HMMs, που ταξινοµούνται ανάλογα µε τον τύπο της κατανοµής εξόδου σε:  
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2.3.1 Συνεχή ΗΜΜs (Continuous HMMs) 
 

 

  

s1 s2 s3 s4

p23

p22 p33

p34

p44

p45p12

s5

 

Σχήµα 2-2 Αναπαράσταση ενός συνεχούς ΗΜΜ 

 

Στην περίπτωση αυτή, όπως φαίνεται και στο παραπάνω σχήµα, οι κατανοµές 

εξόδου είναι από κοινού συναρτήσεις πυκνότητας πιθανότητας ενός τυχαίου 

διανύσµατος xt µε τιµή:  

)( tj xb ,      όπου  





















=

dt

t

t

t

x

x

x

x
...

2

1

όπου d είναι η διάσταση του  (π.χ. τάξη της ανάλυσης LPC, αριθµός 

συντελεστών cepstral κ.λπ.).  

tx

Στην κατηγορία αυτή ανήκουν και τα κρυφά µαρκοβιανά µοντέλα µειγµάτων 

κανονικών κατανοµών (Gaussian Mixture HMMs). Η κατανοµή εξόδου για κάθε 

κατάσταση έχει τη µορφή: 

∑
=

Σ=
M

k
jkjktjktj xNcxb

1

),,()( µ , 

όπου Μ ο αριθµός των µειγµάτων (mixtures) ανά κατάσταση και cjk το βάρος για το 

k-οστό µείγµα. Ακόµη, ),,( jkjktxN Σµ  είναι η πολυδιάστατη κανονική (γκαουσιανή) 

κατανοµή µε παραµέτρους κατανοµής τις ποσότητες µjk (µέσες τιµές) και Σjk 

(διαγώνιος πίνακας συµµεταβλητότητας).  
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Τα βάρη  πρέπει να ικανοποιούν τις σχέσεις: jkc

∑
Μ

=

≤≤=
1

1,1
k

jk Njc  

MkNjc jk ≤≤≤≤≥ 1,1,0 , 

ώστε να ισχύει: 

1)( =∫
+∞

∞−
ttj dxxb  

 

 

2.3.2 ∆ιακριτά ΗΜΜs (Discrete HMMs) 
 

Αν η µοντελοποιούµενη διαδικασία  είναι διακριτή µε }{ tx },...,1{ Mxt ∈ , τότε και η 

κατανοµή εξόδου  είναι διακριτή, όπως φαίνεται και στο ακόλουθο σχήµα: )( tj xb

 

s1 s2 s3 s4

p23

p22 p33

p34

p44

p45p12

s5

 

Σχήµα 2-3 Αναπαράσταση ενός διακριτού HMM 

 

Και στην περίπτωση, βέβαια, αυτή θα ισχύει:  ∑
=

=
M

k
j kb

1

1)(
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2.4 Σύντοµη σύγκριση συνεχών και διακριτών HMMs 

 

 

Το βασικό πλεονέκτηµα των συνεχών ΗΜΜ µοντέλων είναι η απευθείας 

µοντελοποίηση των παραµέτρων της φωνής, έτσι ώστε αποφεύγεται ο κβαντισµός. Τα 

συνεχή HMM µειονεκτούν όµως τόσο στο µεγαλύτερο χρόνο εκπαίδευσης όσο και 

στην πολυπλοκότητα και την αυξηµένη υπολογιστική ισχύ αλλά και τον αυξηµένο 

χρόνο κατά την αναγνώριση.  

Ενώ δηλαδή για τα διακριτά µοντέλα ο υπολογισµός µιας πιθανότητας εξόδου από 

µια κατάσταση έχει να κάνει µόνο µε ένα µικρό αριθµό από table-lookups και την 

πρόσθεσή τους, στα συνεχή απαιτούνται πολλοί υπολογισµοί για τον υπολογισµό των 

πολυδιάστατων κανονικών κατανοµών (γκαουσιανών).  

Η πολυπλοκότητα αυξάνεται ακόµη πιο πολύ στα συστήµατα gaussian mixture HMM 

εξαιτίας του µεγαλύτερου αριθµού γκαουσιανών. Όµως η χρήση των τελευταίων 

επιβάλλεται από την καλύτερη µοντελοποίηση που παρέχουν κυρίως όσον αφορά στα 

συστήµατα αναγνώρισης ανεξάρτητα από οµιλητή. 

Για τα διακριτά µοντέλα το βασικό πρόβληµα είναι τα σφάλµατα κβαντισµού, µιας 

και για να αποθηκευτεί η αντίστοιχη πληροφορία µε τα συνεχή, απαιτείται πολύ 

µεγαλύτερος αριθµός παραµέτρων και άρα περισσότερος αποθηκευτικός χώρος 

(µνήµη). Έτσι, για καλύτερη ανάλυση του ακουστικού χώρου και άρα µικρότερο 

σφάλµα κατά την κβάντιση, απαιτείται απαγορευτικός πολλές φορές  αριθµός 

παραµέτρων.
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33  ΕΕκκππααίίδδεευυσσηη  αακκοουυσσττιικκώώνν  
µµοοννττέέλλωωνν  HHMMMM  
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3.1 Υλοποίηση της διαδικασία εκπαίδευσης 

 

Το περιβάλλον το οποίο χρησιµοποιήθηκε για τα πειράµατα και την αξιολόγηση των 

εξεταζόµενων τεχνικών οµαδοποίησης αποτελεί µετεξέλιξη του εκπαιδευτή (trainer) 

του συστήµατος SRI DECIPHER. 

Η διαδικασία εκπαίδευσης είναι µια σταδιακή (iterative) διαδικασία που 

περιλαµβάνει την εκπαίδευση των παρακάτω τύπων µοντέλων µέχρι την «παραγωγή» 

HMM µε µείγµατα διακριτών κατανοµών (DM-HMMs). 

 

3.1.1 Μοντέλα PTM  (Phonetically Tied Mixtures) 
 

Στα PTM µοντέλα, για όλα τα tri-phones που έχουν το ίδιο κεντρικό φώνηµα 

(δηλαδή για καταστάσεις της µορφής *[phoneme]*-*) έχουµε κοινές πολυδιάστατες 

κανονικές κατανοµές. 

Για παράδειγµα, η µορφή της κατανοµής εξόδου της κατάστασης b[a]c-1 είναι: 

 

∑ Ν⋅=− −
i

acab icbxp ())()1][|( ][1][λα , 

και της κατάστασης [α]-1 του context-independent µοντέλου είναι: 

 

∑ Ν⋅=− −
i

aixp ())()1][|( ][1][αλα . 

 

Βλέπουµε δηλαδή ότι χρησιµοποιούνται κοινές κανονικές κατανοµές αλλά µε 

διαφορετικά βάρη για κάθε κατάσταση. Ο αριθµός τέτοιων οµάδων κανονικών 

κατανοµών που επαναχρησιµοποιούνται εξαρτάται από τον αριθµό των βασικών 

φωνηµάτων.  
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3.1.2 Μοντέλα Genones  
 

Στα µοντέλα genones, η κατανοµή εξόδου για µια κατάσταση είναι της µορφής: 

),,()(
1

∑
=

Σ⋅=
M

k
jkjktjktj xNcxb µ . 

Οι διάφορες καταστάσεις (και άρα κατανοµές εξόδου µιας και κάθε κατάσταση 

συνδέεται µε µια κατανοµή εξόδου) οµαδοποιούνται και κάθε οµάδα χρησιµοποιεί 

κοινά µείγµατα κανονικών κατανοµών. Ένας αριθµός από (τυπικά Μ={64,32}) τέτοια 

µείγµατα αποτελούν ένα genone. Κάθε κατάσταση έχει  διαφορετικά βάρη για τα 

µείγµατα-µέλη του genone, παρόλο που µε το ίδιο genone µπορούν να συνδέονται και 

πολλές άλλες καταστάσεις.  

Όσο για τον αριθµό των καταστάσεων, χρησιµοποιούνται context-dependent 

triphones, δηλαδή διαφορετικά HMM για κάθε κεντρικό φώνηµα όταν αυτό έχει 

διαφορετικά γειτονικά φωνήµατα. Κάθε triphone µοντελοποιείται από ένα HMM τριών 

καταστάσεων (tri-state HMM), ενώ υπάρχουν και δυο ακόµα βοηθητικές καταστάσεις 

για τη σύνδεση µε άλλα triphones.  

Κατά τη διαδικασία της αναγνώρισης πολλά τέτοια στοιχειώδη HMM που 

αναπαριστούν τα triphones συνδυάζονται για να µοντελοποιήσουν λέξεις και 

προτάσεις W ώστε να εξεταστούν οι διάφορες υποθέσεις. 

Για τα triphones χρησιµοποιείται ο συµβολισµός α[β]γ και κάθε κατάσταση του 

αντίστοιχου HMM συµβολίζεται από το όνοµα του triphone και τον αριθµό της 

κατάστασης ως εξής: α[β]γ-{0,1,2}. 

Ένας τυπικός αριθµός βασικών κεντρικών φωνηµάτων σε µια γλώσσα είναι 40. 

Αυτό σηµαίνει ότι ο αριθµός των δυνατών συνδυασµών τριάδων φωνηµάτων 

(triphones) είναι πολύ µεγάλος: 403.  

Επειδή πολλά από τα triphones είναι απίθανο να συναντηθούν κατά τη διαδικασία 

της αναγνώρισης λόγω των φωνοτακτικών περιορισµών κάθε γλώσσας, ανάλογα µε 

το σύνολο δεδοµένων εκπαίδευσης “επιβιώνει” ένα µικρό µέρος που είναι πιο πιθανό 

να απαντηθούν στο συγκεκριµένο task. Έτσι υπάρχουν περίπου 12.000 (ακριβώς: 

11977) δυνατές καταστάσεις στο µοντέλο µας. 

Αναλυτική περιγραφή της οργάνωσης και του τρόπου εκπαίδευσης µοντέλων της 

µορφής αυτής µπορεί να βρεθεί στην εργασία [1]. 
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3.1.3 Το µοντέλο Discrete-Mixture HMM (DM-HMM) 
 

Βασικό χαρακτηριστικό των DMHMM µοντέλων είναι ότι δεν υπάρχει (όπως 

συµβαίνει στα  απλά διακριτά ΗΜΜ) η περιοριστική υπόθεση της ανεξαρτησίας των 

διαφόρων features ή υποδιανυσµάτων. Με τη χρήση των µειγµάτων µοντελοποιείται η 

παρατηρούµενη αυτή συσχέτιση. 

Ακόµη, αφού η διακριτή κατανοµή µπορεί να αναπαραστήσει καλύτερα µια 

αυθαίρετη κατανοµή (όπως είναι αυτή των δεικτών στα centroids), αναµένεται να 

πλεονεκτούν στην ακριβή αναπαράσταση ως προς τα mixtures συνεχών γκαουσιανών  

κατανοµών. 

Το σηµαντικότερο πλεονέκτηµα των DMHMM είναι ότι επιτυγχάνουν απόδοση στα 

επίπεδα των συνεχών αλλά παρέχουν τόσο µείωση στο χρόνο της εκπαίδευσης όσο 

και κυρίως στο χρόνο αναγνώρισης εξαιτίας του µειωµένου αριθµού των 

υπολογισµών. To τελευταίο επιτυγχάνεται επειδή για να υπολογιστεί για το µοντέλο 

αυτό µια πιθανότητα (στο λογαριθµικό πεδίο) απαιτείται µια απλή αναζήτηση σε έναν 

πίνακα προϋπολογισµένων ποσοτήτων (table look-up). 

Το front-end σε ένα σύστηµα αναγνώρισης οµιλίας έχει τη δυνατότητα να µας 

παράσχει ένα (τουλάχιστον) διάνυσµα ακουστικών παρατηρήσεων (feature vector) για 

το εξεταζόµενο frame οµιλίας (ένα frame είναι ένα «παράθυρο» της τάξης των 10 

msec στο πεδίο του χρόνου). Στο σύστηµά µας προκύπτει ένα feature µε την 

επεξεργασία του σήµατος οµιλίας από το front-end όπου λαµβάνεται, µετά από 

βραχέως χρόνου  ανάλυση Fourier (Short Time Fourier Transform) και σταδιακή 

επεξεργασία σε κάθε τµήµα (frame) της οµιλίας, ένα διάνυσµα cepstral παραµέτρων 

(Μel-Frequency Cepstral Coefficients – MFCCs). Ο αριθµός των στοιχείων του 

διανύσµατος είναι 27 και είναι άµεσα συνδεδεµένος µε τη διάσταση των 

πολυδιάστατων κανονικών κατανοµών και µε τον αριθµό των παραµέτρων για την 

πλήρη αναπαράστασή τους. 

 

3.1.3.1 ∆ιανυσµατική κβαντοποίηση - (Sub)Vector Quantization  
 

Τo διάνυσµα χαρακτηριστικών (feature vector) , που προέρχεται από το front-end, 

αφού χωριστεί σε υποδιανύσµατα, κωδικοποιείται µε ξεχωριστά codebooks και µε 

διαφορετικό αριθµό bits για κάθε υποδιάνυσµα (Vector Quantization).  Το αποτέλεσµα 

της όλης διαδικασίας είναι ένα διάνυσµα µήκους ίσου µε τον αριθµό των 

υποδιανυσµάτων (subvectors), που περιέχει είτε τα centroids (οπότε µιλάµε για 
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centroid-coded κβαντισµό) είτε τους δείκτες στα αντίστοιχα (για κάθε υποδιάνυσµα) 

centroids (index-coded κβαντισµός). 

Στο σχήµα (3.1) φαίνεται εποπτικά η διαδικασία διανυσµατικής κβαντοποίησης. 

 

 

 

Σχήµα 3-1 Σχηµατική αναπαράσταση της διαδικασίας διανυσµατικής κβαντοποίησης 

 

 

Mέσω της διανυσµατικής κβαντοποίησης επιτυγχάνονται: 

• Μεγάλη ανάλυση του ακουστικού χώρου. 

• Μικρό σφάλµα κβαντισµού. 

• Σηµαντική µείωση του ρυθµού µετάδοσης. 

 

 

3.1.3.2 ∆ιαδικασία δηµιουργίας codebooks – Εκτίµηση centroids 
 

Για την διαδικασία της διανυσµατικής κβαντοποίησης σηµαντικό ρόλο παίζει ο 

υπολογισµός των codebooks και των centroids που αυτά «περιέχουν» (ένα codebook 

περιέχει όλα τα centroids που έχουµε στο χώρο). Με τη διαδικασία αυτή ουσιαστικά 

διαχωρίζεται ο Ν-διάστατος (εδώ Ν=27) χώρος σε Μ περιοχές. Κάθε µια από αυτές τις 

περιοχές έχει ένα σηµείο αναφοράς, το centroid. Όλα τα σηµεία που ανήκουν σε µια 

περιοχή λέµε ότι µπορούν να κβαντιστούν στο centroid αυτής της περιοχής. Το 

κριτήριο βάσει του οποίου τα σηµεία του χώρου κβαντίζονται σε κάποιο centroid και 

σχηµατίζουν έτσι µια περιοχή, είναι µια µετρική απόστασης.  

Για την εκπαίδευσή των codebooks (δηλαδή την εκτίµηση της τιµής του centroid 

κάθε περιοχής) χρησιµοποιείται ένας επαναληπτικός k-means αλγόριθµος. Αναλυτική 
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περιγραφή της διαδικασίας αυτής µπορεί να βρεθεί στην εργασία [3]. Στο παρακάτω 

σχήµα φαίνεται εποπτικά ο διαχωρισµός ενός 2-διάστατου χώρου (Ν=2) σε περιοχές 

και η συσχέτιση ενός centroid µε κάθε περιοχή. Κάθε centroid είναι ένα σηµείο στον 

N-διάστατο χώρο.  

 

 

 

 

C

Σχήµα 3-2 Παράδειγµα υπολογισµού codebook για Ν=2. 
αποτελεί το codeboo

 

 

Η διαδικασία της εκτίµησης των codebooks και τ

για κάθε συστατικό υποδιάνυσµα που περιέχεται στ

από τη διαδικασία διανυσµατικού κβαντισµού.  

Σηµαντική παράµετρος της όλης διαδικασίας είν

περιοχής (που αντιστοιχεί σε κάθε υποδιάνυσµα), κ

bits που θα χρησιµοποιηθούν για την κωδικοποίηση

περίπτωση του index-coded κβαντισµού. 

Για την ελαχιστοποίηση τόσο του σφάλµατος κβαν

χρησιµοποιούµενων bits για την κωδικοποίηση
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προκύπτει από την διανυσµατική κβαντοποίηση εφαρµόζονται τεχνικές bit-allocation. 

Μια trial-and-error τεχνική του τύπου αυτού παρουσιάζεται στην εργασία [3]. 

 

3.1.3.3 Μοντέλα µειγµάτων διακριτών κατανοµών  
 

 

Βάσει της παραπάνω κωδικοποίησης και για την εκµετάλλευση των πλεονεκτηµάτων 

των µοντέλων διακριτών κατανοµών και των genonic µοντέλων προτάθηκαν στην 

εργασία [2] τα µοντέλα µειγµάτων διακριτών κατανοµών (DMHMMs). Στα µοντέλα 

αυτά η έξοδος (το παρατηρούµενο «σύµβολο») κάθε κατάστασης (ή κάθε µετάβασης 

από κατάσταση σε κατάσταση βάσει µερικών ορισµών) είναι ένα διάνυσµα από 

centroids ή από δείκτες σε centroids.  

 Η µορφή της κατανοµής εξόδου για κάθε κατάσταση του µοντέλου DMHMM είναι: 

 

∑ ∏
= =

=
M

k

L

i
itjkijktj xvqPcxb

1 1

))(()(
, 

όπου η συνάρτηση vq(xit) επιστρέφει το δείκτη του centroid στο οποίο κβαντίζεται 

το υποδιάνυσµα xit. 

Τα βάρη  πρέπει να ικανοποιούν τις σχέσεις: jkc

∑
Μ

=

≤≤=
1

1,1
k

jk Njc  

MkNjc jk ≤≤≤≤≥ 1,1,0  

 

Σύµφωνα µε την παραπάνω µορφή κάθε κατάσταση συνδέεται µέσω κάποιων 

βαρών c  (mixture weights) µε ένα άθροισµα (µείγµα) από «πολυδιάστατες διακριτές 

κατανοµές». Ο αριθµός των πολυδιάστατων κατανοµών ανά µείγµα (mixture) είναι 

τυπικά 32 ή 8. Κάθε πολυδιάστατη κατανοµή είναι ένα γινόµενο διακριτών κατανοµών 

(vector distributions) για κάθε ένα από τα (τυπικά 12) υποδιανύσµατα (subvectors). 

jk

Βασική υπόθεση που «κρύβεται» πίσω από το γινόµενο των διακριτών κατανοµών 

των υποδιανυσµάτων είναι η υπόθεση ανεξαρτησίας τους. Μέρος της διαδικασίας 

διανυσµατικής κβαντοποίησης είναι και η εξασφάλιση της παραπάνω υπόθεσης  µέσω 

της επιλογής κατάλληλων υποδιανυσµάτων του αρχικού διανύσµατος των MFCC 

συντελεστών.                                                    
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Στην παραπάνω σχέση,  είναι ο συντελεστής (βάρος) της πολυδιάστατης 

κατανοµής k στην κατάσταση j και  η πιθανότητα του διακριτού 

συµβόλου (centroid) vq  για το υποδιάνυσµα i  της πολυδιάστατης κατανοµής k. 

Για να διατηρηθεί ο αριθµός των παραµέτρων του µοντέλου σε χαµηλά επίπεδα, ο 

αριθµός των µειγµάτων είναι πολύ µικρότερος από τον αριθµό των καταστάσεων. Έτσι 

απαιτείται κάποια οµαδοποίηση (clustering) των διαφόρων καταστάσεων σε οµάδες, oι 

οποίες συνδέονται µε το ίδιο µείγµα από πολυδιάστατες διακριτές κατανοµές αλλά µε 

διαφορετικά βάρη c  για κάθε κατάσταση.  

jkc

))(( itjki xvqP

)( itx

jk

Μιας και κάθε υποδιάνυσµα τυπικά κωδικοποιείται χρησιµοποιώντας 3-10 bits, κάθε 

διακριτή κατανοµή των δεικτών στα centroids είναι ένα διάνυσµα πιθανότητας 

(probability vector) που αποτελείται από 8 (2 ) µέχρι 1024 (2 ) στοιχεία. 3 10

 

3.1.3.4 ∆ιακριτοποίηση ακουστικών µοντέλων 
 

Τα µοντέλα µειγµάτων διακριτών κατανοµών προκύπτουν µετά από µια διαδικασία 

διακριτοποίησης των αντίστοιχων µοντέλων µειγµάτων συνεχών (κανονικών) 

κατανοµών [2]. Στη διαδικασία αυτή χρησιµοποιείται η ίδια οµαδοποίηση των 

cepstrum παραµέτρων του αρχικού feature vector βάσει της οποίας γίνεται και η 

διανυσµατική κβαντοποίηση ενώ γίνεται χρήση της αντιστοιχίας των µορφών των 

κατανοµών εξόδου στις δύο περιπτώσεις: 
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Στο τέλος της διαδικασίας ο αριθµός των µειγµάτων παραµένει ο ίδιος µε το 

αντίστοιχο genonic µοντέλο, όµως αλλάζει πλέον η µορφή των συστατικών 

κατανοµών κάθε µείγµατος. Αντί για την πολυδιάστατη Γκαουσιανή κατανοµή, 

εισάγεται µια «πολυδιάστατη διακριτή» κατανοµή, αποτελούµενη από L (=αριθµός 

υποδιανυσµάτων κατά την διανυσµατική κβαντοποίηση) υποκατανοµές (διανυσµατικές 

κατανοµές) µε διαφορετικό αριθµό στοιχείων η καθεµιά. 

Για να εκτιµηθούν οι l τιµές για το i υποδιάνυσµα χρησιµοποιείται η ακόλουθη 

σχέση: 
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Στον αριθµητή το γινόµενο αποτελείται από εκείνες τις κανονικές κατανοµές που 

αντιστοιχούν στα στοιχεία του αρχικού διανύσµατος που συνεισφέρουν στο 

συγκεκριµένο υποδιάνυσµα, ενώ το άθροισµα του παρανοµαστή γίνεται σε όλα τα 

l= (B=αριθµός bits για την κωδικοποίηση) δυνατά centroids για το συγκεκριµένο 

υποδιάνυσµα για λόγους κανονικοποίησης. Έτσι η διάσταση κάθε κατανοµής είναι ίση 

µε τον αριθµό των centroids (ή φύλλων – leaves - στην περίπτωση του δενδροειδούς 

διανυσµατικού κβαντιστή (binary tree vector quantizer). 

B2

Στο ακόλουθο σχήµα φαίνεται εποπτικά ο τρόπος υλοποίησης της µορφής µιας 

κατανοµής εξόδου ενός DMHMM: 
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Σχήµα 3-3 Εποπτική αναπαράσταση της υλοποίησης της κατανοµής εξόδου στην περίπτωση 
DMHMM ακουστικού µοντέλου 

 

 

 

 

3.1.3.5 Εκµάθηση παραµέτρων DMHMM µοντέλων 
 

Μετά τη διακριτοποίηση και τη δηµιουργία των ακουστικών µοντέλων µειγµάτων 

διακριτών κατανοµών, µπορεί να παρουσιαστεί η ανάγκη για περαιτέρω εκπαίδευσή 

τους µέσω εφαρµογής επιπλέον iterations του forward-backward αλγορίθµου. Τέτοια 

ανάγκη προκύπτει αν επιλεγεί η διακριτοποίηση όχι στο τελικό στάδιο της εκπαίδευσης 
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των συνεχών µοντέλων αλλά πιο νωρίς (όπως στην περίπτωση της εναλλακτικής 

διαδικασίας εκπαίδευσης που παρουσιάζεται στο κεφάλαιο 4). 

Η εκµάθηση των παραµέτρων από δεδοµένα εκπαίδευσης ισοδυναµεί µε την 

κατάλληλη επιλογή των παραµέτρων λ του µοντέλου ώστε να µεγιστοποιηθεί η 

πιθανότητα: 

)|(max λ
λ

XP . 

Με τον τρόπο αυτό ικανοποιείται το κριτήριο της µέγιστης πιθανοφάνειας (Maximum 

Likelihood). H µέθοδος που ακολουθείται για τη λύση του παραπάνω προβλήµατος 

είναι ο επαναληπτικός αλγόριθµος Baum-Welch (forward-backward), ειδική 

περίπτωση της εφαρµογής του Expectation-Maximization (ΕΜ) αλγορίθµου στο 

πρόβληµα της αναγνώρισης οµιλίας. Για την εφαρµογή του EM αλγορίθµου µπορούµε 

να θεωρήσουµε την κατάσταση ως την κρυφή πληροφορία και τα σύµβολα εξόδου ως 

τα παρατηρούµενα σύµβολα. Ο Expectation-Maximization αλγόριθµος σε κάθε βήµα 

µεγιστοποιεί την ποσότητα: 

 

{ }oldnew XQXPE λλ ,|)|,(log  

 

και η αναµενόµενη αυτή τιµή υπολογίζεται πάνω σε όλες τις πιθανές ακολουθίες 

καταστάσεων Q. Αυτό επιβάλλεται από το γεγονός ότι η ακολουθία καταστάσεων δεν 

είναι γνωστή (είναι κρυφή) και έτσι δεν µπορεί να µεγιστοποιηθεί απευθείας η 

ποσότητα:  

)|,(log λQXP , 

που είναι η λογαριθµική συνάρτηση πιθανοφάνειας (log-likelihood function). Ο ΕΜ 

αλγόριθµος προσπαθεί να βρει τις παραµέτρους του µοντέλου που µεγιστοποιούν τη 

συνάρτηση πιθανοφάνειας πάνω στα δεδοµένα εκπαίδευσης. 

Oι τύποι επανυπολογισµού (re-estimation formulas) των παραµέτρων µπορούν να 

προκύψουν µεγιστοποιώντας τη βοηθητική συνάρτηση του Baum. Στην περίπτωση 

των DMHMM µοντέλων, πέρα από την κρυφή αλυσίδα των καταστάσεων υπάρχει και η 

κρυφή ακολουθία των δεικτών στις πολυδιάστατες κατανοµές (components) που 

αποτελούν ένα µείγµα (mixture). 

Για τα µοντέλα αυτά, η βοηθητική συνάρτηση του Baum γράφεται ως εξής: 
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Στην παραπάνω σχέση το διάνυσµα X εκφράζει το σύνολο των ακουστικών 

παρατηρήσεων, το Q και το Ω είναι το σύνολο των κρυφών καταστάσεων και των 

δεικτών στα components αντίστοιχα, λ και λ’ είναι οι νέες και οι παλιές εκτιµήσεις για 

τις διάφορες παραµέτρους του µοντέλου, πq είναι η αρχική πιθανότητα της 

κατάστασης q, αqq’ είναι η πιθανότητα µετάβασης από την κατάσταση q στην 

κατάσταση q’, j=qt είναι η κρυφή κατάσταση τη χρονική στιγµή t και k=ωt είναι ο 

δείκτης µείγµατος  τη χρονική στιγµή t. 

Οι δύο πρώτοι όροι µέσα στην αγκύλη αντιστοιχούν στις αρχικές πιθανότητες και τις 

πιθανότητες µετάβασης. Για τη µεγιστοποίηση ως προς τις πιθανότητες εξόδου, αρκεί 

η µεγιστοποίηση του τρίτου όρου µέσα στην αγκύλη.  

Έτσι έχουµε: 
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Εφαρµόζοντας τον κανόνα του Bayes  και τον ορισµό της µορφής της κατανοµής 

εξόδου, έχουµε ότι:  
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Aν συµβολίσουµε µε γt(i,k) την πιθανότητα να εξετάζεται η κατάσταση i  και το 

component k τη χρονική στιγµή t, δηλαδή:  
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όπου για τις βοηθητικές ποσότητες α και β, οι οποίες υπολογίζονται στο Forward και 

Backward στάδιο του αλγορίθµου, αντίστοιχα, ισχύουν οι σχέσεις:  
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καταλήγουµε  στην παρακάτω έκφραση για τη βοηθητική συνάρτηση: 
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Γενικά παρατηρούµε ότι οι βοηθητικές συναρτήσεις που προσπαθούµε να 

µεγιστοποιήσουµε έχουν όλες τη µορφή: 
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Η συνάρτηση αυτή, σαν συνάρτηση του { }N
jjy
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Άρα και δεδοµένου του περιορισµού: , η βοηθητική συνάρτηση 

Q(λ’,λ) µεγιστοποιείται για την παρακάτω τιµή της πιθανότητας εξόδου: 
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δηλαδή η ζητούµενη πιθανότητα για την κατάσταση j υπολογίζεται από την 

πιθανότητα να εµφανιστεί το l-centroid στο i-οστό υποδιάνυσµα και το k-οστό 

component.  

   Η ποσότητα  αποτελεί τον αριθµό των παρατηρήσεων 

(counts) του l-οστού συµβόλου (δείκτη centroid) για την κατανοµή P
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ποσότητα  N  αποτελεί το σύνολο των παρατηρήσεων (denom) των 

συµβόλων της κατανοµής P . 

≡jki

 

3.1.3.6 Τεχνική Οµαλοποίησης Delta Smoothing 
 

Μετά την εφαρµογή των παραπάνω σχέσεων για την εκτίµηση των παραµέτρων 

κάθε διακριτής κατανοµής µετά από ένα iteration εφαρµογής του αλγορίθµου των 

Baum-Welch, υπάρχει η δυνατότητα εφαρµογής κάποιων τεχνικών οµαλοποίησης των 

διακριτών (διανυσµατικών)  κατανοµών για να αποφευχθεί η ανάθεση µηδενικής 

πιθανότητας σε centroids που δεν παρατηρήθηκαν στα δεδοµένα εκπαίδευσης. Τέτοιες 

τεχνικές παρουσιάζονται αναλυτικά στην εργασία [7], ενώ στην παρούσα εργασία που 

τα δεδοµένα εκπαίδευσης θεωρούνται αρκετά χρησιµοποιήθηκε  η στοιχειώδης τεχνική 
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οµαλοποίησης delta smoothing. Σύµφωνα µε την τεχνική αυτή για την εκτίµηση των 

τιµών µιας διανυσµατικής κατανοµής χρησιµοποιείται η ακόλουθη σχέση: 
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= γ  και Β ο αριθµός των bits για την 

κωδικοποίηση του συγκεκριµένου υποδιανύσµατος. 
 
Όπως είναι εµφανές, προστίθεται σε όλα τα στοιχεία της κατανοµής µια µικρή 

ποσότητα µάζας πιθανότητας δ, ενώ γίνεται και η απαραίτητη κανονικοποίηση. 
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4.1 Επισκόπηση 

 

Η διαδικασία της εκπαίδευσης των µοντέλων µε την εφαρµογή του αλγορίθµου 

Βaum-Welch σε κάθε στάδιο (iteration) της εκπαίδευσης, όπως είδαµε στο 

προηγούµενο κεφάλαιο έχει σαν αποτέλεσµα έναν αριθµό «παρατηρήσεων» (counts) 

για κάθε σύµβολο εξόδου του µοντέλου µας.  

Στο µοντέλο DMHMM, τα σύµβολα εξόδου είναι διανύσµατα (vectors) από centroids 

ή δείκτες σε centroids, των οποίων το πλήθος για κάθε υποδιάνυσµα εξαρτάται από 

τον αριθµό των bits που χρησιµοποιούνται για την κωδικοποίηση του αντίστοιχου 

υποδιανύσµατος (subvector).  

Για τον πλήρη ορισµό του µοντέλου, πρέπει να καθοριστούν οι αντίστοιχες 

κατανοµές από τις παρατηρήσεις (counts) κάθε συµβόλου. 

Όπως είδαµε σε προηγούµενο κεφάλαιο οι κατανοµές των συµβόλων εξόδου στο 

µοντέλο DM-HMM είναι της µορφής: 
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Ειδικότερα, θα µας απασχολήσουν οι κατανοµές της µορφής: 

 

),,||())(( subvectormixturestateindexcentroidpxvqP itjki =  

 

τις οποίες θα ονοµάζουµε από εδώ και στο εξής διανυσµατικές κατανοµές (vector 

distributions).  

Ένα µεγάλο πρόβληµα που σχετίζεται άµεσα µε την εκπαίδευση των παραµέτρων 

των µοντέλων DM-HMM µέσω των εξισώσεων επανεκτίµησης Μέγιστης Πιθανοφάνειας 

(Maximum Likelihood re-estimation) είναι ο µεγάλος αριθµός ελεύθερων παραµέτρων 

του µοντέλου. 

Μιας και τα δεδοµένα εκπαίδευσης είναι αναγκαστικά πεπερασµένα, πολλά 

«γεγονότα» δεν  παρατηρούνται σ’ αυτά. Ένας από τους βασικούς στόχους των 

διαδικασιών εκπαίδευσης είναι να καλυφθούν και τα «γεγονότα» που δεν 

παρατηρήθηκαν στα δεδοµένα εκπαίδευσης, αλλά που θα µπορούσαν να 

παρατηρηθούν µε κάποια µη-µηδενική πιθανότητα σε πραγµατικές συνθήκες. 
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Μια από τις προσεγγίσεις είναι και αναδιανοµή µάζας πιθανότητας (probability 

mass) στα γεγονότα που δεν παρατηρήθηκαν κατά την εκπαίδευση. Προς αυτή την 

κατεύθυνση κινούνται οι διάφορες τεχνικές οµαλοποίησης (smoothing) των διακριτών 

διανυσµατικών κατανοµών και µια συγκριτική µελέτη τους έγινε στα πλαίσια της 

εργασίας [7]. 

Μια άλλη συνέπεια του προβλήµατος του µεγάλου αριθµού των παραµέτρων είναι 

και οι απαιτήσεις σε µνήµη, τόσο κατά τη διάρκεια της εκπαίδευσης του µοντέλου όσο 

και κατά τη διαδικασία της αναγνώρισης. 

Στην εργασία αυτή στόχος µας είναι η µείωση του αριθµού των ελεύθερων 

παραµέτρων του µοντέλου και κατά συνέπεια των απαιτήσεων του σε µνήµη αλλά και 

εµµέσως και των απαιτούµενων δεδοµένων εκπαίδευσης, χωρίς να έχουµε σηµαντική 

επίπτωση στην επίδοση του µοντέλου. 

Η κατεύθυνση στην οποία κινηθήκαµε είναι η επέκταση της ήδη υπάρχουσας 

«συσχέτισης» (tying) των παραµέτρων του µοντέλου: Ήδη σε επίπεδο genones, 

υπάρχει «µοίρασµα» (sharing) κοινών genone για τις διάφορες κατανοµές κατάστασης 

(state distributions) [1]. Αυτά που διαφοροποιούνται για κάθε κατανοµή κατάστασης 

που µοιράζεται το ίδιο genone µε πολλές άλλες, είναι τα βάρη για τα συστατικά 

(components) του genone.  

Αρχικά µελετήθηκε η διαδικασία συσχέτισης «παρόµοιων» διανυσµατικών 

κατανοµών µε στόχο τη µείωση του συνολικού αριθµού των, ενώ στη συνέχεια η 

µελέτη επεκτάθηκε και στη δυνατότητα συσχέτισης των centroid µε στόχο τη µείωση 

της µέσης διάστασης των διανυσµατικών κατανοµών. 

  Ο τρόπος επίτευξης αυτής της «συσχέτισης» των παραµέτρων ανατίθεται σε µια 

διαδικασία οµαδοποίησης κατανοµών (distribution clustering). 
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4.2 Μετρικές «απόστασης» µεταξύ δύο κατανοµών 

 
Βασικό ρόλο στη διαδικασία την οµαδοποίησης κατανοµών, παίζει η επιλογή της 

µετρικής της απόστασης µεταξύ δυο κατανοµών. Για την εύρεση της κατάλληλης  

µετρικής, καταφεύγουµε σε κάποιες βασικές έννοιες της θεωρίας πληροφοριών. 

Καταρχήν, σαν εντροπία µιας τυχαίας µεταβλητής Χ µε πυκνότητα πιθανότητας 

 µε  )(xp

iii pxXPxp === )()(  

 

ορίζεται η ποσότητα Η(X), όπου: 

 

∑−≡
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p xpxpXH )(log)()(  

Η εντροπία είναι µέτρο του πληροφοριακού περιεχοµένου ή της αβεβαιότητας της 

τυχαίας µεταβλητής Χ.  

Βασικές ιδιότητες της εντροπίας είναι οι ακόλουθες: 

 

•  0)( ≥XHp

•  iέxpiffXH ip ναγια1)(0)( ==
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Μέγιστη εντροπία (και άρα ελάχιστη πληροφορία) έχουµε όταν η κατανοµή είναι 

οµοιόµορφη. Τότε η τιµή της εντροπίας δίνεται από τη σχέση:   

||logmax NH = , 

όπου Ν είναι ο αριθµός των στοιχείων της κατανοµής. 

 

Σαν σχετική εντροπία (relative entropy) ή απόσταση Kullback-Leibler (KL 

divergence) µεταξύ δύο κατανοµών πυκνότητας πιθανότητας (πιθανοτικών 

κατανοµών) p(x) και p(y), ορίζεται η ποσότητα: 
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H απόσταση KL θα µπορούσε να θεωρηθεί σαν ένα µέτρο της «οµοιότητας» µεταξύ 

δύο κατανοµών πυκνότητας πιθανότητας (probability density functions) µιας και στην 

περίπτωση που p(x) = q(x), η απόσταση KL είναι µηδενική: 

 

xxqxpqpKL ∀=⇔= ),()(0)||(  

 

Όµως η παραπάνω ποσότητα δεν µπορεί να οριστεί σαν πραγµατική µετρική µιας 

και δεν είναι συµµετρική και δεν υπακούει στην τριγωνική ανισότητα (βλ. ορισµό 

µετρικής απόστασης [4, p.18]).  

Για το λόγο αυτό αναζητούµε µια διαφορετική µετρική. Έτσι εισάγεται η απόσταση 

Jensen-Shannon (JS) µεταξύ δύο κατανοµών πυκνότητας πιθανότητας p(x) και 

q(x), η οποία ορίζεται ως εξής: 
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όπου 121 =+ ππ , 0≥iπ . 

 

Αντίθετα από ότι ισχύει µε τη σχετική εντροπία, η απόσταση JS είναι προφανώς µια 

συµµετρική µετρική αλλά και φραγµένη [5] και καλύπτει και τις υπόλοιπες από τις 

παραπάνω ιδιότητες ώστε να πληροί τα κριτήρια µιας µετρικής απόστασης. Μια 

επιπλέον θετική ιδιότητα της απόστασης Jensen-Shannon είναι η δυνατότητα 

γενίκευσής για περισσότερες από δύο κατανοµές πυκνότητας πιθανότητας για την 

εύρεση της «ανοµοιότητας» µεταξύ περισσότερων κατανοµών. 

 

4.2.1 Επιλογή µετρικής και οµαδοποίησης 
 

Ακολουθώντας τα βήµατα του παραπάνω ορισµού της απόσταση Jensen-Shannon, 

το κριτήριο απόστασης µεταξύ δύο διακριτών κατανοµών που επιλέχθηκε τελικά είναι 

η αύξηση της counts-weighted εντροπίας των δύο κατανοµών που παρατηρείται µε 

την οµαδοποίησή τους. Ουσιαστικά χρησιµοποιούνται τα counts των δύο κατανοµών 

σαν εκτιµήτριες των ποσοτήτων 21,ππ  της απόστασης Jensen-Johnson. 
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Η µείωση της πληροφορίας (distortion) και άρα αύξηση της εντροπίας, που 

παρατηρείται όταν δύο κατανοµές p και q οµαδοποιούνται στην κατανοµή s ορίζεται 

σαν: 

 

)()()()(),( 2121 XHnXHnXHnnqpd qps −−+= ,         (4.1) 

 

όπου n1, n2 είναι ο αριθµός των παρατηρήσεων (counts) που χρησιµοποιήθηκαν για 

την εκτίµηση των κατανοµών πυκνότητας πιθανότητας p και q , αντίστοιχα.  

Κριτήριο απόστασης, λοιπόν, θα είναι η παραπάνω ποσότητα και στόχος η µείωσή 

της και άρα η εύρεση εκείνης της οµαδοποίησης που ελαχιστοποιεί την πληροφορία 

που χάνεται κατά την οµαδοποίηση των κατανοµών. 

Πέρα όµως από το µέτρο της οµοιότητας δύο κατανοµών (similarity measure), 

πρέπει να καθοριστεί και ο τρόπος εκτίµησης της νέας κατανοµής που προκύπτει από 

την οµαδοποίηση των δύο κατανοµών αφού αποφασιστεί ότι οι αρχικές κατανοµές 

είναι αρκετά «όµοιες». Σύµφωνα µε τα παραπάνω, η νέα κατανοµή s εκτιµάται από τη 

σχέση: 

)()()( xq
nn

n
xp

nn

n
xs

qp

q

qp

p

+
+

+
=  

 

 

4.3 Τεχνικές οµαδοποίησης κατανοµών 

 

4.3.1 Agglomerative clustering 
 

Για να επιτευχθεί η ζητούµενη οµαδοποίηση των κατανοµών και να προκύψει ο 

επιθυµητός τελικός αριθµός οµάδων, καταφεύγουµε σε ένα ιεραρχικό σχήµα 

οµαδοποίησης «από κάτω προς τα πάνω» (bottom-up hierarchical  scheme), το οποίο 

συναντάται στη βιβλιογραφία και µε τον όρο agglomerative clustering [6]. 

Ο λόγος είναι ότι µια εξαντλητική διαδικασία αναζήτησης των οµαδοποιήσεων έχει 

ιδιαίτερα αυξηµένο υπολογιστικό κόστος µιας και οι δυνατοί διαχωρισµοί αυξάνονται 

εκθετικά µε τον αριθµό των αρχικών στοιχείων. Πράγµατι, υπάρχουν περίπου 

!c
C n

τρόποι για να διαχωριστούν n στοιχεία (εδώ κατανοµές) σε c οµάδες. 
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Έτσι επιλέγεται µια διαδικασία επαναληπτικής βελτιστοποίησης (iterative 

optimization) όπως η παραπάνω. Στις διαδικασίες αυτές η βασική ιδέα είναι η εύρεση 

µιας λογικής αρχικής κατάταξης σε οµάδες και η διαδοχική εξέταση µετακινήσεων των 

διαφόρων στοιχείων από µια οµάδα σε µια άλλη ώστε να βελτιστοποιηθεί το κριτήριο 

που έχει τεθεί (criterion function). Το κρίσιµο θέµα στις προσεγγίσεις αυτές είναι η 

επιλογή του σηµείου εκκίνησης µιας και οι διαδικασίες είναι υπο-βέλτιστες. 

 

 

 

Η διαδικασία είναι επαναληπτική: 

• Αρχικά κάθε µια από τις x υπό εξέταση κατανοµές θεωρείται ότι 

αποτελεί και µια ξεχωριστή οµάδα (cluster). 

• Οι κατανοµές που έχουν τη µικρότερη «απόσταση» µεταξύ τους σε κάθε 

στάδιο, συνενώνονται (merge) σε µια νέα, οι παράµετροι της οποίας 

επανεκτιµούνται, ενώ ξανά-υπολογίζονται και οι «αποστάσεις» από τις 

υπόλοιπες κατανοµές.  

• Η οµαδοποίηση δύο κατανοµών γίνεται όταν η απόσταση όπως ορίστηκε 

στη σχέση (3.1) είναι µικρότερη ενός κατωφλιού, που είτε καθορίζεται 

είτε υπολογίζεται βάσει άλλων κριτηρίων (όπως για παράδειγµα ο 

απαιτούµενος αριθµός τελικών οµάδων). 

• Η όλη διαδικασία συνεχίζεται µέχρι να ικανοποιηθεί κάποιο κριτήριο 

µέσης αύξησης της εντροπίας ή ενός τελικού αριθµού οµάδων.  

Ο χαρακτηρισµός του αλγορίθµου ως ιεραρχικού (hierarchical), έγκειται στο 

γεγονός ότι αν δύο κατανοµές οµαδοποιήθηκαν σε µία σε κάποιο στάδιο του 

αλγόριθµου, θα παραµείνουν στην ίδια οµάδα σε όλα τα µετέπειτα στάδια.  

Οι απαιτήσεις µιας τέτοιας προσέγγισης σε υπολογιστική ισχύ εξακολουθεί να είναι 

σχετικά υψηλές µιας και σε κάθε στάδιο, για κάθε κατανοµή θα πρέπει να ελεγχθεί η 

δυνατότητα οµαδοποίησής µε τις υπόλοιπες εναποµένουσες κατανοµές. Βέβαια, οι 

δυνατοί συνδυασµοί µειώνονται σε κάθε στάδιο. 

 
4.3.1.1 Υπολογιστική Πολυπλοκότητα – Απαιτήσεις σε µνήµη 

 
Πιο αναλυτικά, αν αρχικά έχουµε n κατανοµές και στόχος µας είναι να τις 

οµαδοποιήσουµε σε c κλάσεις, αρχικά θα πρέπει να υπολογιστούν n(n-1) 

«αποστάσεις» µεταξύ των κατανοµών. 
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Λόγω της συµµετρίας της χρησιµοποιούµενης µετρικής, ο αριθµός των αρχικών 

συνδυασµών είναι: 

2
)1( −nn
 

δηλαδή η πολυπλοκότητα για το στάδιο αυτό είναι  O . )( 2n

Τα αποτελέσµατα πρέπει να αποθηκευτούν για χρήση σε επόµενα στάδια του 

αλγορίθµου. Για την εύρεση του ζευγαριού κατανοµών µε τη  µικρότερη «απόσταση» 

και πρέπει να οµαδοποιηθεί σε µία κατανοµή θα πρέπει να διατρέξει κανείς ολόκληρο 

τον πίνακα και να κρατά κάθε φορά το ζευγάρι µε τη µικρότερη απόσταση. 

Εναλλακτικά µπορεί να εφαρµοστεί κάποιος αλγόριθµος τύπου quicksort για την 

ταχύτερη εύρεση της ελάχιστης απόστασης. Για ένα οποιοδήποτε άλλο στάδιο, για 

παράδειγµα από τη µετάβαση από κλάσεις σε , θα πρέπει να υπολογιστούν ĉ 1ˆ −c

2
)1ˆ(̂ −cc

 «αποστάσεις». 

 
 
 

4.3.2 Εναλλακτικοί αλγόριθµοι οµαδοποίησης 

 
Εναλλακτική προς την παραπάνω περιγραφόµενη διαδικασία είναι η περιγραφόµενη 

ως divisive ή «από πάνω προς τα κάτω» (top-down) οµαδοποίηση. Η διαδικασία είναι 

κι αυτή επαναληπτική µε τη διαφορά ότι αρχικά θεωρούµε ότι όλες οι κατανοµές-

δείγµατα ανήκουν στην ίδια µεγάλη οµάδα, και οι επιµέρους οµάδες σχηµατίζονται 

σταδιακά διαιρώντας την αρχική. Γενικά οι υπολογιστικές απαιτήσεις για την µετάβαση 

από το ένα στάδιο στο άλλο, είναι µεγαλύτερες στην περίπτωση της divisive 

οµαδοποίησης. Όµως αν ο αριθµός των επιθυµητών τελικών οµάδων είναι σχετικά 

µικρός, η προσέγγιση αυτή εξοικονοµεί πολλά στάδια. 

 
 

 

4.4 Περιγραφή προσεγγίσεων 

 
 

Παρακάτω περιγράφονται αναλυτικά οι διάφοροι τρόποι που εξετάσθηκαν για την 

επιλογή των κατανοµών για οµαδοποίηση. 
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4.4.1 Οµαδοποίηση σε επίπεδο διανυσµατικών κατανοµών (Vector 
Clustering) 

 
Βασική ιδέα της κατηγορίας αυτής τεχνικών που περιγράφονται παρακάτω, είναι η 

«συσχέτιση» (tying) των κατανοµών που αντιστοιχούν στο ίδιο υποδιάνυσµα (και άρα 

έχουν την ίδια διάσταση) µε τις αντίστοιχες διαφορετικών µειγµάτων (genones). Με 

τον τρόπο αυτό µειώνεται ο συνολικός αριθµός διανυσµατικών κατανοµών που 

υπάρχει στο σύστηµα, ενώ ο αριθµός των µειγµάτων και των βαρών µένει ο ίδιος. 

Για κάθε υποδιάνυσµα, ο συνολικός αρχικός αριθµός τέτοιων κατανοµών είναι ίσος 

µε τον αριθµό των µειγµάτων επί τον αριθµό των «πολυδιάστατων» κατανοµών ανά 

genone. 

Η διάστασή τους διαφέρει για κάθε υποδιάνυσµα (και εξαρτάται από τον αριθµό των 

bits που χρησιµοποιήθηκαν για κάθε υποδιάνυσµα κατά την διανυσµατική 

κβαντοποίηση). 

Μετά την οµαδοποίηση, οι τελικές κατανοµές θα «µοιράζονται» για τον υπολογισµό 

των κατανοµών εξόδου, αλλά µε διαφορετικά βάρη για κάθε κατάσταση (state) του 

µοντέλου.  

Εξετάστηκαν διάφορες εκδοχές του αλγόριθµου ως προς τον χωρισµό του συνόλου 

των κατανοµών σε µικρότερες υποοµάδες, ώστε να αποφευχθεί η εξαιρετικά µεγάλη 

πολυπλοκότητα  του αλγόριθµου όταν απαιτείται οµαδοποίηση µεγάλου αριθµού 

κατανοµών. 

 
4.4.1.1 Single pool 

 

Η πιο προφανής εκδοχή είναι να ληφθούν υπ’ όψιν όλες οι κατανοµές  για την 

οµαδοποίηση (που αντιστοιχούν πάντα στο ίδιο υποδιάνυσµα). Έτσι δηµιουργείται 

ένας κοινός «κουβάς» (single pool) κατανοµών για κάθε υποδιάνυσµα.  

To σχήµα αυτό οµαδοποίησης φαίνεται παραστατικά στο ακόλουθο διάγραµµα: 
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Mixture or Genone i
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Σχήµα 4-1 Οµαδοποίηση διανυσµατικών κατανοµών µε ένα pool ανά υποδιάνυσµα 
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4.4.1.2 Multiple pools  
 
∆ηµιουργούνται πολλαπλοί «κουβάδες» κατανοµών, εκµεταλλευόµενοι τη θέση της 

κατανοµής στο µείγµα και ο διαχωρισµός των κατανοµών σε πολλαπλά pools γίνεται 

ανάλογα µε τη θέση αυτή. O αριθµός των pools είναι ίδιος µε τον αριθµό των 

«πολυδιάστατων» διακριτών κατανοµών σε κάθε genone, ενώ πλέον κάθε pool 

περιέχει µικρότερο αριθµό κατανοµών για οµαδοποίηση (και ίσο µε τον συνολικό 

αριθµό µειγµάτων στο µοντέλο). Τυπικές τιµές για τον αριθµό των pools είναι 8 ενώ 

για τον αριθµό των κατανοµών που οµαδοποιούνται κάθε φορά: 1000. 

 
 

4.4.1.3 Acoustically related pools 
 
Μια εναλλακτική εκδοχή είναι ο αρχικός διαχωρισµός των κατανοµών σε υπο-

οµάδες (pools) βάσει της ακουστικής τους «συγγένειας». Κριτήριο είναι η ακουστική 

συγγένεια των φωνηµάτων µε τα οποία σχετίζονται τα αντίστοιχα genones στα οποία 

«ανήκουν» αρχικά οι διανυσµατικές κατανοµές. 

Στην περίπτωση αυτή το αποτέλεσµα είναι µια ιεραρχική σχέση µεταξύ των τελικών 

οµάδων που προκύπτουν. Η εκδοχή αυτή έχει το πλεονέκτηµα της ταχύτητας σε 

σχέση µε τις υπόλοιπες µιας και ο αριθµός των κατανοµών που πρέπει να 

οµαδοποιηθούν είναι ακόµα µικρότερος για κάθε υποοµάδα. 
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4.4.2 Οµαδοποίηση σε επίπεδο φύλλου (Leaves ή centroid 
clustering) 

 

 

Στην προσέγγιση αυτή, βασική ιδέα είναι η οµαδοποίηση των «κοντινών»  centroids 

(ή leaves στην περίπτωσή µας, όπου έχει εφαρµοστεί δενδροειδής διανυσµατική 

κβαντοποίηση) µε στόχο την µείωση της διάστασης των κατανοµών για κάθε 

υποδιάνυσµα και άρα του συνολικού αριθµού ελεύθερων παραµέτρων στο µοντέλο 

µας. 

Κατά την front-end επεξεργασία, για κάθε υποδιάνυσµα χρησιµοποιείται ένα 

δυαδικό δέντρο για την κβαντοποίηση κάποιων στοιχείων (elements) του αρχικού 

διανύσµατος cepstrum χαρακτηριστικών. O αριθµός των φύλλων του κάθε δυαδικού 

δέντρου εξαρτάται από τον αριθµό των bits που χρησιµοποιούνται για την 

κωδικοποίηση κάθε υποδιανύσµατος. 

Ο αριθµός αυτός έχει προκύψει από µια διαδικασία που προσπαθεί να καλύψει µια 

απαιτούµενη ελάχιστη ανάλυση (resolution) του ακουστικού χώρου αλλά και 

ελαχιστοποίησης του συνολικού αριθµού των χρησιµοποιούµενων bits [3].  

Στο ακόλουθο σχήµα εικονίζεται ένα παράδειγµα τέτοιου δυαδικού δέντρου 

διανυσµατικής κβαντοποίησης (VQ Tree). Για την κωδικοποίηση του αντίστοιχου 

υποδιανύσµατος χρησιµοποιούνται 3 bits οπότε προκύπτουν: 

leavesήcentroidsbits 823 3 ==>  
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Leaves
Clustering

Vector
Quantization Tree

 

 

Σχήµα 4-2 Οµαδοποίηση φύλλων (leaves clustering) 
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Όπως φαίνεται στο παραπάνω σχήµα, αναζητείται κάποιος «µετασχηµατισµός», µε 

τη βοήθεια του οποίου µπορεί να εκτιµηθεί η «απόσταση» µεταξύ των centroid ώστε 

να προχωρήσουµε σε οµαδοποίησή τους. 

Όπως περιγράφηκε παραπάνω, για το i-οστό υποδιάνυσµα έχουµε  

διανυσµατικές κατανοµές της µορφής: 

1000⋅N

)|()( djPjPd ≡ ,  

όπου 1 ,( ο συνολικός αριθµός των centroids του εξεταζόµενου 

υποδιανύσµατος) και 1

Kj ≤≤ BK 2=

1000⋅≤ N≤ d , d:ο δείκτης της διανυσµατικής κατανοµής και 

1000 ο τυπικός αριθµός genones στο σύστηµά µας. 

Προσπαθώντας να αναπαραστήσουµε τη στατιστική συµπεριφορά ενός 

συγκεκριµένου centroid  του εξεταζόµενου υποδιανύσµατος, προτείνουµε τον 

υπολογισµό της ακόλουθης κατανοµής: 

j

                                                           (4.2) 











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

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
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)|1(

jNP
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jP

 

 (όπου είναι η q συνιστώσα κατανοµή µείγµατος και Ν είναι ο αριθµός των 

συστατικών «πολυδιάστατων» κατανοµών κάθε µείγµατος). 

qd

Στόχος µας είναι να βρεθούν και να οµαδοποιηθούν τα «κοντινά» centroids 

µε τη χρήση των αλγορίθµων οµαδοποίησης που περιγράφηκαν παραπάνω 

και τη βοήθεια της παραπάνω κατανοµής για κάθε centroid.  

Κάθε στοιχείο της παραπάνω κατανοµής ορίζεται να είναι η a-posteriori πιθανότητα 

της αντίστοιχης από τις  διαθέσιµες διανυσµατικές κατανοµές του συστήµατός 

µας. Για την εκτίµηση της παραπάνω κατανοµής µε χρήση των κανόνων του Bayes 

και της ολικής πιθανότητας, έχουµε τα ακόλουθα βήµατα: 

1000⋅N

 

∑ ⋅

⋅
=

⋅
=

j

qPqjP

qPqjP
jP

qPqjP
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Η ποσότητα )|( qjP εκτιµάται άµεσα από τις «παρατηρήσεις» (counts) της 

διανυσµατικής κατανοµής βάσει των εξισώσεων επανεκτίµησης µέγιστης 

πιθανοφάνειας, ενώ για την εκτίµηση της ποσότητας P , )(q

υπάρχουν οι επιλογές: 

 

∑ ⋅=
m

mm gPgqPqP )()|()(  

ή µε τη βοήθεια των counts: 

 

∑
≡

q
q

q

N

N
qP )( . 

4.4.2.1 Κατανοµές µικρότερης διάστασης 
 
Για την αποφυγή των κατανοµών µεγάλης διάστασης (παραπάνω η διάσταση ήταν 

Ν*1000), εναλλακτικά µπορεί να αναζητηθεί η εκτίµηση µιας κατανοµή για κάθε 

centroid  της µορφής: j

 


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

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



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
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)|(
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)|1(

jP

jqP

jP

, 

όπου q είναι o δείκτης σε ένα από τα µείγµατα (genones) του συστήµατος.  

Όπως παρατηρούµε η διάσταση της παραπάνω κατανοµής είναι ίση µε τον αριθµό 

των genones στο µοντέλο µας (τυπική τιµή 1000). 

Για την εκτίµηση της παραπάνω κατανοµής, οι εξισώσεις παίρνουν τη µορφή: 

 

∑ ⋅

⋅
=

⋅
=

j

qPqjP

qPqjP
jP

qPqjP
jqP

)()|(

)()|(
)(

)()|(
)|(  

Για την εκτίµηση της κατανοµής , και πάλι χρησιµοποιείται πληροφορία από τα 

counts,  

)(qP

∑
≡

q
q

q

N

N
qP )(  
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Στην περίπτωση αυτή όµως, η ποσότητα )|( qjP ,δεν µπορεί να εκτιµηθεί απευθείας 

από τα counts των διανυσµατικών κατανοµών, οπότε εκτιµάται βάσει της παρακάτω 

σχέσης: 

 

)|()|()|(),|()|,()|(
111

qdPdjPqdPqdjPqdjPqiP
NNN d

d
xx

d

d
xx

d

d
x ∑∑∑ ⋅=⋅== (όπ

ου Ν είναι ο αριθµός των συστατικών «πολυδιάστατων» κατανοµών κάθε µείγµατος). 

Πλέον η ποσότηταP  εκτιµάται απευθείας από τα counts των διανυσµατικών 

κατανοµών, ενώ για την εκτίµηση της ποσότητας   µπορούµε να 

καταφύγουµε σε µια µέση τιµή των αντίστοιχων mixture weights ή στη σχέση: 

)|( xdj

)|( qdP x

 

∑
≡

x
qd

qd
x

x

x

N

N
qdP

|

|)|(  

Με τη βοήθεια των παραπάνω σχέσεων, εφαρµόζεται ο αλγόριθµος οµαδοποίησης 

σε ένα αριθµό βοηθητικών κατανοµών που είναι ίσος µε τον αριθµό των centroids 

κάθε υποδιανύσµατος, ενώ η διάστασή τους είναι ίση µε τον αριθµό µειγµάτων του 

µοντέλου. 
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4.5 Συνοψίζοντας – Αναµενόµενες επιπτώσεις στον 

αριθµό των παραµέτρων  

 
Ο συνολικός αριθµός παραµέτρων του µοντέλου προκύπτει από το άθροισµα των a-

priori πιθανοτήτων κατάστασης, των παραµέτρων που αφορούν στα βάρη για τα 

µείγµατα (mixture-weights) και των παραµέτρων που αφορούν τις κατανοµές 

(distribution parameters).  

Στη µετάβαση από genonic HMMs σε DMHMMs, παρατηρείται µια πολύ µεγάλη 

αύξηση των ελεύθερων παραµέτρων µιας και αντί για κάθε πολυδιάστατη γκαουσιανή 

κατανοµή για την οποία απαιτείται ένας αριθµός παραµέτρων 52 (27=διάσταση 

διανύσµατος συντελεστών cepstrum * 2=παράµετροι µέσης τιµής και διασποράς) για 

την πλήρη περιγραφή της, χρειάζεται µια «πολυδιάστατη διακριτή κατανοµή» µε 

συνολικά 16481 παραµέτρους προς εκτίµηση. 

Αυτό το µεγάλο αριθµό παραµέτρων έρχονται να «καταπολεµήσουν» οι τεχνικές 

οµαδοποίησης που περιγράψαµε. Η πρώτη από αυτές στοχεύει στη µείωση του 

συνολικού αριθµού διανυσµατικών κατανοµών, ενώ η δεύτερη στη µείωση της µέσης 

διάστασης των διανυσµατικών κατανοµών. 

Συνοπτικά στον παρακάτω πίνακα παρουσιάζεται η επίπτωση των τεχνικών 

οµαδοποίησης σε διάφορα επίπεδα στον τελικό αριθµό των ελεύθερων παραµέτρων 

του µοντέλου. Οι αριθµοί των καταστάσεων, µειγµάτων και συστατικών κατανοµών 

κάθε µείγµατος είναι τυπικοί της τάξης µεγέθους και της διαδικασίας εκπαίδευσης που 

ακολουθήθηκε.  

 

 

 

 

 

 

 

 

 

 

 

                                                 
1 Για 12 υποδιανύσµατα και συγκεκριµένο αριθµό από bits για κάθε subvector. Βλέπε στο κεφάλαιο µε τα πειραµατικά 
αποτελέσµατα το σχήµα που επιλέχθηκε κατά την διανυσµατική κβαντοποίηση (κωδικοποίηση). 

 - 50 - 



Κεφάλαιο 4              Οµαδοποίηση διακριτών κατανοµών 

 

 

 

 

 Τύπος 

Μοντέλου 

Τύπος 

παραµέτρων 

CI-PTM Tri-

phone 

CD-PTM 

 

Genone 

HMMs 

DMHMM Vector 

Clustered 

DMHMMs  

Leaf 

Clustered 

DMHMMs 

Phones 46 46 46 46 46 46 

States 

(=Dists) 

138 15200 15200 15200 15200 15200 

Gaussians 

/Distribution 

(=weights/dist) 

100 100 {32,8} {32,8} {32,8} 

Mixtures 

(Genones) 

46 46 1000 1000 

Variable 

 

1000 

Multidimensiona

l Gaussian 

2*27 2*27 2*27 - - - 

Subvectors - - - 12 12 12 

Sum of 

Subvector 

Dimensions 

- - - 1648 1648 Variable 

Πίνακας 4-1 Αριθµός παραµέτρων σε κάθε στάδιο εκπαίδευσης 

 

Ως προς τις απαιτήσεις µνήµης, γενικά οι παράµετροι παίρνουν τιµές στο πεδίο των 

πραγµατικών αριθµών, κάτι που κατά την υλοποίηση απαιτεί  τη δέσµευση µνήµης 

αρκετής για την αποθήκευση ενός αριθµού κινητής υποδιαστολής (float) για κάθε µια 

από αυτές. Για λόγους εξοικονόµησης µνήµης και παρά το σφάλµα κβαντισµού που 

εισάγεται, γενικά επιλέγεται η κβάντιση και µάλιστα στο πεδίο τιµών 0-255 (character 

quantization), ώστε να απαιτείται η δέσµευση µόλις ενός byte για κάθε παράµετρο. 

Για λόγους ταχύτητας κατά τη διάρκεια της αναγνώρισης, η τιµή που αποθηκεύεται 

τελικά για κάθε πιθανότητα είναι προ-υπολογισµένη στο λογαριθµικό πεδίο.
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5.1 Επισκόπηση  

 

Στο κεφάλαιο αυτό παρουσιάζονται τα αποτελέσµατα της εφαρµογής των 

τεχνικών που περιγράφηκαν στο προηγούµενο κεφάλαιο στην περίπτωση ενός 

ακουστικού µοντέλου για την Αγγλική γλώσσα. 

Η όλη διαδικασία έγινε στο περιβάλλον µιας εξελιγµένης έκδοσης του 

περιβάλλοντος SRI Decipher. 

Ο αριθµός των προτάσεων που χρησιµοποιήθηκαν στο στάδιο της εκπαίδευσης 

ήταν της τάξης των 97.600 προτάσεων κάτι που αντιστοιχεί σε περίπου 73 ώρες 

οµιλίες. 

Για την πιο αξιόπιστη µέτρηση της επίδοσης των υπό εξέταση τεχνικών 

οµαδοποίησης, παρουσιάζονται τα αποτελέσµατα σε διάφορα σύνολα προτάσεων 

ελέγχου (test-sets). Τα σύνολα αυτά προτάσεων αφορούν σε διαφορετικές ανάγκες 

και διαφορετικής δυσκολίας εφαρµογών αναγνώρισης οµιλίας (tasks). Στη 

συγκεκριµένη περίπτωση τα σύνολα των προτάσεων ελέγχου ήταν από το πεδίο της 

αναγνώρισης αριθµών (διακριτών ψηφίων), επιβεβαίωσης (ναι, όχι  και συναφών 

εκφράσεων) καθώς και ονοµάτων (εφαρµογή αυτόµατου τηλεφωνητή). Τέλος οι 

προτάσεις των δύο συνόλων (εκπαίδευσης και ελέγχου) ανήκουν σε διαφορετικούς 

οµιλητές.  

Ο αριθµός των προτάσεων σε κάθε σύνολο προτάσεων ελέγχου είναι τέτοιος 

ώστε οι όποιες διαφορές να µπορούν να θεωρηθούν στατιστικά σηµαντικές. Ο 

συνολικός αριθµός προτάσεων ελέγχου ανέρχεται σε 7.636. 

Έγινε εκπαίδευση των µοντέλων εξαρχής (δηλαδή ξεκινώντας από την 

εκπαίδευση του PTM συστήµατος) και φτάνουµε σε µοντέλα DMHMM µετά από τη 

διακριτοποίηση genonic µοντέλων (σε διαφορετικά στάδια της όλης διαδικασίας 

όπως θα περιγραφεί παρακάτω). Η ακριβής διαδικασία εκπαίδευσης που 

ακολουθήθηκε παρουσιάζεται στην παράγραφο 2. 

Η διαδικασία και τα πειράµατα επαναλήφθηκαν και για διαφορετικό αριθµό 

κατανοµών (components) σε κάθε genone ή mixture (32,8). 
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5.2 Σχηµατική αναπαράσταση της διαδικασίας 

εκπαίδευσης 

 

Oι διαδικασίες εκπαίδευσης που έχουν παρουσιαστεί φαίνονται σχηµατικά στο 

ακόλουθο διάγραµµα, ενώ περιγράφονται αναλυτικά στις επόµενες παραγράφους: 

PTM models
100 Gaussians / phoneme

Forward Backward Iteration
(gen2-1)

Forward Backward Iteration
(gen2-2)

mvq models
{32,8} multidimensional discrete

dists / mixture
(mvq1-0)

Forward Backward Iteration
(mvq2-0)

Forward Backward Iteration
mvq(2-1)

Clustering
{Vector,Leaves}

Reestimation/Clustering*/
Smoothing

Discretization

CD-HMM Genonic Models
64 Gaussians / genone

(gen1-0)

Reduce # of Gaussians 64->{32,8}

Untying and Clustering

Ba
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lin
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Εναλλακτική διαδικασία εκπαίδευσης
Μοντέλων  Μειγµάτων ∆ιακριτών

Κατανοµών
(DM-HMM)

CD-HMM Genonic Models
{32,16,8} Gaussians/genone

Untying and Clustering

Forward Backward Iteration
(mvq1-1)

Reestimation/SmoothingCD-HMM model
{32,8}  Gaussians / genone

(gen2-0)

Forward Backward Iteration
gen1-1

Forward Backward Iteration
(gen2-2)

Discretization

mvq models
{32,8} multidimensional discrete

dists / mixture
(discritized)

Forward Backward Iteration
(gen2-3)

Forward Backward Iteration
mvq(2-2)

Reestimation/Clustering*/
Smoothing

Forward Backward Iteration
mvq(2-3)

Reestimation/Clustering*/
Smoothing

* η διαδικασία οµαδοποίησης δεν γίνεται
στην περίπτωση του baseline πειράµατος

 
Σχήµα 5-1 Σχηµατική αναπαράσταση διαδικασίας εκπαίδευσης 
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5.3 Μετρικές Απόδοσης 

 

Στη βιβλιογραφία µπορεί να βρει κανείς τις ακόλουθες µετρικές απόδοσης: 

 

Correctness:  

 

%100)
_

_
( ×

−−
=

WORDSTOTAL
SUBSTDELWORDSTOTAL

Co  

 

 

Aκρίβεια (Accuracy): 

 

%100)
_

_
( ×

−−−
=

WORDSTOTAL
INSSUBSTDELWORDSTOTAL

Ac  

 

 

Word Error Rate:  

 

%100)
_

( ×
++

=
WORDSTOTAL

INSSUBSTDEL
WER  

NL (Natural Language) Error Rate: 

 

%100)
_

( ×
++

=
SLOTSTOTAL

SLOTSSLOTSSLOTS
ERNL INSSUBSTDEL  

 

Στα πειράµατα µας ως βασική µετρική απόδοσης της αναγνώρισης 

χρησιµοποιείται η WER (word error rate), που είναι το ποσοστό επί τοις % των 

λέξεων που αναγνωρίστηκαν «λάθος» (δηλαδή που η εφαρµογή του αναγνωριστή 

(recognizer) έχει προσθέσει, αφαιρέσει ή αντικαταστήσει σε σχέση µε τις λέξεις που 

είχαν ειπωθεί στην εξεταζόµενη πρόταση), ενώ σε πολλές περιπτώσεις 

παρουσιάζεται και το NL Error rate, που είναι η αντίστοιχη µετρική για τις διαφορές 

σε επίπεδο natural language interpretation (slots).  

Tα αποτελέσµατα των διαφόρων πειραµάτων είναι της µορφής: 

39 ins, 246 del, 580 sub = 30.06% of 2878 words (31.21% of 1775 files). 
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Τα πεδία στο παραπάνω ενδεικτικό αποτέλεσµα αναπαριστούν: 

39 ins 246 del 580 sub 30.06%  2878 

words 

31.21% 1775 

files 

Αριθµός 

λέξεων που 

προστέθηκαν 

λάθος 

Αριθµός 

λέξεων που 

αφαιρέθηκαν 

λάθος 

Αριθµός λέξεων 

που 

αντικαταστάθηκαν 

λάθος 

WER Σύνολο 

λέξεων 

Ποσοστιαίο 

λάθος σε  

επίπεδο 

πρότασης 

(Sentence 

Error 

Rate) 

Αριθµός 

προτάσεων 

ελέγχου 

  

Για λόγους συντοµίας, στους πίνακες και τα γραφήµατα παρουσιάζονται µόνο τα 

ποσοστά WER και ΝL Error Rate για κάθε ένα από τα πειράµατα αναγνώρισης.  

 

 

 

5.4 CM-HMM Baseline πειράµατα 

 

Αρχικά ακολουθήθηκε η προτεινόµενη από την βιβλιογραφία διαδικασία 

εκπαίδευσης συνεχών µοντέλων µέσω της σταδιακής µετάβασης από context-

independent µοντέλα σε context-dependent (tri-phone) και τελικά σε genonic 

µοντέλα.  

Η διαδικασία παρουσιάζεται εποπτικά στο σχήµα 5.1 ενώ πιο αναλυτικά τα 

στάδια είναι τα ακόλουθα: 

 

• 2 Forward/Backward iterations CI-PTM  (Context-Independent PTM) 

 (100 Gaussians/phone) 

• 2 Forward/Backward iterations CD-PTM (Context-Dependent PTM) 

• Clustering, Untying, Gaussian Reduction -> Genones (64 

Gaussians/genone)    

• 1 Forward/Backward iteration GEN (64 Gaussians/genone) 

• Gaussian Reduction 64  {32,8}  

• 2 Forward/Backward iterations GEN ({32,8} Gaussians/genone) 

• 1 Forward/Backward iteration for shortlist generation 
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Τα τελικά µοντέλα αποτελούνται από 1000 genones, ενώ δηµιουργήθηκαν 

µοντέλα τόσο µε 32 όσο και 8 πολυδιάστατες κανονικές κατανοµές (Gaussians) για 

κάθε genone. 

Η τελική (gen2-3-final) εκδοχή του κάθε genone µοντέλου χρησιµοποιεί την 

τεχνική των Gaussian Shortlists [1] για να επιτευχθεί συντόµευση του χρόνου 

αναγνώρισης (xcpuRT) µε κάποιο µικρό κόστος στην ποιότητα αναγνώρισης. 

Στην ονοµατολογία των µοντέλων στα διάφορα στάδια της εκπαίδευσης, εκτός 

από την κατηγορία του µοντέλου σηµειώνεται το στάδιο και ο αριθµός του iteration. 

 

 

Continuous Mixtures HMMs - Baseline Experiments

11
13
15
17
19
21
23
25

ci-
ptm

1-1

cd
-pt

m1-0

cd
-pt

m1-2
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-3

Iterations

%
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Σχήµα 5-2 Επίδοση συνεχών µοντέλων στα διάφορα στάδια της εκπαίδευσης 
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Continuous Mixtures HMMs - Baseline Experiments

5

7

9

11

13

15

17

ci-
ptm

1-1

cd
-pt

m1-0

cd
-pt

m1-2

ge
n1

-1

ge
n2

-1

ge
n2
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Σχήµα 5-3 

 
 

Για την περίπτωση του baseline8 πειράµατος (των µοντέλων µε 8 πολυδιάστατες 

κανονικές κατανοµές ανά genone), το σφάλµα κατά τη µετάβαση από τα 100 

components στο στάδιο των context-dependent PTM µοντέλων είναι σηµαντικά 

αυξηµένο λόγω της απευθείας µετάβασης σε 8 components στο στάδιο των genone 

µοντέλων. 

Αντίθετα, στην περίπτωση του baseline32 πειράµατος, η µετάβαση σε µειωµένο 

αριθµό components (Gaussian reduction) είναι σταδιακή (αρχικά υπάρχει η µετάβαση 

σε 64 και στο επόµενο στάδιο σε 32). Γενικά παρατηρούµε ότι το genonic µοντέλο µε 

32 components και συνολικά 32 1000⋅  γκαουσιανές κατανοµές υπερτερεί του PTM 

µοντέλου µε γκαουσιανές, το οποίο µε τη σειρά έχει καλύτερη επίδοση από το 

genone µοντέλο µε 8 components και συνολικά 8

10046 ⋅

1000⋅ γκαουσιανές.
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5.4.1 ∆ιακριτοποίηση των συνεχών µοντέλων µετά το τελικό στάδιο 
(gen2-3-final) 

 

Σύµφωνα µε την προσέγγιση αυτή, η εκπαίδευση του ακουστικού µοντέλου γίνεται 

µε τον συνηθισµένο τρόπο, παράγεται  το µοντέλο µειγµάτων συνεχών (κανονικών) 

κατανοµών και στο τελικό στάδιο προστίθεται µια διαδικασία διακριτοποίησής του, 

ώστε να προκύψει το ζητούµενο ακουστικό µοντέλο µειγµάτων («πολυδιάστατων») 

διακριτών κατανοµών (DMHMM). 

Για να γίνει κάτι τέτοιο, αρχικά – σύµφωνα µε τις διαδικασίες που περιγράφηκαν 

στο προηγούµενο κεφάλαιο – γίνεται η εκπαίδευση των codebooks για την 

διανυσµατική κβαντοποίηση (vector quantization) του - παραγόµενου από το front-

end στάδιο επεξεργασίας - διανύσµατος των cepstrum συντελεστών. Στόχος είναι η 

επιλογή του σχήµατος που επιτυγχάνει πολύ καλή επίδοση αναγνώρισης, ενώ 

ταυτόχρονα δεν έχει πολλές απαιτήσεις σε χώρο αποθήκευσης. 

Αποφασίστηκε η χρήση των 12 υποδιανυσµάτων και τα στοιχεία του αρχικού 

cepstrum διανύσµατος που αντιστοιχούν στο κάθε υποδιάνυσµα φαίνεται στον 

ακόλουθο πίνακα: 

Subvector Number of 

feature vector 

elements 

Feature vector 

elements 

1 2 9,14 

2 3 2,8,24 

3 2 17,25 

4 2 19,27 

5 2 1,3 

6 2 6,22 

7 2 10,11 

8 2 13,15 

9 2 21,26 

10 3 7,12,23 

11 3 2,5,18 

12 3 4,16,20 

Πίνακας 5-1 Ανάθεση στοιχείων του αρχικού cepstrum διανύσµατος στα διάφορα υποδιανύσµατα 
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Σε επόµενο στάδιο θα πρέπει να αποφασιστεί ο αριθµός των bits (και άρα ο αριθµός 

των centroids) που θα χρησιµοποιηθεί για κάθε υποδιάνυσµα. Εφαρµόζοντας τον 

αλγόριθµο bit allocation [3] στο τελικό στάδιο των συνεχών µοντέλων προέκυψε το 

ακόλουθο configuration: 

 

 

Subvector Bits  Centroids 1bit less Centroids
1 7 128 6 64 
2 6 64 5 32 
3 6 64 5 32 
4 7 128 6 64 
5 6 64 5 32 
6 4 16 3 8 
7 8 256 7 128 
8 5 32 4 16 
9 7 128 6 64 
10 8 256 7 128 
11 8 256 7 128 
12 8 256 7 128 
Total  1648  824 

Πίνακας 5-2 Αριθµός bits για την κωδικοποίηση κάθε υποδιανύσµατος 

 
Εφαρµόστηκε η διαδικασία της διακριτοποίησης τόσο στα συνεχή µοντέλα 32 όσο 

και 8 components ανά genone,  ενώ η ίδια διαδικασία επαναλήφθηκε και στην 

περίπτωση ενός αντίστοιχου ακουστικού µοντέλου που έχει προκύψει µε αντίστοιχη 

διαδικασία και έχει τα χαρακτηριστικά του τελικού µοντέλου του baseline32 

πειράµατος αλλά για την εκπαίδευσή του έχει χρησιµοποιηθεί πολύ µεγαλύτερος 

αριθµός προτάσεων.  

Η διαδικασία έγινε τόσο για τον αριθµό των bits για κάθε υποδιάνυσµα που φαίνεται 

στον παραπάνω πίνακα αλλά και για τις περιπτώσεις που έχουµε 1 και 2 bits λιγότερα 

για την κωδικοποίηση κάθε υποδιανύσµατος (1 bit less και 2 bits less,αντίστοιχα). 

Αυτό σηµαίνει ότι ο αριθµός των centrοids πέφτει στο µισό και στο ένα τέταρτο των 

αρχικών, αντίστοιχα. 
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Bit Allocation and Discretization Experiments
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Παρατηρούµε ότι εισάγεται σφάλµα διακριτοποίησης το οποίο, όπως αναµένεται, 

αυξάνεται όσο µεταβαίνουµε σε µικρότερο αριθµό bits για την κωδικοποίηση κάθε 

υποδιανύσµατος.  

 

5.5 Εναλλακτικός τρόπος εκπαίδευσης µοντέλων 

µειγµάτων διακριτών κατανοµών  

 

Για την αποφυγή της παραπάνω αδυναµίας «ανάκαµψης» από το σφάλµα που 

εισάγεται κατά τη διακριτοποίηση στο τελευταίο στάδιο εκπαίδευσης, ακολουθήθηκε 

µια εναλλακτική διαδικασία, σύµφωνα µε την οποία η διακριτοποίηση γίνεται σε 

σχετικά  πρώιµο στάδιο (αµέσως µετά την µετατροπή των context-dependent ptm 

µοντέλων σε genonic). 

Η εναλλακτική αυτή διαδικασία φαίνεται εποπτικά στο σχήµα 5.1  ενώ τα αναλυτικά 

βήµατα της διαδικασίας είναι τα παρακάτω: 

 

• 2 Forward/Backward iterations CI-PTM  (Context-Independent PTM)

 (100 Gaussians/phone) 

• 2 Forward/Backward iterations CD-PTM (Context-Dependent PTM) 

• Clustering, Untying, Gaussian Reduction -> Genones ({32,8} 

Gaussians/genone)    

• Discretization  

• 3 Forward/Backward Iteration MVQ ({32,8} mvqvectors/mixture) 

 

 

Όπως εξηγήθηκε στο προηγούµενο κεφάλαιο, οι πολυδιάστατες κανονικές 

κατανοµές (Gaussians) έχουν αντικατασταθεί από «πολυδιάστατες» διακριτές 

κατανοµές (mvqvectors). Μετά από κάθε iteration του Forward/Backward 

αλγορίθµου και πριν την εφαρµογή των εξισώσεων επανεκτίµησης (re-estimation),  

εφαρµόζεται η στοιχειώδης τεχνική οµαλοποίησης των διακριτών κατανοµών delta 

smoothing, που περιγράφηκε στην εργασία [7]. Εφαρµόστηκε το ίδιο bit-allocation 

σχήµα µε το προηγούµενο πείραµα παρόλο που στη γενική περίπτωση αυτό δεν 

είναι απαραίτητο να ισχύει µιας και η διακριτοποίηση γίνεται σε διαφορετικό στάδιο. 
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5.5.1 Discrete Mixture HMM Baseline πειράµατα 
 

Discrete Mixture HMMs - Baselines
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Παρατηρούµε ότι κατά τη διακριτοποίηση υπάρχει µια αντίστοιχη αύξηση του 

σφάλµατος µε τη διαδικασία µετάβασης από cd-ptm σε genone στην περίπτωση των 

συνεχών µοντέλων. Η αύξηση αυτή, όµως, «απορροφάται» µε τα επιπλέον 

iterations και το σφάλµα φτάνει στα επίπεδα του αντίστοιχου συνεχούς µοντέλου 

(δηλαδή µε τον ίδιο αριθµό πολυδιάστατων κατανοµών ανά µείγµα). 

 

Επικεντρώνοντας στα µοντέλα µε 32 components, έγιναν πειράµατα µε 

ανάθεση διαφορετικού αριθµού bits ανά υποδιάνυσµα:  
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 Discrete Mixture HMMs - Baseline Experiments
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 Discrete Mixture HMMs - Baseline Experiments
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Τα αποτελέσµατα επιβεβαιώνουν ότι το bit-allocation σχήµα που υιοθετήθηκε 

δεν ήταν το βέλτιστο µιας και βασίστηκε σε εφαρµογή της trial-and-error τεχνικής 

που περιγράφεται στην εργασία [3] σε διαφορετικά µοντέλα. Εφαρµόζοντας 

διαφορετικό bit-allocation σχήµα µε λιγότερα centroids ανά υποδιάνυσµα 

επιτυγχάνεται καλύτερη επίδοση αλλά και εξοικονόµηση µνήµης. 

 

 

 

 

5.6 Πειράµατα Οµαδοποίησης  

 

Οι διάφορες τεχνικές οµαδοποίησης εφαρµόζονται σε κάποιο στάδιο µετά τη 

διακριτοποίηση και τη δηµιουργία των µοντέλων µειγµάτων διακριτών κατανοµών. 

Η διαδικασία της εκπαίδευσης φαίνεται παραστατικά στο σχήµα 5.1 ενώ τα 

αναλυτικά βήµατα της διαδικασίας είναι τα παρακάτω: 

 

• 2 Forward/Backward iterations CI-PTM  (Context-Independent PTM)

 (100 Gaussians/phone) 

• 2 Forward/Backward iterations CD-PTM (Context-Dependent PTM) 

• Clustering, Untying, Gaussian Reduction -> Genones ({32,8} 

Gaussians/genone)    

• Discretization  

• 1 Forward/Backward Iteration MVQ ({32,8} mixtures/genone) 

• {Vector,Leaf} Clustering  

• 2 Forward/Backward Iterations Clustered MVQ ({32,8} 

mixtures/genone) 

 

Τα ακόλουθα γραφήµατα αναφέρονται στην περίπτωση των 32 components ανά 

µείγµα.  
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5.6.1 Οµαδοποίηση διανυσµατικών κατανοµών (vector clustering) 
 
 

5.6.1.1 Θέµατα υλοποίησης 
 
 

Εφαρµόστηκε η τεχνική οµαδοποίησης διανυσµατικών κατανοµών µετά από 

ένα iteration και εφαρµογή των εξισώσεων επανεκτίµησης των µοντέλων µειγµάτων 

διακριτών κατανοµών, όπως φαίνεται και στο σχήµα 5.1. 

Πρέπει να σηµειωθεί ότι µε τον τρόπο που υλοποιήθηκε η τεχνική αυτή στόχος ήταν 

η εκτίµηση της επίδοσής της µιας και στην πράξη λόγω της τρέχουσας σειριακής 

δοµής αποθήκευσης των µοντέλων δεν ήταν δυνατό να εισαχθεί το απαιτούµενο 

redirection κατά την αναγνώριση.  

Η τεχνική διανυσµατικής οµαδοποίησης εφαρµόστηκε στο επίπεδο της δοµής 

όπου αποθηκεύονται τα counts για κάθε κατανοµή, επιλέχθηκε ο αριθµός 

κατανοµών που αντιστοιχεί στον εκάστοτε βαθµό οµαδοποίησης ενώ στο πεδίο των 

µοντέλων υιοθετήθηκε η επανάληψή τους (replication) στα απαιτούµενα σηµεία. 

Αυτό έχει σαν συνέπεια πρακτικά να µην υπάρχει µείωση στο µέγεθος του 

ακουστικού µοντέλου και στην απαιτούµενη µνήµη κατά τη διάρκεια της 

αναγνώρισης, ενώ επίσης δεν µπορεί να εκτιµηθεί µε τον τρόπο αυτό και το 

επιπλέον υπολογιστικό κόστος που θα είχε η τυχαία προσπέλαση στη µνήµη για να 

βρεθεί η κατάλληλη κατανοµή κατά τη διάρκεια της αναγνώρισης. Βέβαια ο στόχος 

της µείωσης των ελεύθερων παραµέτρων του µοντέλου επιτεύχθηκε. Η εκδοχή που 

δοκιµάστηκε περιγράφεται στο προηγούµενο κεφάλαιο (χρήση πολλαπλών pools). 

Στη συγκεκριµένη περίπτωση ο συνολικός αριθµός των pools διανυσµατικών 

κατανοµών ανέρχεται σε 12 (ίσος µε τον αριθµό των υποδιανυσµάτων).  

 

 

5.6.1.2 Αποτελέσµατα και παρατηρήσεις 
 

 

Αρχικά, έγιναν πειράµατα εφαρµόζοντας την τεχνική διανυσµατικής 

οµαδοποίησης  σε ένα συγκεκριµένο ακουστικό µοντέλο που προκύπτει στο τέλος 

του σταδίου mvq1-1 για διάφορες τιµές βαθµού οµαδοποίησης ώστε να προκύψει 

το µοντέλο του σταδίου mvq2-0. Ο βαθµός οµαδοποίησης (clustering ratio) 

ουσιαστικά καθορίζει τον τελικό αριθµό διανυσµατικών κατανοµών που ανήκουν σε 

κάθε pool, βάσει της σχέσης: 
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%100)
pool of size original

pool of size final-(1 ⋅=ratioclustering  

 

Στη δικιά µας περίπτωση ο αρχικός αριθµός διανυσµατικών κατανοµών ήταν 

1000 (ίσος µε τον αριθµό µειγµάτων στο σύστηµα), ενώ ο τελικός αριθµός 

κατανοµών σε κάθε pool είναι ίδιος και υπολογίζεται από την παραπάνω σχέση. 
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Vector Clustering
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Στα παραπάνω γραφήµατα, παρατηρούµε ότι επιτρέπεται ένας σηµαντικός 

βαθµός οµαδοποίησης και άρα µείωσης του αριθµού των ελεύθερων παραµέτρων 

του µοντέλου πριν αυτό να έχει σηµαντική επίπτωση στην επίδοση του µοντέλου. 

Για να εκτιµηθεί η συµπεριφορά του οµαδοποιηµένου ακουστικού µοντέλου για 

περισσότερα training iterations, επιλέχθηκε ο βαθµός οµαδοποίησης που επιτρέπει 

400 κατανοµές για κάθε pool (µείωση στο  40% των αρχικών) και  εφαρµόστηκε η 

διαδικασία που περιγράφεται στο σχήµα 5.1. Όπως φαίνεται και στο ακόλουθο 

γράφηµα, η «καλή» αυτή συµπεριφορά των «συµπιεσµένου» µοντέλου διατηρείται 

και για περισσότερα στάδια: 
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Vector Clustering - More Iterations

12
14
16
18
20
22
24
26

mvq1-0 mvq1-1 mvq2-0 mvq2-1 mvq2-2

Iteration

W
ER

MvqBaseline32

MvqBaseline32 -vector
clustered 40 %

MvqBaseline32 (1bit less)

MvqBaseline32 (1bit less) -
vector clustered 40 %

 

Σχήµα 5-11 

 

Vector Clustering - More Iterations
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Κατά τη διαδικασία της εκτίµησης της µορφής των τελικών κατανοµών που 

προκύπτουν από την οµαδοποίηση των αρχικών εισέρχεται µείωση στην πληροφορία 

των κατανοµών (information loss) και µια οµαλοποίησή τους. Αυτό καταγράφεται και 

µέσω της αύξησης της εντροπίας των τελικών κατανοµών σε σχέση µε τις αρχικές 

όπως φαίνεται και στο ακόλουθο γράφηµα: 
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Σχήµα 5-13 Μέση αύξηση εντροπίας των τελικών κατανοµών για κάθε βαθµό οµαδοποίησης 
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5.6.2 Οµαδοποίηση σε επίπεδο φύλλου (leaves clustering) 
 

5.6.2.1 Θέµατα υλοποίησης 
 

Εφαρµόστηκε η τεχνική οµαδοποίησης σε επίπεδο φύλλου και στις δύο εκδοχές της 

όπως αυτές παρουσιάζονται στην αντίστοιχη παράγραφο του προηγούµενου 

κεφαλαίου. Και στην περίπτωση αυτή η οµαδοποίηση εφαρµόζεται µετά από ένα 

iteration και εφαρµογή των εξισώσεων επανεκτίµησης των µοντέλων µειγµάτων 

διακριτών κατανοµών, όπως φαίνεται και στο σχήµα 5.1. 

Αφού στο στάδιο mvq2-0 αποφασιστεί το σχήµα της οµαδοποίησης σε επίπεδου 

φύλλου και για τα επόµενα iterations, το front-end τµήµα της επεξεργασίας φροντίζει 

να αντιστοιχίζει τα στοιχεία του διανύσµατος που προκύπτει από το στάδιο της 

διανυσµατικής κβαντοποίησης στα κατάλληλα leaves (centroids) που έχουν 

«επιβιώσει» της διαδικασίας οµαδοποίησης. 

 

5.6.2.2 Αποτελέσµατα και παρατηρήσεις 
 

Αρχικά µελετήθηκαν οι τεχνικές οµαδοποίησης σε επίπεδο φύλλου σε ακουστικά 

µοντέλα που προκύπτουν µετά από το στάδιο mvq1-1 της διαδικασίας εκπαίδευσης για 

διάφορες τιµές βαθµού οµαδοποίησης, ο οποίος στην περίπτωση αυτή καθορίζει τον 

τελικό αριθµό των φύλλων που «επιβιώνουν» για κάθε υποδιάνυσµα, βάσει της 

σχέσης: 

 

%100)
leaves ofnumber  original

leaves ofnumber  final-(1 ⋅=ratioclustering  

 

Υπενθυµίζουµε ότι ο αριθµός των φύλλων είναι διαφορετικός σε κάθε υποδιάνυσµα 

και εξαρτάται από το σχήµα διανυσµατικής κβαντοποίησης που έχει επιλεγεί. Σαν 

leaves τεχνική αναφέρεται η τεχνική µε τις κατανοµές που βασίζονται στην a-

posteriori πιθανότητα βάσει των διανυσµατικών κατανοµών, ενώ το εναλλακτικό 

σχήµα οµαδοποίησης φύλλων µε µικρότερες κατανοµές αναφέρεται σαν leaves2. 
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Leaves Clustering 1 iteration
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Leaves Clustering 1 iteration
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Και µε την τεχνική αυτή παρατηρούµε ότι υπάρχει µεγάλο περιθώριο µείωσης 

του αριθµού των ελεύθερων παραµέτρων του µοντέλου πριν αυτό αρχίσει να 

εµφανίζει µειωµένη επίδοση σε σχέση µε το αρχικό. Η συµπεριφορά αυτή των 

οµαδοποιηµένων (clustered) µοντέλων παραµένει και µετά από επιπλέον iterations 

εφαρµογής των εξισώσεων επανεκτίµησης:  
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Leaves Clustering (more iterations)
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Στα παραπάνω πειράµατα ο τελικός αριθµός φύλλων (centroids) για κάθε 

υποδιάνυσµα είναι κλάσµα του αρχικού αριθµού, κάτι που βάσει της παραπάνω 

σχέσης για τον βαθµό οµαδοποίησης είναι το ίδιο για όλα τα υποδιανύσµατα. Στα 

παρακάτω γραφήµατα παρουσιάζονται τα αποτελέσµατα για διαφορετικό κλάσµα 

τελικού και αρχικού αριθµού  φύλλων για κάθε υποδιάνυσµα. Εξετάζεται η επίδοσή 

τους για διαφορετικές τιµές του ποσοστού µείωσης της πληροφορίας (και άρα αύξησης 

της εντροπίας των κατανοµών) (InfoRet value) που προκύπτουν από τη διαδικασία 

οµαδοποίησης σε σχέση µε την µέση εντροπία των αρχικών κατανοµών. Σηµειώνεται 

ότι όλα τα πειράµατα έγιναν στο ακουστικό µοντέλο που προέκυψε από το στάδιο 

mvq1-1 της διαδικασίας του σχήµατος 5.1 για 32 components ανά µείγµα. 
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Σχήµα 1-19 Μέσο µήκος των κατανοµών που προκύπτουν για σταθερή µείωση της πληροφορίας 
(InfoRet) 
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5.7 Μελέτη µεγέθους των τελικών µοντέλων 
 

 

Οι παραπάνω τεχνικές όπως τονίστηκε και στο προηγούµενο κεφάλαιο στόχο είχαν 

τη µείωση του αριθµού των παραµέτρων του ακουστικού µοντέλου. Η µείωση αυτή 

επιτεύχθηκε µέσω της µείωσης του αριθµού αλλά και της διάστασης των 

διανυσµατικών κατανοµών του µοντέλου. Όπως εξηγήθηκε και στο προηγούµενο 

κεφάλαιο οι παράµετροι των διανυσµατικών κατανοµών αποτελούν τη συντριπτική  

πλειοψηφία των συνολικών παραµέτρων του µοντέλου. Στον ακόλουθο πίνακα 

φαίνονται ενδεικτικά τα µεγέθη των αρχείων των διαφόρων παραµέτρων του 

µοντέλου: 

 

Τύπος 

παραµέτρων 

Αρχείο Μέγεθος 

αρχείου 

(bytes) 

% 

Ποσοστό 

µείωσης  

 

Μέγεθος 

αρχείου 

(bytes) 

Ποσοστό  

Κατανοµές models.cd 2744431392,8 16686089 88,68941

Καταστάσεις 

και 

πιθανότητες 

µετάβασης models.models

761488 88,7 763856 4,060025

Βάρη 

µειγµάτων models.mw 

1356757 4,06003 1361002 7,233958

a-priori 

πιθανότητες  models.priors 

3124 7,23396 3124 0,016605

Πίνακας 5-3 Ενδεικτικά µεγέθη αρχείων παραµέτρων ακουστικών µοντέλων 
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Στο παρακάτω γράφηµα φαίνεται ενδεικτικά το µέγεθος του αρχείου των 

παραµέτρων που αφορούν τις (πολυδιάστατες κανονικές ή διακριτές) κατανοµές του 

µοντέλου στα διάφορα στάδια εκπαίδευσης όπως αυτή εφαρµόστηκε για το baseline 

πείραµα.  
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Σχήµα 5-20 

 

Παρατηρείται η µεγάλη αύξηση στο µέγεθος των αρχείων των µοντέλων στο στάδιο 

της διακριτοποίησης. Καθοριστικό ρόλο παίζει ο αριθµός των bits ανά υποδιάνυσµα. Η 

διάσταση των διαφόρων κατανοµών κατά τη διακριτοποίηση µε 1 bit λιγότερο ανά 

υποδιάνυσµα πέφτει στο µισό των αρχικών κάτι που φαίνεται και στο µέγεθος του 

αντίστοιχου αρχείου. 

Αντίστοιχα γραφήµατα παρουσιάζονται παρακάτω και για τις περιπτώσεις της 

εναλλακτικής διαδικασίας εκπαίδευσης αλλά και της εφαρµογής των τεχνικών 

οµαδοποίησης.  

Σηµείωση: Για λόγους εξοικονόµησης χώρου στο δίσκο τα αρχεία, στην περίπτωση 

των µοντέλων µειγµάτων διακριτών κατανοµών, συµπιέζονται κατά Lempel-Zipf και 
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άρα δεν είναι απαραίτητα ίδιο το απαιτούµενο ποσό µνήµης στη διάρκεια της 

διαδικασίας της αναγνώρισης. 

 

Όπως αναφέρθηκε και παραπάνω, αρχικά έγιναν πειράµατα για διαφορετικό βαθµό 

οµαδοποίησης σε συγκεκριµένο ακουστικό µοντέλο που προκύπτει από το στάδιο 

mvq1-1.  
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Σχήµα 5-21 

 

Και στην περίπτωση της διατήρησης του ποσοστού ελάττωσης της 

πληροφορίας σε σταθερά επίπεδα για τα διάφορα υποδιανύσµατα, παρατηρήθηκε 

αντίστοιχη συµπεριφορά ως προς τη µείωση του µεγέθους του αρχείου των 

παραµέτρων: 
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Leaves Clustered models.cd size - Fixed InfoRet
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Σχήµα 5-22 
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Η µείωση στο µέγεθος του αρχείου των παραµέτρων των διανυσµατικών κατανοµών 

είναι εµφανής και κατά την εφαρµογή της εναλλακτικής διαδικασίας εκπαίδευσης στα 

διάφορα iterations που ακολουθούν τη διακριτοποίηση: 
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Σχήµα 5-23 

 

 

Στην περίπτωση του διανυσµατικής οµαδοποίησης (vector clustering) το τελικό 

µέγεθος παραµένει στα ίδια επίπεδα µιας και, όπως τονίστηκε και παραπάνω, πρακτικά 

υπήρχε επανάληψη (replication) των κατανοµών σε διάφορα σηµεία του τελικού 

αρχείου κατανοµών για να επιτευχθεί συµβατότητα µε την τρέχουσα υλοποίηση. 
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5.8 Αποτελέσµατα ως προς την ταχύτητα αναγνώρισης  
 

 

Στα παρακάτω σχήµατα εµφανίζονται οι απαιτήσεις ως προς την υπολογιστική 

ισχύ (ταχύτητα αναγνώρισης) για ένα από τα testsets που χρησιµοποιήθηκαν για 

τον έλεγχο της επίδοσης των εξεταζόµενων τεχνικών. Τα αποτελέσµατα για τα 

baseline πειράµατα µοντέλων συνεχών κατανοµών, που περιλαµβάνονται στο 

γράφηµα, αντιστοιχούν στα genonic (genX-X) iterations. Οι τιµές του χρόνου είναι 

κανονικοποιηµένες ως προς τη διάρκεια των προτάσεων του testset αλλά και ως 

προς τις υπολογιστικές δυνατότητες του µηχανήµατος όπου έγιναν τα πειράµατα και 

αναφέρονται ως µονάδες πραγµατικού χρόνου (xcpuRT). 

 

Αρχικά µελετήθηκε η επίπτωση των τεχνικών οµαδοποίησης στη συµπεριφορά 

ως προς την ταχύτητα αναγνώρισης ως προς τον βαθµό οµαδοποίησης: 
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Σχήµα 5-25 

 

 

 

Στην περίπτωση της διανυσµατικής οµαδοποίησης (vector clustering), δεν έχει 

ληφθεί υπόψη το επιπλέον κόστος του indirection που εµπλέκεται κατά την 

ανάκτηση της (προϋπολογισµένης) τιµής µιας κατανοµής. 

Στο ακόλουθο γράφηµα συµπεριλαµβάνονται και αποτελέσµατα πειραµάτων µε 8 

components ανά µείγµα για καλύτερη σύγκριση των τιµών. 
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Σχήµα 5-26 Ενδεικτικές υπολογιστικές απαιτήσεις κατά την αναγνώριση 

 

 

Όπως αναµένεται σηµαντικό ρόλο στην τελική ταχύτητα αναγνώρισης παίζει o 

αριθµός των components ανά mixture ή genone. Γενικά παρατηρούµε ότι όσο 

µεγαλύτερος είναι ο αριθµός των Gaussians σε κάθε genone στην περίπτωση των 

genonic HMMs, τόσο µεγαλύτερες είναι οι απαιτήσεις πραγµατικού χρόνου κατά τη 

διάρκεια της αναγνώρισης. Τo peak που παρατηρείται στα στάδια   gen1-0 και 

gen1-1, οφείλεται στο ότι εκεί ο αριθµός των συστατικών πολυδιάστατων 

κατανοµών (components) είναι 64 αντί για 32.  

Παρατηρούµε επίσης ότι στη συγκεκριµένη υλοποίηση δεν είναι εµφανές το 

αναζητούµενο κέρδος στην ταχύτητα µε τη χρήση µοντέλων µειγµάτων διακριτών 

κατανοµών έναντι των αντίστοιχων µε συνεχείς (κανονικές) κατανοµές. Βέβαια 

στην περίπτωση της «ενσωµατωµένης» (embedded) διαδικασίας αναγνώρισης, σε 

πολλές περιπτώσεις δεν υπάρχει καν η επιλογή της προσέγγισης των συνεχών 

κατανοµών µιας και απουσιάζει (για λόγους εξοικονόµησης ενέργειας και 

αυτονοµίας) µονάδα επεξεργασίας αριθµών κινητής υποδιαστολής (floating point 

unit).  

Η υπεροχή των µοντέλων µειγµάτων συνεχών κατανοµών στη συγκεκριµένη 

περίπτωση οφείλεται στον αυξηµένο αριθµό προσβάσεων στη µνήµη (για να 
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ανακτηθούν οι προϋπολογισµένες τιµές) για τα µοντέλα µειγµάτων διακριτών 

κατανοµών. Στην περίπτωση των διακριτών µοντέλων δεν έχουν εφαρµοστεί 

τεχνικές βελτιστοποίησης αυτής της διαδικασίας (π.χ. η τεχνική των mixturelists 

αντίστοιχη της τεχνικής των Gaussian Shortlists [1] στο πεδίο των συνεχών 

κατανοµών). 

 

Οι απαιτήσεις παραµένουν στα ίδια επίπεδα παρά την βελτιστοποίηση του 

µεγέθους µιας και παρατηρείται µια αύξηση των ενεργών υποθέσεων στην 

εφαρµογή της τεχνικής του beam-search κατά την αναγνώριση. 
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Leaves Clustering - Fixed InfoRet
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5.9 Συµπεράσµατα 

 
 

 

Ο αριθµός των παραµέτρων του µοντέλου πριν την οµαδοποίηση κατανοµών ή 

φύλλων είναι αρκετά µεγάλος. Έτσι, παρά το µεγάλο όγκο δεδοµένων εκπαίδευσης, 

για πολλές από τις παραµέτρους δεν συγκεντρώνεται ο κατάλληλος αριθµός 

παρατηρήσεων µε αποτέλεσµα να µην εκπαιδεύονται σωστά. 

Με την εφαρµογή των τεχνικών οµαδοποίησης, ο αριθµός των ελεύθερων 

παραµέτρων µειώνεται σηµαντικά, µε αποτέλεσµα τα δεδοµένα εκπαίδευσης να 

επαρκούν σε µεγάλο βαθµό για την εκτίµηση των τιµών τους και αυτό να 

αντικατοπτρίζεται στην µη µείωση και (σε µερικές περιπτώσεις καλυτέρευση) της 

επίδοσης του µοντέλου. 

Με την υπερβολική µείωση του αριθµού των παραµέτρων, οι αντίστοιχες 

κατανοµές τείνουν να «υπερεκπαιδευτούν» (overfitting phenomenon) στα δεδοµένα 

εκπαίδευσης µε αποτέλεσµα τη χαµηλή ανάλυση του ακουστικού χώρου και τη 

χαµηλή επίδοση σε δεδοµένα διαφορετικά των δεδοµένων εκπαίδευσης. 

Την ίδια στιγµή επιτυγχάνεται και ο στόχος της µείωσης των απαιτήσεων σε µνήµη 

κατά την αναγνώριση ή αποθήκευση του µοντέλου µιας και ο «βαθµός  

συµπίεσης» είναι αρκετά µεγάλος.    

 - 87 - 



Βιβλιογραφία 

- 88 - 

 

 6 ΒΒιιββλλιιοογγρρααφφίίαα  6 
 

 

[1] V.Digalakis,P.Monaco,H.Murveit: “Genones: Generalized Mixture Tying in 

Continuous Hidden Markov Model Based Speech Recognizers”, IEEE 

Transactions Speech and Audio Processing, July 1996, pp. 281-289. 

 

[2] V.Digalakis,S.Tsakalidis,L.Neumeyer: “Efficient Speech Recognition Using 

Subvector Quantization and Discrete-Mixture HMMs”,  Proceedings ICASSP '99. 

 

[3] V.Digalakis, L.Neumeyer, M.Perakakis: “Quantization of Cepstral Parameters 

for Speech Recognition over the World Wide Web”, IEEE Journal on Selected 

Areas of Communications, 1999. 

 
[4] T. M. Cover and J. A. Thomas: Elements of Information Theory, John Wiley & 

Sons, 1991. 

 

[5] J. Lin: “Divergence measures based on the Shannon entropy”, IEEE Trans. 

Inform. Theory, 37(1), 1991 

 

[6] R. Duda, P. Hart, D. Stork: Pattern Classification, 2nd Edition, John Wiley & 

Sons, Inc, Chapter 10, Unsupervised Learning and Clustering, pp 517-601  

 

[7] Γαβαλάκης Πέτρος: “Συγκριτική µελέτη µεθόδων οµαλοποίησης διακριτών 

Μαρκοβιανών µοντέλων”, ∆ιπλωµατική εργασία, Πολυτεχνείο Κρήτης, Τµήµα 

ΗΜΜΥ, Φεβρουάριος 2000 

 

[8] L.Rabiner, B. Juang: Fundamentals of Speech Recognition, Prentice-Hall Signal 

Processing Series 

 
[9] N. Slonim, N. Tishby: Agglomerative Information Bottleneck  

 

[10] V.Digalakis, S.Tsakalidis, C. Harizakis, L. Neumeyer: “Efficient speech 

recognition using subvector quantization and discrete-mixture HMMs”,  

Computer Speech and Language (1999) 00, 1–14 



Βιβλιογραφία 

 

[11] H. Murveit, V. Digalakis: “Genones: Optimizing the degree of tying in a 

large vocabulary HMM-based speech recognizer”, 1994 IEEE ICASSP, pp. I-

537—I-540.

 

- 89 - 


	ÅéóáãùãÞ
	ÅðéãñáììáôéêÜ
	ÊáôáíåìçìÝíç áíáãíþñéóç ïìéëßáò�
	Åýñåóç ôñüðùí ìåßùóçò ôùí áðáéôÞ�

	Óêïðüò ôçò ðáñïýóáò åñãáóßáò
	¿ñá ãéá ðåñéóóüôåñï «ìïßñáóìá» \�


	Áíáãíþñéóç ïìéëßáò ìå ôç âïÞèåéá�
	
	Ôï ðñüâëçìá ôçò áíáãíþñéóçò ïìéë�
	Ãëùóóéêü ÌïíôÝëï
	Áêïõóôéêü ÌïíôÝëï

	Ëßãá ëüãéá ãéá ôá ÊñõöÜ Ìáñêïâéá�
	Åßäç ôùí ÇÌÌs
	Óõíå÷Þ ÇÌÌs \(Continuous HMMs\)
	ÄéáêñéôÜ ÇÌÌs \(Discrete HMMs\)

	Óýíôïìç óýãêñéóç óõíå÷þí êáé äéá�

	Åêðáßäåõóç áêïõóôéêþí ìïíôÝëùí H�
	Õëïðïßçóç ôçò äéáäéêáóßá åêðáßä�
	ÌïíôÝëá PTM  \(Phonetically Tied Mixtures\�
	ÌïíôÝëá Genones
	Ôï ìïíôÝëï Discrete-Mixture HMM \(DM-HMM\�
	ÄéáíõóìáôéêÞ êâáíôïðïßçóç - \(Sub�
	Äéáäéêáóßá äçìéïõñãßáò codebooks – Å
	ÌïíôÝëá ìåéãìÜôùí äéáêñéôþí êáô�
	Äéáêñéôïðïßçóç áêïõóôéêþí ìïíôÝ�
	ÅêìÜèçóç ðáñáìÝôñùí DMHMM ìïíôÝëù�
	Ôå÷íéêÞ Ïìáëïðïßçóçò Delta Smoothing



	Ïìáäïðïßçóç äéáêñéôþí êáôáíïìþí
	Åðéóêüðçóç
	ÌåôñéêÝò «áðüóôáóçò» ìåôáîý äýï �
	ÅðéëïãÞ ìåôñéêÞò êáé ïìáäïðïßçó�

	Ôå÷íéêÝò ïìáäïðïßçóçò êáôáíïìþí
	Agglomerative clustering
	ÕðïëïãéóôéêÞ Ðïëõðëïêüôçôá – Áðá�

	Åíáëëáêôéêïß áëãüñéèìïé ïìáäïðï�

	ÐåñéãñáöÞ ðñïóåããßóåùí
	Ïìáäïðïßçóç óå åðßðåäï äéáíõóìá�
	Single pool
	Multiple pools
	Acoustically related pools

	Ïìáäïðïßçóç óå åðßðåäï öýëëïõ \(�
	ÊáôáíïìÝò ìéêñüôåñçò äéÜóôáóçò


	Óõíïøßæïíôáò – Áíáìåíüìåíåò åðéð�

	ÐåéñÜìáôá Åêðáßäåõóçò êáé Áíáãí�
	Åðéóêüðçóç
	Ó÷çìáôéêÞ áíáðáñÜóôáóç ôçò äéáä�
	ÌåôñéêÝò Áðüäïóçò
	CM-HMM Baseline ðåéñÜìáôá
	Äéáêñéôïðïßçóç ôùí óõíå÷þí ìïíô�

	Åíáëëáêôéêüò ôñüðïò åêðáßäåõóçò�
	Discrete Mixture HMM Baseline ðåéñÜìáôá

	ÐåéñÜìáôá Ïìáäïðïßçóçò
	Ïìáäïðïßçóç äéáíõóìáôéêþí êáôáí�
	ÈÝìáôá õëïðïßçóçò
	ÁðïôåëÝóìáôá êáé ðáñáôçñÞóåéò

	Ïìáäïðïßçóç óå åðßðåäï öýëëïõ \(�
	ÈÝìáôá õëïðïßçóçò
	ÁðïôåëÝóìáôá êáé ðáñáôçñÞóåéò


	ÌåëÝôç ìåãÝèïõò ôùí ôåëéêþí ìïíô�
	ÁðïôåëÝóìáôá ùò ðñïò ôçí ôá÷ýôçô�
	ÓõìðåñÜóìáôá

	Âéâëéïãñáößá

