
 

 

ΠΡΟΛΟΓΟΣ  

Τα νευρωνικά δίκτυα, µετά από µια σχεδόν εικοσαετή περίοδο 
ανυποληψίας, γνωρίζουν σήµερα νέα άνθηση σε κάθε τοµέα που 
σχετίζεται µε τη µηχανική γνώσεων. 

Πηγή έµπνευσης για την αρχιτεκτονική των νευρωνικών 
δικτύων αποτελεί η δοµή του ανθρώπινου εγκεφάλου. Τα δίκτυα 
αυτού του είδους περιέχουν έναν αριθµό απλών, συνδεδεµένων 
µεταξύ τους,  µονάδων επεξεργασίας, οι οποίες αποκαλούνται 
νευρώνες. Το βασικό χαρακτηριστικό  των νευρωνικών δικτύων 
είναι ότι οι µονάδες αυτές λειτουργούν ανεξάρτητα και εν 
παραλλήλω, σε αντίθεση µε τους συµβατικούς υπολογιστές, οι 
οποίοι λειτουργούν µε βάση την σειριακή επεξεργασία. 
Παρακάµπτουν έτσι ουσιαστικά, τον περιορισµό που τίθεται από το 
δίαυλο στη ροή των πληροφοριών από και προς τον επεξεργαστή και 
τη µνήµη (γνωστό από τον Von Neuman ως φαινόµενο bottleneck), 
επιτυγχάνοντας µεγάλους ρυθµούς επεξεργασίας µε σχετικά απλά 
δοµικά στοιχεία. 

Ο προσαρµοστικός χαρακτήρας των νευρωνικών δικτύων και η 
ικανότητά τους στην επεξεργασία πληροφοριών οι οποίες περιέχουν 
θόρυβο, οδήγησαν στη χρησιµοποίησή τους σε µία µεγάλη ποικιλία 
εφαρµογών, που χωρίζονται σε τρεις κυρίως κατηγορίες, ανάλογα µε 
τη λειτουργία του νευρωνικού δικτύου. Η πρώτη είναι η αναγνώριση 
µοντέλων (pattern recognition), όπου το δίκτυο προσπαθεί να 
καθορίσει ποια κατηγορία αντιπροσωπεύει καλύτερα µία είσοδο 
αλλοιωµένη από θόρυβο. Η δεύτερη κατηγορία είναι η συσχέτιση 
(association), όπου στο δίκτυο δίνεται ένα τµήµα της εισόδου και 
αυτό πρέπει να παράγει το ολοκληρωµένο µοντέλο. Τέλος, η τρίτη 
κατηγορία ειναι η ταξινόµηση (classification), όπου το δίκτυο 
προσπαθεί να ταξινοµήσει σε οµάδες τις εισόδους που του δίνονται. 

Στην τελευταία αυτή κατηγορία εντάσσονται δύο 
σηµαντικότατα προβλήµατα του χρηµατοοικονοµικού τοµέα, αυτό 
της πρόβλεψης πτώχευσης και αυτό της πρόβλεψης επενδυτικού 
ενδιαφέροντος µετοχών. Τα προβλήµατα αυτά έχουν προσελκύσει 



 

 

εδώ και αρκετά χρόνια το ενδιαφέρον πολλών ερευνητών, οι οποίοι 
χρησιµοποίησαν κυρίως διάφορες στατιστικές τεχνικές. Η 
επιτυχηµένη όµως εφαρµογή µεθόδων τεχνητής νοηµοσύνης σε 
άλλους επιστηµονικούς τοµείς, όπου επίσης κυριαρχούσε η 
στατιστική, αναµενόµενο ήταν να οδηγήσει σε µία προσπάθεια 
προσέγγισης των συγκεκριµένων προβληµάτων µε βάση τα 
νευρωνικά δίκτυα. 

Στη συγκεκριµένη διπλωµατική εργασία χρησιµοποιήθηκαν 
νευρωνικά δίκτυα, τα οποία εκπαιδεύτηκαν µε τον αλγόριθµο της 
προς τα πίσω διάδοσης (backpropagation) που αποτελεί έναν 
ευρύτατα διαδεδοµένο εκπαιδευτικό αλγόριθµο γενικής χρήσης. Γι' 
αυτό το λόγο θεωρήθηκε χρήσιµο, µετά από µία σύντοµη ιστορική 
ανασκόπηση των νευρωνικών δικτύων, να αναπτυχθεί εκτενώς τόσο 
ο τρόπος λειτουργίας, όσο και η µαθηµατική βάση του αλγορίθµου 
αυτού. 

Με τη χρήση του κατάλληλου λογισµικού, το οποίο και 
παρουσιάζεται ξεχωριστά, τα δίκτυα προσοµοιώθηκαν σε έναν 
υπολογιστή 386DX-40MHz. Η επιλογή του κατάλληλου δικτύου για 
την κάθε εφαρµογή (πτώχευση επιχειρήσεων - αξιολόγηση µετοχών) 
πραγµατοποιήθηκε µετά από αλλεπάλληλες δοκιµές δικτύων και 
µελέτης της αξιοπιστίας τους (ποσοστό επιτυχούς ταξινόµησης κατά 
τον έλεγχο). Σε κάθε εφαρµογή παρουσιάζεται αναλυτικά  η 
προεπεξεργασία των στοιχείων (µετατροπή τους σε µορφή 
κατάλληλη για είσοδο στο δίκτυο), όπως επίσης η διαδικασία 
εκπαίδευσης και τα αποτελέσµατα που προκύπτουν από τον έλεγχο 
του αντίστοιχου δικτύου. 

Οι ικανότητες που επέδειξαν τα νευρωνικά δίκτυα στην 
αντιµετώπιση των παραπάνω προβληµάτων, µας κάνουν να 
πιστεύουµε ότι πρόκειται για έναν ελπιδοφόρο κλάδο της τεχνητής 
νοηµοσύνης και ελπίζουµε ότι αυτή η διπλωµατική εργασία θα 
αποτελέσει το έναυσµα για την περαιτέρω διερεύνηση των 
δυνατοτήτων τους. 



 

 

 E Ι Σ Α ΓΩΓΗ  

Τα τελευταία 40 χρόνια έχει πραγµατοποιηθεί µεγάλη πρόοδος 
στον τοµέα της τεχνητής νοηµοσύνης προς την κατεύθυνση της 
εξοµοίωσης της ανθρώπινης συλλογιστικής. Παρ' όλα αυτά τα 
εργαλεία της ΤΝ περιορίζονται κυρίως στην σειριακή επεξεργασία 
και σε ορισµένες µόνο αναπαραστάσεις γνώσεων και λογικής. Μία 
διαφορετική προσέγγιση στα συστήµατα τεχνητής νοηµοσύνης 
απαιτεί την κατασκευή υπολογιστών των οποίων οι αρχιτεκτονικές 
και οι ικανότητες επεξεργασίας θα µιµούνται τα χαρακτηριστικά 
επεξεργασίας του εγκεφάλου. Τα αποτελέσµατα µπορεί να είναι η 
βασισµένη σε µαζική παράλληλη επεξεργασία αναπαράσταση 
γνώσεων, η γρήγορη ανάκτηση µεγάλων ποσοτήτων πληροφορίας 
και η ικανότητα αναγνώρισης δοµών (patterns) µε βάση την 
εµπειρία. Η τεχνολογία που επιχειρεί την επίτευξη όλων αυτών 
λέγεται neural computing ή τεχνητά νευρωνικά δίκτυα (Αrtificial 
Νeural Νetworks). 
       Τα τεχνητά νευρωνικά δίκτυα (ΤΝ∆) είναι µία τεχνολογία 
διαχείρισης της πληροφορίας εµπνευσµένη από τις µελέτες του 
εγκεφάλου και του νευρικού συστήµατος. Ύστερα από µία περίοδο 
δυσµένειας τη δεκαετία του '70, το πεδίο των νευρωνικών δικτύων 
γνώρισε µία δραστική ανανέωση του ενδιαφέροντος στα τέλη της 
δεκαετίας του '80, λόγω της ανάγκης για επεξεργασία πληροφοριών 
αντίστοιχη µε αυτή του εγκεφάλου, των εξελίξεων στη τεχνολογία 
των υπολογιστών και της προόδου της νευρωνικής (neuroscience) 
προς την κατεύθυνση της καλύτερης κατανόησης των µηχανισµών 
του εγκεφάλου. Σήµερα τα νευρωνικά δίκτυα, αν και αρχικά ήταν 
προσανατολισµένα προς την ιατρική έρευνα, συµπληρώνουν ή και 
αντικαθιστούν τα στατιστικά και συµβατικά έµπειρα συστήµατα 
(expert systems) στη διαδικασία λήψης οικονοµικών αποφάσεων, 
αλλά και σε άλλα πεδία εφαρµογών, λόγω των πλεονεκτηµάτων που 
προσφέρουν, τόσο σε επίπεδο χαρακτηριστικών όσο και σε 
απόδοση.  

 



 

 

Η  Ι Σ ΤΟΡ Ι Α  ΤΩΝ  ΝΕΥΡΩΝ ΙΚΩΝ  ∆ ΙΚΤΥΩΝ  

Το Βιολογικό Πρότυπο 
Αρχικά, απαραίτητη κρίνεται µια αναφορά στα βιολογικά 

νευρωνικά δίκτυα, των οποίων τη δοµή προσπαθούν να αντιγράψουν 
τα αντίστοιχα τεχνητά. Ο ανθρώπινος εγκέφαλος, όπως και αυτός 
των ζώων, αποτελείται από κύτταρα τα οποία ονοµάζονται 
νευρώνες. Η µοναδικότητα αυτών των κυττάρων έγκειται στο 
γεγονός ότι δεν πεθαίνουν ποτέ, σε αντίθεση  µε όλα τα άλλα 
κύτταρα τα οποία αφού αναπαράγονται έτσι ώστε να 
αντικατασταθούν, στη συνέχεια πεθαίνουν. Σε αυτό ακριβώς το 
φαινόµενο είναι πολύ πιθανό να οφείλεται η ικανότητά µας να 
συγκρατούµε πληροφορίες. Σύµφωνα µε εκτιµήσεις ο αριθµός των 
νευρώνων στον ανθρώπινο εγκέφαλο υπερβαίνει τα εκατό 
δισεκατοµµύρια, ενώ είναι γνωστά πάνω από εκατό διαφορετικά 
είδη νευρώνων. Οι νευρώνες λειτουργούν κατά οµάδες οι οποίες 
ονοµάζονται δίκτυα, σε κάθε ένα από τα οποία περιέχονται χιλιάδες 
από αυτούς µε υψηλό ποσοστό διασύνδεσης. Έτσι ο εγκέφαλος 
µπορεί να θεωρηθεί ως ένα σύνολο από νευρωνικά δίκτυα. Τµήµα 
ενός τέτοιου δικτύου που αποτελείται από δύο κύτταρα 

παρουσιάζεται στο παρακάτω σχήµα. Το κάθε κύτταρο περιέχει στο 



 

 

κέντρο του έναν πυρήνα και δέχεται εισόδους µέσω των δενδριτών 
ενώ αποστέλλει σήµατα (εξόδους)  στους άλλους νευρώνες µέσω 
των αξόνων. Παρατηρούµε ότι οι απολήξεις του άξονα του Νευρώνα 
1 συγχωνεύονται µε τους δενδρίτες του Νευρώνα 2. Τα διάφορα 
σήµατα µπορούν να µεταφέρονται είτε αµετάβλητα, είτε µέσω των 
συνάψεων οι οποίες έχουν την ικανότητα να αυξάνουν ή να 
µειώνουν την ισχύ της σύνδεσης, διεγείροντας ή περιορίζοντας 
αντίστοιχα την λειτουργία του ακόλουθου νευρώνα. 

Οι τεχνητοί νευρώνες είναι ανάλογοι προς τους βιολογικούς. 
∆έχονται σήµατα-εισόδους και αποστέλλουν σήµατα-εξόδους, όπως 
αντίστοιχα οι βιολογικοί νευρώνες δέχονται ηλεκτροχηµικούς 
παλµούς  µέσω των δενδριτών και στέλνουν σήµατα σε άλλους 
νευρώνες µέσω των αξόνων. Αυτά τα τεχνητά σήµατα-έξοδοι 
µπορούν να υποστούν αλλαγές παρόµοιες µε αυτές που 
πραγµατοποιούνται στις συνάψεις. Παρ' όλα αυτά πρέπει να γίνει 
κατανοητό ότι τα νευρωνικά υπολογιστικά µοντέλα απλώς 
δανείζονται κάποια 
χαρακτηριστικά των βιολογικών 
συστηµάτων, από τα οποία στην 
πραγµατικότητα απέχουν αρκετά, 
λόγω κυρίως της πληθώρας 
αναπάντητων ερωτηµάτων γύρω 
από την λειτουργία του 
εγκεφάλου. 

Τα Χαρακτηριστικά των 
Νευρωνικών ∆ικτύων 

Εξετάζονται τώρα τα 
συστατικά µέρη και η δοµή ενός νευρωνικού δικτύου. Όπως 
αναφέρθηκε τα δίκτυα αυτά αποτελούνται από τεχνητούς νευρώνες 
που είναι τα στοιχεία επεξεργασίας και που συχνά αναφέρονται ως 
µονάδες ή κόµβοι. Ο κάθε ένας από αυτούς µπορεί να διαθέτει 
πολλές εισόδους, τα στοιχεία των οποίων επεξεργάζεται και παράγει 
ένα και µόνο αποτέλεσµα. Τα στοιχεία στις εισόδους µπορεί να είναι 
µη επεξεργασµένα αλλά µπορεί και να αποτελούν  εξόδους άλλων 
νευρώνων. Οµοίως µία έξοδος µπορεί να αποτελεί το τελικό 



 

 

αποτέλεσµα ή µπορεί να χρησιµεύει ως είσοδος σε κάποιον άλλο 
νευρώνα. Οι νευρώνες είναι κατανεµηµένοι σε επίπεδα (βλ. σχήµα 
προηγούµενης σελίδας) από τα οποία το πρώτο ονοµάζεται επίπεδο 
εισόδου, το τελευταίο επίπεδο εξόδου ενώ όλα τα ενδιάµεσα 
ονοµάζονται κρυφά επίπεδα (hidden layers). Παρόµοια µε τα 
βιολογικά δίκτυα ένα ΤΝ∆ µπορεί να οργανωθεί µε πολλούς 
διαφορετικούς τρόπους (τοπολογίες), δηλαδή οι νευρώνες µπορεί να 
συνδέονται ποικιλοτρόπως µε αποτέλεσµα να διαφέρει και η µορφή 
του δικτύου. Κατά την διάρκεια της επεξεργασίας της πληροφορίας 
πολλοί από τους νευρώνες πραγµατοποιούν τους υπολογισµούς τους 
ταυτόχρονα. Αυτή η παράλληλη επεξεργασία είναι παρόµοια µε τον 
τρόπο που λειτουργεί ο εγκέφαλος και έρχεται σε αντίθεση µε την 
σειριακή επεξεργασία των παραδοσιακών υπολογιστών. 

Αφού καθοριστεί η δοµή του δικτύου, µπορεί να αρχίσει η 
επεξεργασία των  πληροφοριών. Τα κύρια στοιχεία που συµµετέχουν 
στην επεξεργασία είναι: 

α) Οι είσοδοι. Κάθε είσοδος αντιστοιχεί σε ένα ορισµένο 
χαρακτηριστικό (attribute). Αν για παράδειγµα το πρόβληµα αφορά 
στην έγκριση ή απόρριψη ενός δανείου, ένα χαρακτηριστικό θα 
µπορούσε να είναι το µέγεθος του εισοδήµατος ή η ιδιοκτησία ενός 
σπιτιού. Η τιµή του καταχώρησης είναι η είσοδος του δικτύου. Παρ' 
όλο που τα στοιχεία των εισόδων δίνονται αριθµητικά, σε ορισµένες 
εφαρµογές είναι δυνατόν οι αριθµοί να αντιπροσωπεύουν ποιοτικά 
στοιχεία όπως τα "ναι", "όχι", "επιτυχής", "ανεπιτυχής", κτλ. 

β) Οι έξοδοι. Η έξοδος του δικτύου είναι η λύση σε κάποιο 
πρόβληµα. Στην περίπτωση της αίτησης για δάνειο µπορεί να είναι 
"ναι" ή "όχι". Οι απαντήσεις του δικτύου εκφράζονται πάντα σε 
αριθµητική µορφή πχ. +1 για το "ναι" και 0 για το "όχι". 

γ) Τα βάρη. Βασικές παράµετροι σε ένα ΤΝ∆, τα βάρη 
εκφράζουν τη σχετική ισχύ ή µαθηµατική αξία των αρχικά 
εισαγοµένων στοιχείων ή των διαφόρων συνδέσεων που µεταφέρουν 
τα στοιχεία µεταξύ των επιπέδων. Με άλλα λόγια τα βάρη 
εκφράζουν τη σχετική σπουδαιότητα κάθε εισόδου για κάποιο 
νευρώνα και ο ρόλος τους στο δίκτυο είναι αποφασιστικής σηµασίας 
διότι η εκπαίδευση του τελευταίου επιτυγχάνεται µέσω διαδοχικών 
ρυθµίσεών τους. 



 

 

Στη λειτουργία ενός ΤΝ∆ υπεισέρχονται δύο βασικές 
συναρτήσεις. Η πρώτη είναι η αθροιστική συνάρτηση (summation 
function) η οποία υπολογίζει το σταθµισµένο µέσο όλων των 
εισόδων σε κάθε νευρώνα. Συγκεκριµένα, η αθροιστική συνάρτηση 
πολλαπλασιάζει τις τιµές των εισόδων (Xs) µε τα βάρη (Ws) και τα 
προσθέτει για να προκύψει το σταθµισµένο άθροισµα Y. Για Ν 
εισόδους i που εισέρχονται στο νευρώνα j έχουµε: 

    Õ XWj i ij
j

n
= ∑  

Η αθροιστική συνάρτηση υπολογίζει το εσωτερικό επίπεδο 
ενεργοποίησης του νευρώνα (γι' αυτό το λόγο ορισµένες φορές 
ονοµάζεται συνάρτηση ενεργοποίησης). Από το επίπεδο αυτό 
εξαρτάται το αν ο νευρώνας θα παράγει κάποια έξοδο ή όχι. Η σχέση 
µεταξύ του εσωτερικού επιπέδου ενεργοποίησης και της εξόδου 
µπορεί να είναι γραµµική ή µη γραµµική. Τέτοιες σχέσεις 
εκφράζονται από µία συνάρτηση µετασχηµατισµού ή  µεταφοράς 
(transfer function) που είναι η δεύτερη βασική συνάρτηση. 
Υπάρχουν πολλές συναρτήσεις αυτού του είδους και η επιλογή µίας 
συγκεκριµένης καθορίζει και τη λειτουργία του δικτύου. Μία πολύ 
δηµοφιλής µη γραµµική συνάρτηση µεταφοράς είναι η σιγµοειδής: 

    Y
eT y

=
+ −

1
1

 

όπου Y(t) είναι η µετασχηµατισµένη ή αλλιώς 
κανονικοποιηµένη τιµή του Y. 

 Σκοπός αυτού του µετασχηµατισµού είναι η προσαρµογή του 
µεγέθους των εξόδων σε κάποια όρια π.χ. µεταξύ 0 και 1. Αυτός ο 
µετασχηµατισµός συντελείται προτού η έξοδος φτάσει στο επόµενο 
επίπεδο και χωρίς την ύπαρξή του η έξοδος θα µπορούσε να ήταν 
πολύ µεγάλη, ιδίως σε περιπτώσεις µε µεγάλο αριθµό επιπέδων. 
Ορισµένες φορές αντί για µία συνεχή συνάρτηση µετατόπισης 
χρησιµοποιείται ένας ανιχνευτής κατωφλίου (threshold detector). 
Έτσι, για παράδειγµα, κάθε τιµή µικρότερη ή ίση µε 0.5 
µετατρέπεται σε 0, ενώ κάθε τιµή µεγαλύτερη του 0.5 σε 1. Ο 
µετασχηµατισµός µπορεί να πραγµατοποιείται είτε στην έξοδο κάθε 
νευρώνα ή στη τελική έξοδο του δικτύου. Στο παρακάτω σχήµα 



 

 

δίνεται ένα παράδειγµα νευρώνα ο οποίος χρησιµοποιεί µία 
σιγµοειδή συνάρτηση µεταφοράς: 

 

  

X1 = 3

X2 = 1

X3 = 2

W1 = ,2

W2 = ,4

W3 = ,1

N y = ,77

 
 
 Παρατηρούµε ότι η αθροιστική συνάρτηση δίνει: 
   y = 3(0,2)  + 1(0,4) + 2(0,1) = 1,2 

 ενώ το αποτέλεσµα της σιγµοειδούς είναι 

   Y
eT = +

=
−

1
1

0 77
1,2

,  

Ο Τρόπος Μάθησης του ∆ικτύου 
 Ένα ΤΝ∆ µαθαίνει από τα λάθη του. Η συνήθης διαδικασία της 

εκµάθησης (ή αλλιώς εκπαίδευσης) περιλαµβάνει τρία βήµατα: 
1. Υπολογισµός των εξόδων. 
2. Σύγκριση των εξόδων µε τις επιθυµητές απαντήσεις. 
3. Ρύθµιση των βαρών και επανάληψη της διαδικασίας. 
 Η εκπαίδευση του δικτύου συνήθως αρχίζει θέτοντας τυχαία 

βάρη. Η διαφορά µεταξύ της επιτυγχανόµενης εξόδου (Υ ή ΥΤ) και 
της επιθυµητής (Ζ) ονοµάζεται ∆. Ο αντικειµενικός στόχος είναι η 
ελαχιστοποίηση του ∆ ή, ακόµα καλύτερα, η µείωσή του στο 0. Η 
µείωση αυτή επιτυγχάνεται διαφοροποιώντας βηµατικά τα βάρη. Ο 
τρόπος που υπολογίζεται το σφάλµα εξαρτάται από τον αλγόριθµο 
εκµάθησης (learning algorithm) που χρησιµοποιείται. Σήµερα είναι 
διαθέσιµοι πάνω από εκατό τέτοιοι αλγόριθµοι, οι οποίοι 
ονοµάζονται και παραδείγµατα (paradigms). ∆ιακρίνονται σε δύο 
κύριες κατηγορίες ανάλογα µε το αν οι είσοδοι εκφράζονται σε 
δυαδική µορφή (µηδενικά και µονάδες) ή οι τιµές τους είναι 
συνεχείς.  Κάθε µία από αυτές τις κατηγορίες µπορεί να χωρισθεί 
παραπέρα σε δύο άλλες βασικές υποκατηγορίες, αυτή µε 
εποπτούµενη εκµάθηση (supervised learning) και αυτή µε τη µη 
εποπτούµενη εκµάθηση (unsupervised learning).  



 

 

Στην εκµάθηση µε επίβλεψη χρησιµοποιούνται οµάδες εισόδων 
για τις οποίες οι επιθυµητές έξοδοι είναι γνωστές. Από εκεί και πέρα, 
είτε η διαφορά µεταξύ της επιθυµητής και της πραγµατικής εξόδου 
χρησιµοποιείται για την πραγµατοποίηση διορθώσεων στα βάρη του 
δικτύου, είτε το δίκτυο ρυθµίζει τα βάρη ελέγχοντας απλώς κάθε 
φορά αν η έξοδος που προκύπτει είναι η επιθυµητή. Εποπτούµενη 
εκµάθηση χρησιµοποιούν τα δίκτυα της προς τα πίσω διάδοσης 
(back-propagation), το δίκτυο Hopfield κ.α. 

 Στην εκµάθηση χωρίς εποπτεία δίνονται µόνο οι είσοδοι στο 
δίκτυο το οποίο αυτοσυγκροτείται (self-organizing), δηλαδή 
οργανώνεται εσωτερικά κατά τέτοιο τρόπο ώστε κάθε νευρώνας των 
κρυφών επιπέδων να ανταποκρίνεται σε ένα ορισµένο είδος 
ερεθίσµατος/εισόδου (input stimuli). ∆ε δίνεται καµία πληροφορία 
για το ποιες ταξινοµήσεις (έξοδοι) είναι σωστές και αυτές που 
προκύπτουν από το δίκτυο µπορεί να έχουν κάποιο νόηµα για το 
άτοµο που εκπαιδεύει το δίκτυο ή όχι. Πρέπει λοιπόν στο τέλος τα 
αποτελέσµατα να εξετάζονται από κάποιον άνθρωπο ο οποίος 
καθορίζει το νόηµα καθώς και τη χρησιµότητά τους. Παραδείγµατα 
αυτού του τύπου εκµάθησης είναι η θεωρία προσαρµοστικής 
αιτιολόγησης (adaptive reasonance theory) και τα 
αυτοσυγκροτούµενα διαγράµµατα αντιστοίχισης χαρακτηριστικών 
Kohonen ( Kohonen self-organizing feature maps). 

  Ας εξετάσουµε τώρα µέσω ενός παραδείγµατος το τρόπο που 
µαθαίνει ένα δίκτυο. Έστω ότι έχουµε ένα µόνο νευρώνα ο οποίος 
εκπαιδεύεται στην εκτέλεση της µη αποκλειστικής OR λειτουργίας 
(inclusive OR operation). Στην είσοδο υπάρχουν δύο νευρώνες Χ1 
και Χ2. Σύµφωνα µε τη λειτουργία OR, αν οι δυο τους ή ο ένας έστω 
από αυτούς παίρνει θετικές τιµές τότε το αποτέλεσµα είναι επίσης 
θετικό. Αυτό φαίνεται καλύτερα στον παρακάτω πίνακα: 

 
 
 
 
 



 

 

Είσοδοι  Επιθυµητ
ά 
Αποτελέσµατα 

X1 X2  
0 0 0 
0 1 1 
1 0 1 
1 1 1 

 
 Ο νευρώνας πρέπει να εκπαιδευτεί ώστε να αναγνωρίζει τις 

εισόδους και να δίνει τα αντίστοιχα αποτελέσµατα. Η διαδικασία 
που ακολουθείται είναι να παρουσιάζεται η ακολουθία των 
τεσσάρων εισόδων στο νευρώνα έτσι ώστε τα βάρη να ρυθµίζονται 
από τον υπολογιστή µετά από κάθε επανάληψη. Αυτή η διαδικασία 
επαναλαµβάνεται έως ότου τα βάρη συγκλίνουν σε ένα σύνολο 
τιµών που επιτρέπει στο νευρώνα να ταξινοµεί σωστά κάθε µία από 
τις εισόδους. Τα αποτελέσµατα που προκύπτουν δίνονται στον 
Πίνακα 1.1 (τιµές παραµέτρων : α = 0,2 και κατωφλίου = 0,5). 

 Σ' αυτό το απλό παράδειγµα χρησιµοποιείται µία βηµατική 
συνάρτηση (step function) για τον υπολογισµό του αθροίσµατος των 
τιµών των εισόδων. Μετά τον υπολογισµό των τιµών των εξόδων, το 
σφάλµα ∆ µεταξύ αυτών των τιµών και των επιθυµητών 
χρησιµοποιείται για την αλλαγή των βαρών κατά τέτοιο τρόπο ώστε 
να ενισχύονται τα σωστά αποτελέσµατα. Τα καινούρια βάρη 
προκύπτουν από τη σχέση: 

      Wi(τελικό) = Wi(αρχικό) + a∆Χi 
όπου ∆ = Ζ - Υ και a µία παράµετρος που καθορίζει πόσο 

γρήγορα πραγµατοποιείται η εκπαίδευση και η οποία ονοµάζεται 
σταθερά µάθησης (learning constant).  

 



 

 

 
 Όπως φαίνεται από τον πίνακα, κάθε υπολογισµός 

χρησιµοποιεί ένα από τα ζευγάρια Χ1 και Χ2 και την αντίστοιχη 
τιµή για την λειτουργία OR µαζί µε τα αρχικά βάρη W1 και W2. Το 
∆ χρησιµεύει στον υπολογισµό των τελικών βαρών, τα οποία στη 
συνέχεια γίνονται αρχικά βάρη για το επόµενο επίπεδο. Η τιµή 
κατωφλίου (threshold value) είναι µία άλλη παράµετρος που δίνει 
στην έξοδο Υ της επόµενης γραµµής τη τιµή 1 αν το σταθµισµένο 
(weighted) άθροισµα των εισόδων είναι µεγαλύτερο του 0.5, 
ειδάλλως το Υ γίνεται 0. Αρχικά στα βάρη δίνονται αυθαίρετες 
τιµές. Παρατηρούµε ότι κατά την πρώτη επανάληψη δύο από τα 
τέσσερα αποτελέσµατα είναι λανθασµένα (∆=1) και δεν έχουν 
βρεθεί ακόµα τα κατάλληλα βάρη. Στις επόµενες επαναλήψεις ο 
αλγόριθµος εκµάθησης βελτιώνει τα αποτελέσµατα ώσπου τελικά 
προκύπτει ένα σύνολο βαρών που δίνει τις επιθυµητές εξόδους. Από 
εδώ και πέρα ο νευρώνας µε αυτά τα βάρη µπορεί να εκτελεί 
ταχύτατα τη λειτουργία OR. 

Πίνακας 1.1 
                                               Aρχικά                     Τελικά 
Επανάληψη     Χ1    Χ2    Ζ    W1    W2    Y    ∆     W1    

W2 
        1              0       0      0     0,1    0,3     0   0,0   0,1     0,3 
                       0       1      1     0,1    0,3     0   1,0   0,1     0,5 
                       1       0      1     0,1    0,5     0   1,0   0,3     0,5 
                       1       1      1     0,3    0,5     1   0,0   0,3     0,5 
       2              0       0      0     0,3    0,5     0   0,0   0,3     0,5 
                       0       1      1     0,3    0,5     0   1,0   0,3     0,7 
                       1       0      1     0,3    0,7     0   1,0   0,5     0,7 
                       1       1      1     0,5    0,7     1   0,0   0,5     0,7 
       3              0       0      0     0,5    0,7     0   0,0   0,5     0,7 
                       0       1      1     0,5    0,7     1   0,0   0,5     0,7 
                       1       0      1     0,5    0,7     0   1,0   0,7     0,7 
                       1       1      1     0,7    0,7     1   0,0   0,7     0,7 
       4              0       0      0     0,7    0,7     0   0,0   0,7     0,7 
                       0       1      1     0,7    0,7     1   0,0   0,7     0,7 
                       1       0      1     0,7    0,7     1   0,0   0,7     0,7 
                       1       1      1     0,7    0,7     1   0,0   0,7     0,7 



 

 

 



 

 

Η  ΕΞΕΛ Ι ΞΗ  ΤΩΝ  ΝΕΥΡΩΝ ΙΚΩΝ  ∆ ΙΚΤΥΩΝ  

Ο Νευρώνας των McCullock-Pitts 
Η ιστορία των νευρωνικών δικτύων ξεκινάει αρκετά χρόνια 

πριν και συγκεκριµένα το 1943 µ' ένα άρθρο των Warren S. 
McCullock και Walter Pitts πάνω στην λειτουργία του εγκεφάλου. 
Στο άρθρο αυτό, που αποτέλεσε το έναυσµα για την προσπάθεια 
κατασκευής υπολογιστικών 
συστηµάτων επεξεργασίας 
πληροφορίας που θα βασίζονταν στην 
λειτουργία του ανθρώπινου 
εγκεφάλου, οι δύο ερευνη-τές 
υποστήριζαν ότι ο εγκέφαλος υπήρχε 
ως ένα σύνολο αλληλοεπιδρώντων 
τµηµάτων (νευρώνες), οι συνδέσεις 
των οποίων καθόριζαν και την 
λειτουργία του. Οι McCullock και 
Pitts ήταν µάλιστα οι πρώτοι που 
παρουσίασαν έναν τύπο νευρώνα (βλέπε παραπάνω σχήµα), ο 
οποίος αποτελεί µέχρι και σήµερα την βάση για τα περισσότερα 
νευρωνικά δίκτυα. Η ιδέα στην οποία βασίζεται είναι εξαιρετικά 
απλή. Ο νευρώνας υπολογίζει το σταθµισµένο µέσο Ι των σηµάτων 
εισόδου και τον συγκρίνει µε µία τιµή κατωφλίου Τ. Αν το Ι είναι 
µεγαλύτερο ή ίσο του Τ η έξοδος του νευρώνα είναι +1, ενώ αν είναι 
µικρότερο η  έξοδος είναι -1. Οι εξισώσεις λοιπόν που διέπουν τη 
λειτουργία του νευρώνα είναι οι παρακάτω: 

    I w xi i
i

n
=

=
∑

1
 

όπου wi και xi είναι οι συνιστώσες του διανύσµατος του 
βάρους και της εισόδου αντίστοιχα και y είναι η έξοδος του 
νευρώνα. Η τιµή κατωφλίου Τ είναι η ελάχιστη δραστηριότητα 
(activity) που απαιτείται για να προκύψει από το νευρώνα έξοδος 
θετική. 



 

 

Η Μάθηση του Hebb 
Το 1949 ο ψυχολόγος Donald Hebb περιέγραψε τις αλλαγές 

που διαδραµατίζονται στον εγκέφαλο, σε κυτταρικό επίπεδο, κατά 
τη διάρκεια της µάθησης. Σύµφωνα µε τη θεωρία του, οι νευρώνες 
συνδεόνται  κατάλληλα µεταξύ τους µέσω αυτοσυγκρότησης και η 
χρησιµοποίηση των υπαρχόντων "µονοπατιών" ενισχύουν τις 
συνδέσεις των νευρώνων. ∆ηλαδή όταν ένας νευρώνας διεγείρει 
έναν άλλο νευρώνα τη στιγµή που ο τελευταίος είναι ενεργός, η 
σύνδεση µεταξύ τους ισχυροποιείται. Η πρώτη προσπάθεια 
µοντελοποίησης της λεγόµενης "µάθησης του Hebb" 
πραγµατοποιήθηκε τη δεκαετία του '50, κατά την οποία είχαν 
αρχίσει να διαδίδονται οι ψηφιακοί υπολογιστές. Τότε διαπιστώθηκε 
ότι ο νόµος που διετύπωσε ο Hebb ήταν ατελής και ανεπαρκής για 
να χρησιµέψει στην κατασκευή ενός υπολογιστικού µοντέλου. Αυτά 
τα προβλήµατα γίνονται προφανή όταν ο νόµος του Hebb γραφεί µε 
τη µορφή προγράµµατος υπολογιστή, όπως παρακάτω: 

για κάθε βήµα t 
{ 
  υπολόγισε τη δραστηριότητα του Α 
  υπολόγισε τη δραστηριότητα του Α που λαµβάνει ο Β 
  υπολόγισε τη δραστηριότητα του Β 
  αν η δραστηριότητα του Β > 0 και η δραστηριότητα του  

  Α που λαµβάνει ο Β > 0 τότε ενίσχυσε τη σύνδεση από 
τον    Α στον Β 

} 
(Στο επόµενο σχήµα, παρουσιάζεται το δίκτυο στο οποίο 

αναφέρεται ο προηγούµενος ψευδοκώδικας.) 



 

 

Έτσι, ο νόµος του 
Hebb δεν διευκρινίζει ούτε 
το πόσο πρέπει η σύνδεση 
να ενισχυθεί, ούτε το πως 
υπολογίζεται η 
δραστηριότητα για των 
δύο νευρώνων και 
επιπλέον, επιτρέπει µόνο 
την αύξηση της ισχύς των 
συνδέσεων χωρίς τη 
δυνατότητα µείωσης (στην 
περίπτωση των 
νευρωνικών δικτύων αυτό 
συνεπάγεται βάρη 
συνδέσεων που θα 
αυξάνονται χωρίς όρια). 
Χρειάστηκε να 
επαναδιατυπωθεί ο νόµος του Hebb, τη δεκαετία του '60, σε µία 
συγκεκριµένη µαθηµατική µορφή από τον Stephen Crossberg, για να 
αποτελέσει τη βάση για ορισµένους αλγόριθµους εκµάθησης που 
χρησιµοποιούνται σήµερα σε νευρωνικά δίκτυα όπως π.χ. το outstar.  

Perceptron και Adaline 
Αν και ήταν οι McCullock και Pitts που καθόρισαν ένα απλό 

µοντέλο νευρώνα που αποτέλεσε τον πρόγονο όλων σχεδόν των 
νευρώνων που χρησιµοποιούνται στα σύγχρονα νευρωνικά δίκτυα,  
ο Frank Rosenblatt ήταν εκείνος που κατάφερε να µετατρέψει το 
νευρώνα τους στο πρώτο εκπαιδεύσιµο νευρωνικό δίκτυο, το οποίο 
ονοµάστηκε perceptron. Ο αλγόριθµος εκπαίδευσής του perceptron, 
που παρουσιάστηκε το 1958, υπήρξε η πρώτη διαδικασία που 
µπορούσε να χρησιµοποιηθεί για την εκπαίδευση ενός δικτύου στην 
εκτέλεση κάποιου σκοπού. Στην συγκεκριµένη περίπτωση ο σκοπός 
αυτός ήταν ο διαχωρισµός δειγµάτων (patterns) σε δύο κατηγορίες. 

Ο κανόνας εκπαίδευσης του Rosenblatt είναι αρκετά απλός και 
έχει ως εξής: 

   wνέο = wπαλιό + βyx 

 



 

 

   +1, αν η απάντηση του perceptron είναι σωστή 
  β =  και 
   -1, αν η απάντηση του perceptron είναι 

λανθασµένη 
όπου w το διάνυσµα βαρών και x το διάνυσµα εισόδου. 
Το 1960 οι ηλεκτρολόγοι µηχανικοί Bernrad Widrow και Ted 

Hoff του Πανεπιστηµίου του Stanford παρουσίασαν το adaline (από 
το adaptive linear element - προσαρµοζόµενο γραµµικό στοιχείο) 
που αποτελεί την πρώτη εκπαιδευόµενη υπό επίβλεψη διάταξη. Το 
adaline εφαρµόστηκε στο πρόβληµα ταξινόµησης δειγµάτων σε δύο 
κατηγορίες, κάνοντας χρήση µίας τεχνικής ελαχίστου σφάλµατος. Η 
ιδέα πίσω από αυτή τη τεχνική είναι ότι το σύστηµα, το οποίο πρέπει 
να προσαρµόζεται στις αλλαγές του προβλήµατος, αποκλείεται να 
κατηγοροποιεί πάντοτε σωστά όλα τα δείγµατα, οπότε η συνολική 
του απόδοση κρίνεται µε βάση κάποιο συνολικό σφάλµα, το οποίο 
πρέπει να ελαχιστοποιεί το σύστηµα. Ένας καλός δείκτης αυτού του 
συνολικού σφάλµατος είναι το µέσο τετραγωνικό σφάλµα, το οποίο 
υπολογίζεται υψώνοντας στο τετράγωνο το σφάλµα για κάθε δείγµα, 
προσθέτοντας τις αντίστοιχες τιµές για όλα τα δείγµατα και 
πέρνοντας στη συνέχεια το µέσο όρο για να εκτιµηθεί πόσο κοντά 
είναι η απόκριση του συστήµατος στη σωστή απάντηση. Ο λόγος 
που πρέπει να υψώνονται τα σφάλµατα στο τετράγωνο είναι για να 
µην αλληλοεξουδετερώνονται οι  αρνητικές µε τις θετικές τιµές.  

Το adaline έχει µία διπολική έξοδο, δηλαδή µία έξοδο που 
παίρνει είτε τη τιµή +1 είτε τη τιµή -1, η οποία ουσιαστικά είναι 
ισοδύναµη µε την δυαδική έξοδο, έχοντας απλώς το πλεονέκτηµα 
της συµµετρίας γύρω από το 0 που είναι µαθηµατικά προτιµότερο 
για θεωρητικούς λόγους. Όταν η σταθµισµένη είσοδος είναι 
µεγαλύτερη του 0 η έξοδος γίνεται +1, ενώ όταν η σταθµισµένη 
είσοδος είναι µικρότερη ή ίση µε το 0 η έξοδος είναι -1. Συνήθως, σε 
κάθε µία από αυτές τις τιµές της εξόδου αντιστοιχίζεται  και µία 
κατηγορία διαχωρισµού. Στο παρακάτω σχήµα παρουσιάζεται ένα 
απλής µορφής adaline µε δισδιάστατο διάνυσµα εισόδου. 

Για κάθε δείγµα παρουσιάζεται στο adaline ένα διάνυσµα 
εισόδου x και αυτό υπολογίζει τη συνολική είσοδο παίρνοντας το 
σταθµισµένο άθροισµα: 
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Όπως και 

προηγουµένως τα xi,wi 
συµβολίζουν τις συνιστώσες 
των διανυσµάτων εισόδου 
και βάρους αντίστοιχα. Αν το 
Ι είναι µεγαλύτερο του 
µηδενός, το adaline δίνει ως 
έξοδο +1 που σηµαίνει ότι το 
δείγµα εισόδου ανήκει π.χ. στην κατηγορία Α, ενώ αν το Ι είναι 
µικρότερο ή ίσο του µηδενός, η έξοδος είναι -1 και το δείγµα ανήκει 
στην κατηγορία Β. Αυτή η κατηγοριοποίηση, που προκύπτει µε 
βάση την τιµή της εξόδου, συγκρίνεται µε την επιθυµητή 
κατηγοριοποίηση και στη συνέχεια υπολογίζεται το σφάλµα του 
adaline για το συγκεκριµένο δείγµα από τη σχέση 

Σφάλµα = (επιθυµητή έξοδος)  - (πραγµατική έξοδος) 
Είναι προφανές ότι το σφάλµα µπορεί να πάρει µόνο τις τιµές 

+2, -2 και 0. Με βάση την τιµή του σφάλµατος πραγµατοποιούνται 
οι απαραίτητες ρυθµίσεις των βαρών στις συνδέσεις της εισόδου. 
Αυτό γίνεται µε την χρησιµοποίηση ενός κανόνα εκµάθησης 
γνωστού ως κανόνα δέλτα ή κανόνα Widrow - Hoff ή κανόνα 
ελαχίστου µέσου τετραγωνικού σφάλµατος (LMS rule). Ο κανόνας 
δέλτα τροποποιεί τα βάρη ως εξής: 

w = w(παλιό) + βΕx / |x|2 
όπου β είναι σταθερά εκµάθησης η οποία κυµαίνεται µεταξύ 0 

και 1, Ε το σφάλµα όπως υπολογίστηκε παραπάνω, x το διάνυσµα 
εισόδου µε συνιστώσες (x1,x2) και w το διάνυσµα βαρών µε 
συνιστώσες (w1,w2). 

Αξίζει να αναφερθεί ότι πολλά από τα σύγχρονα νευρωνικά 
δίκτυα, µεταξύ αυτών και τα backpropagation, χρησιµοποιούν 
κανόνες εκµάθησης που αποτελούν εξελιγµένες µορφές του κανόνα 
δέλτα. Κρίνεται, συνεπώς, χρήσιµο να γίνει µία περαιτέρω 
εµβάθυνση στη δοµή και τη λειτουργία αυτού του κανόνα. Όταν, 



 

 

λοιπόν, εφαρµόζεται το διάνυσµα εισόδου στο νευρώνα του adaline, 
αυτό υπολογίζει τη συνολική είσοδο παίρνοντας το σταθµισµένο 
άθροισµα το οποίο, στη συγκεκριµένη δισδιάστατη περίπτωση, 
είναι: 

Ι = x1w1 + x2w2 
Αυτή όµως είναι και η µέθοδος του Καρτεσιανού συστήµατος 

συντεταγµένων για τον υπολογισµό του εσωτερικού (dot) γινοµένου 
των διανυσµάτων εισόδου και βαρών. Συνεπώς, το σταθµισµένο 
άθροισµα, το οποίο είναι και το συχνότερα χρησιµοποιούµενο στις 
συναρτήσεις µεταφοράς των νευρωνικών δικτύων, ταυτίζεται µε το 
παραπάνω εσωτερικό γινόµενο. Ένας άλλος τρόπος υπολογισµού 
του εσωτερικού γινοµένου είναι µε τη βοήθεια του τύπου: 

x · w = |x| * |w| cosθ 
όπου θ είναι η γωνία 

µεταξύ των διανυσµάτων 
εισόδου και βαρών. 

Το πρόσηµο του 
εσωτερικού γινοµένου σ' 
αυτόν τον τύπο 
εξαρτάταιç µόνο από το 
συνηµίτονο της γωνίας 
µεταξύ των δύο διανυσµάτων. Αυτό, γιατί το µέτρο ενός 
διανύσµατος είναι πάντοτε θετικός αριθµός και έτσι ο µόνος 
παράγοντας στον τύπο που µπορεί να πάρει αρνητική τιµή είναι το 
συνηµίτονο. Από την τριγωνοµετρία είναι γνωστό ότι το συνηµίτονο 
µίας γωνίας είναι θετικό αν αυτή κυµαίνεται µεταξύ -90 και +90 
µοιρών, ενώ είναι αρνητικό αν κυµαίνετε έξω από αυτά τα όρια. 
Κατ' αντιστοιχία, το εσωτερικό γινόµενο δύο διανυσµάτων θα είναι 
θετικό αν η γωνία τους είναι µικρότερη των 90 µοιρών και θα είναι 
αρνητικό αν αυτή είναι µεγαλύτερη των 90 µοιρών. 

Με βάση αυτήν την ανάλυση του εσωτερικού γινοµένου, 
γίνεται κατανοητός ο τρόπος λειτουργίας του adaline. Συγκεκριµένα, 
το adaline παράγει ως έξοδο την τιµή +1 για όλα τα δείγµατα 
εισόδου που βρίσκονται εντός 90 µοιρών από το τρέχων διάνυσµα 
βαρών και -1 για τα υπόλοιπα δείγµατα. Ένας διαχωριστής που 
καθορίζει το αν ένα δείγµα εισόδου θα οδηγήσει σε  θετική ή 



 

 

αρνητική 
απόκριση, 
παρουσιάζετ
αι στο 
επόµενο 
σχήµα. Το 
βέλος 
παριστά το 
διάνυσµα 
βαρών, 
κάθετη στο 
οποίο είναι η 
επιφάνεια 
διαχωρισµού
. 

Στον πολυδιάστατο χώρο η επιφάνεια διαχωρισµού δεν είναι 
πια µία γραµµή αλλά ένα υπερεπίπεδο (ένα σχήµα που περιγράφεται 
από την εξίσωση ax + b = c, όπου c µία σταθερά). Έτσι, το adaline 
είναι ικανό να επιλύει προβλήµατα στα οποία οι δύο κατηγορίες 
δειγµάτων εισόδου διαχωρίζονται από µία γραµµή ή ένα 
υπερεπίπεδο, δηλαδή προβλήµατα γραµµικώς διαχωριζόµενα. Αυτός 
ακριβώς ο περιορισµός, οδήγησε αργότερα σε µία περίοδο 
αµφισβήτησης των ικανοτήτων των νευρωνικών δικτύων. 

 



 

 

Μπορεί να δειχθεί ότι το συνολικό σφάλµα του adaline για τα 
δείγµατα εισόδου είναι µία συνάρτηση του τετραγώνου του 
διανύσµατος βαρών. Αυτό σηµαίνει ότι αν το διάνυσµα βαρών είναι 
δισδιάστατο και σχεδιασθεί το µέσο τετραγωνικό σφάλµα του 
adaline για κάθε δυνατό διάνυσµα βαρών σ' αυτόν το δισδιάστατο 
χώρο, το σχήµα που θα προκύψει θα είναι ένα παραβολοειδές 
(paraboloid) (επόµενο σχήµα), είναι µία πολυδιάστατη απεικόνιση 
της δισδιάστατης παραβολής. Το διάνυσµα βαρών ξεκινάει από 
κάποια αυθαίρετη θέση στο χώρο των βαρών. Το ιδανικό διάνυσµα 



 

 

διάνυσµα βαρών είναι αυτό που βρίσκεται στο κάτω µέρος του 
παραβολοειδoύς, διότι σ' αυτό το σηµείο το µέσο τετραγωνικό 
σφάλµα αποκτά την ελάχιστη τιµή του. Αυτό που κάνει ο κανόνας 
δέλτα είναι να υπολογίζει µία µεταβολή στο διάνυσµα βαρών, έτσι 
ώστε το διάνυσµα που θα προκύψει να είναι πιο κοντά στην ιδεώδη 
θέση απ' ότι προηγουµένως. Το διάνυσµα που παριστάνει την 
αλλαγή στο τρέχων διάνυσµα βαρών ονοµάζεται διάνυσµα δέλτα και 
η προβολή του στο παραβολοειδές δείχνει προς την πιο απότοµη 
κατεύθυνση καθόδου. Με άλλα λόγια, η µεταβολή του διανύσµατος 
βαρών είναι τέτοια ώστε να ακολουθεί το πιο απότοµο µονοπάτι 
προς τη βάση του παραβολοειδούς. 

Χρησιµοποιώντας µαθηµατική ορολογία, ο κανόνας του δέλτα 
είναι ένας κανόνας κλίσεως καθόδου (gradient descent rule) ο 
οποίος υπολογίζει την επόµενη αλλαγή στο διάνυσµα βαρών 
σύµφωνα µε την αρνητική κλίση της προβολής του τρέχοντος 
διανύσµατος βαρών στο παραβολοειδές (σε περίπτωση που η 
αλλαγή γινόταν µε βάση τη θετική κλίση, το διάνυσµα βαρών θα 
αποµακρυνόταν από το ελάχιστο σφάλµα, κινούµενο προς το άνω 
µέρος του παραβολοειδούς). 

Η τεχνική που χρησιµοποιείται στα δίκτυα backpropagation 
ακολουθεί την ίδια σχεδόν λογική, µε τη διαφορά ότι το σφάλµα δεν  
είναι πια µία απλή συνάρτηση παραβολοειδούς . Τα δίκτυα αυτά 
εµπλέκονται µε πολυδιάστατους χώρους εισόδου και εξόδου όπου τη 
θέση του παραβολοειδούς παίρνουν πολύ πιο πολύπλοκες 
συναρτήσεις, µε περισσότερα από ένα ελάχιστα (εµφάνιση τοπικών 
ελαχίστων).  

Το ∆ίκτυο Hopfield 
 Οι επιτυχίες των παραπάνω ερευνητών, όπως και ορισµένων 

άλλων, κατά τη δεκαετία του '60, έστρεψαν το ενδιαφέρον των 
ειδικών στον τοµέα των νευρωνικών δικτύων και δηµιούργησαν 
µεγάλο ενθουσιασµό και ελπίδες όσον αφορά τις δυνατότητές τους. 
Υπάρχουν όµως κάποιοι περιορισµοί στο τι µπορεί να επιτευχθεί µε 
την ύπαρξη ενός ή δύο επιπέδων νευρώνων (και συνεπώς ενός ή δύο 
βηµάτων επεξεργασίας). Οι πρώτοι που επισήµαναν το γεγονός αυτό 
ήταν οι Marvin Minsky και Seymour Papert το 1969 στο βιβλίο τους 



 

 

"Perceptrons". Οι συγκεκριµένοι ερευνητές παρουσίαζαν µία 
λεπτοµερή µαθηµατική ανάλυση του perceptron και απεδείκνυαν ότι 
δεν µπορούσε να χρησιµοποιηθεί παρά µόνο στην επίλυση 
γραµµικώς διαχωριζόµενων προβληµάτων. Από τη στιγµή λοιπόν 
που τα προβλήµατα στον πραγµατικό κόσµο δεν είναι πάντοτε 
γραµµικώς διαχωριζόµενα, τα νευρωνικά δίκτυα αυτού του είδους 
δεν είναι σε θέση, ισχυρίζονταν, να επιλύσουν τέτοιου είδους 
προβλήµατα. Όσο για τα νευρωνικά δίκτυα µε περισσότερα επίπεδα, 
οι Minsky και Papert αµφέβαλαν για το κατά πόσο οι ικανότητες και 
τα χαρακτηριστικά του perceptron µεταφέρονται σε αυτά και 
υποστήριζαν ότι δε διαθέτουν καµία πρακτική αξία.   

Τα πειστικά επιχειρήµατα των συγγραφέων προκάλεσαν µία 
µαζική εγκατάλειψη της έρευνας στον χώρο των νευρωνικών 
δικτύων και σε συνδυασµό µε τους τότε περιορισµούς σε λογισµικό 
και hardware οδήγησαν σε δραστικές περικοπές την ανάλογη 
κρατική χρηµατοδότηση για 15 ολόκληρα χρόνια. Ως αποτέλεσµα, 
λίγοι ήταν οι αφοσιωµένοι ερευνητές (όπως οι Anderson, Grossberg 
και Kohonen) που απόµειναν να ασχολούνται στον, µέχρι τότε, 
πολλά υποσχόµενο χώρο των νευρωνικών δικτύων. 

Την κατάσταση ήρθαν να αλλάξουν άρδην δύο πολύ σηµαντικά 
γεγονότα. Το πρώτο ήταν η δηµοσίευση ενός άρθρου από τον John 
Hopfield το 1982, ο οποίος απέδειξε ότι σηµαντικά προβλήµατα 
(προβλήµατα βελτιστοποίησης συγκεκριµένα) µπορούν πραγµατικά 
να επιλυθούν µε χρήση νευρωνικών δικτύων. Παρουσίασε ένα 
νευρωνικό υπολογιστικό µοντέλο το οποίο βασιζόταν στην 
αλληλεπίδραση µεταξύ των νευρώνων. Το µοντέλο αποτελούνταν 
από ένα σύνολο διαφορικών, µη γραµµικών, εξισώσεων πρώτης 
τάξης, οι οποίες ελαχιστοποιούσαν µία συγκεκριµένη συνάρτηση  
"ενέργειας". Ο Hopfield υποστήριξε ότι τα νευρωνικά δίκτυα που 
περιλαµβάνουν περισσότερους από έναν νευρώνες, εµφανίζουν 
υπολογιστικές ικανότητες οι οποίες απουσιάζουν από τις 
προηγούµενες διατάξεις του ενός νευρώνα. Τα νευρωνικά δίκτυα 
αυτού του είδους, είναι σήµερα γνωστά ως δίκτυα Hopfield και 
διαφέρουν από τα αντίστοιχα feed-forward δίκτυα κυρίως στο ότι 
αποτελούνται από ένα επίπεδο του οποίου οι νευρώνες συνδέονται 
σε µεγάλο ποσοστό µεταξύ τους και στο ότι τα βάρη µεταξύ των 



 

 

νευρώνων παραµένουν σταθερά. Χρησιµοποιούνται κυρίως σε 
προβλήµατα αναζήτησης βέλτιστου, υπό κάποιους περιορισµούς, 
όπως αυτό του Περιπλανόµενου Πωλητή.  

Το δεύτερο γεγονός ήταν η ανάπτυξη, τη δεκαετία του '80, από 
τους Rumelhart, Hinton και Williams του αλγόριθµου εκµάθησης 
backpropagation, που έµελλε να γίνει ο πιο διαδεδοµένος 
αλγόριθµος για νευρωνικά δίκτυα πολλαπλών επιπέδων. 

Το ∆ίκτυο Kohonen 
Τα περισσότερα νευρωνικά δίκτυα εκπαιδεύονται µε χρήση της 

εποπτούµενης εκµάθησης, γνωρίζοντας δηλαδή την επιθυµητή 
απόκριση και µεταβάλλοντας ανάλογα τα βάρη των συνδέσεών τους, 
ώστε η απόκρισή τους να ταυτιστεί µε την επιθυµητή. 

Υπάρχει όµως και µία άλλη κατηγορία δικτύων, για των οποίων 
την εκπαίδευση δεν απαιτείται κανενός είδους ανατροφοδότηση. Τα 
δίκτυα αυτά καλούνται αυτοσυγκροτούµενα (self-organizing) διότι 
τροποποιούν τα βάρη των συνδέσεων µε βάση µόνο τα 
χαρακτηριστικά της εισόδου που τους παρουσιάζεται. Ένα από τα 
απλούστερα και πιο διαδεδοµένα συστήµατα αυτού του είδους, είναι 
το διάγραµµα χαρακτηριστικών (feature map) του Kohonen το οποίο 
µοντελοποιεί ένα χαρακτηριστικό του εγκεφάλου που αποκαλείται 
πλευρική παρεµπόδιση. 

Το δίκτυο Kohonen αποτελείται από δύο επίπεδα πλήρως 
συνδεδεµένα. Το επίπεδο εισόδου διανέµει τα χαρακτηριστικά της 
εισόδου στο επίπεδο Kohonen, το οποίο αποτελεί το επίπεδο εξόδου 
και διαθέτει έναν µεγάλο αριθµό συνδέσεων που ενώνουν τους 
νευρώνες του µεταξύ τους. Για κάθε νευρώνα, οι συνδέσεις αυτές 
έχουν ρόλο διεγερτικό (θετικά βάρη), όταν η σύνδεση είναι µε 
νευρώνες της γειτονικής περιοχής και ρόλο παρεµποδιστικό όταν οι 
νευρώνες βρίσκονται σε απόσταση. Επίσης, η ισχύς των συνδέσεων 
είναι αντιστρόφως ανάλογη της απόστασης µεταξύ των νευρώνων. 

Σκοπός αυτός των των εσωτερικών συνδέσεων είναι η 
δηµιουργία ενός ανταγωνισµού µεταξύ των νευρώνων του επιπέδου, 
ο οποίος καθορίζει το ποιος νευρώνας έχει την ισχυρότερη απόκριση 
στο σήµα εισόδου. Σαν αποτέλεσµα, κάθε νευρώνας προσπαθεί να 
βελτιώσει την έξοδο των γειτονικών του νευρώνων και να 



 

 

παρεµποδίσει την δραστηριότητα των υπολοίπων νευρώνων. Τελικά, 
ο νευρώνας µε την µεγαλύτερη συνολική απόκριση : 
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ως προς την είσοδο µεταδίδει ένα σήµα εξόδου, ενώ οι 
δραστηριότητες των υπολοίπων συνθλίβονται κατά το συναγωνισµό. 
Το σήµα εξόδου αυτού του νευρώνα-νικητή είναι +1 , σε 
αντιδιαστολή µε το 0 των άλλων νευρώνων, µε αποτέλεσµα ο 
νευρώνας αυτός να αντιπροσωπεύει την κατηγορία στην οποία 
ανήκει η είσοδος. 

Αντίθετα µε τα υπόλοιπα νευρωνικά δίκτυα, στο δίκτυο 
Kohonen µόνο ο νευρώνας που αναδείχθηκε νικητής και οι 
γειτονικοί του µεταβάλλουν τα βάρη των συνδέσεών τους, ενώ οι 
υπόλοιποι δε συµµετέχουν στη διαδικασία µάθησης. Ο κανόνας 
εκπαίδευσης του δικτύου έχει ως εξής: 

∆wi = β(xi - wiπαλιό) 
όπου β η σταθερά µάθησης ή κέρδος και xi το σήµα εισόδου 

στην i-οστή σύνδεση. 
Αυτό που κάνει στην ουσία ο κανόνας εκµάθησης Kohonen είναι να 
µετατοπίζει το διάνυσµα βαρών έτσι ώστε να ευθυγραµµιστεί µε το 
διάνυσµα εισόδου. 

Ο κύριος τοµέας που βρίσκει εφαρµογή το δίκτυο Kohonen 
είναι η αναγνώριση εικόνας, αλλά έχει αναφερθεί χρήση του και σε 
προβλήµατα βελτιστοποίησης όπως αυτό του Περιπλανόµενου 
Πωλητή. 

Η Νέα Γενιά... 
Η νευρωνική τεχνολογία έχει πλέον διαδοθεί ευρύτατα και 

αποτελεί ένα ταχύτατα εξελισσόµενο εργαλείο για την αντιµετώπιση 
µεγάλου αριθµού προβληµάτων. Από τις σηµαντικότερες εξελίξεις 
στο χώρο είναι η δηµιουργία ασαφών (fuzzy) και εξελικτικών 
(evolutionary) νευρωνικών δικτύων. Τα ασαφή νευρωνικά δίκτυα 
στηρίζονται στους κανόνες της ασαφούς λογικής και 
χρησιµοποιούνται σε περιπτώσεις όπου είναι δύσκολο να 
καθοριστούν συγκεκριµένες τιµές για τα στοιχεία του προβλήµατος. 
Μία τέτοια περίπτωση είναι η τοποθέτηση µίας συγκεκριµένης 



 

 

θερµοκρασίας σε κάποια ποιοτική κατηγορία (π.χ. υψηλή, χαµηλή, 
µέση κ.τ.λ.). Ανάλογα µε την εποχή και το γεωγραφικό πλάτος 
υπάρχει κάποια πιθανότητα η θερµοκρασία να ενταχθεί σε κάθε µία 
από αυτές τις κατηγορίες. Η λύση σ΄ αυτό το πρόβληµα θα ήταν η 
δηµιουργία ενός ασαφούς συνόλου, στο οποίο θα περιλαµβάνονταν 
όλες οι κατηγορίες και η αντίστοιχη  πιθανότητα της συγκεκριµένης 
θερµοκρασίας να ανήκει σε καποιο από αυτά. Σε αυτού του είδους 
τα προβλήµατα, όπου η πληροφορία είναι υποκειµενική, αόριστη ή 
ανακριβής, αναδεικνύεται η χρησιµότητα των ασαφών νευρωνικών 
δικτύων. Τα δίκτυα αυτά περιλαµβάνουν έναν fuzzifier, που µπορεί 
να είναι ένα ξεχωριστό πρόγραµµα ή ένα επιπλέον επίπεδο µε 
νευρώνες. Αυτός τοποθετείται στην αρχή του δικτύου και ο ρόλος 
του συνίσταται στο να µετατρέπει τα στοιχεία της εισόδου σε ασαφή 
σύνολα τα οποία στη συνέχεια χρησιµεύουν ως είσοδοι στο 
κανονικό νευρωνικό δίκτυο. Εναλλακτικά, ο fuzzifier µπορεί να 
τοποθετηθεί στο τέλος του δικτύου µετατρέποντας αυτήν τη φορά, 
τα στοιχεία της εξόδου σε µία σειρά ασαφών συνόλων. Αυτή η 
διάταξη χρησιµοποιείται συνήθως στην περίπτωση που η έξοδος του 
δικτύου αποτελεί την είσοδο ενός έµπειρου συστήµατος (ασαφούς ή 
µη). Στο Σχήµα Τάδε .265 παρουσιάζεται ένα ασαφές νευρωνικό 
δίκτυο το οποίο αποτελείται από ένα δίκτυο backpropagation και 
έναν fuzzifier τοποθετηµένο, ως προεπεξεργαστή, στην αρχή του 
δικτύου. 



 

 

Τα έµβια 
όντα 
αναπαράγουν 
τη γενετική 
τους δοµή 
διαιρώντας τις 
ελικοειδείς 
σπείρες του 
DNA τους σε 
δύο 
ηµισπείρες, 
που 
αναπτύσσοντ
αι σε δύο νέες 
ολοκληρωµέν
ες σπείρες 
DNA. Επίσης, 
µε την 
ανάµιξη των 
δύο, σαφώς 
διαφορετικών, 
γενετικών 
κωδίκων των 
γονέων στους 
απογόνους, 
εµφανίζεται ένα ακόµα µεγαλύτερο γενετικό "ανακάτεµα", που 
καταλήγει στην δηµιουργία ενός πιο δυναµικού και 
ευπροσάρµοστου είδους, το οποίο είναι σε θέση να εκµεταλλευτεί 
τις διάφορες περιβαλλοντολογικές αλλαγές, µέσω της εξέλιξής του 
σε νέες µορφές. 

Οι κανόνες που ελέγχουν το τρόπο µε τον οποίο συνδυάζονται 
δύο γενετικοί κώδικες είναι σχετικά απλοί. ∆ιάφοροι ειδικοί 
εφαρµόζουν παρόµοιους κανόνες σε πρακτικά προβλήµατα, 
προκειµένου να δηµιουργήσουν συστήµατα ικανά να µαθαίνουν και 
να ανταποκρίνονται σε αλλαγές περιβάλλοντος, που ανακύπτουν σε 
χρονικές περιόδους µεγαλύτερες από τη διάρκεια "ζωής" των 



 

 

ατοµικών συστηµάτων. Ο όρος "γενετικοί αλγόριθµοι" περιγράφει 
αυτό το πεδίο έρευνας και αποτελεί τη βάση πάνω στην οποία 
στηρίζονται τα εξελικτικά νευρωνικά δίκτυα. 

Ένας γενετικός αλγόριθµος (ΓΑ) παρέχει µία αποτελεσµατική 
µέθοδο εξερεύνησης ενός ευρύτατου χώρου πιθανοτήτων. O ΓΑ 
εφαρµόζεται σε έναν πληθυσµό "ατόµων", όπου το κάθε ένα από 
αυτά αποτελεί την κρυπτογράφηση µίας πιθανής λύσης του υπό 
αντιµετώπιση προβλήµατος. Συχνά, ο αρχικός πληθυσµός επιλέγεται 
τυχαία, όπως ακριβώς και τα βάρη ενός νευρωνικού δικτύου. Οι 
λειτουργίες-κλειδιά που χρησιµοποιεί ο ΓΑ είναι τρεις: η 
αναπαραγωγή, η µετάλλαξη και η διασταύρωση. Η αναπαραγωγή 
καθορίζει ποιες από τις αρχικές λύσεις θα αναπαράγουν τον εαυτό 
τους ώστε να εµφανίζονται στην επόµενη γενιά και εξαρτάται από 
την ικανότητα του κάθε ατόµου στην επίλυση του προβλήµατος. Η 
µετάλλαξη είναι µία τυχαία διαδικασία και αποτελεί προϊόν των 
σφαλµάτων κατά την αντιγραφή των ατόµων από γενιά σε γενιά. Η 
διασταύρωση είναι ο συνδυασµός των κωδίκων ανά ζεύγη. Κάθε 
ζεύγος έχει ένα τυχαίο σηµείο διασταύρωσης, στο οποίο 
ανταλλάσουν τα µέλη γενετικούς κώδικες. Για παράδειγµα, αν οι 
δύο κώδικες είναι π.χ. τα αβγδε και ζηθικ και το σηµείο 
διασταύρωσης βρίσκεται αµέσως µετά το δεύτερο γράµµα σε κάθε 
ακολουθία γραµµατων, το αποτέλεσµα µετά την διασταύρωση θα 
είναι αβθικ και ζηγδε. 

Ο τρόπος που συνδυάζονται οι γενετικοί αλγόριθµοι µε τα 
νευρωνικά δίκτυα για την κατασκευή εξελικτικών δικτύων ίσως να 
µην είναι τόσο προφανής, στην πραγµατικότητα όµως είναι 
εξαιρετικά απλός. Ο "γενετικός κώδικας" ενός δικτύου καθορίζεται 
από τα βάρη του µεταξύ των επιπέδων. Αρχικά, παράγεται ένας 
µικρός πληθυσµός δικτύων τα οποία έχουν προκύψει µε τυχαίο 
τρόπο. Κάθε δίκτυο εκπαιδεύεται για ένα µικρό χρονικό διάστηµα. 
Με το πέρας της εκπαίδευσης ελέγχεται η απόδοση κάθε δικτύου 
ξεχωριστά. Τα αποτέλέσµατα της δοκιµής εκφράζουν την 
καταλληλότητα κάθε δικτύου. Στη συνέχεια εφαρµόζονται στον 
πληθυσµό οι διαδικασίες της αναπαραγωγής και της διασταύρωσης, 
δηµιουργώντας έτσι µία νέα γενιά δικτύων. Στα νέα αυτά δίκτυα 
εφαρµόζονται τα ίδια βήµατα και η  διαδικασία συνεχίζεται εώς ότου 



 

 

βρεθούν ένα ή περισσότερα δίκτυα που να ικανοποιούν τις 
απαιτήσεις του χρήστη. 

Μέχρι σήµερα, ελάχιστοι είναι οι ερευνητές που ασχολήθηκαν 
µε τα εξελικτικά δίκτυα. Βασικότερό τους µειονέκτηµα θεωρείται ο 
υπολογιστικός φόρτος και το πρόβληµα αποθήκευσης που 
δηµιουργείται από την µεταφορά του πληθυσµού των δικτύων από 
γενιά σε γενιά. Αν και για την ώρα έχουν εφαρµοστεί µόνο σε πολύ 
απλά προβλήµατα, πιστεύετε ότι διαθέτουν µεγάλες δυνατότητες, 
ιδίως όσον αφορά την επιτάχυνση της εκπαίδευσης σε περιπτώσεις 
προβληµάτων όπου τα κλασικά δίκτυα συναντούν δυσκολίες στη 
µάθηση. 

Πλεονεκτήµατα και Μειονεκτήµατα των ΤΝ∆ Απέναντι 
στα Έµπειρα Συστήµατα 

 
 Τα έµπειρα συστήµατα (ΕΣ) βασίζονται στην αναπαράσταση 

της γνώσης των ειδικών µε τη µορφή κάποιων συνθηκών IF-THEN 
ή κάποιων κανόνων, γνωστών ως βάση γνώσεως (knowledge base). 
Αυτοί οι κανόνες πρέπει πρώτα να καθοριστούν παρατηρώντας τους 
ειδικούς και στη συνέχεια να εισαχθούν ως πρόγραµµα στο ΕΣ µε τη 
χρησιµοποίηση ειδικών γλωσσών, όπως η PROLOG, ή κελυφών 
(shells) όπως τα Knowledge Craft, ART ή KEE. Όλη αυτή η 
διαδικασία µπορεί να είναι χρονοβόρα και πολυέξοδη. Ακόµα και 
όταν οι προγραµµατιστές καταφέρουν τελικά να αποσαφηνίσουν 
τους κανόνες και τους διάφορους παράγοντες που εµπλέκονται στο 
πρόβληµα και να κατασκευάσουν ένα σύστηµα λειτουργικό, τυχόν 
αλλαγές στη βάση γνώσεως, όσο ασήµαντες κι αν είναι, απαιτούν 
πολύπλοκες και δαπανηρές διαδικασίες λόγω των σύνθετων σχέσεων 
που υφίστανται µεταξύ των κανόνων οι οποίοι διαµορφώνουν τη 
βάση. Γι' αυτό το λόγο, τα έµπειρα συστήµατα είναι αποτελεσµατικά 
κυρίως για προβλήµατα που ανακύπτουν συχνά µε την ίδια µορφή 
και που µπορούν να λυθούν από µία βάση γνώσεων µε στατιστικό 
βασικά χαρακτήρα. 

 Τα συστήµατα νευρωνικών δικτύων δεν εµφανίζουν τα ίδια 
µειονεκτήµατα, κυρίως επειδή δεν απαιτούν την ύπαρξη µιας 
προκαθορισµένης βάσεως γνώσεως. Τυχόν διαφοροποιήσεις στο 



 

 

πρόβληµα δεν οδηγούν σε επαναπρογραµµατισµό του ΤΝ∆, αφού το 
ίδιο το δίκτυο επανεκπαιδεύεται βασιζόµενο στη νέα πληροφορία. 
Το ΤΝ∆ δηµιουργεί το δικό του σύστηµα γνώσεως στηριζόµενο στις 
εισόδους και πιθανόν και στις εξόδους που του παρέχονται. Είναι 
λοιπόν ένα δυναµικό περισσότερο παρά ένα στατικό σύστηµα, το 
οποίο µέσω της αλλαγής των βαρών των κόµβων συνεχώς 
βελτιώνεται και προσαρµόζεται στις νέες πληροφορίες. 

 Ένα άλλο πρόβληµα µε τα έµπειρα συστήµατα είναι ότι δεν 
µπορούν να αντιµετωπίσουν καταστάσεις όπου η προσφερόµενη 
γνώση είναι εσφαλµένη ή ατελής, διότι τα περισσότερα από αυτά 
βασίζονται σε κανόνες που αναπαριστούν αφηρηµένη (abstracted) 
γνώση του πεδίου (domain) και έτσι τα ΕΣ δεν είναι σε θέση να 
εξάγουν λογικά συµπεράσµατα από τις βασικές αρχές. Με άλλα 
λόγια για την δηµιουργία µίας βάσεως γνώσεως ενός ΕΣ απαραίτητη 
προϋπόθεση αποτελεί η απόλυτη σχεδόν κατανόηση της γνώσης του 
εκάστοτε ειδικού. Επιπλέον, δυσχερής καθίσταται η ικανοποιητική 
απόδοση των ΕΣ σε περιπτώσεις όπου η πληροφορία της εισόδου 
είναι ατελής, ασαφής (περιέχει δηλαδή θόρυβο) ή είναι εν µέρει 
λανθασµένη.  

 Αντιθέτως τα ΤΝ∆ δεν αντιµετωπίζουν τέτοιου είδους 
προβλήµατα και είναι σε θέση να χειριστούν µεταβολές στις 
πληροφορίες των εισόδων. ∆ηλαδή µπορούν να φιλτράρουν την 
πληροφορία και να εξαλείψουν το θόρυβο, αποµονώνοντας το 
χρήσιµο µέρος της πληροφορίας. Παρόµοια ικανότητα διαθέτουν και 
οι άνθρωποι, π.χ. ένας αναγνώστης µπορεί πολλές φορές να 
συλλάβει το νόηµα ενός δυσανάγνωστου ή ακόµα και λανθασµένου 
κειµένου. 

 Σε πραγµατικά προβλήµατα σπάνια οι λήπτες οικονοµικών 
αποφάσεων έχουν στη διάθεσή τους απόλυτα καθορισµένες και 
ακριβείς πληροφορίες. Ένα µεγάλο µέρος των πληροφοριών που 
λαµβάνουν είναι ατελείς, γεµάτες λάθη και περιέχουν θόρυβο. Οι 
συµβατικοί υπολογιστές και τα ΕΣ µπορούν να προγραµµατιστούν 
έτσι ώστε να αντιµετωπίζουν πληροφορίες µε θόρυβο αλλά οι 
απαραίτητοι αλγόριθµοι απαιτούν τόσο µεγάλο υπολογιστικό φόρτο 
που η χρήση τους να καταντά ασύµφορη ή και αδύνατη. Τα ΤΝ∆ 
όµως, µπορούν να δουλέψουν µε τέτοιου είδους πληροφορίες χάρις 



 

 

στην ικανότητά τους να γενικεύουν (generalizing) που οφείλεται 
στην προσαρµοστική τους δοµή. 

 Άλλα πλεονεκτήµατα των ΤΝ∆ είναι ότι µπορούν να 
χειριστούν στοιχεία συσχετισµένα µεταξύ τους  (τα ΕΣ δεν µπορούν 
να εξάγουν κανόνες από τέτοιου είδους στοιχεία), ότι ο χρόνος 
επεξεργασίας είναι µικρότερος από τον αντίστοιχο των ΕΣ αφού 
εξετάζουν ταυτόχρονα όλες τις πληροφορίες για ένα πρόβληµα και 
τέλος το ότι διαθέτουν αφαιρετική ικανότητα, µπορούν δηλαδή να 
συνάγουν το "ιδανικό σύνολο" από ένα µη ιδανικό σύνολο 
εκπαίδευσης (training set). Το δίκτυο λοιπόν προσδιορίζει ποια είναι 
τα πιο σηµαντικά χαρακτηριστικά του συνόλου εκπαίδευσης και στη 
συνέχεια τα χρησιµοποιεί για την κατασκευή µίας εσωτερικής 
αναπαράστασης της ιδανικής ή αρχετύπου δοµής (pattern). 

 Παρ' όλη λοιπόν την αναµφισβήτητη αξία των ΤΝ∆ που, σε 
αντίθεση µε τα ΕΣ, ορισµένες φορές καταφέρνουν να υπερβούν και 
τις ικανότητες των ειδικών, υπάρχουν οπωσδήποτε και κάποιες 
αδυναµίες  που πρέπει να αναφερθούν.  

 Ένα από τα κύρια και εγγενή προβλήµατα των ΤΝ∆ είναι ότι 
λόγω της εσωτερικής τους αρχιτεκτονικής, ο εντοπισµός των 
βηµάτων που οδηγούν στο αποτέλεσµα της εξόδου είναι πολύ 
δύσκολος. Το ΤΝ∆ δηλαδή δεν πληροφορεί το χειριστή του για τον 
τρόπο που επεξεργάστηκε την πληροφορία της εισόδου ή το πώς 
κατέληξε σε ένα συµπέρασµα. Αυτή η επεξεργασία αναπαρίσταται 
µόνο στη µήτρα των βαρών των συνδέσεων και µέχρι σήµερα 
τουλάχιστον, δε µπορεί να µεταφραστεί σε κάποιον κατανοητό και 
χρήσιµο αλγόριθµο. Η έξοδος δε µπορεί να αναλυθεί σε 
διακεκριµένα βήµατα ή σε ακολουθία λειτουργιών όπως συµβαίνει 
µε τα ΕΣ ή µε τα συµβατικά υπολογιστικά προγράµµατα. Έτσι δεν 
υπάρχει τρόπος ελέγχου των ενδιάµεσων υπολογισµών και της 
λειτουργίας του συστήµατος του οποίου η συνέπεια και αξιοπιστία 
κρίνεται µε βάση µόνο την έξοδο που δίνει. Σε αυτή την έλλειψη 
µιας ξεκάθαρα αναγνωρίσιµης εσωτερικής λογικής οφείλεται η µη 
αποδοχή των νευρωνικών δικτύων σε ορισµένες τουλάχιστον 
εφαρµογές. 

 Ένα άλλο πρόβληµα στη χρήση των νευρωνικών δικτύων είναι 
ότι ο τρόπος που εκφράζονται τα στοιχεία των εισόδων καθώς και η 



 

 

αρχιτεκτονική του δικτύου δεν είναι συνήθως προκαθορισµένα αλλά 
προκύπτουν από µία διαδικασία δοκιµής-λάθους. Επίσης τα 
περισσότερα δίκτυα αυτού του είδους δεν εξασφαλίζουν την εύρεση 
της βέλτιστης λύσης, ενώ ακόµα υπάρχουν περιπτώσεις όπου το 
δίκτυο που προκύπτει από την εκπαίδευση είναι πολύ εξειδικευµένο, 
λειτουργεί δηλαδή ικανοποιητικά µόνο όταν τα στοιχεία που 
χρησιµοποιούνται έχουν παρόµοια δοµή µε αυτά της εκπαίδευσης. 

 Η εκπαίδευση, τέλος, των νευρωνικών δικτύων είναι συνήθως 
µία επίπονη και χρονοβόρος διαδικασία η οποία απαιτεί ένα µεγάλο 
αριθµό στοιχείων. Ακόµα όµως και έτσι, η προσπάθεια και ο χρόνος 
που απαιτούνται είναι πολύ µικρότερα από τα αντίστοιχα που 
χρειάζεται η εξαγωγή και η µετάφραση της γνώσης ενός ειδικού για 
τη δηµιουργία ενός έµπειρου συστήµατος. 

Εκπαίδευση και Έλεγχος του ∆ικτύου 
 Αρχικά τα διαθέσιµα στοιχεία χωρίζονται σε δύο οµάδες, αυτή 

που θα χρησιµοποιηθεί στην εκπαίδευση του δικτύου και αυτή που 
χρησιµεύει για την αξιολόγησή του. Με βάση το σύνολο 
εκπαίδευσης (training set), τα βάρη του δικτύου προσαρµόζονται 
ανάλογα, έτσι ώστε για κάθε είσοδο να προκύπτει η επιθυµητή 
έξοδος. Επειδή οι ρυθµίσεις αυτές πραγµατοποιούνται µετά την 
παρουσίαση του κάθε διανύσµατος εισόδου, απαιτούνται πολλές 
επαναλήψεις της οµάδας εκπαίδευσης έως ότου επιτευχθούν τα 
κατάλληλα βάρη που θα είναι αποτελεσµατικά για όλα τα στοιχεία 
εκπαίδευσης. Η χρονική διάρκεια που απαιτείται για την εκπαίδευση 
του δικτύου εξαρτάται κυρίως από την αρχιτεκτονική του δικτύου 
(πχ. αριθµός των κόµβων και των επιπέδων) όπως επίσης και από 
την επιλογή των αρχικών συνθηκών του δικτύου. 

   Μόλις ολοκληρωθεί η εκπαίδευση του δικτύου είναι 
απαραίτητο να πραγµατοποιηθεί ο έλεγχός του, να εξεταστεί δηλαδή 
η απόδοσή του όταν σαν είσοδοι χρησιµοποιούνται καινούρια 
στοιχεία, αυτά της οµάδας ελέγχου (test set). Σε πολλές περιπτώσεις 
το νευρωνικό δίκτυο χρησιµοποιείται σαν εναλλακτική λύση σε 
κάποια άλλη κλασική µέθοδο, οπότε δεν αναµένεται από αυτό 
απόλυτη ακρίβεια. Αν µία στατιστική τεχνική, για παράδειγµα, ή 
κάποια άλλη ποσοτική µέθοδος ταξινοµούν σωστά το 70% των 



 

 

εισόδων, η απόδοση ενός νευρωνικού δικτύου θεωρείται 
ικανοποιητική αν υπερβαίνει αυτό το ποσοστό. Αλλά και όταν 
ακόµα είναι απλώς στα ίδια επίπεδα, δεν θα πρέπει να ξεχνάµε ότι το 
νευρωνικό δίκτυο παρουσιάζει επιπλέον το πλεονέκτηµα της 
εύκολης τροποποίησης µέσω της επανεκπαίδευσης µε νέα στοιχεία. 

 Η οµάδα ελέγχου πρέπει να περιέχει όχι µόνο συνηθισµένες 
περιπτώσεις αλλά και κάποιες περιπτώσεις που κινούνται στα όρια 
του προβλήµατος και που θα µπορούσαν θεωρητικά να οδηγήσουν 
σε προβληµατικές καταστάσεις. Αν ο έλεγχος αποκαλύψει µεγάλες 
αποκλίσεις θα πρέπει να επανεξεταστεί η οµάδα εκπαίδευσης και να 
επαναληφθεί πιθανόν η διαδικασία εκπαίδευσης.  

 Τέλος, µία επιπλέον µορφή ελέγχου του δικτύου είναι η 
στατιστική ανάλυση των τελικών βαρών για την εύρεση ασυνήθιστα 
µεγάλων (που υποδεικνύει υπερβολική εκπαίδευση ορισµένων 
κόµβων και άρα ανάγκη για περισσότερους κόµβους) ή ασυνήθιστα 
µικρών τιµών (ένδειξη για την ύπαρξη περιττών κόµβων). 



 

 

B A C K P R O P A G A T I O N :  Ο  ΑΛΓΟΡ ΙΘΜΟΣ  
ΤΗΣ  ΠΡΟΣ  ΤΑ  ΠΙΣΩ  ∆ ΙΑ∆ΟΣΗΣ  

Το Tρίτο Eπίπεδο... 
Τα δίκτυα στα οποία έχουµε αναφερθεί µέχρι τώρα είχαν µόνο 

ένα ή το πολύ δύο επίπεδα µε νευρώνες. Αυτό σηµαίνει ότι όταν 
εισάγουµε ένα pattern σαν είσοδο του δικτύου, αυτό µπορεί να 
περάσει από ένα ή το πολύ δύο επίπεδα νευρώνων πρωτού φτάσει 
στην έξοδο του δικτύου. Όπως έχουν δείξει οι Marvin Minsky και 
Seymour Papert στο βιβλίο τους Perceptrons, υπάρχουν κάποια όρια 
στο τι είναι δυνατό να επιτευχθεί σε ένα ή δύο στάδια επεξεργασίας. 
Η µαθηµατική ανάλυση του perceptron αποδεικνύει ότι αυτό, όπως 
επίσης και τα άλλα νευρωνικά δίκτυα µε ένα ή δύο επίπεδα, δεν 
µπορούν ποτέ να επιλύσουν προβλήµατα που είναι γραµµικώς 
ανεξάρτητα. Όµως, πολλά προβλήµατα του φυσικού κόσµου 
ανήκουν σ' αυτή την κατηγορία. Οι Minsky και Papert αποφάνθηκαν 
ότι τα νευρωνικά δίκτυα δεν θα µπορούσαν να χρησιµοποιηθούν για 
τέτοιου είδους προβλήµατα, αλλά φυσικά έκαναν λάθος. 

Το λάθος τους δεν ήταν βέβαια στη µαθηµατική ανάλυση του 
perceptron, αλλά σε µια δική τους παραδοχή. Πιο συγκεκριµένα, ο 
αλγόριθµος εκπαίδευσης του perceptron βασίζεται στο ότι το 
επιθυµητό αποτέλεσµα είναι γνωστό για κάθε νευρώνα ο οποίος 
ανάλογα διαφοροποιεί τα βάρη εισόδου του. Αυτό βέβαια εννοείται, 
αφού οι µόνες συνδέσεις που διαφοροποιούνται σε ένα perceptron 
µε ένα ή δύο επίπεδα είναι αυτές που οδηγούν από την είσοδο 
κατευθείαν στην έξοδο. Άρα, το επιθυµητό αποτέλεσµα είναι 
ουσιαστικά η έξοδος του δικτύου, που είναι πάντα γνωστή και έτσι 
απλοποιείται σηµαντικά η κατασκευή µεθόδων εκπαίδευσης. Έστω 
όµως, ότι το δίκτυο έχει και ένα τρίτο επίπεδο (ή και τέταρτο, και 
πέµπτο κ.ο.κ.) ανάµεσα στην είσοδο και στην έξοδο. Το επιθυµητό 
αποτέλεσµα για κάθε νευρώνα ενός ενδιαµέσου επιπέδου είναι 
σχεδόν αδύνατο να βρεθεί. Αυτό που είναι σίγουρα σωστό και 
γνωστό είναι η έξοδος του δικτύου. οποιοδήποτε άλλo που 



 

 

δηµιουργείται κάπου ανάµεσα σε δύο συνεχόµενα επίπεδα του 
δικτύου είναι άγνωστo. Αυτόµατα, διαπιστώνουµε ότι τα ενδιάµεσα 
επίπεδα δεν έχουν κανένα γνωστό αποτέλεσµα πάνω στο οποίο να 
βασίσουν την εκπαίδευση τους. Είναι δηλαδή λογικό να 
υποθέσουµε, υποστηρίζουν οι Minsky και Papert, ότι δε µπορεί να 
κατασκευαστεί µια εκπαιδευτική διαδικασία για δίκτυα µε τρία ή 
περισσότερα επίπεδα. 

Κατέληξαν λοιπόν στο συµπέρασµα ότι αφού δεν υπάρχει 
δυνατότητα εκπαίδευσης για πάνω από δύο επίπεδα και κάθε 
perceptron µε ένα ή δύο επίπεδα δεν µπορεί να επιλύσει γραµµικώς 
ανεξάρτητα προβλήµατα, τα νευρωνικά δίκτυα θα υπόκεινται για 
πάντα σε αυτό τον περιορισµό. 

Η Ιστορία του Αλγόριθµου Backpropagation 
Στα τέλη της δεκαετίας  του 1980, ο Rumelhart et al.(1986) 

επιµελήθηκε µια σειρά µε τόµους που ονοµαζόταν Παράλληλη 
Κατανεµηµένη Επεξεργασία (Parallel Distributed Processing-PDP 
για συντοµία), µέσα από την οποία έγινε γνωστός και ο αλγόριθµος 
backpropagation. Οι τόµοι περιείχαν όλη την νευρωνική έρευνα 
πολλών ψυχολόγων και επιστηµόνων υπολογιστών στο 
Πανεπιστήµιο της Καλιφόρνιας στο Σαν Ντιέγκο (U.C.S.D.). Μέσω 
αυτής της δηµοσιότητας δηµιουργήθηκε ένα διακλαδικό ενδιαφέρον 
για τα νευρωνικά δίκτυα. 

Οι ερευνητές, µέσω του PDP, πρότειναν ότι ο αλγόριθµος 
backpropagation -τον οποίον ανάφεραν ως γενικευµένο κανόνα του 
δέλτα (generalized delta rule)- υπερπηδούσε τους περιορισµούς του 
αλγόριθµου του perceptron και άνοιγε νέους ορίζοντες στην έρευνα, 
πέρα από τα όρια που είχαν τεθεί πρωτύτερα από τους Minsky και 
Papert. Ο ίδιος ο αλγόριθµος ήταν ένας θρίαµβος του 
"connectionism", ενός όρου που επινοήθηκε από τους ερευνητές 
στην επιστήµη των υπολογιστών και τεχνητής νοηµοσύνης για να 
γίνεται αναφορά στην θεωρία και τις εφαρµογές των νευρωνικών 
δικτύων. 

Περίπου την ίδια εποχή, µια άλλη εφαρµογή του αλγορίθµου 
backpropagation υλοποιήθηκε από τον Sejnowski. Η εξοµοίωση 
NETalk κατάφερε να συνθέσει ανθρώπινη οµιλία διαβάζοντας από 



 

 

κείµενο, αρχίζοντας µε ακατανόητους ήχους, προχωρόντας στη 
συνέχεια σε απλές λέξεις και καταλήγοντας τελικά σε έναρθρο λόγο, 
χωρίς πια να χρειάζεται ένα έµπειρο σύστηµα, εντυπωσιάζοντας το 
κοινό και τον τύπο. 

Ο αλγόριθµος γρήγορα µονοπώλησε τον ειδικό τύπο. Αρκετοί 
µεταπτυχιακοί φοιτητές έγιναν επιχειρηµατίες και πουλούσαν 
προγράµµατα εξοµοίωσης νευρωνικών δικτύων µε τον νέο 
αλγόριθµο. Άλλοι, προσέχοντας ώστε να µην τραβήξουν ιδιαίτερα 
την προσοχή, προσπάθησαν να προβλέψουν τις τιµές στο 
χρηµατιστήριο. Σε τεχνικά συνέδρια νέες αναφορές σχετικά µε τα 
αποτελέσµατα backpropagation εξοµοιώσεων έφταναν από 
βιοµηχανίες, εργαστήρια της κυβέρνησης των Η.Π.Α. και την 
ακαδηµαϊκή κοινότητα. Επιχειρηµατίες και µεγάλες εταιρίες έδωσαν 
κεφάλαια για την ανάπτυξη επιταχυντικών καρτών backpropagation 
για προσωπικούς υπολογιστές και σταθµούς εργασίας. Ο τεχνικός 
και ηµερήσιος τύπος χαιρέτησαν τον αλγόριθµο σαν την από καιρό 
αναµενόµενη επανάσταση στην τεχνητή νοηµοσύνη, µια νέα µέθοδο 
που "µάθαινε από τις εµπειρίες της" και υποσχόταν αυτοµατοποίηση 
παραγωγής, αναγνώριση φωνής και µετάφραση σε πραγµατικό 
χρόνο, αυτοεπισκευαζόµενα ροµπότ και πολλά άλλα. Η 
νευροψυχολογία προσπάθησε να βρει κάτι αντίστοιχο του 
αλγόριθµου στο µυαλό του ανθρώπου και το κεντρικό νευρικό 
σύστηµα. Αποδείχθηκε ότι µε αυτόν τον αλγόριθµο µπορούσαν τα 
νευρωνικά δίκτυα τελικά να µάθουν κάθε συνάρτηση του τύπου f : 
X®Y. 

Η τροµερή αυτή επιτυχία τελικά δεν µπορούσε παρά να 
αποφέρει και αρκετές αρνητικές κριτικές. Οι πρώτες κριτικές 
αναφερόταν κυρίως στην φύση του αλγορίθµου. Ο αλγόριθµος 
backpropagation "µάθαινε" µε µη-τοπικές (nonlocal) πληροφορίες, 
συχνά δεν µπορούσε να επιτευχθεί σύγκλιση και αν τελικά σύγκλινε, 
συχνά η σύγκλιση επιτυγχανόταν σε τοπικά ελάχιστα του 
σφάλµατος. 

Ο αλγόριθµος διαφοροποιούσε τα βάρη των συνδέσεων µε µη-
τοπικές πληροφορίες σφάλµατος. Μη τοπικότητα, συγχρονικότητα, 
επίβλεψη, και µεγάλη χρονική διάρκεια εκπαίδευσης απέκλειαν κάθε 
οµοιότητα µε βιολογικά φαινόµενα. 



 

 

Η διαδικασία, επίσης, µερικές φορές δεν κατάφερνε να 
συγκλίνει. Μερικές επιλογές αρχικών συνθικών οδηγούσαν σε 
ταλαντώσεις ή/και χαοτικές περιπλανήσεις. Υποστηρικτές του 
αλγόριθµου απαντούσαν ότι η σύγκλιση ήταν αναπόφευκτο να 
επιτευχθεί, αφού η ουσία του ήταν η προς τα κάτω κύλιση πάνω 
στην επιφάνεια του σφάλµατος στο συνεχές διάστηµα των βαρών. Η 
επονοµαζόµενη "µπάλα" της κατάστασης του συστήµατος έπρεπε να 
κυλίσει στον πάτο της επιφάνειας σφάλµατος, στο πιο κοντινό 
ελάχιστο και εκεί να σταµατήσει, όπως µια τροχιά ενός δικτύου 
Hopfield ή µιας σχεσιακής µνήµης διπλής κατεύθυνσης (BAM) 
έφτανε σε ένα τοπικό ελάχιστο Lyapunov (βλ. και σχήµα). Ο 
αλγόριθµος θα σύγκλινε, υποστήριζαν, αν το βήµα γινόταν 

κατάλληλα 
µικρό. 

Η 
σύγκλιση 
είχε όµως 
και έναν 
άλλον 
εχθρό: την 
στοχαστική 
φύση του 

αλγόριθµου. Οι υποστηρικτές της µεθόδου backpropagation 
συνέχεαν εικόνες τυχαίων επιφανειών τετραγωνικού σφάλµατος µε 
την άγνωστη ντετερµινιστική επιφάνεια µέσου τετραγωνικού 
σφάλµατος. Πολλοί ερευνητές αντιµετώπισαν τις στοχαστικές 
διαφορικές και εξισώσεις διαφορών σαν συνήθεις διαφορικές και 
εξισώσεις διαφορών, αν και η δηµοσίευση του PDP έφτανε στον 
αλγόριθµο αρχίζοντας µε τον στοχαστικό αλγόριθµο LMS (Least 
Mean Square-ελάχιστου µέσου τετραγώνου) του Widrow. Ο ίδιος δε 
ο αλγόριθµος LMS θεωρούνταν  σαν µια ειδική γραµµική περίπτωση 
του backpropagation. Οι συντελεστές µάθησης θεωρούνταν 
σταθεροί. Το βασικό πρόβληµα ήταν ότι η πλειοψηφία των 
ερευνητών, χωρίς να λαµβάνουν υπ΄ όψη µεθόδους προσέγγισης και 
πρόβλεψης, πίστευαν ότι ο αλγόριθµος backpropagation δεν έχει 
καµία σχέση µε τη στατιστική. ∆ιαφορετική άποψη όµως είχε ο 
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οικονοµολόγος του UCSD Halbert White, την οποία και απέδειξε το 
1989. 

Ήταν γεγονός ότι ο αλγόριθµος backpropagation αν σύγκλινε, 
σύγκλινε σε ένα τοπικό ελάχιστο σφάλµα. Αυτό ήταν παραδεκτό 
από τους υποστηρικτές της µεθόδου, αν και υπήρχε και ο αντίλογος 
ότι δεδοµένου του τεράστιου χώρου των βαρών των συνάψεων, τα 
τοπικά ελάχιστα ήταν σπάνια γιατί έπρεπε να συµπέσουν ειδικές 
συνθήκες για να δηµιουργηθούν. Υπήρχε και η άποψη -λανθασµένη 
βέβαια- ότι όλα τα τοπικά ελάχιστα είχαν το ίδιο µέγεθος, άρα τα 
τοπικά ελάχιστα ήταν και ολικά. Αυτή η εµπειρική υπόθεση 
παρέπεµπε σε επιτυχείς εξοµοιώσεις backpropagation λίγων 
διαστάσεων. Γενικά, κανένας δεν έδωσε σηµασία στη διεθνή 
βιβλιογραφία πάνω σε µεθόδους σύγκλισης. Αν αυτά τα γενικά 
επιχειρήµατα τοπικών ελαχίστων ήταν σωστά για την 
backpropagation, τότε ήταν σωστά και για τα γνωστά µη-γραµµικά 
τεράστια προβλήµατα βελτιστοποίησης πολλών µεταβλητών, όπως 
δροµολογήσεις, µεταφορές ή και διαχείριση οικονοµικών πόρων. 
Όσο πιο πολλές δηλαδή ήταν οι διαστάσεις του προβλήµατος, τόσο 
πιο σπάνια έπρεπε να είναι τα τοπικά ελάχιστα. Ουσιαστικά 
υποστήριζαν ότι θα έχουµε ευσταθείς λύσεις εκεί που είναι πιο 
λογικό να υπάρχει αστάθεια. 

Η επόµενη επίθεση στη µέθοδο στράφηκε στο ιστορικό της 
παρελθόν. Αρκετοί ερευνητές υποστήριξαν την πατρότητα της 
µεθόδου. Από τα αρχεία φαίνεται ότι ο Parker (1982) έφτασε στον 
αλγόριθµο που ονόµαζε "λογική µε δυνατότητα µάθησης" το 1981 
και ότι ο Werbos (1974) είχε εφεύρει τον αλγόριθµο σαν "δυναµική 
ανατροφοδότηση" στην διατριβή του στα εφαρµοσµένα µαθηµατικά 
στο Harvard το 1974. Ο Werbos είχε φτιάξει µια στατιστική µορφή 
του αλγόριθµου και την εφάρµοσε κατά τις δεκαετίες του '70 και του 
'80 σε χρηµατοοικονοµικές προβλέψεις και άλλα προβλήµατα. ∆εν 
θεωρείται  απίθανο να υπάρχουν και ακόµα παλαιότερες εκδόσεις. 

Ακόµα και η διαδικασία µάθησης µε τον αλγόριθµο αυτό 
τελικά δεν έµεινε απρόσβλητη.  Το ερώτηµα δεν ήταν πια ποιος 
εφεύρε τον αλγόριθµο, αλλά το αν και κατά πόσο αυτός ο 
αλγόριθµος διέφερε από τις ήδη υπάρχουσες µεθόδους. Ο White 
(1989) κατάφερε και ανήγαγε τον αλγόριθµο στη στοχαστική 



 

 

προσέγγιση, που ήταν γνωστή από τη δεκαετία του 1950, 
απαντώντας έτσι και σε αυτό το ερώτηµα: δε διέφερε καθόλου. Ο 
αλγόριθµος δεν µας προσέφερε ένα νέο τρόπο µάθησης. Προσέφερε 
ένα νέο και υπολογιστικά ικανοποιητικό τρόπο εφαρµογής µιας 
µεθόδου εκτίµησης που οι στατιστικοί επιστήµονες ήξεραν από 
καιρό. 

Ο επιστηµονικός τύπος της δεκαετίας του 1960 πραγµατικά 
περιείχε ουκ ολίγες λεπτοµερείς αναλύσεις στοχαστικής 
προσέγγισης της επιβλεπόµενης µάθησης (supervised learning). Οι 
Mendel και Fu (1970) και ο Typskin (1974) είχαν παρουσιάσει 
εκπληκτική δουλειά. Η διαφορά αυτών των πρωτοπόρων 
θεωρητικών ήταν ότι δεν επικεντρωνόντουσαν στην υπολογιστική 
πλευρά, αλλά στη µαθηµατική. Η προσέγγιση τους δεν ήταν 
εµπειρική αλλά αναλυτική. Τα µαθηµατικά τους ήταν µάλλον ξερά 
και φοβερά αναλυτικά, µέσα στο πνεύµα των θεωριών περί 
προσαρµοστικού και βέλτιστου έλεγχου (adaptive and optimal 
control theory). Η αλήθεια είναι ότι µάλλον δεν θα ασχολιόντουσαν 
τόσο πολύ µε ρυθµούς σύγκλισης, ασυµπτωτική βελτιστοποίηση και 
τοπικά ελάχιστα όσο µε την παρατήρηση της συµπεριφοράς 
απλούστερων συστηµάτων, αν εκείνοι οι ερευνητές είχαν στη 
διάθεσή τους την υπολογιστική ισχύ που υπάρχει σήµερα. Ίσως να 
είχαν ανακαλύψει αυτοί την backpropagation, ή και άλλες, πιο 
κοµψές µεθόδους. Ακόµη και συστήµατα σχετικά λίγων διαστάσεων 
µπορούν να συµπεριφέρονται εκπληκτικά περίπλοκα, όπως φαίνεται 
σε διάφορα χαοτικά δυναµικά συστήµατα. Η συµπεριφορά τους 
αυτή συνήθως διακρίνεται µόνο µε τη σε βάθος µελέτη τους µε τη 
βοήθεια υπολογιστή. Υπάρχουν άφθονες περιπτώσεις που µη-
γραµµικότητες αποκλείουν αναλυτικές εκφράσεις και οι λύσεις 
µπορούν να βρεθούν µόνο σε εξοµοιώσεις υπολογιστή. 

Επίσης, οι µη-γραµµικές εµπρός διαδιδόµενες αναπαραστάσεις 
συναρτήσεων αποτελούν και ένα άλλο κέντρο βάρους του 
αλγόριθµου backpropagation, όπως παρατηρεί και ο White. Η 
σιγµοειδής οµαλοποίηση συναρτήσεων -φραγµένες µη-γραµµικές 
συναρτήσεις σήµατος- ορίζουν τις µη-γραµµικότητες. Πραγµατικά 
ελάχιστα γνωρίζουµε σχετικά µε τη συµπεριφορά φραγµένων µη-



 

 

γραµµικών συναρτήσεων σε σχέση µε τη θεωρία των φραγµένων 
γραµµικών συναρτήσεων (Rudin, 1974). 

Παρ΄όλα αυτά σήµερα, τα δίκτυα που βασίζονται σε αυτή τη 
µέθοδο, σύµφωνα µε σχετικά στοιχεία µιας εταιρίας του τοµέα, 
χρησιµοποιούνται στο περίπου 80 τοις εκατό του συνόλου των 
προσπαθειών σε νευρωνικά δίκτυα. Είναι συνήθως η πρώτη επιλογή 
για ερευνητές του τοµέα διότι είναι εύκολα στην ανάπτυξη, επιλύουν 
σωστά την πλειοψηφία των προβληµάτων, και δεν έχουν την 
"ιδιοσυγκρατική" συµπεριφορά αρκετών από τα υπόλοιπα. 
Πραγµατικά, τα backpropagation νευρωνικά δίκτυα διαθέτουν 
εκπληκτικές ικανότητες. 

Η Λειτουργία ενός ∆ικτύου Backpropagation 
Η όλη λειτουργία του δικτύου στηρίζεται στη εκµάθηση ενός 

προκαθορισµένου συνόλου εισόδων-εξόδων χρησιµοποιώντας έναν 
κύκλο διάδοσης-προσαρµογής δύο φάσεων. Αφού έχει δοθεί ένα 
πρότυπο εισόδου σαν ερέθισµα στο πρώτο επίπεδο των νευρώνων 
του δικτύου, αυτό προωθείται διαµέσου κάθε επόµενου  επιπέδου 
µέχρι να δηµιουργηθεί µια έξοδος. Αυτό το πρότυπο εξόδου 
συγκρίνεται έπειτα µε την επιθυµητή έξοδο, και υπολογίζεται ένα 
σήµα σφάλµατος για κάθε νευρώνα εξόδου. 

Στη συνέχεια, τα σήµατα σφάλµατος διαδίδονται προς τα πίσω 
από το επίπεδο εξόδου σε κάθε νευρώνα στο αµέσως προηγούµενο 
επίπεδο που συµβάλει απ' ευθείας στην έξοδο. Το σήµα σφάλµατος 
κάθε νευρώνα στο προηγούµενο επίπεδο είναι στην πραγµατικότητα 
µόνο ένα ποσοστό του ολικού σήµατος σφάλµατος, που καθορίζεται 
κατά κανόνα από τη σχετική συνεισφορά του νευρώνα στο αρχικό 
αποτέλεσµα. Αυτή η διαδικασία επαναλαµβάνεται ανά ένα επίπεδο 
µέχρι που ο κάθε νευρώνας στο δίκτυο να έχει λάβει το σήµα 
σφάλµατος που αντιστοιχεί στη δική του συνεισφορά στο ολικό 
σφάλµα. Κάθε νευρώνας τότε διαφοροποιεί τα συνδετικά του βάρη 
βασιζόµενος στο ιδιαίτερο σήµα σφάλµατος του, προτρέποντας έτσι 
το δίκτυο να συγκλίνει σε µια κατάσταση που επιτρέπει την 
κωδικοποίηση των προτύπων εκπαίδευσης. 

Η σπουδαιότητα αυτής της διαδικασίας είναι ότι καθώς το 
δίκτυο εκπαιδεύεται, οι νευρώνες σε κάθε ενδιάµεσο επίπεδο 



 

 

αυτοοργανώνονται έτσι ώστε διαφορετικοί νευρώνες µαθαίνουν να 
αναγνωρίζουν διαφορετικά χαρακτηριστικά του ολικού χώρου 
εισόδου. Αφού εκπαιδευτεί το δίκτυο, στην περίπτωση που του 
παρουσιαστεί ένα αυθαίρετο πρότυπο εισόδου που πιθανώς έχει 
θόρυβο ή είναι ατελές, αν η νέα είσοδος εµπεριέχει ένα πρότυπο που 
µοιάζει µε αυτό που έχουν εκπαιδευτεί να αναγνωρίζουν, οι 
νευρώνες στα κρυφά επίπεδα του δικτύου θα ανταποκριθούν. 
Αντίστροφα, αν το πρότυπο εισόδου δεν έχει το χαρακτηριστικό που 
έχουν εκπαιδευτεί να αναγνωρίζουν, τείνουν να καταστείλουν την 
διέγερση τους. 

Κατά τη διάδοση των σηµάτων µέσω των διαφόρων επιπέδων 
του δικτύου, το πρότυπο ενεργοποίησης που εµφανίζεται σε κάθε 
προηγούµενο επίπεδο µπορεί να θεωρηθεί σαν ένα πρότυπο που τα 
χαρακτηριστικά του είναι αναγνωρίσιµα στους νευρώνες του 
επόµενου επιπέδου. Το πρότυπο που δηµιουργείται στην έξοδο 
µπορεί να θεωρηθεί σαν µια αντιστοίχιση χαρακτηριστικών που 
υποδεικνύει την ύπαρξη ή απουσία πολλών διαφορετικών 
συνδυασµών χαρακτηριστικών στην είσοδο. Το τελικό αποτέλεσµα 
αυτής της συµπεριφοράς είναι το ότι πολλές φορές τα 
backpropagation νευρωνικά δίκτυα παρέχουν έναν αποτελεσµατικό 
τρόπο εξέτασης προτύπων δεδοµένων που µπορεί να είναι ατελή ή  
µε αρκετό θόρυβο και καθιστούν τους υπολογιστές ικανούς να 
αναγνωρίζουν µη προφανή πρότυπα σε ελλιπή σύνολα εισόδου. 

Αρκετοί ερευνητές έχουν δείξει ότι κατά τη διάρκεια της 
εκπαίδευσης, τα backpropagation νευρωνικά δίκτυα τείνουν να 
αναπτύξουν εσωτερικές σχέσεις ανάµεσα στους νευρώνες τους έτσι 
ώστε να οργανώνουν τα δεδοµένα εκπαίδευσης σε τάξεις προτύπων. 
Μπορούµε να επεκτείνουµε αυτή την ιδέα στην υπόθεση ότι όλοι οι 
νευρώνες στα κρυφά επίπεδα στο δίκτυο έχουν κάποια σχέση µε 
ειδικά χαρακτηριστικά του προτύπου εισόδου σαν αποτέλεσµα της 
εκπαίδευσης τους. Το ποια ακριβώς είναι αυτή η συσχέτιση που 
υπάρχει µπορεί να µην είναι προφανής στον ανθρώπινο παρατηρητή, 
αλλά το σηµαντικό είναι ότι το δίκτυο έχει βρει µία εσωτερική 
αναπαράσταση που του επιτρέπει να δηµιουργεί τις επιθυµητές 
εξόδους όταν του δοθούν οι είσοδοι εκπαίδευσης. Αυτή η 
αναπαράσταση µπορεί να εφαρµοστεί και σε εισόδους που δεν έχουν 



 

 

εισαχθεί κατά την εκπαίδευση. Το backpropagation νευρωνικό 
δίκτυο θα ταξινοµήσει αυτές τις άγνωστες εισόδους σύµφωνα µε τα 
χαρακτηριστικά που είναι κοινά µε τα παραδείγµατα του συνόλου 
εκπαίδευσης. 

∆υνατότητες των Προς τα Εµπρός Τροφοδοτούµενων 
Σιγµοειδών Συναρτήσεων 

Οι Hornik και White (1989) έδειξαν ότι σιγµοειδείς, προς τα 
εµπρός τροφοδοτούµενες αρχιτεκτονικές µπορούν, θεωρητικά, να 
αναπαραστήσουν κάθε συνάρτηση µετρήσιµη κατά Borel σε 
οποιαδήποτε επιθυµητή ακρίβεια - αν υπάρχουν στο δίκτυο αρκετοί 
κρυφοί νευρώνες ανάµεσα στο επίπεδο εισόδου και εξόδου. ∆εν 
είναι δυνατόν να ξέρουµε πόσο ακριβής είναι η προσέγγιση µε ένα 
σταθερό αριθµό νευρώνων. Το γεγονός ότι κάποτε θα επιτευχθεί 
οµοιόµορφη σύγκλιση, απλώς µας επιβεβαιώνει ότι µπορούµε να 
αναπαραστήσουµε οποιαδήποτε συνάρτηση µε ένα πεπερασµένο 
αριθµό νευρώνων. (Για κάθε ε > 0, υπάρχει κάποιος ακέραιος mo, 
τέτοιος ώστε για όλους τους ακεραίους m > mo και όλα τα x: 
||Nm(x) - f(x)|| < ε, να ισχύει για το προς τα εµπρός τροφοδοτούµενο 
σιγµοειδές νευρωνικό δίκτυο ότι N R Rm

n p: → .) Για αρκετές όµως 
συναρτήσεις, ο αριθµός των νευρώνων που χρειάζονται µπορεί να 
µην είναι ρεαλιστικός. 

Τα θεωρήµατα νευρωνικής αναπαράστασης υποστηρίζουν ότι  
κάθε συνεχής συνάρτηση σε ένα πεπερασµένο διάστηµα είναι το 
όριο µιας οµοιόµορφα συγκλίνουσας σειράς πολυωνύµων. 
Πεπερασµένα πολυώνυµα γεφυρώνουν το διάστηµα των συνεχών 
συναρτήσεων σε ένα κλειστό και φραγµένο σύνολο. Έτσι κι αλλιώς, 
κάθε συνάρτηση µπορεί να προσεγγιστεί µε τις µεθόδους της 
αριθµητικής ανάλυσης. Η πολυωνυµική προσέγγιση είναι 
ανεξάρτητη του µοντέλου, µόνο αν η προς τα εµπρός 
τροφοδοτούµενη σιγµοειδής αναπαράσταση είναι ανεξάρτητη του 
µοντέλου. Στην αριθµητική ανάλυση, τα δεδοµένα του δείγµατος 
τροποποιούν τους συντελεστές των πολυωνύµων. Στα νευρωνικά 
δίκτυα, τα δεδοµένα του δείγµατος τροποποιούν τα εσωτερικά 
γινόµενα ή συντελεστές των συνάψεων (βάρη). 



 

 

Η δυνατότητα αναπαράστασης οποιαδήποτε συνάρτησης 
µπορεί να είναι απαραίτητη για µια ενδιαφέρουσα προσέγγιση χωρίς 
συγκεκριµένη µοντελοποίηση. Αυτό όµως δεν σηµαίνει ότι είναι και 
επαρκής. Αυτό που είναι σηµαντικό να ξέρουµε, είναι το πως να 
αναπαραστήσουµε αποτελεσµατικά µια συνάρτηση µε µερικά 
δείγµατα, και όχι το εάν είναι δυνατόν να την αναπαραστήσουµε. 
Και µέχρι τώρα δεν υπάρχει καµία παραδεκτή θεωρία, εκτός της 
δοκιµής-και-σφάλµατος, για το πως είναι δυνατό  να επιτευχθεί αυτό 
στα νευρωνικά δίκτυα. Ίσως τα νευρωνικά να είναι ακόµα, 
περισσότερο µια τέχνη παρά επιστήµη. 

Εµβάθυνση στον Αλγόριθµο 
Στο κεφάλαιο αυτό θα παρουσιάσουµε µια µαθηµατική 

περιγραφή της λειτουργίας ενός δικτύου backpropagation, δηλαδή 
του γενικευµένου κανόνα ∆έλτα, που είναι ο αλγόριθµος µάθησης 
του δικτύου. Πιο συγκεκριµένα, θα παρουσιάσουµε τον αλγόριθµο 
για την περίπτωση ενός κρυφού επιπέδου. Η παρουσίαση θα 
ακολουθήσει την ορολογία των τόµων PDP (Rumelhart, 1986), µε 
έµφαση στη στοχαστική φύση της διαδικασίας. 

Η ενηµέρωση του βάρους mij(k) της σύναψης την k-φορά 
γίνεται µε την στοχαστική εξίσωση διαφοράς πρώτης τάξης 

  mij(k+1) = mij(k) + ck∆mij(k)   (3-1) 
Οι i-οστοί και j-οστοί νευρώνες ανήκουν σε συναφή πεδία. Ο 

συντελεστής µάθησης {ck} θα πρέπει να µειώνεται σε σχέση µε τον 
χρόνο k,ώστε να µειώνονται οι τυχαίες διαταραχές. Θεωρούµε ότι µε 
τους περιορισµούς  

  ck
k=

∞

∑ = ∞
1

   και  ck
k

2

1=

∞

∑ < ∞   (3-2) 

εξασφαλίζουµε ένα αρκετά γρήγορο ρυθµό µείωσης, αλλά όχι  
τόσο γρήγορο ώστε να οδηγεί σε ταλαντώσεις. Έτσι έχουµε µια 
ακριβή στοχαστική προσέγγιση ενός αγνώστου τοπικού ελαχίστου 
Μέσου Τετραγωνικού Σφάλµατος (Mean Square Error-MSE). 

Γενικώς, το βάρος mij(k) ενηµερώνεται µε τη γραµµική 
στοχαστική εξίσωση διαφορών δευτέρας τάξης  

 mij(k+1) = mij(k) + ck∆mij(k) + bkmij(k-1)  (3-3) 



 

 

Το {bk} θα πρέπει επίσης να µειώνεται αναλογικά µε τις (3-2) 
για να ελαχιστοποιηθούν τυχαίες διαταραχές. Αυτή η εξίσωση 
διαφοράς δευτέρας τάξης ορίζει έναν απλό τύπο συζευγµένης 
επικλινούς κατάβασης. Ο Rumelhart αποκαλεί τον επιταχυντικό 
παράγοντα bk∆mij(k-1)  "ορµή", πιθανώς επειδή µοιάζει µε το 
γινόµενο µάζας επί την ταχύτητα που αποτελεί τη γνωστή ορµή. Ο 
επιταχυντικός αυτός παράγοντας βοηθά στην εξοµάλυνση της 
τοπικής καµπυλότητας ανάµεσα στις συνεχόµενες επιφάνειες 
τετραγωνικού σφάλµατος. Ίσως αυτός να είναι και ο λόγος που η 
ορµή τείνει να βελτιώσει τα αποτελέσµατα εξοµοιώσεων. Θετικό 
επίσης θεωρείται το γεγονός ότι δεν αυξάνει σε µεγάλο βαθµό τον 
αριθµό των υπολογισµών που απαιτούνται για την πρώτης τάξης 
εξίσωση ενηµέρωσης (3-1).  

Ας υποθέσουµε, για εποπτικούς λόγους, ότι έχουµε το δίκτυο 
του ακόλουθου σχήµατος που εκπαιδεύεται µε τον αλγόριθµο 
backpropagation: 

Πραγ
µατοποιείτ
αι µια 
τυχαία 
δειγµατολη
ψία της 
µετρήσιµη
ς κατά 
Borel 
συνάρτηση
ς   
f R Rn p: →

. Αυτό γεννά αυτοµάτως µια σχεδόν άπειρη σειρά συσχετίσεις 
δειγµάτων  (x1, d1), (x2, d2), .... Αυτό που επιθυµούµε είναι ένα 
διάνυσµα εξόδου d ενώ έχουµε σαν είσοδο το διάνυσµα x: d = f(x). 
Το xi φαίνεται να είναι ένα σηµείο ( x xi

n
i

1 ,..., ) του Rn. Εµείς όµως 
επιθυµούµε το dj να είναι ένα σηµείο του Rp . Τη χρονική στιγµή  k 
παίρνουµε ένα δείγµα του διανύσµατος συσχετίσεων (xk, dk). Στην 
πράξη όµως µπορεί να έχουµε µόνο m δείγµατα για την εκπαίδευση 



 

 

ή συσχετίσεις. Σε αυτήν την περίπτωση παίρνουµε δείγµατα µε 
ανατοποθέτηση από το σύνολο ή απλώς παίρνουµε κυκλικά όσα 
δείγµατα χρειαζόµαστε. 

Αυτό που έχουµε κάνει τώρα είναι ένα δίκτυο Νk που ορίζει τη 
συνάρτηση N R Rk

n p: → . Χάριν απλότητας, από εδώ και πέρα το 
δίκτυο θα αναφέρεται απλώς σαν Ν, αν και η δοµή των συνάψεων 
του αλλάζει από τη µία χρονική στιγµή k στην άλλη. Έστω ότι η 
έξοδος Ν(x) του δικτύου αντιστοιχεί στο διάνυσµα S(y) : 

   N(x) = S(y)     (3-4) 
           =(S1(y1),...,Sp(yp))   (3-5) 
όπου η φραγµένη, µονοτόνως µη-αύξουσα συνάρτηση σήµατος 

Sj
Y συντοµογραφείται ως Sj .. Ο αλγόριθµος απαιτεί να είναι 
διαφοροποιήσιµες µόνο οι ενεργές συναρτήσεις σήµατος. Έτσι 
µπορούµε να χρησιµοποιήσουµε συναρτήσεις Cauchy ή Gauss. 

To τυχαίο µας δείγµα (xk, dk) ορίζει το διάνυσµα στιγµιαίου 
τετραγωνικού σφάλµατος ek: 

  ek = dk - N(xk)     (3-6) 
     = dk - S(yk)     (3-7) 
      = ( ( ),..., ( ))d S y d S yk k

p
k

k p
k

1 1 1− −   (3-8) 
που γενικεύει το µονοδιάστατο γραµµικό σφάλµα ελαχίστου 

µέσου τετραγώνου (LMS). 
    ek = dk - yk    (3-9) 
O αλγόριθµος backpropagation χρησιµοποιεί το άθροισµα 

στιγµιαίων τετραγωνισµένων σφαλµάτων Εk: 

  [ ]E d S y e ek j
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2
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2

2

( )   (3-10) 

Tο ολικό ή αθροιστικό σφάλµα E είναι: 
    Å Ek

k
= ∑     (3-11) 

και αθροίζει τα πρώτα k στιγµιαία σφάλµατα της k-
επανάληψης. Γενικά ισχύει: 

   ∂
∂

∂
∂

Å
m

E
mij

k

ijk
= ∑     (3-12) 

Έχοντας υπ' όψιν αυτήν τη γραµµική σχέση καθώς και την 
επίσης γραµµική (3-3), µπορούµε να δικαιολογήσουµε την εκτίµηση 



 

 

του διαφορικού του Ek στην k-επανάληψη αντί του διαφορικού του 
αθροιστικού σφάλµατος µέχρι την k. 

Ο αλγόριθµος backpropagation ενηµερώνει τις ενεργοποιήσεις 
των νευρώνων µε το εξής απλό αθροιστικό µοντέλο: 

    y S h mj
k

q
q

q
k

qj= ∑ ( )    (3-13) 

αν ο j-νευρώνας ανήκει στην έξοδο του πεδίου νευρώνων Fy, 
και µε το 
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   (3-14) 

αν ο q-νευρώνας ανήκει στο κρυφό επίπεδο FH στην 
εµπροσθοδροµική τοπολογία F F Fx H Y→ → . Για νευρώνες εισόδου σε 
εµπροσθοδροµικά δίκτυα ισχύει επίσης ότι S x xi i i( ) = . 

O αλγόριθµος παράγεται µε επανειληµµένη εφαρµογή του 
κανόνα της αλυσίδας του διαφορικού λογισµού πολλαπλών 
µεταβλητών. Έστω ότι η f είναι µια επαρκώς οµαλή συνάρτηση των 
µεταβλητών x1,...,xn  και y1,...,yp. H f ορίζεται σαν f = f ( x1,...,xn , 
y1,...,yp). Έστω ότι οι xi και yi είναι επαρκώς οµαλές συναρτήσεις 
του t στα ανάλογα διαστήµατα. Τότε, η ολική παράγωγος df/dt 
παίρνει τη µορφή: 

  df
dt

f
x
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   (3-15) 

Τώρα, ας υποθέσουµε ότι η f = f (x1,...,xn)  και xi = xi 
(y1,...,yp). Τότε η µερική παράγωγος ∂ ∂f yi  παίρνει τη µορφή: 
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Γενικώς, οι κανόνες της αλυσίδας (3-15) και (3-16) δεν ισχύουν 
στο στοχαστικό λογισµό, γιατί εκεί οι ισότητες υπονοούν 
στοχαστικά όρια συγκλίνουσων ακολουθιών τυχαίων µεταβλητών. 

O αλγόριθµος backpropagation χρησιµοποιεί τον στοχαστικό 
λογισµό γιατί οι µεταβλητές του είναι ή τυχαίες ή τυχαία 
διανύσµατα. Στην πραγµατικότητα όµως χρησιµοποιεί µόνο απλές 
στοχαστικές γραµµικές εξισώσεις διαφοράς χωρίς τους  µη-
γραµµικούς όρους θορύβου (κίνηση Brown). Έτσι, είναι ακόµα 
δυνατόν να χρησιµοποιήσουµε τον κανόνα της αλυσίδας του 



 

 

διαφορικού λογισµού, έστω και σαν µία πολύ καλή προσέγγιση του 
πως διαφοροποιούνται οι τυχαίες µεταβλητές. 

Τα σφάλµατα και οι ενεργοποιήσεις των νευρώνων βασίζονται  
στις συναρτήσεις σήµατος. Εφαρµόζοντας τον κανόνα της αλυσίδας 
στην (3-10) έχουµε: 
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, που είναι το αρνητικό του στιγµιαίου όρου σφάλµατος ej
k της 

(3-9). Εφαρµόζοντας τον κανόνα της αλυσίδας στις (3-13) και (3-14) 
έχουµε: 
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όπου και πάλι χρησιµοποιούµε τη συνθήκη γραµµικότητας 
Si(xi) = xi, για τους νευρώνες εισόδου σε εµπροσθοδροµικά δίκτυα. 
Παροµοίως, εφαρµόζοντας τον κανόνα της αλυσίδας στις (3-16) µε 
(3-14) παίρνουµε: 
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Οι εξισώσεις (3-13) µέχρι (3-15) δίνουν: 
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Ο αλγόριθµος τώρα πια µπορεί να παρουσιαστεί, για ένα κρυφό 
επίπεδο στην προς τα εµπρός τροφοδοτούµενη τοπολογία 
F F Fx H Y→ → . Όπως και προηγουµένως, οι νευρώνες στο επίπεδο 
εισόδου FH είναι γραµµικοί, δηλαδή Si(xi) = xi. Αυτό γίνεται για 
λόγους απλοποίησης του αλγόριθµου. Ο αλγόριθµος διαδίδει το 



 

 

στιγµιαίο τετραγωνικό σφάλµα, E e ek k
T

k= 1
2 , προς τα πίσω από το FY 

στο κρυφό επίπεδο και τέλος στο FX σε κάθε επανάληψη. Τυχαία 
δεδοµένα εισόδου xk γεννούν το στιγµιαίο τετραγωνικό σφάλµα. Το 
xk περνάει προς τα εµπρός από το FX στο FH. Μετά, το επίπεδο FH 
στέλνει το σήµα στο FY. Αφαιρούµε το πραγµατικό σήµα εξόδου 
FY του S(yk) από επιθυµητό διάνυσµα dk του FΥ και υπολογίζουµε 
το διάνυσµα σφάλµατος ek. Αυτή η διαδικασία επαναλαµβάνεται 
εώς ότου χρησιµοποιηθούν όλες οι συσχετίσεις εκπαίδευσης (xk, 
dk), και  έχουµε φτάσει, στην ιδανική περίπτωση, σε ένα τοπικό 
ελάχιστο της άγνωστης επιφάνειας µέσου τετραγωνικού σφάλµατος. 

Ο αλγόριθµος, συγκεκριµένα, έχει ως εξής: 
A. Αν ο j-νευρώνας ανήκει στο επίπεδο εξόδου FΥ, τότε 

είναι: 
       [ ]∆m k d S y S y S hqj j
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k( ) ( ) ( ) ( )= − ′   (3-25) 
όπου ′ =S dS dyj j i . 
B. Αν ο q-νευρώνας ανήκει στο κρυφό επίπεδο FH, στην 

προς τα εµπρός τροφοδοτούµενη τοπολογία F F Fx H Y→ → , τότε 
έχουµε: 
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Ο αλγόριθµος βγαίνει µε επαναλαµβανόµενη εφαρµογή του 
κανόνα της αλυσίδας (3-16). 

Α. Έστω ότι ο j-νευρώνας ανήκει στο επίπεδο εξόδου FY. 
Τότε: 
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και από την (3-22), 
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και αφού η Sj είναι µια συνάρτηση σήµατος και η 
′ =S dS dyj j j , 
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από την (3-18) και ορίζει η (3-25). 
B. Ας υποθέσουµε τώρα ότι ο q-νευρώνας ανήκει στο 

κρυφό επίπεδο FH στην προς τα εµπρός τροφοδοτούµενη τοπολογία 
F F Fx H Y→ → . Όλοι οι νευρώνες του FX έχουν γραµµικές 
συναρτήσεις σήµατος, δηλ. Si(xi) = xi. Tότε, 
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και από την (3-23), 
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και από την (3-19), 
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από την (3-30) µέχρι την (3-33), όπως όρίζει η (3-27). 
Ο αλγόριθµος backpropagation φθίνει στον αλγόριθµο LMS αν 

είναι όλοι οι νευρώνες γραµµικοί και αν δεν εµπεριέχονται καθόλου 



 

 

κρυµµένοι νευρώνες  στην προς τα µπρός τροφοδοτούµενη 
τοπολογία F FX Y→ . Αυτό γιατί τότε η (3-25) φθίνει στην  
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Αντικαθιστώντας την (3-43) στην (3-3) έχουµε την  
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που ορίζει µια έκδοση του αλγόριθµου LMS για πολλαπλούς 
νευρώνες, µε τις κατάλληλες, βέβαια, σταθερές εκµάθησης ck. 

Υπάρχουν αρκετές παραλλαγές πάνω στην  backpropagation. 
Οι Williams και Zipper (1989) έχουν ενσωµατώσει  στον αλγόριθµο 
συνχρονική ανατροφοδότηση σε διακριτό χρόνο. Χρησιµοποίησαν 
τον αλγόριθµο για µάθηση ορισµένων τύπων σειριακών δεδοµένων 
αλλά παρατήρησαν ότι "για τη µάθηση, κάθε βάρος πρέπει να έχει 
πρόσβαση σε όλο τον πίνακα των βαρών W καθώς και σε ολόκληρο 
το διάνυσµα σφάλµατος e." Οι Almeida (1987) και Pineda (1989) 
έχουν ανακαλύψει ότι µε τη γραµµικοποίηση γύρω από ένα σταθερό 
σηµείο, υπάρχουν ικανές συνθήκες για σταθερότητα σε 
ανατροφοδοτούµενα δίκτυα µε δυναµικές καταστάσεις προσθετικής 
ενεργοποίησης νευρώνων και όµοιες µε backpropagation δυναµικές 
καταστάσεις συνάψεων. 



 

 

ΠΑΡΟΥΣ ΙΑΣΗ  ΤΟΥ  ΠΡΟΓΡΑΜΜΑΤΟΣ  
ΠΡΟΣΟΜΟ ΙΩΣΗΣ  

Στις περισσότερες εφαρµογές τα νευρωνικά δίκτυα, τα οποία 
έχουν ως κύριο χαρακτηριστικό τους την παράλληλη επεξεργασία, 
προσοµοιώνονται από κάποια υπολογιστικά πακέτα µε τη χρήση 
ηλεκτρονικών υπολογιστών οι οποίοι βασίζονται, συνήθως, στη 
σειριακή επεξεργασία. Ένα πρόγραµµα προσοµοίωσης αυτού του 
είδους χρησιµοποιείται στη συνέχεια, για την επίλυση ενός 
προβλήµατος πρόβλεψης πτώχευσης και ενός προβλήµατος 
πρόβλεψης απόδοσης µετοχών µε τη βοήθεια νευρωνικών δικτύων. 
Το πρόγραµµα περιέχεται στην πρώτη, από τις δύο δισκέτες, που 
παρέχονται µαζί µε τα βιβλία " Understanding Neural Networks : 
Computer Explorations - Volume 1,2 " από τους Maureen Caudill 
και Charles Butler (1992) του Τεχνολογικού Ινστιτούτου της 
Μασσαχουσέττης. 

Συγκεκριµένα πρόκειται για έναν προσοµοιωτή νευρωνικού 
δικτύου που χρησιµοποιεί τον αλγόριθµο εκµάθησης 
backpropagation. Παρέχεται η δυνατότητα είτε χρησιµοποίησης του 
υπάρχοντος δικτύου, είτε δηµιουργίας ενός νέου δικτύου 
backpropagation. Στην κατασκευή του νέου δικτύου υπεισέρχονται 
κάποιοι περιορισµοί, όπως η ύπαρξη ενός µόνο ενδιάµεσου επιπέδου 
το οποίο µπορεί να διαθέτει µέχρι 100 το πολύ νευρώνες. 
Περιορισµός επίσης υπάρχει και στον αριθµό των περιπτώσεων που 
θα περιέχονται στο δείγµα εκπαίδευσης ή στο δείγµα ελέγχου, οι 
οποίες δε θα πρέπει να υπερβαίνουν τις 40. 

Κατά τη διάρκεια εκτέλεσης του προγράµµατος, η οθόνη του 
υπολογιστή διαιρείται σε τµήµατα. Στο µεγαλύτερο από αυτά 
εµφανίζεται µία εικόνα της αρχιτεκτονικής του δικτύου. Σ' αυτήν 
παρουσιάζονται οι νευρώνες όλων των επιπέδων (εισόδου, 
ενδιάµεσου και εξόδου) µε τη µορφή ελλειψοειδών σχηµάτων, όπως 
επίσης και το επιθυµητό αποτέλεσµα. Αντιθέτως δεν 
παρουσιάζονται, για λόγους ευκρίνειας, οι συνδέσεις µεταξύ τους. Ο 
βαθµός ενεργοποίησης των νευρώνων γίνεται αντιληπτός από τον 



 

 

τόνο του χρώµατός τους. Όσο πιο σκούρος εµφανίζεται ένας 
νευρώνας, τόσο περισσότερο ενεργός είναι. Η κλίµακα 
ενεργοποίησης των νευρώνων και η αντίστοιχη χρωµατική 
διαβάθµιση εµφανίζονται στο αριστερό άκρο της οθόνης. 

Στο κάτω αριστερό τµήµα της οθόνης δίνονται κάποιες 
πληροφορίες για την κατάσταση και τις παραµέτρους του δικτύου, 
όπως το επίπεδο του θορύβου και το αν αυτός έχει ενεργοποιηθεί, οι 
τιµές της σταθεράς εκµάθησης και της ορµής, το αν η διαδικασία 
εκπαίδευσης έχει ενεργοποιηθεί, ο αριθµός των κύκλων και των 
"περασµάτων" και το ύψος, τέλος, του µέσου και του χειρότερου 
σφάλµατος σε κάθε "πέρασµα" που βοηθούν στην εκτίµηση της 
πορείας της εκπαιδευτικής διαδικασίας. Η παρουσίαση στο δίκτυο 
µίας περίπτωσης από το δείγµα εκπαίδευσης αποτελεί έναν κύκλο, 
ενώ η παρουσίαση του συνόλου των περιπτώσεων του δείγµατος 
αποτελεί ένα "πέρασµα". Έτσι στην περίπτωση που το δείγµα 
αποτελείται από π.χ. 30 περιπτώσεις, ένα "πέρασµα" περιλαµβάνει 
30 κύκλους. 

Στο κάτω δεξιό µέρος της οθόνης παρουσιάζεται, µε τη µορφή 
γραφικής παραστάσης, η εξέλιξη του µέσου λάθους ανά "πέρασµα" 
καθώς και το λάθος σε κάθε περίπτωση (κύκλο). Πρέπει να 
σηµειωθεί ότι αυτές οι παραστάσεις είναι ενδεικτικές και δεν 
αποτελούν ακριβείς αριθµητικά αναπαραστάσεις των συγκεκριµένων 
σφαλµάτων. 

Τέλος, στο πάνω µέρος της οθόνης βρίσκονται οι διάφορες 
επιλογές για την κατασκευή του δικτύου µε τη µορφή µενού. 
Συγκεκριµένα, αυτά είναι: 

1. Το "Μενού Αρχείου" ("File Menu"). Από εδώ γίνονται οι 
επιλογές για τη  δηµιουργία νέου δικτύου, για το σώσιµο ή το 
φόρτωµα κάποιου ήδη υπάρχοντος, καθώς και η επιλογή του 
αρχείου το οποίο θα αποτελέσει το δείγµα εκπαίδευσης ή ελέγχου. 
Απαραίτητο είναι να αναφερθεί, ότι οι τιµές των στοιχείων που 
περιλαµβάνονται σε αυτά πρέπει να κυµαίνονται µεταξύ 0 και 1, ενώ 
λαµβάνονται µε ακρίβεια τεσσάρων δεκαδικών ψηφίων. Σε αυτό το 
µενού, τέλος, υπάρχει η δυνατότητα επιλογής για τη δηµιουργία µίας 
αναφοράς όπου παρουσιάζονται αναλυτικά οι τιµές των σφαλµάτων 



 

 

και ο βαθµός ενεργοποίησης του κάθε νευρώνα για κάθε µία 
περίπτωση του δείγµατος ξεχωριστά. 

2. Το "Μενού Καθορισµού" ("Define Menu"). Εδώ καθορίζεται 
το µέγεθος (αριθµός νευρώνων) του κάθε επιπέδου, εκφρασµένο σε 
διαστάσεις x και y. Για ένα επίπεδο σηµαντικός είναι µόνο ο 
συνολικός αριθµός νευρώνων του και όχι ο συγκεκριµένος 
συνδυασµός των x και y που δίνει αυτό τον αριθµό. Έτσι, ένα 
επίπεδο που καθορίστηκε να διαθέτει 4 * 3 = 12 νευρώνες είναι 
πανοµοιότυπο µε ένα που διαθέτει αντίστοιχα 2 * 6 = 12 νευρώνες, 
διαφέροντας µόνο οπτικά. 

3. Το "Μενού Κανονισµού" ("Set Menu"). Από αυτό 
ελέγχονται όλοι οι παράµετροι του δικτύου. Εδώ ενεργοποιείται και 
καθορίζεται το επίπεδο του θορύβου, οι τιµές της σταθεράς 
εκµάθησης και της ορµής, η τιµή στην οποία πρέπει να φτάσει το 
χειρότερο σφάλµα προκειµένου να σταµατήσει η εκπαίδευση, καθώς 
και η οριακή τιµή σφαλµάτων κάτω από την οποία το δίκτυο τα 
αγνοεί. 

4. Το "Μενού Εκτέλεσης" ("Run Menu"). Από αυτό το µενού 
ενεργοποιείται η εκπαίδευση και δίνεται η εντολή έναρξης 
επεξεργασίας των στοιχείων. Επίσης, επιλέγεται ο τρόπος 
λειτουργίας του δικτύου, δηλαδή το αν θα παρουσιάζεται στο δίκτυο 
µία περίπτωση του δείγµατος ή ολόκληρο το δείγµα και στη 
συνέχεια η διαδικασία θα σταµατά, ή αν το δείγµα θα παρουσιάζεται 
επαναλαµβανόµενα στο δίκτυο µέχρι να δοθεί η εντολή 
τερµατισµού. Η τελευταία περίπτωση είναι η συνηθέστερη κατά την 
εκπαίδευση. Τέλος, µε την εντολή "Initialize" υπάρχει η δυνατότητα 
επιλογής νέων αρχικών συνθηκών για το δίκτυο, µε την οποία τα 
υπάρχοντα βάρη του δικτύου µηδενίζονται και στη θέση τους 
επιλέγονται, τυχαία, νέα. Πρόκειται για χρησιµότατη επιλογή, 
δεδοµένου ότι η πορεία της εκπαίδευσης εξαρτάται πολλές φορές 
από το αρχικό της σηµείο και το πόσο κοντά είναι αυτό σ' ένα 
κατάλληλο τοπικό ελάχιστο σφάλµατος. 

Είναι ευνόητο ότι στο κεφάλαιο αυτό αναφέρθησαν, ενδεικτικά, 
οι κυριότερες επιλογές του προγράµµατος και όχι το σύνολό τους. 
Επίσης, πρέπει να αναφερθεί ότι εκτός από τον προσοµοιοτή 
δικτύου backpropagation διαθέσιµοι είναι προσοµοιοτές και άλλων 



 

 

τύπων δικτύων όπως του outstar, του αυτοσυγκροτούµενου 
διαγράµµατος αντιστοίχισης χαρακτηριστικών Kohonen κ.ά.   



 

 

ΠΤΩXΕΥΣΗ  ΕΠ ΙXΕ Ι ΡΗΣΕΩΝ :  ΜΙΑ  
ΠΡΟΚΛΗΣΗ  Γ Ι Α  ΤΑ  ΝΕΥΡΩΝ ΙΚΑ  ∆ ΙΚΤΥΑ  

Το Πρόβληµα Πτώχευσης 
Σε µια εποχή παρατεταµένης οικονοµικής κρίσης, όπως η 

σηµερινή, η ύπαρξη εταιρείων που βρίσκονται ένα βήµα πριν από τη 
πτώχευση αποτελεί συνηθισµένο φαινόµενο. Η δυνατότητα 
πρόβλεψης, λοιπόν, του κατά πόσο µία εταιρεία πρόκειται να 
πτωχεύσει ή όχι αποκτά ιδιαίτερη σηµασία. 

Η πρόβλεψη πτώχευσης βασίζεται κυρίως στη χρησιµοποίηση 
διαφόρων οικονοµικών δεικτών (ratios) οι οποίοι επιτρέπουν όχι 
µόνο την αξιολόγηση κάποιας εταιρείας αλλά και την σύγκριση της 
απόδοσής της µε αυτή άλλων εταιρειών, έχοντας βέβαια επίγνωση 
του γεγονότος ότι οι δείκτες διαφοροποιούνται ανάλογα µε τον 
βιοµηχανικό κλάδο στον οποίο ανήκει η εταιρεία που εξετάζεται. Η 
γνώση που προκύπτει από αυτού του είδους την οικονοµική 
ανάλυση ενδιαφέρει τόσο τους διάφορους επενδυτές που θέλουν να 
αξιολογήσουν κάποια εταιρεία, όσο και τους µάνατζερ της εκάστοτε 
εταιρείας που µπορούν έτσι να διαγιγνώσκουν πιθανά προβλήµατα 
που χρήζουν άµεσης αντιµετώπισης. 

Πολλοί ερευνητές ασχολήθηκαν κατά το παρελθόν µε το 
πρόβληµα πτώχευσης χρησιµοποιώντας κυρίως τα εξής στατιστικά 
µοντέλα: πολλαπλή διακριτική (ταξινοµική) ανάλυση (multiple 
discriminant analysis) -Π∆Α, µοντέλα γραµµικής πιθανότητας 
(linear probability models) και λογιστική παλινδρόµηση (logistic 
regression).  

Η πολλαπλή διακριτική ανάλυση είναι µία στατιστική τεχνική η 
οποία χρησιµοποιείται για την ταξινόµηση µίας παρατήρησης σε µία 
από δύο ή περισσότερες, αµοιβαίως αποκλειόµενες, κατηγορίες. 
Στην περίπτωση της πρόβλεψης πτώχευσης οι κατηγορίες είναι δύο: 
πτωχευµένες και µη πτωχευµένες εταιρείες. Η ταξινόµηση 
επιτυγχάνεται µε την ανάπτυξη µίας διακριτικής συνάρτησης (ή 
αλλιώς συνάρτησης ταξινόµησης) η οποία είναι γενικά ένας 



 

 

γραµµικός συνδυασµός ανεξάρτητων µεταβλητών και προκύπτει 
κατά τέτοιο τρόπο ώστε να ελαχιστοποιείται η πιθανότητα 
εσφαλµένης ταξινόµησης. Κατά την εφαρµογή της Π∆Α ένα µέρος 
των στοιχείων χρησιµοποιείται για την κατασκευή της διακριτικής 
συνάρτησης και στη συνέχεια προκύπτει ένα όριο µε βάση το οποίο 
γίνεται η ταξινόµηση των παρατηρήσεων σε κάποια κατηγορία. 
Ακολούθως η συνάρτηση εφαρµόζεται στα εναποµείνοντα στοιχεία 
προκειµένου να ελεγχθεί η εγκυρότητα του µοντέλου. Τέλος, 
κατασκευάζεται ένας πίνακας ταξινόµησης για το σύνολο των 
στοιχείων όπου εµφανίζεται ο αριθµός των παρατηρήσεων που 
ταξινοµήθηκαν επιτυχώς ή ανεπιτυχώς και απ' όπου προκύπτει ένα 
ποσοστό επιτυχίας.  

Ο πρώτος  που χρησιµοποίησε ταξινοµική ανάλυση στο 
πρόβληµα της πρόβλεψης πτώχευσης ήταν ο Edward Altman το 
1968. Το δείγµα που χρησιµοποίησε αποτελείτο από 66 εταιρείες, 
του ίδιου κλάδου και µεγέθους, 33 εκ των οποίων είχαν πτωχεύσει. 
Συγκρίνοντας τα οικονοµικά τους στοιχεία ο Altman κατασκεύασε 
22 οικονοµικούς δείκτες, από τους οποίους βρέθηκε ότι οι παρακάτω 
πέντε ήταν οι πιο αντιπροσωπευτικοί για την κατάσταση των 
εταιρειών:  

-Χ1 = Κεφάλαιο κίνησης / Σύνολο ενεργητικού 
-Χ2 = Αποθεµατικά κεφάλαια / Σύνολο ενεργητικού 
-Χ3 = Κέρδη προ τόκων και φόρων / Σύνολο ενεργητικού 
-Χ4 = Αγοραία αξία ιδίων κεφαλαίων / Λογιστική αξία δανείων 
-Χ5 = Πωλήσεις / Σύνολο ενεργητικού 
 Η αντίστοιχη ταξινοµική συνάρτηση ήταν: Ζ = 0.012Χ1 + 

0.014Χ2 + 0.033Χ3 + 0.006Χ4 + 0.999Χ5. Ο Altman υπολόγισε ότι 
όλες οι εταιρείες που είχαν ένα σκορ διάκρισης Ζ µεγαλύτερο από 
2.99 ανήκαν στις µη πτωχευµένες, ενώ όσες είχαν Ζ µικρότερο από 
1.81 ανήκαν στις πτωχευµένες. Η περιοχή ανάµεσα στα δύο αυτά 
σκορ καθορίστηκε ως µία ζώνη "άγνοιας" όπου κάθε πρόβλεψη θα 
ήταν παρακινδυνευµένη και όπου µία βαθύτερη µελέτη κρίνεται 
απαραίτητη. Το ποσοστό επιτυχίας της µεθόδου για πρόβλεψη ένα 
χρόνο πριν την πτώχευση,  κυµαίνεται στο 95%. 

Πρέπει πάντως να αναφερθεί ότι η Π∆Α είναι αξιόπιστη µόνο 
υπό κάποιους περιορισµούς, ένας από τους οποίους είναι ότι οι 



 

 

διακριτικές µεταβλητές είναι από κοινού πολυδιαστατικά κανονικές 
(jointly multivariate normal), ειδάλλως τα αποτελέσµατα µπορεί να 
είναι εσφαλµένα. 

Στη logit analysis το µοντέλο βασίζεται στη συσσωρευτική 
(cumulative) λογιστική συνάρτηση πιθανότητας. Η χρήση του 
ενδύκνειται σε περιπτώσεις όπου εµπλέκονται µεταβλητές δυαδικής 
µορφής (πχ. πτώχευση - µη πτώχευση). Σε σύγκριση µε την Π∆Α 
έχει βρεθεί ότι το συγκεκριµένο µοντέλο παράγει µικρότερα 
σφάλµατα Τύπου 1 (ταξινόµηση ως υγιούς µιας εταιρείας που τελικά 
πτωχεύει) αλλά δεν παρουσιάζει αισθητή βελτίωση στην τελική 
ακρίβεια. Αυτό το γεγονός, συν το ότι απαιτεί µεγαλύτερο 
υπολογιστικό φόρτο οδηγεί σε µία προτίµηση της Π∆Α που 
επιπλέον παρουσιάζει µεγαλύτερη ευρωστία (robustness) απέναντι 
σε παραβιάσεις των υποθέσεων του µοντέλου. 

Ο διαµεριστικός αναδροµικός (recursive partitioning) 
αλγόριθµος είναι µία µη παραµετρική τεχνική ταξινόµησης που 
βασίζεται στην αναγνώριση υποδειγµάτων. Το µοντέλο έχει τη 
µορφή ενός δυαδικού δένδρου ταξινόµησης το οποίο καθορίζει 
στόχους σε προκαθορισµένες οµάδες κατά τέτοιο τρόπο ώστε να 
ελαχιστοποιείται το κόστος εσφαλµένης ταξινόµησης. Η ακρίβεια 
ταξινόµησης µίας συνάρτησης µπορεί να προσδιοριστεί µε τη χρήση 
ενός δείγµατος ελέγχου του οποίου η σωστή ταξινόµηση είναι ήδη 
γνωστή. Σ' ένα µοντέλο πρόβλεψης πτώχευσης, για παράδειγµα,το 
δένδρο µπορεί να κατασκευαστεί µε ένα µέρος των στοιχείων και να 
ελεγχθεί µε τα υπόλοιπα. Ή µπορεί το µοντέλο να καταστρωθεί µε 
στοιχεία µίας χρονικής περιόδου και να δοκιµαστεί µε τα στοιχεία 
κάποιας άλλης συγκρίσιµης περιόδου. 

 Όπως θα δειχθεί παρακάτω η χρησιµοποίηση των νευρωνικών 
δικτύων είναι η πλέον κατάλληλη µέθοδος για την πρόβλεψη 
πτώχευσης τόσο λόγω της µεγαλύτερης ακρίβειας που προσφέρουν 
όσο και κάποιων επιπλέον χαρακτηριστικών που διαθέτουν (όπως 
για παράδειγµα το ότι δεν υπόκεινται σε περιορισµούς 
κανονικότητας). 



 

 

Παρουσίαση και Επεξεργασία των Στοιχείων του 
∆είγµατος 

Το δείγµα που χρησιµοποιήθηκε για την εκπαίδευση και τον 
έλεγχο του δικτύου αποτελείται από 59 συνολικά εταιρείες (29 
πτωχευµένες και 30 µη πτωχευµένες) οι οποίες προέρχονται από 
διάφορους κλάδους της βιοµηχανίας. Το αρχικό δείγµα περιείχε τις 
τιµές 17 χρηµατιστηριακών δεικτών για κάθε µία από τις εταιρείες, 
ένα χρόνο πριν τη πτώχευση ή µη πτώχευσή τους. Λόγω όµως της 
περιορισµένης υπολογιστικής ισχύος του διατιθέµενου πακέτου 
προσοµοίωσης νευρωνικών δικτύων ήταν απαραίτητη η µείωση του 
αριθµού των δεικτών. Για το σκοπό αυτό κατασκευάστηκε, µε τη 
χρήση του λογιστικού φύλλου επεξεργασίας EXCEL, ο πίνακας 
συσχετίσεων των δεικτών. Στη συνέχεια για κάθε δείκτη 
υπολογίστηκε ο µέσος όρος των συσχετίσεων του µε τους 
υπόλοιπους δείκτες, καθώς επίσης και ο µέσος όρος αν αφαιρεθούν 
οι δύο µεγαλύτερες τιµές θετικής και αρνητικής συσχέτισης 
(Τrimmean). Με βάση αυτά τα αποτελέσµατα και µε την  επιπλέον 
απαίτηση να µην παρουσιάζουν ισχυρή συσχέτιση µεταξύ τους, 
επελέγησαν 7 δείκτες για να αποτελέσουν τις εισόδους του 
νευρωνικού συστήµατος. Οι δείκτες αυτοί είναι: 

1. Μικτά Κέρδη / Σύνολο Ενεργητικού 
2. Καθαρά Κέρδη / Ίδια Κεφάλαια 
3. Αποθέµατα / Κυκλοφορούν Ενεργητικό 
4. Βραχυπρόθεσµες Υποχρεώσεις / Σύνολο Υποχρεώσεων 
5. Πάγιο Ενεργητικό / Σύνολο Ενεργητικού 
6. Σύνολο Υποχρεώσεων / Ίδια Κεφάλαια 
7. Ίδια Κεφάλαια / Μακρ. Υποχρεώσεις + Ίδια Κεφάλαια 
Ακολούθως πραγµατοποιήθηκε ο διαχωρισµός του αρχικού 

δείγµατος στο δείγµα εκπαίδευσης και στο δείγµα ελέγχου. Η 
επιλογή των εταιρειών του κάθε δείγµατος έγινε ως εξής: αρχικά 
χωρίσθηκε το δείγµα σε πτωχευµένες και µη. Στη συνέχεια έγινε µια 
ταξινόµηση τους ανάλογα µε τη συνδιακύµανση (covariance) της 
κάθε µίας σε σχέση µε τον trimmean του κάθε κλάδου, καθώς και 
µια αναφορά της συσχέτισης (correlation) της µε αυτόν. Αυτό έγινε 
για να υπάρχει ένα µέτρο σύγκρισης σε σχέση µε το µέσο (για 



 

 

δείγµατα ίδιου πληθυσµού), αλλά και ένα µέτρο διαφοράς των 
εταιρειών (ανεξαρτήτως πληθυσµού) αντίστοιχα. 

Το γεγονός ότι το υπολογιστικό πακέτο δέχεται τιµές εισόδου 
µόνο µεταξύ 0 και 1, οδήγησε σε µία κανονικοποίηση των τεσσάρων 
από τους επτά δείκτες, των οποίων οι τιµές υπερέβαιναν αυτά τα 
όρια. Προτιµήθηκε µία εξοµάλυνση των άκρων του διαστήµατος 
των τιµών. Οι υπερβολικά µεγάλες τιµές ενός δείκτη 
αντικαταστάθηκαν από τις αµέσως προηγούµενες σε µέγεθος τιµές 
του. Στη συνέχεια προστέθηκε σε όλες το απόλυτο της µεγαλύτερης 
αρνητικής τιµής και οι προκύπτουσες τιµές διαιρέθηκαν µε τη 
µεγαλύτερη τιµή.  

Επιλογή,Εκπαίδευση και Αξιολόγηση του ∆ικτύου 
Ακολούθως, επελέγησαν µία παρά µία τριάντα εταιρείες 

(δεκαπέντε πτωχευµένες και δεκαπέντε µη πτωχευµένες). Με τη 
µέθοδο της δοκιµής και σφάλµατος επιλέχθηκε ο αριθµός των 
νευρώνων στο ενδιάµεσο επίπεδο να είναι  δεκαέξι και οι εταιρείες 
να είναι τοποθετηµένες στο δείγµα εκπαίδευσης σε δύο σαφώς 
διαχωρισµένα σύνολα, πτωχευµένων και µη (µέθοδος batching) και 
όχι σε τυχαία διάταξη (µέθοδος smoothing). Μετά από δοκιµές 
διαπιστώθηκε ότι είναι προτιµότερο η έξοδος του δικτύου να 
αποτελείται από ένα νευρώνα, ο οποίος παίρνοντας τιµές 0 και 1 
εκφράζει αντίστοιχα τις πτωχευµένες και µη εταιρείες. Μετά από 
περίπου 2000 επαναλήψεις του δείγµατος εκπαίδευσης, το χειρότερο 
σφάλµα του δικτύου έπεσε κάτω από 0,1 και το αντίστοιχο µέσο 
κάτω από 0,08. Αυτές θεωρήθηκαν ικανοποιητικές συνθήκες για το 
πέρας της εκπαιδευτικής διαδικασίας. Κατά τη δοκιµή, όµως, του 
δικτύου µε το δείγµα ελέγχου τα αποτελέσµατα δεν ήταν τα 
αναµενόµενα. Συγκεκριµένα, το δίκτυο απέτυχε να αναγνωρίσει 9 σε 
σύνολο 29 εταιρειών (6 πτωχευµένες και 3 µη πτωχευµένες), ενώ το 
µέσο σφάλµα ήταν περίπου 0,31. Όπως απεδείχθει αργότερα, το 
γεγονός αυτό οφείλεται στο ότι η αρχική επιλογή εταιρειών για το 
δείγµα εκπαίδευσης δεν ήταν αρκετά αντιπροσωπευτική του 
συνόλου των εταιρειών και πιθανώς, στο ότι το δίκτυο απλώς 
αποµνηµόνευσε τις συγκεκριµένες περιπτώσεις. Με βάση την 
ταξινόµηση των εταιρειών ανάλογα µε τη συνδιακύµανση και τη 



 

 

συσχέτιση τους, ακολούθησε η κατασκευή ενός νέου δείγµατος 
εκπαίδευσης. ∆όθηκε έµφαση ώστε σε περιπτώσεις εταιρειών µε 
αυξηµένο ποσοστό µη αναγνώρισης να υπάρξει πλαισίωση τους, στο 
δείγµα εκπαίδευσης, µε οµοειδείς εταιρείες. Ακολούθησε νέα 
εκπαίδευση δικτύου, ίδιας αρχιτεκτονικής, το οποίο µετά το πέρας 
περίπου 1600 επαναλήψεων κατέληξε σε ανάλογες τιµές µέσου και 
χειρότερου σφάλµατος µε το πρώτο. Στη διαδικασία ελέγχου το 
δίκτυο δεν αναγνώρισε 5 από τις 34 εταιρείες. Γι' αυτό το λόγο 
κρίθηκε αναγκαία η περαιτέρω βελτίωση του δείγµατος 
εκπαίδευσης, µε διαδικασία ανάλογη της προηγούµενης. Το νέο 
δείγµα εκπαίδευσης περιείχε 28 εταιρείες (15 πτωχευµένες και 13 µη 
πτωχευµένες). Η εκπαίδευση ξεκίνησε µε σταθερά εκµάθησης 0,8 
και ορµής 0,9. Μετά από 362 επαναλήψεις, διαπιστώθηκε µία 
ταλάντωση των σφαλµάτων του δικτύου που συνήθως οφείλεται σε 
υπερβολικά µεγάλες τιµές των σταθερών που εµποδίζουν το δίκτυο 
να συγκλίνει σε κάποιο ελάχιστο της επιφάνειας σφάλµατος. Το 
πρόβληµα αυτό αντιµετωπίζεται συνήθως µε µείωση της τιµής των 
σταθερών, που στη συγκεκριµένη περίπτωση τέθηκαν 0,4 και 0,5. 
Το δίκτυο τελικά εκπαιδεύτηκε (µέσο σφάλµα 0,00665 και 
χειρότερο σφάλµα 0,05124) µετά από 2511 επαναλήψεις (70308 
κύκλους), αναγνωρίζοντας το 100% των εταιρειών. Όσον αφορά το 
δείγµα ελέγχου, το δίκτυο εµφάνισε µέσο σφάλµα 0,07272 και 
αναγνώρισε 29 στις 31 επιχειρήσεις (ποσοστό επιτυχίας 93,5%). ∆εν 
αναγνωρίστηκαν µία πτωχευµένη (σφάλµα 0,9528) και µία µη 
πτωχευµένη (σφάλµα 0,8608) εταιρεία. Τα ποσοστά επιτυχίας του 
δικτύου φαίνονται στον παρακάτω πίνακα: 

 
 Πτωχευµένες Μη Πτωχευµένες Σύνολο 

Εκπαίδευση 100% 100% 100% 
Έλεγχος 92,86% 94,11% 93,55% 
Σύνολο 96,55% 96,66% 96,61% 
 
Τα στοιχεία του αρχικού δείγµατος, των δειγµάτων 

εκπαίδευσης και ελέγχου, καθώς και τα αρχεία αναφοράς του 



 

 

προγράµµατος για την εκπαίδευση και τον έλεγχο, δίνονται στο 
Παράρτηµα. 

 



 

 

ΕΦΑΡΜΟΓH  ΤΩΝ  ΝΕΥΡΩΝ ΙΚΩΝ  ∆ ΙΚΤΥΩΝ  
ΣΤΗΝ  ΑΞ ΙΟΛΟΓΗΣΗ  ΜΕΤΟXΩΝ  

Το Πρόβληµα των Mετοχών 
Με δεδοµένη την ικανότητα των νευρωνικών δικτύων στην 

επίλυση πολύπλοκων προβληµάτων, φυσικό ήταν να εξεταστεί η 
πιθανή χρησιµότητά τους και σ' ένα άλλο, χρηµατοοικονοµικής 
φύσης πρόβληµα, αυτό της αγοράς µετοχών. Πρόκειται για ένα 
σύνθετο πρόβληµα στο οποίο, λόγω των εµπλεκοµένων µεταβλητών 
και των αλληλεπιδράσεών τους, η οποιαδήποτε είδους πρόβλεψη 
καθίσταται πολύπλοκη και δύσκολη. 

Στην δυσκολία του προβλήµατος έρχεται να προστεθεί και η 
απαισιόδοξη άποψη της λεγόµενης " υπόθεσης αποδοτικών αγορών 
". Σύµφωνα µε αυτήν την υπόθεση οι τιµές των µετοχών 
ακολουθούν έναν τυχαίο περίπατο και συνεπώς η πρόβλεψη της 
τιµής µίας µετοχής µε βάση προηγούµενες τιµές, δικών της ή άλλων 
µετοχών, είναι αδύνατη. 

Παρ' όλο που µέχρι σήµερα δεν έχουν βρεθεί επαρκή στοιχεία 
τα οποία να θέτουν σε αµφισβήτηση την υπόθεση αποδοτικών 
αγορών, υπάρχει πάντοτε η πιθανότητα ότι αυτό οφείλεται στο ότι 
απλώς δεν έχει εφαρµοστεί ακόµα η κατάλληλη τεχνική στην 
αντιµετώπιση του προβλήµατος. Επίσης, ένα επιπλέον αδύνατο 
σηµείο σ΄αυτού του είδους τις θεωρίες είναι ότι η ορθότητά τους 
βασίζεται στην περιορισµένη δυνατότητα επεξεργασίας της 
πληροφορίας που διαθέτει ο άνθρωπος. Έτσι, όταν γίνονται 
διαθέσιµες νέες τεχνολογίες, όπως αυτή των νευρωνικών δικτύων, 
που προσφέρουν µεγαλύτερη αποδοτικότητα στην επεξεργασία 
πληροφοριών, δίνεται η δυνατότητα επίτευξης  καλύτερων 
αποτελεσµάτων, που δε θα υπόκεινται στους παλαιότερους 
περιορισµούς. 

Στη συνέχεια παρουσιάζεται µία εφαρµογή των νευρωνικών 
δικτύων σ' ένα πρόβληµα µετοχών όπου το ζητούµενο δεν είναι µία 
ακριβής πρόβλεψη της µελλοντικής τιµής τους, αλλά η ταξινόµησή 



 

 

τους σε κάποιες κατηγορίες ανάλογα µε το κατά πόσο µία πιθανή 
αγορά τους αποτελεί προσοδοφόρα επένδυση ή όχι.   

Παρουσίαση και Επεξεργασία του ∆είγµατος Μετοχών 
Το αρχικό δείγµα αποτελείται από 118 µετοχές εταιρειών για 

κάθε µία από τις οποίες έχουν υπολογιστεί οι τιµές πέντε δεικτών οι 
οποίοι είναι: 

• η µερισµατική απόδοση ΜΑΜ = Ct / Pt όπου Ct το µέρισµα 
χρήσεως του έτους t και Pt η χρηµατιστηριακή τιµή της µετοχής την 
ηµέρα αποκοπής του µερίσµατος το έτος t. 

• η κεφαλαιακή απόδοση ΚΑΜ = [Pt / P(t-1)] - 1 όπου Pt η 
χρηµατιστηριακή τιµή της µετοχής στις 31/12 του έτους t και P(t-1) 
η χρηµατιστηριακή τιµή της µετοχής στις 31/12 του προηγουµένου 
έτους. 

• ο δείκτης ροής συναλλαγών ∆ΡΣ = ΝΣ / Νχ όπου ΝΣ το 
πλήθος των ηµερών που πραγµατοποιήθηκαν συναλλαγές για την 
µετοχή και Νχ το πλήθος των ηµερών που πραγµατοποιήθηκαν 
συναλλαγές στο χρηµατιστήριο. 

• η µέση τιµή των ηµερήσιων µονάδων συναλλαγών   ΗΜ∆  =  
ΝV / ΝΣ . Μ∆ όπου ΝV ο ετήσιος όγκος συναλλαγών της µετοχής 
και Μ∆ η µονάδα διαπραγµάτευσης της µετοχής. 

• η µέση ηµερήσια αξία συναλλαγών ΗΜΣ = ΝV . Pt / Νχ. 
Με βάση αυτούς τους δείκτες οι µετοχές ταξινοµούνται σε τρεις 

διαφορετικές κλάσεις, οι οποίες συµβολίζονται µε Κ1, Κ2 και Κ3. 
Στην κλάση Κ1 ανήκουν οι µετοχές που παρουσιάζουν το 
µεγαλύτερο επενδυτικό ενδιαφέρον, στην Κ2 οι λιγότερο 
συµφέρουσες, ενώ στην Κ3 ανήκουν οι µετοχές που δεν 
παρουσιάζουν µεσοπρόθεσµα επενδυτικό ενδιαφέρον. Από το 
αρχικό δείγµα 23 µετοχές ανήκουν στην κλάση Κ1, 30 στην κλάση 
Κ2 και 65 στην Κ3. 

Όπως και στην περίπτωση του προβλήµατος πτώχευσης, 
απαραίτητη ήταν η κανονικοποίηση των στοιχείων του δείγµατος. 
Χρησιµοποιώντας το ηλεκτρονικό φύλλο επεξεργασίας EXCEL 5.0, 
οι δείκτες τυποποιήθηκαν µε χρήση του µέσου (mean) µ και της 
τυπικής απόκλισης (standard deviation) σ του δείγµατος και µε βάση 
τον τύπο:  



 

 

     Ζ = (Χ - µ) / σ 
Στη συνέχεια, τα στοιχεία κανονικοποιήθηκαν µε χρήση της 

τυπικής κανονικής κατανοµής (0,1), που έχει συνάρτηση πυκνότητας 
πιθανότητας: 
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Η συγκεκριµένη επιλογή κατανοµής αποδείχθηκε απόλυτα 
ικανοποιητική για το δεδοµένο πρόβληµα. 

Λόγω του ότι το υπάρχον πρόγραµµα προσοµοίωσης 
νευρωνικών δικτύων δεν έχει τη δυνατότητα διαχείρισης δειγµάτων 
µε περισσότερες από 40 περιπτώσεις, το αρχικό δείγµα διαιρέθηκε 
σε τρεις µικρότερες οµάδες από τις οποίες οι δύο πρώτες περιείχαν 
από 40 µετοχές ενώ η τελευταία 38. Σε κάθε µία από αυτές τις 
οµάδες διατηρήθηκε η αναλογία του αρχικού δείγµατος και έτσι 
αυτές των 40 µετοχών περιέχουν 8  µετοχές της Κ1 κλάσης, 10 της 
Κ2 και 22 της Κ3, ενώ αυτή των 38 περιέχει 7 µετοχές της Κ1, 10 
της Κ2 και 21 της Κ3. Η διατήρηση αυτής της αναλογίας δεν 
θεωρείται αναγκαία όσον αφορά το δείγµα ελέγχου, κρίνεται όµως 
απαραίτητη στην περίπτωση του δείγµατος εκπαίδευσης που πρέπει 
να είναι όσο το δυνατότερο αντιπροσωπευτικό. Στην συγκεκριµένη 
περίπτωση επιλέχθηκε ως δείγµα εκπαίδευσης µία από τις οµάδες 
των 40 µετοχών και οι υπόλοιπες δύο οµάδες χρησιµοποιήθηκαν ως 
δείγµατα ελέγχου. 

Στο δείγµα εκπαίδευσης οι µετοχές αναµίχθηκαν µεταξύ τους 
διότι µε αυτόν τον τρόπο το µονοπάτι που ακολουθεί το δίκτυο στο 
χώρο των βαρών γίνεται στοχαστικό, επιτρέποντας έτσι την 
ευρύτερη διερεύνηση της επιφάνειας σφάλµατος. 

Το αρχικό δείγµα όπως επίσης και τα δείγµατα εκπαίδευσης και 
ελέγχου δίνονται στο Παράρτηµα.         

Επιλογή, Εκπαίδευση και Αξιολόγηση του ∆ικτύου 
Λόγω της επιπλέον κατηγορίας Κ2, το πρόβληµα αυτό 

απεδείχθει δυσκολότερο από το αντίστοιχο της πτώχευσης. Αρχικά, 
δοκιµάσθηκε η έξοδος του δικτύου να αποτελείται από 3 νευρώνες 
που εξέφραζαν τις κατηγορίες Κ1, Κ2, Κ3 µε τις τιµές (1,0,0), 
(0,1,0), και (0,0,1) αντίστοιχα. Μετά από πολλές προσπάθειες, µε 



 

 

διαφορετικό αριθµό νευρώνων στο ενδιάµεσο επίπεδο, η µέθοδος 
αυτή απεδείχθει ατελέσφορη. Γι' αυτό το λόγο, αποφασίστηκε η 
τοποθέτηση ενός µόνο νευρώνα στην έξοδο που οι τιµές του 0, 0,5 
και 1 θα αντιστοιχούσαν στις κατηγορίες Κ3, Κ2 και Κ1. 

Θεωρήθηκε αναγκαία η χρήση κατωφλίου λόγω των συνεχών 
τιµών, στο διάστηµα 0-1, που δίνει ως έξοδο το δίκτυο. 
Συγκεκριµένα, οποιαδήποτε περίπτωση µε τιµή εξόδου µεταξύ 0 και 
0,25 ταξινοµούνταν στην κατηγορία Κ3, ενώ αν η τιµή εξόδου 
κυµαινόταν µεταξύ 0,75 και 1 η περίπτωση ταξινοµούνταν στην Κ1. 
Περιπτώσεις µε τιµές εξόδου στο υπόλοιπο διάστηµα κατατάχθηκαν 
στις Κ2. 

Για την επιλογή του αριθµού των νευρώνων στο ενδιάµεσο 
επίπεδο έγιναν διάφορες δοκιµές, από 2 µέχρι και 20. Τελικά, 
καλύτερη συµπεριφορά παρουσίασε το δίκτυο που διέθετε 12 
νευρώνες στο συγκεκριµένο επίπεδο, οπότε η προσπάθεια 
εκπαίδευσης επικεντρώθηκε σε αυτό. 

Μετά από κάποιες, µη επιτυχηµένες, επαναλήψεις της 
εκπαιδευτικής διαδικασίας, φάνηκε ότι είναι προτιµότερο να 
ξεκινάει η εκπαίδευση µε το δίκτυο να αγνοεί σφάλµατα τα οποία 
είναι µικρότερα από κάποια τιµή (error tolerance). ∆ηλαδή τα βάρη 
µεταβάλλονται µόνο για µεγάλα σφάλµατα, µε αποτέλεσµα το 
δίκτυο να µην "ενοχλεί" τις περιπτώσεις που αναγνωρίζει εύκολα και 
να ασχολείται µόνο µε τις προβληµατικές. Στο συγκεκριµένο δίκτυο, 
η τιµή αυτή ήταν 0,25. Αρχικά η σταθερά ορµής τέθηκε µεγάλη 
(0,8),  ώστε να διευκολύνεται το δίκτυο στην απεµπλοκή από τα 
διάφορα τοπικά ελάχιστα. Το ίδιο έγινε και µε τη σταθερά 
εκµάθησης που τέθηκε ίση µε 0,7. Σταδιακά όµως, οι διαφορές 
µεταξύ των περιπτώσεων γινόντουσαν ολοένα και πιο λεπτές, οπότε 
η σταθερά εκµάθησης µειωνόταν προκειµένου να βελτιώνονται οι 
ικανότητες γενίκευσης του δικτύου. Το ίδιο έγινε και για τις άλλες 
δύο παραµέτρους και τελικά στις 856 επαναλήψεις (34240 κύκλοι) 
το δίκτυο έφτασε στη βέλτιστη τιµή του, επιτυγχάνοντας 0,0970 
µέσο και 0,2236 χειρότερο σφάλµα. Σ' αυτό το στάδιο οι τιµές των 
διαφόρων παραµέτρων ήταν 0,1 και 0,05 για τη σταθερά εκµάθησης 
και τη σταθερά ορµής αντίστοιχα. 



 

 

Όπως όµως διαπιστώθηκε στη συνέχεια, οι επιδόσεις της 
τελικής αυτής µορφής του δικτύου, κατά τον έλεγχο της αξιοπιστίας 
του, ήταν κατώτερες από τις αντίστοιχες επιδόσεις κάποιων 
προγενέστερων µορφών. Συγκεκριµένα, την καλύτερη απόδοση είχε 
το δίκτυο που προέκυψε σε 515 επαναλήψεις, µε µέσο σφάλµα 
0,1431 και χειρότερο 0,442. Το δίκτυο αυτό κατά τη δοκιµή του µε 
τα δείγµατα ελέγχου δίνει συνολικό µέσο σφάλµα 0,1257 και 
χειρότερο 0,4712 (έναντι 0,1309 και 0,4967 αντίστοιχα, του δικτύου 
της τελικής µορφής). Αναγνωρίζει επιτυχηµένα τις 69 από τις 78 
µετοχές των δειγµάτων ελέγχου, δηλαδή το 88,46% του συνολικού 
αριθµού. Οι 9 µετοχές που δεν αναγνωρίζει, ανήκουν από τρεις σε 
κάθε κατηγορία. Έτσι, το δίκτυο αναγνωρίζει 12 από τις 15 µετοχές 
που ανήκουν στην κατηγορία Κ1, 17 από τις 20 µετοχές της Κ2 και 
40 από τις 43 µετοχές της κατηγορίας Κ3. Συνολικά, µαζί µε το 
δείγµα εκπαίδευσης, το δίκτυο αναγνωρίζει 105 στις 118 µετοχές, 
οπότε το ποσοστό επιτυχίας ανεβαίνει στο 88,98%. Τα ποσοστά 
επιτυχίας παρουσιάζονται αναλυτικά στον παρακάτω πίνακα: 

 
 Κ1 Κ2 Κ3 Σύνολο 

Εκπαίδευση 75% 90% 95,45% 90% 
Έλεγχος 80% 85% 93,02% 88,46% 
Σύνολο 78,26% 86,60% 93,84% 88,98% 
 
Τα αρχεία αναφοράς για τα δείγµατα εκπαίδευσης και ελέγχου 

δίνονται στο Παράρτηµα. 



 

 

Εικόνα οθόνης από το δείγµα ελέγχου 

 
 
 



 

 

ΕΠ ΙΛΟΓΟΣ  -  ΣΥΜΠΕΡΑΣΜΑΤΑ  

Τα νευρωνικά δίκτυα, µε βάση τα αποτελέσµατα που 
προέκυψαν από την εφαρµογή τους στις συγκεκριµένες περιπτώσεις, 
αποδείχθηκαν ένα απόλυτα ικανοποιητικό εργαλείο ταξινόµησης. 

Στην περίπτωση του προβλήµατος πτώχευσης, το ποσοστό 
επιτυχίας υπερέβει το 96%, ποσοστό µεγαλύτερο από  εκείνο που 
επιτεύχθηκε από τον Altman µε τη µέθοδο της ταξινοµικής 
ανάλυσης. Το γεγονός αυτό, αποκτά ιδιαίτερη σηµασία αν ληφθούν 
υπ' όψη δύο παράγοντες: 

• το δείγµα ήταν ανοµοιογενές, δηλαδή το αποτελούσαν 
εταιρείες από διαφορετικούς κλάδους της Ελληνικής βιοµηχανίας, 

• οι χρηµατοοικονοµικοί δείκτες ναι µεν αναφέρονταν στο 
προηγούµενο  έτος πριν την πτώχευση (ή τη µη πτώχευση) για όλες 
τις εταιρείες, αλλά αυτό το έτος δεν ήταν κοινό σε όλες τις 
περιπτώσεις. 

Αξίζει να σηµειωθεί ότι η εκπαίδευση του τελικού δικτύου 
διήρκησε σχετικά µικρό χρονικό διάστηµα (περίπου 2 ώρες), ενώ 
επίσης δεν παρατηρήθηκε κάποια κλίση του δίκτυου στην 
αναγνώριση µιας ορισµένης κατηγορίας εταιρειών, γεγονός που 
επιδεικνύει την ανεπτυγµένη ικανότητα γενίκευσης του δικτύου. 

Όσον αφορά το πρόβληµα ταξινόµησης µετοχών, η απόδοση 
του αντίστοιχου νευρωνικού δικτύου κυµάνθηκε σε εξίσου υψηλά 
επίπεδα (ποσοστό επιτυχίας πολύ κοντά στο 89%). Η δυσκολία στο 
συγκεκριµένο πρόβληµα εντοπίζεται στην ύπαρξη µίας ποιοτικής 
αρχικής κατάταξης του δείγµατος. Συγκεκριµένα, η φύση του 
προβλήµατος είναι τέτοια, ώστε επιβάλει την ταξινόµηση στην ίδια 
κατηγορία µετοχών µε διαφορετικό επενδυτικό ενδιαφέρον, που 
µεγαλύτερη ακρίβεια πιθανότατα θα απαιτούσε να τοποθετηθούν σε 
ξεχωριστές κατηγορίες. Σε τέτοιου είδους περιπτώσεις, νευρωνικά 
δίκτυα χωρίς ενσωµατωµένη ικανότητα κατωφλίου εξόδου, όπως 
επίσης και δίκτυα µε ένα µόνο κρυφό επίπεδο, εµφανίζουν 
προβλήµατα στην εκπαίδευση και την αξιοπιστία τους. 



 

 

Γενικά, λόγω της δυσκολίας στην κατανόηση και την ερµηνεία 
των βαρών τους, τα νευρωνικά δίκτυα αντιµετωπίζονται σαν ένα 
είδος θαυµαστού "µαύρου κουτιού" που µπορεί, µαθαίνοντας µε 
βάση τις εµπειρίες του, να εξάγει ακριβή συµπεράσµατα από 
ασθενώς δοµηµένες πληροφορίες. Πρέπει να γίνει όµως κατανοητό 
ότι, για όσο καιρό θα υφίσταται αυτή η δυσκολία, τα νευρωνικά 
δίκτυα δεν θα πρέπει να θεωρούνται πανάκεια στην αντιµετώπιση 
κάθε είδους προβλήµατος αλλά περισσότερο ένα ισχυρό εργαλείο, 
που µε την ευελιξία του θα συµπληρώνει και θα ενισχύει τις ήδη 
υπάρχουσες τεχνικές. 
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