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Βελτιστοποίηση Ελεγκτών MDP
µε τη χρήση τροχιών Μέγιστης

Πιθανότητας

Περίληψη

Σκοπός της εργασίας είναι η υλοποίηση ενός νέου αλγορίθµου ενισχυτικής
µάθησης (Reinforcement Learning, RL) µε τη χρήση τροχιών µέγιστης πι-
ϑανότητας. ΄Εχει δειχθεί ότι ένα πρόβληµα Βέλτιστου Ελέγχου ∆ιακριτού
Χρόνου (Discrete time optimal Control) µπορεί να αναχθεί σε ένα πρόβληµα
Πιθανοτικού Συµπερασµού (Probabilistic Inference) και να λυθεί µε αντίσ-
τοιχες τεχνικές. Πρόσφατες εργασίες έχουν επιλύσει το πρόβληµα χρησι-
µοποιώντας αλγορίθµους Προσδοκίας-Μεγιστοποίησης (Expectation - Max-
imization, EM) σε µοντέλα µικτής κατανοµής πιθανότητας (probabilistic
mixture model). Στηριζόµενοι στην ανάλυση αυτή, επιλύουµε το πρόβληµα
Βέλτιστου Ελέγχου ∆ιακριτού Χρόνου µε τη χρήση αλγορίθµου ∆ιάδοσης
Γνώµης µέγιστου-γινοµένου (max-product Belief Propagation). Παραθέ-
τουµε αποτελέσµατα από την εφαρµογή του προτεινόµενου αλγορίθµου και
τη σύγκριση του µε προϋπάρχουσες µεθόδους.

ΛΕΞΕΙΣ ΚΛΕΙ∆ΙΑ: Ενισχυτική µάθηση, Reinforcement Learning, RL, Πι-
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µεγιστοποίησης, Expectation maximization, EM, Τροχιά µέγιστης πιθανότη-
τας, Viterbi, ∆υναµικά δίκτυα Bayes, Dynamic bayesian networks, DBN,
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Κεφάλαιο 1

Εισαγωγή

Στο paper τους ‘Probabilistic Inference for solving discrete and continuous
state Markov decision processes’ (Toussaint and Storkey (2006)), οι Tous-
saint και Storkey δείξαν πως η συνάρτηση αξίας µιας διαδικασίας αποφάσεων
Markov είναι ανάλογη της συνάρτησης πιθανότητας ενός κατάλληλα δοµηµέ-
νου µοντέλου µίξης. Ενός πιθανοτικού, δηλαδή, µοντέλου εκτίµησης πυκνότη-
τας µε τη χρήση µικτών κατανοµών. Αυτό έκανε δυνατή τη χρήση πιθανοτικών
τεχνικών συµπερασµού για την έµµεση µεγιστοποίηση της συνάρτησης αξίας. Μία
από τις τεχνικές αυτές, ο αλγόριθµος Προσδοκίας-Μεγιστοποίησης (Expectation-
Maximization, EM) είναι και η πιο συχνά χρησιµοποιούµενη. Στην παρακάτω
εργασία αναπτύσσεται µία παραλλαγή του EM µε κύριο άξονα την αξιοποίηση της
τροχιάς µεγίστου πιθανότητας, ή όπως ϑα αποκαλείται στη συνέχεια του κειµέ-
νου, το Viterbi path, για την επίλυση προβληµάτων από το τοµέα της ενισχυτικής
µάθησης.

Ενισχυτική µάθηση (Reinforcement Learning, RL) είναι ένας τοµέας της µηχα-
νικής µάθησης στην επιστήµη υπολογιστών. Ασχολείται µε το πως ένας πράκτορας
πρέπει να επιλέγει τις δράσεις του στο περιβάλλον έτσι ώστε να µεγιστοποιήσει
κάποιο είδος σωρευτικής αµοιβής. Οι αλγόριθµοι RL αποπειρώνται την εύρεση
µιας πολιτικής η οποία καθορίζει τη δράση που ο πράκτορας οφείλει να πάρει
σε κάθε κατάσταση. Το περιβάλλον µοντελοποιείται τυπικά ως µία πεπερασµέ-
νου αριθµού καταστάσεων (finite-state) διαδικασία αποφάσεων Markov (Markov
decision process, MDP). Τέτοια ϑα είναι και τα προβλήµατα που ϑα εξεταστούν
στην εργασία αυτή.

Για να επιτύχουµε το σκοπό της εργασίας ϑα χρησιµοποιήσουµε εργαλεία από
την επιστήµη της Στατιστικής και πιο συγκεκριµένα από τον τοµέα του Στατιστικού
Συµπερασµού. Ο τελευταίος ασχολείται µε την εξαγωγή συµπερασµάτων από δε-
δοµένα που υπόκεινται σε τυχαίες διακυµάνσεις. Στον τοµέα αυτό συγκαταλέ-
γονται εργαλεία όπως ο EM και αλγόριθµος Viterbi. Ο EM είναι µια επαναληπ-
τική διαδικασία εύρεσης εκτιµήσεων µέγιστης πιθανότητας για παραµέτρους από
στατιστικά µοντέλα, όπου το µοντέλο εξαρτάται από µη παρατηρήσιµες λανθά-
νουσες µεταβλητές. Ο αλγόριθµος Viterbi είναι ένας αλγόριθµος δυναµικού προ-
γραµµατισµού για την εύρεση της πιο πιθανής ακολουθίας κρυφών καταστάσεων
- το Viterbi path - η οποία έχει σαν αποτέλεσµα µια ακολουθία παρατηρηµένων
γεγονότων.
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1. Εισαγωγή

Το υπόλοιπο κείµενο ακολουθεί την παρακάτω δοµή:
Στο Κ.2 - «Ενισχυτική µάθηση», αποπειράται µια εισαγωγή στην ϑεωρία

του RL, µε τις ϐασικές έννοιες και εργαλεία του τοµέα καθώς και µια σύντοµη
ιστορική αναδροµή.

Στο Κ.3 - «Αλγόριθµοι Προσδοκίας-Μεγιστοποίησης και Viterbi», δίνον-
ται οι απαιτούµενες γνώσεις από την επιστήµη της Στατιστικής, για την κατανόηση
των επόµενων κεφαλαίων.

Στο Κ.4 - «Επίλυση διαδικασιών απόφασης Markov µέσω πιθανοτικού
συµπερασµού», παρουσιάζεται ο αλγόριθµος EM για την εύρεση ϐέλτιστων πολι-
τικών σε MDP όπως πρωτοεκδόθηκε από τους Toussaint και Storkey, καθώς και
ο νέος αλγόριθµος Viterbi-EM, για την επίλυση του ίδιου προβλήµατος.

Στο Κ.5 - «Πειραµατικά Αποτελέσµατα», παρατίθενται τα αποτελέσµατα από
την επίλυση των δοκιµαστικών προβληµάτων µε τις µεθόδους EM και Viterbi - EM,
καθώς και µε Policy και Value iteration.

Τέλος, το Κ.6 - «Συµπεράσµατα», συγκεντρώνει τα αποτελέσµατα της ερ-
γασίας.

2



Κεφάλαιο 2

Ενισχυτική Μάθηση

2.1 Εισαγωγή

Η πιο ϕυσική διαδικασία µάθησης, είναι ίσως η µάθηση µέσω της αλληλεπί-
δρασης µε το περιβάλλον. Η Ενισχυτική Μάθηση (Reinforcement Learning, RL),
εστιάζει στην κατευθυνόµενη από το στόχο µάθηση µέσω αλληλεπίδρασης, σε ϐα-
ϑµό πολύ µεγαλύτερο από ότι άλλες µέθοδοι µηχανικής µάθησης. Ενισχυτική
Μάθηση είναι η µάθηση του απαιτούµενου τρόπου δράσης, µια αντιστοίχηση
καταστάσεων σε δράσεις, έτσι ώστε να µεγιστοποιήσουµε ένα αριθµητικό σήµα
αµοιβής. Ο πράκτορας δεν ενηµερώνεται για το ποιες δράσεις να πάρει, όπ-
ως συνηθίζεται στις περισσότερες µεθόδους µηχανικής µάθησης, αλλά αντί αυ-
τού πρέπει να ανακαλύψει ποιες δράσεις ϑα αποφέρουν την µεγαλύτερη αµοιβή
µέσω δοκιµής. Στις πιο ενδιαφέρουσες και απαιτητικές περιπτώσεις, οι δρά-
σεις µπορούν να επηρεάζουν όχι µόνο την άµεση αµοιβή αλλά και την επόµενη
κατάσταση, και διαµέσου αυτής, όλες τις µελλοντικές αµοιβές. Τα δύο αυτά
χαρακτηριστικά, αναζήτηση µέσω δοκιµής-σφάλµατος (trial-and-error) και κα-
ϑυστερηµένη απόδοση αµοιβής, είναι τα πιο σηµαντικά χαρακτηριστικά γνωρίσ-
µατα του RL.

Η ενισχυτική µάθηση ορίζεται όχι από τον χαρακτηρισµό µεθόδων µάθησης,
αλλά από τον χαρακτηρισµό ενός προβλήµατος µάθησης. Οποιαδήποτε µέθοδος
αποτελεί ικανό εργαλείο για την επίλυση του προβλήµατος αυτού, είναι µια
µέθοδος RL. Η ϐασική ιδέα είναι απλά η σύλληψη των πιο σηµαντικών πλευρών
του πραγµατικού προβλήµατος, που ο µαθητευόµενος πράκτορας αντιµετωπίζει
καθώς αλληλεπιδρά µε το περιβάλλον του, για την επίτευξη ενός στόχου. Φυσικά,
ένας τέτοιος πράκτορας ϑα πρέπει να είναι σε ϑέση να αντιληφθεί την κατάσταση
του περιβάλλοντος του σε κάποιο ϐαθµό και να λάβει δράσεις για την αλλαγή του.
Επίσης, πρέπει να διαθέτει έναν ή περισσότερους στόχους σχετιζόµενους µε την
κατάσταση του περιβάλλοντος. Η σύνθεση αυτή έχει ως σκοπό να συµπεριλάβει
τα τρία µόλις αυτά στοιχεία – αίσθηση, δράση, στόχος – στην πιο δυνατή απλή
τους µορφή, διατηρώντας όµως την εγκυρότητα του µοντέλου.

Η ενισχυτική µάθηση διαφέρει από την επιβλεπόµενη µάθηση (supervised
learning), την πιο συχνά ίσως µελετηµένη µορφή µηχανικής µάθησης. Η επι-
ϐλεπόµενη µάθηση τελείται µέσω της παροχής παραδειγµάτων από έναν εξω-
τερικό επιβλέποντα µε γνώση στο εξεταζόµενο αντικείµενο. Αν και αποτελεί επίσης
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2. Ενισχυτική Μάθηση

ένα σηµαντικό τοµέα µάθησης, δεν είναι από µόνος του αρκετός για την µάθηση
µέσω αλληλεπίδρασης. Σε διαδραστικά προβλήµατα είναι συχνά µη πρακτική η
απόκτηση παραδειγµάτων επιθυµητής συµπεριφοράς που να είναι και έγκυρα και
αντιπροσωπευτικά όλων των καταστάσεων στις οποίες ο πράκτορας ϑα πρέπει να
αντιδράσει. Σε ανεξερεύνητες καταστάσεις, όπου κάποιος ϑα περίµενε η µάθηση
να είναι πιο ωφέλιµη, ένας πράκτορας ϑα πρέπει να µπορεί να µαθαίνει από τις
προσωπικές του εµπειρίες.

Μία από τις προκλήσεις που εµφανίζονται στην ενισχυτική µάθηση και όχι
σε άλλες µορφές µηχανικής µάθησης είναι η αντιστάθµιση µεταξύ εξερεύνησης
και εκµετάλλευσης. Για την συγκέντρωση υψηλής αµοιβής, ο πράκτορας RL
πρέπει να προτιµά δράσεις που στο παρελθόν αποδείχθηκαν αποτελεσµατικές
στην παραγωγή αµοιβής. Η ανακάλυψη όµως τέτοιων δράσεων απαιτεί τη δοκιµή
δράσεων που δεν έχουν επιλεγεί ως τώρα. Ο πράκτορας πρέπει δηλαδή να εκ-
µεταλλευτεί την ήδη αποκτηθείσα γνώση, αλλά ταυτόχρονα να εξερευνήσει ώστε
να επιλέξει καλύτερες δράσεις στο µέλλον. Το κρίσιµο στοιχείο είναι ότι ο πράκ-
τορας δεν µπορεί να ασχοληθεί κατά αποκλειστικότητα µε την εξερεύνηση ή την
εκµετάλλευση χωρίς να αποτύχει στο έργο του. Θα πρέπει να δοκιµάζει µια ποικι-
λία δράσεων και στην πορεία να προτιµά αυτές που εµφανίζονται καλύτερες. Σε
µια στοχαστική διαδικασία, κάθε δράση πρέπει να επιλέγεται αρκετές ϕορές ώστε
να παρθεί µία ϱεαλιστική εκτίµηση της αναµενόµενης αµοιβής.

΄Ενα άλλο σηµαντικό στοιχείο της ενισχυτικής µάθησης είναι η άµεση ϑεώρηση
ολόκληρου του προβλήµατος αλληλεπίδρασης ενός καθοδηγούµενου από το στόχο
πράκτορα, µε το περιβάλλον. Αυτό έρχεται σε αντίθεση µε πολλές προσεγγί-
σεις που ορίζουν υποπροβλήµατα χωρίς να επιλύουν το πρόβληµα σύνθεσης
τους. Η ενισχυτική µάθηση ξεκινά µε έναν πλήρη, αλληλεπιδραστικό πράκτο-
ϱα σε αναζήτηση στόχου. ΄Ολοι οι πράκτορες RL διαθέτουν προκαθορισµένους
στόχους, δέχονται πληροφορίες για το περιβάλλον τους, και επιλέγουν δράσεις
για τον επηρεασµό του. Επιπλέον, γίνεται συνήθως από την αρχή η υπόθεση
ότι ο πράκτορας ϑα πρέπει να λειτουργεί ανεξαρτήτως σηµαντικής αβεβαιότητας
για το περιβάλλον του. ΄Οταν η ενισχυτική µάθηση περιλαµβάνει την κατάστρωση
σχεδίου (planning), ϑα πρέπει να ορίζεται η αλληλεπίδραση µεταξύ της σχεδίασης
και της επιλογής δράσης σε πραγµατικό χρόνο, καθώς και το πως τα µοντέλα του
περιβάλλοντος αποκτώνται και ϐελτιώνονται.

2.1.1 Ιστορία της Ενισχυτικής µάθησης

Η ιστορία της ενισχυτικής µάθησης έχει δύο ϐασικούς άξονες οι οποίοι εξελίχθηκαν
χωριστά προτού συνενωθούν στη µοντέρνα µορφή της. Ο ένας άξονας αφορά τη
µάθηση µέσω δοκιµής και σφάλµατος και ξεκίνησε στη ψυχολογία της Ϲωικής
µάθησης. Ο άξονας αυτός διαπερνά κάποια από τα παλαιότερα έργα στην τεχνητή
νοηµοσύνη και οδήγησε στην αναγέννηση του RL στις αρχές του 1980. Ο άλλος
άξονας αφορά το πρόβληµα του ϐέλτιστου ελέγχου και τη λύση του µε χρήση
συναρτήσεων αξίας και δυναµικού προγραµµατισµού. Για το µεγαλύτερο διάστη-
µα, ο άξονας αυτός δεν περιλάµβανε µάθηση. Παρόλη την γενική ανεξαρτησία των
δύο αξόνων, εξαιρέσεις εµφανίζονται γύρω από έναν τρίτο, δυσκολότερα διακριτό
άξονα, που αφορά τις µεθόδους χρονικών διαφορών (temporal difference). Οι
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τρεις άξονες συνενώθηκαν κατά τα τέλη του 1980 και δηµιούργησαν το σύγχρονο
κλάδο της ενισχυτικής µάθησης.

Ο όρος ‘βέλτιστος έλεγχος’ ϐρήκε χρήση στα τέλη του 1950 ώστε να περιγράψει
το πρόβληµα σχεδίασης ενός ελεγκτή για την ελαχιστοποίηση κάποιου µέτρου της
συµπεριφοράς ενός δυναµικού συστήµατος στο χρόνο. Μία από τις προσεγγίσεις
σε αυτό το πρόβληµα αναπτύχθηκε στα µέσα του 1950 από τον Richard Bell-
man και άλλους µέσω της επέκτασης µιας ϑεωρίας του δεκάτου ενάτου αιώνα
από τους Hamilton και Jacobi. Η προσέγγιση αυτή κάνει χρήση των εννοιών της
κατάστασης ενός δυναµικού συστήµατος και της συνάρτησης αξίας, ή ‘συνάρτηση
ϐέλτιστης απόδοσης’, γαι τον ορισµό µιας εξίσωσης που συχνά στις µέρες µας
αποκαλείται εξίσωση Bellman. Η κατηγορία µεθόδων για την επίλυση προβλη-
µάτων ϐέλτιστου ελέγχου µέσω της επίλυσης αυτής της εξίσωσης έγινε γνωστή ως
δυναµικός προγραµµατισµός (Bellman (1957a)). Ο (Bellman (1957b)) εισήγαγε
επίσης την διακριτή στοχαστική έκδοση του προβλήµατος ϐέλτιστου ελέγχου, γνω-
στή ως διαδικασία αποφάσεων Markov (Markovian decision processes, MDPs),
και ο Ron Howard (Howard (1960)) εφηύρε τη µέθοδο ‘policy iteration’ για MDPs.
΄Ολα αυτά αποτελούν σηµαντικά στοιχεία στήριξης της σηµερινής ϑεωρίας και των
αλγορίθµων της ενισχυτικής µάθησης.

Στα 1960 οι όροι ‘ενίσχυση’ (reinforcement) και ‘ενισχυτική µάθηση’ χρησι-
µοποιήθηκαν για πρώτη ϕορά σε κείµενα µηχανικής (όπως, Waltz and Fu (1965),
Mendel (1966), Fu (1970), Mendel and McLaren (1970)). Ιδιαίτερη επιρροή είχε
το κείµενο του Minsky ‘Βήµατα προς τη Τεχνητή Νοηµοσύνη’ (Minsky (1961)),
όπου αναλύθηκαν πολλά ϑέµατα σχετικά µε το RL, συµπεριλαµβανοµένου και
του προβλήµατος ανάθεσης ευσήµων, όπως το αποκάλεσε : Πως µοιράζεται η ευ-
ϑύνη για την επιτυχία ανάµεσα στις πολλές αποφάσεις που µπορεί να οδήγησαν
στην παραγωγή της ; Το ερώτηµα αυτό αποτελεί κατά ένα τρόπο την ουσία των
µεθόδων RL.

2.2 Βασικές ΄Εννοιες

Εκτός του πράκτορα και του περιβάλλοντος, µπορούν να εντοπιστούν τέσσερα
κύρια στοιχεία ενός συστήµατος ενισχυτικής µάθησης: η πολιτική, η συνάρτηση
αµοιβών, η συνάρτηση αξίας, και προαιρετικά, ένα µοντέλο του περιβάλλοντος.

Μια πολιτική ορίζει την συµπεριφορά του πράκτορα για κάθε δεδοµένη στιγ-
µή. Πιο συγκεκριµένα, η πολιτική είναι µια αντιστοίχηση των αντιληφθέντων
καταστάσεων του περιβάλλοντος σε δράσεις που πρέπει να εκτελεστούν στις καταστά-
σεις αυτές. Σε κάποιες περιπτώσεις η πολιτική µπορεί να είναι µια απλή συνάρτηση
ή πίνακας αντιστοιχίας, ενώ σε άλλες µπορεί να περιλαµβάνει εκτενείς υπολογισ-
µούς, όπως µια διαδικασία εύρεσης. Πυρήνας ενός πράκτορα RL, η πολιτική
αρκεί για τον καθορισµό της συµπεριφοράς του. Γενικά, µια πολιτική µπορεί να
είναι στοχαστική.

Η συνάρτηση αµοιβών ορίζει το στόχο σε ένα πρόβληµα RL. Το επιτυγχάνει
αυτό αντιστοιχώντας κάθε αντιληφθείσα κατάσταση (ή Ϲεύγος δράσης-κατάστασης)
του περιβάλλοντος σε µια αµοιβή, έναν αριθµό, µέτρο του επιθυµητού της κατάσ-
τασης (ή Ϲεύγους). Μοναδικός σκοπός ενός πράκτορα RL είναι η µεγιστοποίηση
της συνολικά ληφθείσας αµοιβής. Η συνάρτηση αµοιβών ορίζει, ουσιαστικά,
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τα ϑετικά και τα αρνητικά για τον πράκτορα γεγονότα και αποτελεί άµεσο και
καθοριστικό στοιχείο του εξεταζόµενου προβλήµατος. Ως τέτοια, η συνάρτηση
αµοιβών πρέπει να παραµένει αµετάβλητη από τον πράκτορα, λειτουργώντας όµως
ως ϐάση για τυχών αλλαγές στην πολιτική. Γενικώς, οι συναρτήσεις αµοιβών
µπορεί να είναι στοχαστικές.

Ενώ µια συνάρτηση αµοιβών δείχνει τι είναι καλό κατά µία άµεση έννοια, η
συνάρτηση αξίας καθορίζει τι είναι καλό µακροπρόθεσµα. Η αξία µιας κατάσ-
τασης είναι η συνολική αµοιβή που ένας πράκτορας αναµένεται να συσσωρεύσει
στο µέλλον, ξεκινώντας από αυτή τη κατάσταση. Η συνάρτηση αξίας αποτελεί,
έτσι, ένδειξη του πόσο επιθυµητή είναι µία κατάσταση σε ϐάθος χρόνου, έχον-
τας λάβει υπόψη της, τις αναµενόµενες επόµενες καταστάσεις και τις αντίστοιχες
αµοιβές. Οι αξίες, λοιπόν, προκύπτουν από τις αµοιβές, και ο µόνος λόγος υπο-
λογισµού τους είναι για την συσσώρευση περισσότερης αµοιβής. Παρόλα αυτά,
οι αξίες αποτελούν το ϐασικό κριτήριο λήψης και αξιολόγησης αποφάσεων. Οι
δράσεις επιλέγονται έτσι ώστε να ϐρεθούµε σε καταστάσεις µεγαλύτερης αξίας, όχι
αµοιβής. Ενώ όµως οι αµοιβές καθορίζονται από το περιβάλλον, οι αξίες πρέπει
να εκτιµούνται συνεχώς από την αλληλουχία παρατηρήσεων του πράκτορα κατά
τη διάρκεια της Ϲωής του. Μάλιστα, το σηµαντικότερο στοιχείο της πλειοψηφίας
των αλγορίθµων ενισχυτικής µάθησης είναι µια µέθοδος για την αποτελεσµατική
εκτίµηση αξιών.

Το τέταρτο και τελευταίο στοιχείο κάποιων προβληµάτων RL είναι ένα µοντέλο
του περιβάλλοντος. Για παράδειγµα, δεδοµένης κατάστασης και δράσης, το µον-
τέλο µπορεί να προβλέπει την προκύπτουσα νέα κατάσταση και την αµοιβή. Τα
µοντέλα χρησιµοποιούνται για το σχεδιασµό, µε το οποίο νοείται οποιοσδήποτε
τρόπος επιλογής δράσης µέσω της ϑεώρησης µελλοντικών καταστάσεων, προτού
αυτές ϐιωθούν. Η ενσωµάτωση µοντέλων και σχεδιασµού σε προβλήµατα RL είναι
σχετικά καινούργια εξέλιξη. Τα πρώτα συστήµατα RL ασχολούνταν αποκλεισ-
τικά µε την µάθηση δοκιµής-σφάλµατος (trial-and-error). Η δράση τους ήταν
αντιληπτή ως σχεδόν αντίθετη του σχεδιασµού. Παρόλο αυτό, έγινε γρήγορα αν-
τιληπτό πως οι µέθοδοι RL είναι στενά συνδεδεµένοι µε τις µεθόδους δυναµικού
προγραµµατισµού, οι οποίες χρησιµοποιούν µοντέλα, και είναι µε τη σειρά τους
συγγενείς µε τις µεθόδους σχεδιασµού χώρου καταστάσεων (state-space planning
methods).

2.3 Το πρόβληµα Ενισχυτικής Μάθησης

Παρακάτω ϑα οριστεί το πρόβληµα της ενισχυτικής µάθησης. Οποιαδήποτε µέθοδος
είναι σε ϑέση να επιλύσει το πρόβληµα αυτό είναι µια µέθοδος ενισχυτικής µάθησης.

2.3.1 ∆ιεπαφή Πράκτορα-Περιβάλλοντος

Το πρόβληµα της ενισχυτικής µάθησης είναι µια καθαρή υλοποίηση του προβ-
λήµατος µάθησης µέσω αλληλεπίδρασης µε το περιβάλλον για την εκπλήρωση
κάποιου στόχου. Ο µαθητής και αποφασίζον αποκαλείται πράκτορας. Το σύνο-
λο από αλληλεπιδρώντα στοιχεία, εκτός του πράκτορα, αποκαλείται περιβάλ-
λον. Η αλληλεπίδραση είναι συνεχής, µε τον πράκτορα να επιλέγει δράσεις
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Agent

Enviroment

at

rt+1

rt

st+1

st

Σχήµα 2.1: ∆υναµικό ∆ίκτυο Bayes (DBN) για διαδικασία αποφάσεων Markov
(MDP). Με x συµβολίζονται οι µεταβλητές κατάστασης, a οι δράσεις και r οι
αµοιβές.

και το περιβάλλον να ανταποκρίνεται σε αυτές παρουσιάζοντας νέες καταστά-
σεις. Παράλληλα, το περιβάλλον αποδίδει αµοιβές, αριθµητικές τιµές τις οποίες
ο πράκτορας προσπαθεί να µεγιστοποιήσει σε ϐάθος χρόνου.

Πιο συγκεκριµένα, ο πράκτορας αλληλεπιδρά µε το περιβάλλον σε κάθε µία
από µια σειρά διακριτών χρονικών στιγµών, t = 0,1,2,3 . . .. Σε κάθε ϐήµα t,
ο πράκτορας δέχεται κάποια ένδειξη της κατάστασης του περιβάλλοντος, st ∈ S,
όπου S είναι το σύνολο των δυνατών καταστάσεων. Υπό αυτή, επιλέγει µία δράση,
at ∈ A(st), όπου A(st) είναι το σύνολο των δυνατών δράσεων στην κατάσταση
st . Την επόµενη χρονική στιγµή, εν µέρη ως αποτέλεσµα της δράσης του, ο
πράκτορας λαµβάνει µια αµοιβή rt+1 ∈ ¾, και ϐρίσκεται σε µια νέα κατάσταση
st+1. Το Σχήµα (2.1) διαγράφει την αλληλεπίδραση πράκτορα-περιβάλλοντος.

Σε κάθε ϐήµα, ο πράκτορας υλοποιεί µια αντιστοιχία από κατάσταση σε πι-
ϑανότητες επιλογής δράσεων. Η αντιστοιχία αυτή αποκαλείται πολιτική του πράκ-
τορα πt , όπου πt(s, a) είναι η πιθανότητα at = a αν st = s. Οι µέθοδοι RL ορίζουν
το πως ένας πράκτορας αλλάζει την πολιτική του ως αποτέλεσµα των εµπειριών
του. Στόχος του πράκτορα είναι η µεγιστοποίηση της συνολικά συλλεγόµενης
αµοιβής σε ϐάθος χρόνου, και όχι της άµεσης αµοιβής.

2.3.2 Αµοιβή και Συσσωρευµένη Αµοιβή

Ο πράκτορας πάντα µαθαίνει να µεγιστοποιεί την αµοιβή του. Οι αµοιβές πρέπει
λοιπόν να δοθούν µε τέτοιο τρόπο, ώστε η µεγιστοποίηση τους να σηµαίνει και την
εκπλήρωση των στόχων µας από τον πράκτορα. Η τοποθέτηση των αµοιβών πρέπει
να είναι τέτοια ώστε να αποτελεί πραγµατική ένδειξη του επιθυµητού αποτελέσ-
µατος. Συγκεκριµένα, το σήµα αµοιβών δεν είναι κατάλληλο για την εκχώρηση
γνώσης στον πράκτορα του πως να εκπληρώσει τους στόχους που του τέθηκαν.

Συµβολίζοντας την αλληλουχία λαµβανόµενων αµοιβών µετά το ϐήµα t ως
rt+1, rt+2, rt+3, . . ., είναι επιθυµητή η µεγιστοποίηση της αναµενόµενης απόδοσης,
όπου η απόδοση Rt ορίζετε ως συνάρτηση της αλληλουχίας αυτής. Στην πιο απλή
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περίπτωση η απόδοση είναι το άθροισµα των αµοιβών

Rt = rt+1 + rt+2 + rt+3 + . . . + rT , (2.1)

όπου T η τελευταία χρονική στιγµή. Η προσέγγιση αυτή είναι ϐάσιµη σε εφαρ-
µογές µε διακριτή κατάσταση τερµατισµού, εφαρµογές, δηλαδή, όπου η αλλη-
λεπίδραση πράκτορα-περιβάλλοντος µπορεί να χωριστεί σε επεισόδια, όπως π.χ
παρτίδες σκακιού.

Οι περιπτώσεις όµως όπου η αλληλεπίδραση πράκτορα-περιβάλλοντος δεν µ-
πορεί να χωριστεί σε επεισόδια αλλά συνεχίζεται χωρίς όριο αποκαλούνται συνεχείς.
Λόγω του ότι η τελική χρονική στιγµή είναι T = ∞, η απόδοση εύκολα απειρίζεται.
Για αυτό εισάγεται η έννοια της ‘µείωσης’ (discounting). Ο πράκτορας επιλέγει τις
δράσεις έτσι ώστε να µεγιστοποιήσει την ‘µειωµένη’ απόδοση

Rt = rt+1 + γrt+2 + γ2rt+3 + . . . =

∞∑
k=0

γkrt+k+1, (2.2)

όπου το παράγοντας µείωσης (discount rate) γ είναι παράµετρος µε τιµές 0 ≤ γ ≤
1.

2.3.3 Η ιδιότητα Markov

Στη δοµή του RL, ο πράκτορας αποφασίζει ως συνάρτηση ενός σήµατος που λαµ-
ϐάνει από το περιβάλλον, της κατάστασης. Παρακάτω αναλύονται κάποια χαρακ-
τηριστικά του σήµατος αυτού ενώ ορίζεται ένα ιδιαίτερα σηµαντικό χαρακτηρισ-
τικό, η ιδιότητα Markov.

Με τον όρο `κατάσταση΄ νοείται η πληροφορία που είναι διαθέσιµη στο πράκ-
τορα. ΄Οµως, το σήµα κατάστασης δεν ενηµερώνει τον πράκτορα για το σύνολο του
περιβάλλοντος αλλά ούτε και το σύνολο της χρήσιµης για την λήψη αποφάσεων
πληροφορίας. Είναι δυνατή η ύπαρξη κρυφής πληροφορίας κατάστασης. Γνώσης,
δηλαδή χρήσιµης για τον πράκτορα, αλλά για την οποία δεν έχει δεχτεί κάποιο
σχετικό ερέθισµα.

Το επιθυµητό είναι ένα σήµα κατάστασης που ϑα συµπυκνώνει το παρελθόν,
αλλά µε τέτοιο τρόπο ώστε το σύνολο της χρήσιµης πληροφορίας να διατηρείτε. ΄Ε-
να σήµα κατάστασης που επιτυγχάνει το τελευταίο αποκαλείται Markov, ή ότι έχει
την ιδιότητα Markov. Κατά αυτό τον τρόπο, ένα σκακιστικό πρόβληµα – µε τη ϑέση
των κοµµατιών στη σκακιέρα και τον ενεργό παίχτη – ϑα αποτελούσε µια κατάσ-
ταση Markov επειδή συµπυκνώνει το σύνολο της χρήσιµης πληροφορίας από
την πλήρη ακολουθία κινήσεων που οδήγησαν σε αυτό. Η έννοια της τρέχουσας
κατάστασης είναι ανεξάρτητη της ιστορίας των σηµάτων κατάστασης που οδήγη-
σαν σε αυτή. Θα δοθεί τώρα ο ορισµός της ιδιότητας Markov για την περίπτωση
διακριτών καταστάσεων, αµοιβών και χρονικών στιγµών:

΄Ενα σήµα κατάστασης λέγεται ότι διαθέτει την ιδιότητα Markov αν, για κάθε
s′, r, st και at , ισχύει

Pr{st+1 = s′, rt+1 = r |st , at , rt , st−1, at−1, . . . , r1, s0, a0} =

Pr{st+1 = s′, rt+1 = r |st , at}. (2.3)
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Στη περίπτωση αυτή λέγεται πως το περιβάλλον και το πρόβληµα στο σύνολο του,
έχουν την ιδιότητα Markov.

Εάν ένα περιβάλλον έχει την ιδιότητα Markov, τότε µπορούµε να προβλέψουµε
την επόµενη κατάσταση και αµοιβή δεδοµένων της τρέχουσας κατάστασης και
δράσης. Η επανάληψη της πάνω εξίσωσης µάλιστα µπορεί να χρησιµοποιηθεί για
την πρόβλεψη όλων των µελλοντικών καταστάσεων και αµοιβών, χρησιµοποιώντας
µόνο την τρέχουσα κατάσταση, και µάλιστα εξίσου καλά µε το αν γινόταν χρήση
του συνόλου της ιστορίας ως αυτή τη στιγµή.

2.3.4 ∆ιαδικασίες Απόφασης Markov

΄Ενα πρόβληµα ενισχυτικής µάθησης το οποίο ικανοποιεί την ιδιότητα Markov
ονοµάζεται διαδικασία απόφασης Markov (Markov decision process, MDP). Αν ο
χώρος των καταστάσεων και των δράσεων είναι πεπερασµένος, καλείται πεπερασ-
µένη διαδικασία απόφασης Markov (finite MDP). ΄Ενα finite MDP ορίζεται από τα
σύνολα καταστάσεων και δράσεων, καθώς και από την ενός-ϐήµατος δυναµική
του συστήµατος. Οι πιθανότητες µετάβασης (transition propabilities) ορίζονται

Pass′ = Pr{st+1 = s′|st = s, at = a}, (2.4)

και είναι η πιθανότητα, δεδοµένης κατάστασης s και δράσης a, η επόµενη κατάσ-
ταση να είναι s′. Παροµοίως, δεδοµένης κατάστασης s, δράσης a και επόµενης
κατάστασης s′, η αναµενόµενη τιµή της επόµενης αµοιβής είναι

Rass′ = E{rt+1|st = s, at = a, st+1 = s′}. (2.5)

2.3.5 Συναρτήσεις αξίας

Σχεδόν το σύνολο των αλγορίθµων RL ϐασίζονται στον υπολογισµό συναρτήσεων
αξίας. Οι τελευταίες αποτελούν µια συνάρτηση της κατάστασης, ή Ϲεύγους κατάστα-
σης-δράσης, που εκτιµούν το πόσο καλή είναι για τον πράκτορα µια δεδοµένη
κατάσταση, ή πόσο καλή είναι η επιλογή µιας δεδοµένης δράσης στην κατάσ-
ταση αυτή. Το `πόσο καλή΄ είναι η κατάσταση νοείται σε όρους προσδοκώµενης
απόδοσης. Οι µελλοντικές αµοιβές του πράκτορα εξαρτώνται ϕυσικά από τις δρά-
σεις που ϑα επιλέξει, µε τις συναρτήσεις αξίας να καθορίζονται έτσι σε σχέση µε
συγκεκριµένες πολιτικές.

Η αξία µιας κατάστασης s υπό µια πολιτική π, V π(s), είναι η αναµενόµενη
απόδοση ξεκινώντας από την κατάσταση s και ακολουθώντας την πολιτική π από
εκεί και πέρα. Για MDP ορίζεται

V π(s) = Eπ{Rt |st = s} = Eπ
{ ∞∑
k=0

γkrt+k+1

∣∣∣∣st = s
}
, (2.6)

όπου το Eπ{} δηλώνει την προσδοκώµενη τιµή δεδοµένου ότι ο πράκτορας ακολου-
ϑεί την πολιτική π, και t είναι οποιαδήποτε χρονική στιγµή. Σηµειώνεται ότι η
αξία µιας τερµατικής κατάστασης, εφόσον υπάρχει, είναι πάντα µηδέν. Η V π

αποκαλείται συνάρτηση αξίας κατάστασης της πολιτικής π.
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Αντίστοιχα ορίζεται η αξία επιλογής µιας δράσης a, στην κατάσταση s υπό την
πολιτική π, Qπ(s, a), ως την αναµενόµενη απόδοση έναρξης στην s, επιλογής a,
και στη συνέχεια ακολούθηση της πολιτικής π:

Qπ(s, a) = Eπ{Rt |st = s, at = a} = Eπ
{ ∞∑
k=0

γkrt+k+1

∣∣∣∣st = s, at = a
}
. (2.7)

Η Qπ αποκαλείται συνάρτηση αξίας δράσης της πολιτικής π.
Μια ϑεµελιώδης ιδιότητα των συναρτήσεων αξίας που χρησιµοποιείται τό-

σο στην ενισχυτική µάθηση όσο και στον δυναµικό προγραµµατισµό είναι ότι
ικανοποιούν συγκεκριµένες αναδροµικές σχέσεις. Για οποιαδήποτε πολιτική π
και κατάσταση s ισχύει η παρακάτω συνθήκη συνοχής µεταξύ της αξίας του s και
της αξίας των πιθανών µελλοντικών καταστάσεων:

V π(s) = Eπ{Rt |st = s}

= Eπ
{ ∞∑
k=0

γkrt+k+1

∣∣∣∣st = s
}

= Eπ
{
rt+1 + γ

∞∑
k=0

γkrt+k+2

∣∣∣∣st = s
}

=
∑
a

π(s, a)
∑
s′
Pass′

[
Rass′ + γEπ

{ ∞∑
k=0

γkrt+k+2

∣∣∣∣st+1 = s′
}]

=
∑
a

π(s, a)
∑
s′
Pass′

[
Rass′ + γV π(s′)

]
, (2.8)

όπου νοείται πως οι δράσεις, a, παίρνονται από το σύνολο A(s), και ότι οι επόµενες
καταστάσεις, s′, παίρνονται από το σύνολο S. Η (2.8) είναι η εξίσωση Bellman για
το V π. Εκφράζει µια σχέση µεταξύ της αξίας µιας κατάστασης και της αξίας των
διαδεχοµένων αυτής καταστάσεων. Ουσιαστικά, παίρνει την µέση τιµή για όλες τις
δυνατές καταστάσεις, σταθµίζοντας κάθε µία µε την πιθανότητα της να προκύψει.
Η συνάρτηση αξίας V π αποτελεί την µοναδική λύση της εξίσωσης Bellman.

2.3.6 Βελτιστότητα

Μία πολιτική π ορίζεται ως καλύτερη ή ίση µιας άλλης π′ αν η αναµενόµενη από-
δοση της είναι µεγαλύτερη ή ίση της π′ για όλες τις καταστάσεις. Με άλλα λόγια
π ≥ π′ αν και µόνο αν V π(s) ≥ V π

′

(s) για κάθε s ∈ S. Υπάρχει πάντα τουλάχιστον
µια πολιτική η οποία είναι καλύτερη ή ίση των υπολοίπων, η ϐέλτιστη πολιτική.
Αν και δεν είναι κατά ανάγκη µοναδικές, οι ϐέλτιστες πολιτικές σηµειώνονται
ως π∗. Μοιράζονται την ίδια συνάρτηση αξίας κατάστασης, V ∗, που αποκαλείται
ϐέλτιστη συνάρτηση αξίας κατάστασης και ορίζεται ως

V ∗(s) = max
π
V π(s), (2.9)

για κάθε s ∈ S.
Οι ϐέλτιστες πολιτικές µοιράζονται επίσης την ίδια ϐέλτιστη συνάρτηση αξίας

δράσης, Q∗, που ορίζεται ως

Q∗(s, a) = max
π
Qπ(s, a), (2.10)
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2.3. Το πρόβληµα Ενισχυτικής Μάθησης

για κάθε s ∈ S και a ∈ A(s). Για κάθε Ϲεύγος κατάστασης-δράσης, η συνάρτηση
αυτή δίνει την αναµενόµενη απόδοση του να εκτελεστεί η δράση στη κατάσταση,
και στη συνέχεια να ακολουθηθεί η ϐέλτιστη πολιτική. ΄Ετσι

Q∗(s, a) = E{rt+1 + γV ∗(st+1)|st = s, at = a}. (2.11)

Η V ∗ ως συνάρτηση αξίας ϑα πρέπει να τηρεί τον περιορισµό (2.8). Επειδή
όµως είναι η ϐέλτιστη, µπορεί να γραφεί µε µία ειδική µορφή, χωρίς αναφορά
σε κάποια πολιτική. Αυτή είναι η συνάρτηση Bellman για V ∗, ή συνάρτηση
ϐελτιστότητας Bellman:

V ∗(s) = max
a∈A(s)

Qπ
∗

(s, a)

= max
a
Eπ∗{Rt |st = s, at = a}

= max
a
Eπ∗

{ ∞∑
k=0

γkrt+k+1

∣∣∣∣st = s, at = a
}

= max
a
Eπ∗

{
rt+1 + γ

∞∑
k=0

γkrt+k+2

∣∣∣∣st = s, at = a
}

= max
a
E{rt+1 + γV ∗(st+1)|st = s, at = a} (2.12)

= max
a∈A(s)

∑
s′
Pass′

[
Rass′ + γV ∗(s′)

]
. (2.13)

Οι δύο τελευταίες εξισώσεις είναι µορφές της εξίσωσης ϐελτιστότητας Bellman για
V ∗. Η εξίσωση ϐελτιστότητας Bellman για Q∗ είναι

Q∗(s, a) = E{rt+1 + γ max
a′

Q∗(st+1, a
′)|st = s, at = a}

=
∑
s′
Pass′[R

a
ss′ + γ max

a′
Q∗(s′, a′)]. (2.14)

Για finite MDPs, η εξίσωση ϐελτιστότητας Bellman (2.13) έχει µια µοναδική
λύση ανεξάρτητη της πολιτικής. Η εξίσωση ϐελτιστότητας Bellman είναι ουσι-
αστικά ένα σύστηµα εξισώσεων, µία για κάθε κατάσταση, οπότε αν υπάρχουν N
καταστάσεις, τότε υπάρχουν N εξισώσεις πάνω σε N αγνώστους. Αν είναι γνω-
στή η δυναµική του συστήµατος (Rass′ και Pass′ ), τότε γενικά µπορεί να λυθεί το
µη-γραµµικό σύστηµα προς V ∗. Αναλόγως µπορεί να επιλυθεί και ένα σύνολο
εξισώσεων προς Q∗.

Η ϐέλτιστη πολιτική προκύπτει εύκολα από το V ∗, αν για κάθε κατάσταση ϐρε-
ϑούν µία ή περισσότερες δράσεις για τις οποίες αποκτάται το µέγιστο στη εξίσωση
ϐελτιστότητας Bellman. Αυτό ϐρίσκεται µε αναζήτηση των αποτελεσµάτων κάθε
δράσης για ένα ϐήµα στο µέλλον. Οποιαδήποτε πολιτική ορίζει µη-µηδενικές
πιθανότητες µόνο στις ϐέλτιστες δράσεις είναι µια ϐέλτιστη πολιτική. Η γνώση
των Q∗ κάνει ακόµη ευκολότερη την εύρεση των ϐέλτιστων δράσεων, αφού αρκεί,
για κάθε κατάσταση, η επιλογή της δράσης που µεγιστοποιεί το Q∗(s, a).

Η απευθείας επίλυση της εξίσωσης ϐελτιστότητας Bellman είναι ένας τρόπος
εύρεσης της ϐέλτιστης πολιτικής, και έτσι, την επίλυση του προβλήµατος ενισχυτικής
µάθησης. ΄Οµως αυτή η λύση σπάνια έχει άµεση χρησιµότητα. ∆ε διαφέρει από
µία εξονυχιστική αναζήτηση. Μια τέτοια λύση ϐασίζεται σε τρεις τουλάχιστον
υποθέσεις οι οποίες σπάνια ισχύουν στην πράξη:
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2. Ενισχυτική Μάθηση

1. Υπάρχει πλήρη γνώση της δυναµικής του περιβάλλοντος.

2. Υπάρχει αρκετή υπολογιστική ισχύς και µνήµη για τον πλήρη υπολογισµό
της λύσης.

3. Ισχύει η ιδιότητα Markov.

Στα περισσότερα πρακτικά προβλήµατα, η παραπάνω λύση δεν είναι δυνατή
λόγω της αναίρεσης κάποιου συνδυασµού από τις παραπάνω υποθέσεις. Στην
ενισχυτική µάθηση συνηθίζεται η εύρεση προσεγγιστικών λύσεων.

2.4 Μεθόδοι Ενισχυτικής Μάθησης

Υπάρχουν δύο ϐασικές στρατηγικές για την επίλυση προβληµάτων ενισχυτικής
µάθησης. Η πρώτη είναι η εξερεύνηση του χώρου πολιτικών για την εύρεση µίας
που να αποδίδει καλά στο περιβάλλον. Αυτή είναι η προσέγγιση των γενετικών
αλγορίθµων και του γενετικού προγραµµατισµού, καθώς και κάποιων πιο καινο-
ϕανών τεχνικών εύρεσης (Schmidhuber (1997)). Η δεύτερη είναι η χρήση στατισ-
τικών τεχνικών και µεθόδων δυναµικού προγραµµατισµού για την εκτίµηση της
αξίας επιλογής της κάθε δράσης στο πρόβληµα. Η δεύτερη προσέγγιση, που ϑα
αναλυθεί παρακάτω, είναι και η περισσότερο συνυφασµένη µε το τοµέα, καθώς
µόνο οι τεχνικές αυτές εκµεταλλεύονται την ειδική δοµή των προβληµάτων RL.

2.4.1 ∆υναµικός Προγραµµατισµός

Ο όρος δυναµικός προγραµµατισµός (dynamic programming, DP) αναφέρεται
σε µια συλλογή αλγορίθµων που µπορούν να χρησιµοποιηθούν για τον υπολ-
ογισµό ϐέλτιστων πολιτικών δεδοµένου ενός τέλειου µοντέλου του περιβάλλον-
τος ως ένα MDP. Οι κλασικοί αλγόριθµοι DP έχουν περιορισµένη αξία στην
ενισχυτική µάθηση, τόσο λόγω της υπόθεσης ενός τέλειου µοντέλου, όσο και λόγω
των εξαιϱετικά µεγάλων υπολογιστικών απαιτήσεων. ΄Εχουν ωστόσο, σηµαντική
ϑεωρητική αξία.

Θα δειχθεί πως ο δυναµικός προγραµµατισµός µπορεί να χρησιµοποιηθεί για
τον υπολογισµό των συναρτήσεων αξίας, όπως ορίστηκαν στο (2.3.5). ΄Οπως εκεί
δείχθηκε, η απόκτηση ϐέλτιστων πολιτικών γίνεται εύκολα εφόσον έχουν ϐρεθεί
οι ϐέλτιστες συναρτήσεις αξίας οι οποίες ικανοποιούν τις εξισώσεις ϐελτιστότη-
τας Bellman (2.13, 2.14). Οι αλγορίθµοι DP αποκτώνται µε την µετατροπή των
εξισώσεων Bellman σε αναθέσεις, δηλαδή, σε κανόνες ενηµέρωσης για συνεχώς
ϐελτιούµενες προσεγγίσεις των επιθυµητών συναρτήσεων αξίας.

Παρακάτω υποθέτεται πως το περιβάλλον είναι finite MDP, όπως ορίστηκε στο
(2.3.4).

Αξιολόγηση Πολιτικής

Αξιολόγιση πολιτικής (policy evaluation) είναι ο υπολογισµός της συνάρτησης
αξίας κατάστασης για µια πολιτική. Στο (2.8) είδαµε ότι το V π(s) εξαρτάται από
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2.4. Μεθόδοι Ενισχυτικής Μάθησης

την ακολουθούµενη πολιτική π. Η ύπαρξη και µοναδικότητα του V π(s) εξασ-
ϕαλίζεται εφόσον είτε γ < 1 είτε ο τερµατισµός είναι δεδοµένος υπό από όλες τις
καταστάσεις υπό την πολιτική π.

Αν η δυναµική του περιβάλλοντος είναι πλήρως γνωστή, τότε η (2.8) είναι
ένα σύστηµα |S| ταυτόχρονων γραµµικών εξισώσεων |S| αγνώστους. Γενικά η
επίλυση του είναι άµεση αλλά επίπονη. Προτιµώνται επαναληπτικές µέθοδοι
λύσης. Μετατρέποντας την εξίσωση Bellman (2.8) σε κανόνα ενηµέρωσης έχουµε:

Vk+1(s) = Eπ{rt+1 + γVk(st+1)|st = s}

=
∑
a

π(s, a)
∑
s′
Pass′

[
Rass′ + γVk(s′)

]
. (2.15)

για κάθε s ∈ S. Είναι εµφανές πως το Vk = V π αποτελεί σταθερό σηµείο του
κανόνα ενηµέρωσης λόγω της εξίσωσης του Bellman. Η πάνω ακολουθία συγ-
κλίνει καθώς k → ∞ και ο αντίστοιχος αλγόριθµος ονοµάζεται επαναληπτική
αξιολόγηση πολιτικής (iterative policy evaluation).

Για την παραγωγή κάθε νέας προσέγγισης Vk+1 από Vk, η επαναληπτική
αξιολόγηση πολιτικής εφαρµόζει την ίδια διαδικασία σε κάθε κατάσταση s: αν-
τικαθιστά την παλιά τιµή µε µία νέα που έχει παραχθεί από τις παλιές τιµές
των απογόνων του s, και τις προσδοκώµενες άµεσες αµοιβές, ϐάση όλων των
µεταβάσεων που είναι δυνατές σε ένα χρονικό ϐήµα και κάτω από την αξιολογού-
µενη πολιτική. Μια τέτοια διαδικασία αποκαλείται ‘full backup’. Κάθε επανάλ-
ηψη του αλγορίθµου ‘backs up’ την αξία κάθε κατάστασης µία ϕορά, για την
παραγωγή της νέας προσέγγισης Vk+1.

Βελτίωση Πολιτικής

Σύµφωνα µε το ϑεώρηµα ϐελτίωσης πολιτικής (policy improvement theorem), αν
για Ϲεύγος ντετερµινιστικών πολιτικών π και π′, ισχύει για κάθε για κάθε s ∈ S,

Qπ(s, π′(s)) ≥ V π(s), (2.16)

τότε η πολιτική π′ πρέπει να είναι τουλάχιστον εξίσου καλή µε την π, αν όχι
καλύτερη. ∆ηλαδή, πρέπει να έχει µεγαλύτερη ή ίση προσδοκώµενη απόδοση
για όλες τις καταστάσεις s ∈ S:

V π
′

(s) ≥ V π(s), (2.17)

Επιπλέον, αν ισχύει η ισχυρή ανισότητα της (2.16) για οποιαδήποτε κατάσταση,
τότε ϑα πρέπει να υπάρχει αυστηρή ανισότητα της (2.17) για τουλάχιστον µία
κατάσταση.

Με τα παραπάνω δεδοµένα µπορούµε εύκολα να αξιολογήσουµε το αποτέλεσ-
µα της αλλαγής της πολιτικής σε µία κατάσταση για µία συγκεκριµένη δράση.
Φυσική προέκταση αυτού είναι η ϑεώρηση αλλαγών σε όλες τις καταστάσεις και
για όλες τις δυνατές δράσεις, επιλέγοντας σε κάθε κατάσταση τη δράση που εµ-
ϕανίζεται καλύτερη ϐάση της Qπ(s, a). Με άλλα λόγια, την ϑεώρηση της νέας
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‘greedy’ πολιτικής, π′, όπως δίνεται από την εξίσωση

π′(s) = arg max
a

Qπ(s, a)

= arg max
a

E{rt+1 + γV π(st+1)|st = s, at = a}

= arg max
a

∑
s′
Pass′

[
Rass′ + γV π(s′)

]
, (2.18)

όπου το arg maxa δηλώνει την δράση a για την οποία η έκφραση που ακολουθεί
µεγιστοποιείται. Η ‘greedy’ αυτή πολιτική παίρνει τη δράση που δείχνει καλύτερη
ϐραχυπρόθεσµα, σε ϐάθος µιας χρονικής στιγµής, σύµφωνα µε το V π. Από την
κατασκευή της, η ‘greedy’ αυτή πολιτική ικανοποιεί τις συνθήκες του ϑεωρήµατος
(2.16). Η διαδικασία ϐελτίωσης µιας πολιτικής κάνοντας την ‘greedy’ πάνω στην
αρχική συνάρτηση αξίας της αποκαλείται ϐελτίωση πολιτικής (policy improve-
ment).

Policy Iteration

Μόλις µια πολιτική, π, ϐελτιωθεί χρήση V π για την εύρεση µιας καλύτερης
πολιτικής, π′, µπορούµε να υπολογίσουµε το V π

′ , ϐελτιώνοντας την ξανά για
να ϐρούµε την π′′. ∆ηµιουργούµε έτσι µια διαδικασία µονοτονικής ϐελτίωσης
πολιτικών και συναρτήσεων αξίας :

π0
E
−→ V π0 I

−→ π1
E
−→ V π1 I

−→ π2
E
−→ . . .

I
−→ π∗

E
−→ V ∗, (2.19)

όπου το E
−→ δηλώνει αξιολόγιση πολιτικής και το I

−→ δηλώνει ϐελτίωση πολιτικής.
Κάθε πολιτική είναι εγγυηµένα καλύτερη της προηγούµενης, εκτός και αν αυτή
είναι η ϐέλτιστη. Λόγω του πεπερασµένου αριθµού πολιτικών ενός finite MDP, η
διαδικασία πρέπει να συγκλίνει προς µία ϐέλτιστη πολιτική και συνάρτηση αξίας
σε πεπερασµένο αριθµό επαναλήψεων.

Ο τρόπος αυτός εύρεσης µιας ϐέλτιστης πολιτικής καλείται `policy iteration΄.

Value Iteration

΄Ενα µειονέκτηµα του ‘policy iteration’ είναι ότι κάθε επανάληψη της περιλαµ-
ϐάνει αξιολόγηση πολιτικής, που µε τη σειρά της µπορεί να απαιτεί πληθώρα
περασµάτων του συνόλου των καταστάσεων. Εάν η αξιολόγηση πολιτικής γίνει
επαναληπτικά η ακριβής σύγκλιση στο V π συµβαίνει µόνο στο όριο. Το ϐήµα
αξιολόγησης της πολιτικής, όµως, µπορεί να συµπτυχθεί µε αρκετούς τρόπους,
χωρίς να χαθεί η εγγύηση σύγκλισης του ‘policy iteration’. Μία σηµαντική ειδική
περίπτωση αυτού, είναι όταν η αξιολόγηση πολιτικής σταµατά µετά από ένα µόλις
ϐήµα. Ο αλγόριθµος αυτός αποκαλείται ‘value iteration’. Μπορεί να γραφτεί σαν
µία ιδιαίτερα απλή διαδικασία ‘backup’ που συνδυάζει την ϐελτίωση πολιτικής
µε συµπτυγµένα ϐήµατα αξιολόγισης πολιτικής :

Vk+1(s) = max
a
E{rt+1 + γVk(st+1)|st = s, at = a}

= maxa
∑
s′
Pass′

[
Rass′ + γVk(s′)

]
, (2.20)
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για κάθε s ∈ S. Για αυθαίρετο V0, η ακολουθία {Vk} µπορεί να δειχθεί ότι
συγκλίνει στο V ∗, υπό τις ίδιες συνθήκες που απαιτούνται για την ύπαρξη του V ∗.

2.4.2 Μέθοδοι Monte Carlo

Οι µέθοδοι Monte Carlo είναι µέθοδοι µάθησης, για την εκτίµηση των συναρτήσεων
αξίας και την ανακάλυψη ϐέλτιστων πολιτικών. Το µοντέλο του περιβάλλοντος δεν
ϑεωρείτε γνωστό καθώς οι µεθόδοι Monte Carlo απαιτούν µόνο εµπειρία. Εµπειρία
που αποκτάται µέσω δοκιµαστικών τροχιών καταστάσεων, δράσεων και αµοιβών
είτε κατά την εκτέλεση της εργασίας (‘on-line’) είτε µέσω της προσοµοιωµένης
αλληλεπίδρασης µε το περιβάλλον. Η on-line µάθηση παρουσιάζει ενδιαφέϱων
καθώς δεν απαιτεί προηγούµενη γνώση του συστήµατος, αλλά παρόλα αυτά µ-
πορεί να οδηγήσει σε ϐέλτιστη πολιτική. Χρήσιµη είναι και η µάθηση από προ-
σοµοιωµένα συστήµατα γιατί αν και απαιτείται µοντέλο, αυτό χρειάζεται απλά να
είναι σε ϑέση να παράγει δοκιµαστικές τροχιές, και όχι πλήρες κατανοµές πι-
ϑανοτήτων του συνόλου των δυνατών µεταβάσεων, όπως στις µεθόδους δυναµικού
προγραµµατισµού.

2.4.3 Μάθηση Χρονικών ∆ιαφορών

Η µάθηση χρονικών διαφορών (temporal-difference (TD) learning) είναι ένας συν-
δυασµός ιδεών από τις µεθόδους Monte Carlo δυναµικού προγραµµατισµού. ΄Ο-
πως και στις Monte Carlo, οι µέθοδοι TD µπορούν να µάθουν κατευθείαν από
εµπειρία, χωρίς κάποιο µοντέλο του περιβάλλοντος. ΄Οπως στο δυναµικό προ-
γραµµατισµό, έτσι και οι µέθοδοι TD ενηµερώνουν τις εκτιµήσεις τους ϐασισµένες
εν µέρη στις υπάρχουσες εκτιµήσεις, χωρίς την αναµονή ενός τελικού αποτελέσ-
µατος. Η σχέση µεταξύ της µάθησης χρονικών διαφορών, του δυναµικού προ-
γραµµατισµού και των µεθόδων Monte Carlo είναι ένα επαναλαµβανόµενο ϑέµα
στην ϑεωρία της ενισχυτικής µάθησης.

2.5 Εξελίξεις στην ενισχυτική µάθηση

Ο τοµέας της ενισχυτικής µάθησης ϐρίσκεται σε συνεχή εξέλιξη και το παρα-
πάνω κείµενο, που σκοπό είχε την εµπέδωση ϐασικών εννοιών, δεν ϑα µπορούσε
να καλύψει µεγάλο κοµµάτι της υπάρχουσας ϑεωρίας. Τρέχοντα ϑέµατα έρευ-
νας είναι, µεταξύ άλλων: Οι εναλλακτικές αντιπροσωπεύσεις χώρου κατάστασης,
αλγόριθµοι κατάβασης πλαγιάς στο χώρο πολιτικών (gradient descent in policy
space) (Baird and Moore (1998), Hansen (1998)), αλγόριθµοι και αποτελέσµατα
σύγκλισης για µερικώς παρατηρήσιµες διαδικασίες απόφασης Markov (Partially
observable Markov decision process, POMDP) (Vlassis and Toussaint (2009),
Spaan and Vlassis (2005), Hsu (Lee), Cassandra (Littman and Zhang)), αρ-
ϑρωτή και ιεραρχική ενισχυτική µάθηση (Modular, hierarchical reinforcement
learning) (Barto and Mahadevan (2003)). Η πολυπρακτορική ή κατανεµηµένη
ενισχυτική µάθηση (Multiagent / Distributed reinforcement learning) (Claus
and Boutilier (1998)) αποτελεί επίσης σηµαντικό ϑέµα έρευνας στον τοµέα.
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Κεφάλαιο 3

Αλγόριθµοι
Προσδοκίας-Μεγιστοποίησης

και Viterbi

Παρακάτω περιγράφεται το πρόβληµα εκτίµησης παραµέτρων µέγιστης πιθανότη-
τας (maximum-likelihood parameter estimation problem) και πως ο αλγόριθµος
προσδοκίας-µεγιστοποίησης (Expectation-Maximization algorithm, EM) µπορεί
να χρησιµοποιηθεί για την λυση του. Πρώτα περιγράφεται η αφηρηµένη µορφή
του αλγορίθµου EM όπως συχνά συναντάται στην ϐιβλιογραφία. ΄Επειτα παράγε-
ται η διαδικασία εκτίµησης παραµέτρων EM για δύο εφαρµογές :

1. Εύρεση των παραµέτρων µιας µίξης πυκνοτήτων Gauss (mixture of Gaus-
sian densities) και

2. Εύρεση των παραµέτρων ενός κρυφού µοντέλου Markov (hidden Markov
model, HMM), δηλαδή τον αλγόριθµο Baum-Welch, για διακριτά και µίξης
πυκνοτήτων Gauss µοντέλα παρατηρήσεων.

Επίσης ϑα παρουσιαστεί ο αλγόριθµος Viterbi, ο οποίος, δεδοµένου ενός
συνόλου παρατηρήσεων και των παραµέτρων ενός µοντέλου, ϐρίσκει την καλύτερη
ακολουθία καταστάσεων που εξηγεί τις παρατηρήσεις.

3.1 Μέγιστη Πιθανότητα

Στην παράγραφο αυτή ορίζεται το πρόβληµα εκτίµησης παραµέτρων µέγιστης
πιθανότητας. ΄Εστω συνάρτηση πυκνότητας p(x |Θ) που ορίζεται από ένα σύνο-
λο παραµέτρων Θ (π.χ., p µπορεί να είναι ένα σύνολο κατανοµών Gauss και
Θ οι µέσες τιµές και οι συνδιασπορές). ΄Εχουµε επίσης ένα σύνολο δεδοµέ-
νων µεγέθους N , υποθετικά τραβηγµένα από την κατανοµή αυτή, δηλαδή, X =

{x1, . . . , xN }. Υποθέτουµε έτσι ότι τα διανύσµατα δεδοµένων αυτά είναι ανεξάρτη-
τα και οµοιόµορφα κατανεµηµένα µε κατανοµή p. Για αυτό, η τελική πυκνότητα
του δείγµατος είναι

p(X |Θ) =

N∏
i=1

p(xi |Θ) = L(Θ|X ). (3.1)
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Η συνάρτηση L(Θ|X ) καλείται πιθανότητα των παραµέτρων ϐάση των δεδοµέ-
νων, ή απλά συνάρτηση πιθανότητας. Η πιθανότητα νοείται ως µία συνάρτηση
των παραµέτρων Θ όπου τα δεδοµένα X είναι σταθερά. Στο πρόβληµα µέγιστης
πιθανότητας, στόχος είναι η εύρεση του Θ που να µεγιστοποιεί το L. Η εύρεση,
δηλαδή, του Θ∗ όπου

Θ∗ = arg max
Θ

L(Θ|X ). (3.2)

Συχνά προτιµάται η µεγιστοποίηση του log L(Θ|X ) ως πιο εύκολη αναλυτικά.
Η δυσκολία του παραπάνω προβλήµατος είναι ανάλογη της µορφής του p(x |Θ).

Για παράδειγµα, εάν το p(x |Θ) είναι απλά µία κατανοµή Gauss όπου Θ = (µ, σ2),
τότε µπορεί να τεθεί η παράγωγος του log L(Θ|X ) στο µηδέν, και να λυθεί άµεσα
προς µ και σ2. Το τελευταίο µάλιστα οδηγεί στις τυποποιηµένες εξισώσεις για την
µέση τιµή και τη συνδιασπορά ενός συνόλου δεδοµένων. Για πολλά προβλήµατα,
όµως, δεν είναι δυνατή η εύρεση µιας αναλυτικής έκφρασης, και απαιτούνται πιο
περίπλοκες µέθοδοι.

3.2 Βασικός αλγόριθµος Προσδοκίας-Μεγιστοποίησης

Ο αλγόριθµος EM (Dempster (Laird and Rubin), Rabiner and Juang (1993)) εί-
ναι µία γενική µέθοδος εύρεσης της µεγίστου πιθανότητας εκτίµησης των παραµέ-
τρων µίας κατανοµής από ένα δοθέν σύνολο δεδοµένων, όταν το τελευταίο είναι
µη πλήρες ή του λείπουν τιµές. ∆ύο είναι οι ϐασικές εφαρµογές του αλγορίθµου
EM. Η πρώτη προκύπτει όταν τα δεδοµένα πράγµατι λείπονται τιµών, λόγω προβ-
ληµάτων ή περιορισµών της διαδικασίας παρατηρήσεων. Η δεύτερη προκύπτει
όταν η ϐελτιστοποίηση µιας συνάρτησης πιθανότητας είναι αναλυτικά δύσχρηστη
αλλά η συνάρτηση µπορεί να απλοποιηθεί υποθέτοντας την ύπαρξη ελλειπόντων
ή κρυµµένων παραµέτρων.

΄Οπως και προηγουµένως, υποθέτεται ότι τα δεδοµένα X παρατηρούνται και
παράγονται από κάποια κατανοµή. Το X καλείται µη-πλήρη δεδοµένα. Υποθέτε-
ται πως ένα πλήρες σύνολο δεδοµένων Z = (X, Y ) υφίσταται και υποθέτεται επίσης
(ή ορίζεται) η κοινή συνάρτηση πυκνότητας πιθανότητας :

p(z|Θ) = p(x, y|Θ) = p(y|x,Θ)p(x |Θ). (3.3)

΄Ενα Ϲήτηµα είναι η προέλευση της κοινής συνάρτησης πυκνότητας. Συχνά
προκύπτει από την οριακή συνάρτηση πυκνότητας p(x |Θ) και την υπόθεση κρυφών
µεταβλητών και εκτιµήσεων τιµής παραµέτρων (όπως στις πυκνότητες µίξης και
στον Baum-Welch). Σε άλλες περιπτώσεις (π.χ., ελλειπόντων τιµών δεδοµένων σε
δείγµατα κατανοµής), απαιτείται η υπόθεση σχέσης εξάρτησης των ελλειπόντων
και των παρατηρηµένων τιµών.

Με την νέα αυτή συνάρτηση πυκνότητας, µπορούµε να ορίσουµε µια νέα
συνάρτηση πιθανότητας, L(Θ|Z ) = L(Θ|X, Y ) = p(X, Y |Θ), που ονοµάζεται πι-
ϑανότητα συνολικών δεδοµένων (complete-data likelihood). Η συνάρτηση αυτή,
ϐέβαια, είναι µια τυχαία µεταβλητή, καθώς η υπολειπόµενη πληροφορία Y είναι
άγνωστη, τυχαία, και υποθετικά οριζόµενη από µία ϐασική κατανοµή. Μπορεί
έτσι να τεθεί L(Θ|X, Y ) = hX,Θ(Y ) για κάποια συνάρτηση hX,Θ(·) όπου τα X και Θ

είναι σταθερές και το Y είναι µια τυχαία µεταβλητή. Η αρχική πιθανότητα L(Θ|X )
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αποκαλείται συνάρτηση πιθανότητας ηµιτελών δεδοµένων (incomplete-data like-
lihood function).

Ο αλγόριθµος EM ϐρίσκει πρώτα την αναµενόµενη τιµή της log-πιθανότητας
συνολικών δεδοµένων log p(X, Y |Θ) πάνω στα άγνωστα δεδοµένα Y δεδοµένου των
παρατηρούµενων X και των τρεχόντων εκτιµήσεων παραµέτρων. Ορίζεται λοιπόν :

Q(Θ,Θi−1) = E{log p(X, Y |Θ) | X,Θi−1}, (3.4)

όπου Θi−1 είναι οι τρέχουσες εκτιµήσεις των παραµέτρων που χρησιµοποιούνται
για την εκτίµηση της προσδοκίας, και Θ είναι οι νέες παράµετροι που ϐελτιστοποι-
ούνται για την αύξηση του Q.

Τα ϐασικότερα σηµεία της παραπάνω σχέσης είναι ότι οι X και Θi−1 είναι
σταθερές, Θ είναι µια µεταβλητή που Ϲητείται να ϱυθµιστεί, και Y είναι µια τυχαία
µεταβλητή οριζόµενη από την κατανοµή f (y|X,Θi−1). Το δεξί µέλος της (3.4)
µπορεί να ξαναγραφτεί ως :

E{log p(X, Y |Θ) | X,Θi−1} =

∫
y∈Y

log p(X, y|Θ) f (y|X,Θi−1) dy. (3.5)

f (y|X,Θi−1) είναι η οριακή κατανοµή των µη παρατηρούµενων δεδοµένων και
εξαρτάται τόσο από τα παρατηρούµενα δεδοµένα X όσο και από τις τρέχουσες
παραµέτρους, ενώ Y είναι ο χώρος των τιµών του y. Στην καλύτερη των περι-
πτώσεων, η οριακή αυτή κατανοµή είναι µια απλή αναλυτική έκφραση των παραµέ-
τρων Θi−1 και ίσως των δεδοµένων. Στην χειρότερη των περιπτώσεων, η πυκνότητα
αυτή υπολογίζεται πολύ δύσκολα. Ορισµένες ϕορές, µάλιστα, η πυκνότητα που
χρησιµοποιείται είναι η f (y, X |Θi−1) · f (X |Θi−1), πράγµα που δεν επηρεάζει όµως
τα υπόλοιπα ϐήµατα, δεδοµένου ότι ο όρος f (X |Θi−1) δεν εξαρτάται από το Θ.

Ως µια αναλογία, έστω συνάρτηση h(·, ·) δύο µεταβλητών. Ας ϑεωρηθεί h(θ, Y )
όπου θ µια σταθερά και Y µια τυχαία µεταβλητή οριζόµενη από κάποια κατανοµή
fY (y). Τότε η q(θ) = EY [h(θ, Y )] =

∫
y
h(θ, y) fY (y) dy είναι τώρα µια ντετερµινισ-

τική συνάρτηση που µπορεί να µεγιστοποιηθεί.
Ο υπολογισµός της αναµενόµενης τιµής καλείται το ϐήµα προσδοκίας (E-

step) του αλγορίθµου. Σηµασία πρέπει να δωθεί στις παραµέτρους της συνάρτησης
Q(Θ,Θi−1). Ο πρώτος όρος Θ αντιστοιχεί στις παραµέτρους που τελικά ϑα ϐελτιστο-
ποιηθούν στην προσπάθεια µεγιστοποίησης της πιθανότητας. Ο δεύτερος όρος
Θi−1 αντιστοιχεί στις παραµέτρους που χρησιµοποιούνται για την εκτίµηση της
προσδοκίας.

Το δεύτερο ϐήµα του αλγορίθµου, το ϐήµα µεγιστοποίησης (M-step), εκτελεί
την µεγιστοποίηση της προσδοκίας που υπολογίστηκε στο πρώτο ϐήµα. Βρίσκεται
δηλαδή, το :

Θi = arg max
Θ

Q(Θ,Θi−1). (3.6)

Τα δύο ϐήµατα, E-step και M-step, επαναλαµβάνονται µέχρι σύγκλισης. Κά-
ϑε επανάληψη έχει αποδειχθεί πως αυξάνει την log-πιθανότητα και ο αλγόριθµος
συγκλίνει εγγυηµένα σε ένα τοπικό ελάχιστο της συνάρτησης πιθανότητας.

Μία παραλλαγή του M-step του αλγορίθµου είναι, αντί της µεγιστοποίησης
τουQ(Θ,Θi−1), να αναζητείται κάποιο Θi έτσι ώστε να ισχύειQ(Θi ,Θi−1) >Q(Θ,Θi−1).
Αυτή η µορφή του αλγορίθµου αποκαλείται γενικευµένος αλγόριθµος προσδοκίας-
µεγιστοποίησης (Generalized EM, GEM) και συγκλίνει επίσης εγγυηµένα.
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Η πάνω παρουσίαση του αλγορίθµου ήταν στην γενική του µορφή, χωρίς να
εξηγείται η υλοποίηση του. Οι λεπτοµέρειες των ϐηµάτων εξαρτώνται σε µεγάλο
ϐαθµό από τη συγκεκριµένη εφαρµογή.

3.3 Εύρεση των Παραµέτρων Μικτών Πυκνοτήτων
Μέγιστης Πιθανότητας

Το πρόβληµα υπολογισµού πυκνότητας µίξης είναι πιθανότατα µια από της πιο
ευρέως χρησιµοποιούµενες εφαρµογές του αλγορίθµου EM. Εδώ υποθέτεται το
παρακάτω πιθανοτικό µοντέλο :

p(x |Θ) =

M∑
i=1

αipi(x |θi) (3.7)

όπου οι παράµετροι είναι Θ = (α1, . . . , αM , θ1, . . . , θM ) έτσι ώστε ∑M
i=1 αi = 1 και

κάθε pi είναι µια συνάρτηση πυκνότητας που παραµετροποιείται κατά θi . Με
άλλα λόγια, υποθέτεται πως υπάρχουν M συνιστώσες πυκνότητας σε µίξη, µε M
συντελεστές µίξης αi .

Η έκφραση της log-πιθανότητας των ηµιτελών δεδοµένων από το X είναι :

log L(Θ|X ) = log
N∏
i=1

p(xi |Θ) =

N∑
i=1

log
( M∑
j=1

αjpj(xi |θj)
)

(3.8)

που είναι δύσκολο να ϐελτιστοποιηθεί λόγω του λογαρίθµου του αθροίσµατος
που περιέχει. Αν ϑεωρηθεί το X ως ηµιτελές, όµως, και ϑεωρηθεί η ύπαρξη µη
παρατηρήσιµων δεδοµένων Y = {yi}Ni=1 µε τιµές που πληροφορούν πιο τµήµα
της µικτής πυκνότητας ‘παρήγαγε’ κάθε δεδοµένο, η έκφραση της πιθανότητας
απλοποιείται σηµαντικά. Υποθέτονται yi ∈ 1, . . . , M για κάθε i, και yi = k αν το
δείγµα i παράχθηκε από την συνιστώσα µιξης k. ΄Εχοντας γνώση των τιµών του
Y , η πιθανότητα γίνεται :

log L(Θ|X, Y ) = logP(X, Y |Θ) =

N∑
i=1

log(P(xi |yi)P(y)) =

N∑
i=1

log(αyipyi (xi |θyi )) (3.9)

που, µε δεδοµένη µορφή των συνιστωσών πυκνότητας, µπορεί να ϐελτιστοποιηθεί
µε µια ποικιλία τεχνικών.

Το πρόβληµα, ϐέβαια, είναι µη γνώση των τιµών του Y . Θεωρώντας όµως το
Y ως τυχαίο διάνυσµα µπορεί να συνεχιστεί η ανάλυση.

Πρώτα ϑα πρέπει να παραχθεί µία έκφραση για την κατανοµή των µη παρατηρη-
ϑέντων δεδοµένων. Για αρχή χρησιµοποιείται µία εικασία των παραµέτρων της
πυκνότητας µίξης,δηλαδή, υποθέτεται πως Θg = (αg1, . . . , α

g
M , θ

g
1, . . . , θ

g
M ) είναι οι

σωστές παραµέτροι για την πιθανότητα L(Θg|X, Y ). Με δεδοµένο το Θg, µπορεί
εύκολα να υπολογιστεί το pj(xi |θgj ) για κάθε i και j. Επιπλέον, οι παράµετροι µί-
ξης, aj µπορούν να ϑεωρηθούν ως εκ των προτέρων πιθανότητες (prior) για κάθε
συνιστώσα µίξης ή, αλλιώς, αj = p(συνιστώσαj). ΄Ετσι, χρήση κανόνα του Bayes
υπολογίζεται :

p(yi |xi ,Θg) =
αgyipyi (xi |θ

g
yi )

p(xi |Θg)
=

αgyipyi (xi |θ
g
yi )∑M

k=1 α
g
kpk(xi |θ

g
k)

(3.10)
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και

p(y|X,Θg) =

N∏
i=1

p(yi |xi ,Θg) (3.11)

όπου y = (y1, . . . , yN ) είναι µία περίσταση των µη παρατηρηµένων δεδοµένων
τραβηγµένη ανεξάρτητα. Μια δεύτερη µατιά στη εξίσωση (3.5), δείχνει ότι στην
περίπτωση αυτή αποκτήθηκε η επιθυµητή οριακή πυκνότητα χάρη στην υπόθεση
της ύπαρξης κρυφών µεταβλητών και µε µία εικασία για τις αρχικές παραµέτρους
της κατανοµής τους.

Στη περίπτωση αυτή, η εξίσωση (3.5) παίρνει την µορφή:

Q(Θ,Θg) =
∑
y∈Y

log L(Θ|X, y)p(y|X,Θg)

=
∑
y∈Y

N∑
i=1

log(αyipyi (xi |θyi ))
N∏
j=1

p(yj |xj,Θg)

=

M∑
y1=1

M∑
y2=1

. . .
M∑

yN=1

N∑
i=1

log(αyipyi (xi |θyi ))
N∏
j=1

p(yj |xj,Θg)

=

M∑
y1=1

M∑
y2=1

. . .
M∑

yN=1

N∑
i=1

M∑
`=1

δ`,yi log(α`p`(xi |θ`))
N∏
j=1

p(yj |xj,Θg)

=

M∑
l=1

N∑
i=1

log(α`p`(xi |θ`))
M∑

y1=1

M∑
y2=1

. . .
M∑

yN=1
δ`,yi

N∏
j=1

p(yj |xj,Θg). (3.12)

η παραπάνω µορφή µπορεί να απλοποιηθεί σηµαντικά. Σηµειώνεται πρώτα
πως για ` ∈ 1, . . . , M, ισχύει :

M∑
y1=1

M∑
y2=1

. . .
M∑

yN=1
δ`,yi

N∏
j=1

p(yj |xj,Θg)

=

( M∑
y1=1

. . .
M∑

yi−1=1

M∑
yi+1=1

. . .
M∑

yN=1

N∏
j=1,j,i

p(yj |xj,Θg)
)
p(`|xi ,Θg)

=

N∏
j=1,j,i

( M∑
yj=1

p(yj |xj,Θg)
)
p(`|xi ,Θg) = p(`|xi ,Θg), (3.13)

αφού ∑M
i=1 p(i |xj,Θg) = 1. Χρησιµοποιώντας την εξίσωση (3.13), η (3.12) µπορεί

να γραφτεί ως :

Q(Θ,Θg) =

M∑
`=1

N∑
i=1

log(α`p`(xi |θ`))p(`|xi ,Θg)

=

M∑
`=1

N∑
i=1

logα`p(`|xi ,Θg) +

M∑
`=1

N∑
i=1

log p`(xi |θ`)p(`|xi ,Θg). (3.14)

Για την µεγιστοποίηση της πάνω έκφρασης, αρκεί η µεγιστοποίηση των όρων
που περιέχουν το α` και το θ` ανεξάρτητα, µιας και δεν σχετίζονται.
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3. Αλγόριθµοι Προσδοκίας-Μεγιστοποίησης και Viterbi

Για την εύρεση της έκφρασης για όλα τα α`, εισάγεται ο πολλαπλασιαστής
Lagrange λ µε τον περιορισµό ∑

` α` = 1, και επιλύεται η παρακάτω εξίσωση:

∂

∂α`

[ M∑
`=1

N∑
i=1

logα`p(`|xi ,Θg) + λ
(∑
`

α` − 1
)]

= 0, (3.15)

ή
N∑
i=1

1
α`
p(`|xi ,Θg) + λ = 0. (3.16)

Αθροίζοντας και τις δύο πλευρές πάνω στο `, προκύπτει ότι λ = −N µε αποτέλεσ-
µα:

α` =
1
N

N∑
i=1

p(`|xi ,Θg). (3.17)

Για κάποιες κατανοµές, είναι δυνατών να ϐρεθεί µια αναλυτική έκφραση των θ`
ως συναρτήσεις όλων των υπολοίπων ποσοτήτων. Για παράδειγµα, εάν υποτεθούν
κατανοµές συνιστωσών Gauss διάστασης d µε µέση τιµή µ και πίνακα συνδιασ-
ποράς Σ, δηλαδή, θ = (µ,Σ) τότε

p`(x |µ`,Σ`) =
1

(2π)d/2|Σ`|1/2 e
− 1

2 (x−µ`)T
∑−1
` (x−µ`). (3.18)

Για την επαγωγή των εξισώσεων ενηµέρωσης της κατανοµής αυτής χρειάζονται
κάποια αποτελέσµατα από την άλγεβρα πινάκων.

Το ίχνος ενός τετραγωνικού πίνακα tr(A) είναι ίσο µε το άθροισµα των διαγω-
νίων στοιχείων του A. Το ίχνος µιας σταθεράς ισούται µε την σταθερά. Επίσης,
tr(A + B) = tr(A) + tr(B), και tr(AB) = tr(BA), πράγµα που υπονοεί ότι ∑i x

T
i Axi =

tr(AB) όπου B =
∑
i xiX

T
i . Επίσης µε |A| συµβολίζεται η ορίζουσα ενός πίνακα και

|A−1| = 1/|A|.
Παρακάτω ϑα χρειαστεί η παράγωγος της συνάρτησης ενός πίνακα f (A) ως

προς στοιχεία του πίνακα. Ορίζεται, έτσι, ως ∂f (A)
∂A ο πίνακας µε στοιχείο διάταξης

i, j το [ ∂f (A)
∂ai,j

], όπου ai,j είναι το στοιχείο i, j του A. Ισχύει ∂xTAx∂x = (A+AT )x. Επίσης,
µπορεί να δειχθεί ότι όταν ο A είναι συµµετρικός :

∂|A|

∂ai,j
=

Ai,j αν i = j

2Ai,j αν i , j
(3.19)

όπου Ai,j είναι ο i, j συµπαράγοντας του A. ∆εδοµένων των από πάνω, προκύπτει :

∂ log|A|
∂A

=

{
Ai,j/|A| αν i = j
2Ai,j/|A| αν i , j

}
= 2A−1 − diag(A−1) (3.20)

από τον ορισµό του αντιστρόφου πίνακα. Τελικά, µπορεί να δειχθεί ότι :

∂ tr(AB)
∂A

= B + BT − diag(B). (3.21)
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3.3. Εύρεση των Παραµέτρων Μικτών Πυκνοτήτων Μέγιστης Πιθανότητας

Αντικαθιστώντας τον λογάριθµο της εξίσωσης (3.18), έχοντας αγνοήσει οποιοδή-
ποτε σταθερό όρο, στο δεξί µέλος της εξίσωσης (3.14), προκύπτει :

M∑
`=1

N∑
i=1

log(p`(xi |µ`,Σ`))p(`|xi ,Θg)

=

M∑
`=1

N∑
i=1

(
−

1
2 log|Σ`| −

1
2 (xi − µ`)TΣ−1

` (xi − µ`)
)
p(`|xi ,Θg). (3.22)

Η παράγωγος της (3.22) πάνω στο µ` εξισωµένη µε το µηδέν, δίνει :

N∑
i=1

Σ−1
` (xi − µ`)p(`|xi ,Θg) = 0, (3.23)

που µπορεί να λυθεί εύκολα προς µ` δίνοντας :

µ` =

∑N
i=1 xip(`|xi ,Θg)∑N
i=1 p(`|xi ,Θg)

. (3.24)

Για την εύρεση του Σ`, σηµειώνεται ότι η (3.22) µπορεί να γραφτεί ως :

M∑
`=1

[1
2 log(|Σ−1

` |)
N∑
i=1

p(`|xi ,Θg) −
1
2

N∑
i=1

p(`|xi ,Θg) tr
(
Σ−1
` (xi − µ`)(xi − µ`)T

)]
=

M∑
`=1

[1
2 log(|Σ−1

` |)
N∑
i=1

p(`|xi ,Θg) −
1
2

N∑
i=1

p(`|xi ,Θg) tr(Σ−1
` N`,i)

]
(3.25)

όπου N`,i = (xi − µ`)(xi − µ`)T ).
Παίρνοντας την παράγωγο πάνω στο Σ−1

` , προκύπτει :

1
2

N∑
i=1

p(`|xi ,Θg)(2Σ` − diag(Σ`)) −
1
2

N∑
i=1

p(`|xi ,Θg)(2N`,i − diag(N`,i))

=
1
2

N∑
i=1

p(`|xi ,Θg)(2M`,i − diag(M`,i)

= 2S − diag(S), (3.26)

όπου M`,i = Σ` − N`,i και S = 1
2
∑N
i=1 p(`|xi ,Θg)M`,i . Η εξίσωση της παραγώγου µε

το µηδέν, 2S − diag(S) = 0, δίνει S = 0. Οπότε

N∑
i=1

p(`|xi ,Θg)(Σ` − N`,i) = 0 (3.27)

ή

Σ` =

∑N
i=1 p(`|xi ,Θg)N`,i∑N
i=1 p(`|xi ,Θg)

=

∑N
i=1 p(`|xi ,Θg)(xi − µ`)(xi − µ`)T∑N

i=1 p(`|xi ,Θg)
. (3.28)
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3. Αλγόριθµοι Προσδοκίας-Μεγιστοποίησης και Viterbi

Τελικά, οι εκτιµήσεις των νέων παραµέτρων ϐάση των παλιών είναι :

αnew` =
1
N

N∑
i=1

p(`|xi ,Θg) (3.29)

µnew` =

∑N
i=1 xip(`|xi ,Θg)∑N
i=1 p(`|xi ,Θg)

(3.30)

Σnew` =

∑N
i=1 p(`|xi ,Θg)(xi − µnew` )(xi − µnew` )T∑N

i=1 p(`|xi ,Θg)
. (3.31)

Σηµειώνεται πως οι παραπάνω εξισώσεις εκτελούν τόσο το ϐήµα προσδοκίας, όσο
και το ϐήµα µεγιστοποίησης ταυτόχρονα. Ο αλγόριθµος συνεχίζει χρησιµοποιών-
τας τις πιο πρόσφατες παραµέτρους ως εικασία για την επόµενη επανάληψη.

3.4 Μαθαίνοντας τις παραµέτρους ενός Κρυφού
µοντέλου Markov

΄Ενα Κρυφό Μοντέλο Markov (Hidden Markov Model, HMM) είναι ένα πιθανοτικό
µοντέλο της κοινής πιθανότητας µιας συλλογής τυχαίων µεταβλητών {O1, . . . , OT ,
Q1, . . . , QT }. Οι µεταβλητές Ot είναι είτε συνεχείς είτε διακριτές παρατηρήσεις και
οι µεταβλητές Qt είναι ‘κρυφές’ και διακριτές. Σε ένα HMM, υπάρχουν δύο υπο-
ϑέσεις υπό όρους ανεξαρτησίας των µεταβλητών που µαζί καθιστούν το πρόβληµα
ϱεαλιστικά επιλύσιµο. Οι υποθέσεις αυτές είναι :

1. Η κρυφή µεταβλητή t, δοθέντος της t−1 κρυφής µεταβλητής, είναι ανεξάρτη-
τη των προηγούµενων µεταβλητών, ή

P(Qt |Qt−1, Ot−1, . . . , Q1, O1) = P(Qt |Qt−1). (3.32)

2. Η παρατήρηση t, δοθέντος της t κρυφής µεταβλητής, είναι ανεξάρτητη των
υπολοίπων µεταβλητών, ή

P(Ot |QT , OT , QT−1, OT−1, . . . , Qt+1, Ot+1, Qt , Qt−1, Ot−1, . . . , Q1, O1)

= P(Ot |Qt). (3.33)

Στην παράγραφο αυτή ϑα παραχθεί ο αλγόριθµος EM για την εύρεση των
εκτιµήσεων µέγιστης πιθανότητας των παραµέτρων ενός κρυφού µοντέλου Markov
δεδοµένου ενός συνόλου διανυσµάτων παρατηρήσεων. Ο αλγόριθµος αυτός είναι
επίσης γνωστός ως αλγόριθµος Baum-Welch.

΄Εστω Qt µια διακριτή τυχαία µεταβλητή µε N πιθανές τιµές {1, . . . , N}. Επι-
πλέον υποθέτεται πως η ‘κρυφή’ αλυσίδα Markov όπως ορίζεται από την P(Qt |Qt−1)
είναι χρονικά οµογενής (δλδ, ανεξάρτητη του χρόνου t). Για αυτό είναι δυνατή η
αντιπροσώπευση του P(Qt |Qt−1) ως έναν χρονικά ανεξάρτητο πίνακα στοχαστικών
µεταβάσεων A = {ai,j} = p(Qt = j|Qt−1 = i). Η ειδική περίπτωση του χρόνου t = 1
περιγράφεται από την αρχική κατανοµή κατάστασης, πi = p(Q1 = i). Θα λέγεται
ότι είµαστε στην κατάσταση j το χρόνο t αν Qt = j. Μια συγκεκριµένη αλληλουχία
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3.4. Μαθαίνοντας τις παραµέτρους ενός Κρυφού µοντέλου Markov

καταστάσεων περιγράφεται από το q = (q1, . . . , qT ) όπου qt ∈ {1, . . . , N} είναι η
κατάσταση το χρόνο t.

Μια συγκεκριµένη αλληλουχία παρατηρήσεων O περιγράφεται ως O = (O1 =

o1, . . . , OT = oT ). Η πιθανότητα ενός συγκεκριµένου διανύσµατος παρατηρήσεων
στο χρόνο t για κατάσταση j περιγράφεται από το bj(ot) = p(Ot = ot |Qt = j). Η
πλήρης συλλογή παραµέτρων για όλες τις κατανοµές παρατηρήσεων συµβολίζεται
B = {bj(·)}.

Υπάρχουν δύο µορφές κατανοµών εξόδου που ϑα ϑεωρηθούν. Η πρώτη υπο-
ϑέτει διακριτές παρατηρήσεις όπου µια παρατήρηση είναι µία εκ των L δυνατών
συµβόλων παρατήρησης ot ∈ V = {v1, . . . , vL}. Στη περίπτωση αυτή, αν ot = vk,
τότε bj(ot) = p(Ot = vk |qt = j). Η δεύτερη µορφή κατανοµής πιθανοτήτων που υπ-
οθέτεται είναι µία µίξηM πολυµεταβλητών κατανοµών Gauss για κάθε κατάσταση
όπου bj(ot) =

∑M
`=1 cj`N(ot |µj`,Σj`) =

∑M
`=1 cj`bj`(ot).

Το πλήρες σύνολο των παραµέτρων HMM για ένα δεδοµένο µοντέλο δίνεται
από το λ = (A, B, π). Υπάρχουν τρία ϐασικά προβλήµατα σχετιζόµενα µε τα
HMMs:

1. Εύρεση της p(O|λ) για κάποιο O = (o1, . . . , oT ). Χρησιµοποιείται η δι-
αδικασία προς τα µπρος, ή προς τα πίσω, µιας και είναι πολύ πιο αποτε-
λεσµατική από τον απευθείας υπολογισµό.

2. ∆εδοµένου κάποιων O και λ, η εύρεση της καλύτερης ακολουθίας q =

(q1, . . . , qT ) που εξηγεί το O. Ο αλγόριθµος Viterbi επιλύει αυτό το πρόβλη-
µα.

3. Εύρεση του λ∗ = arg maxλ p(O|λ). Ο αλγόριθµος Baum-Welch (που επίσης
αποκαλείται αλγόριθµος µπρος-πίσω ή EM για HMMs) επιλύει αυτό το
πρόβληµα.

Τα προβλήµατα αυτά ϑα αναλυθούν στις παρακάτω ενότητες.

3.4.1 Αποτελεσµατικός Υπολογισµός Επιθυµητών Παραµέτρων

΄Ενα από τα πλεονεκτήµατα των HMM είναι ότι σχετικά αποτελεσµατικοί αλγόρι-
ϑµοι µπορούν να παραχθούν για τα τρία προβλήµατα που παραπάνω αναφέρ-
ϑηκαν. Πριν την επαγωγή του αλγορίθµου EM από την απευθείας χρήση της
συνάρτησης Q, ϑα αναλυθούν οι αποτελεσµατικές αυτές διαδικασίες.

Πρώτα ϑα αναλυθεί η διαδικασία προς τα µπρος. Ορίζεται

αi(t) = p(O1 = o1, . . . , Ot = ot , Qt = i |λ) (3.34)

που είναι η πιθανότητα παρατήρησης της µερικής ακολουθίας o1, . . . , ot και
κατάληξης στην κατάσταση i τον χρόνο t. Το αi(t) µπορεί να οριστεί επαναληπτικά
ως:

1. αi(1) = πibi(o1) (3.35)
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2. αj(t + 1) =
[∑N

i=1 αi(t)aij
]
bj(ot+1) (3.36)

3. p(O|λ) =
∑N
i=1 αi(T ) (3.37)

Η προς τα πίσω διαδικασία είναι παρόµοια. Ορίζεται

�i(t) = p(Ot+1 = ot+1, . . . , OT = oT |Qt = i, λ) (3.38)

που είναι η πιθανότητα ολοκλήρωσης της ακολουθίας µε o1, . . . , ot δεδοµένου ότι
ξεκίνησε στην κατάσταση i τον χρόνο t. Το �i(t) µπορεί να οριστεί επαναληπτικά
ως:

1. �i(T ) = 1 (3.39)

2. �i(t) =
∑N
j=1 aijbj(ot+1)�j(t + 1) (3.40)

3. p(O|λ) =
∑N
i=1 �i(1)πibi(o1) (3.41)

Ορίζεται
γi(t) = p(Qt = i |O, λ), (3.42)

που είναι η πιθανότητα της κατάστασης i τον χρόνο t για την ακολουθία O.
Σηµειώνεται ότι :

p(Qt = i |O, λ) =
p(O,Qt = i |λ)

P(O|λ
=

p(O,Qt = i |λ)∑N
j=1 p(O,Qt = j|λ)

. (3.43)

Επίσης, λόγω της υπό συνθήκη ανεξαρτησίας Markov ισχύει

αi(t)�i(t) = p(o1, . . . , ot , Qt = i |λ)p(ot+1, . . . , oT |Qt = i, λ) = p(O,Qt = i |λ),
(3.44)

και µπορεί να οριστεί το γi(t) έτσι σε όρους αi(t) και �i(t) ως

γi(t) =
αi(t)�i(t)∑N
j=1 αj(t)�j(t)

. (3.45)

Ορίζεται επίσης
ξij(t) = p(Qt = i, Qt+1 = j|O, λ) (3.46)

που είναι η πιθανότητα κατάστασης i στο χρόνο t και κατάστασης j στο χρόνο t+1.
Αυτό µπορεί επίσης να προεκταθεί στο :

ξij(t) =
p(Qt = i, Qt+1 = j, O|λ)

p(O|λ)
=

αi(t)aijbj(ot+1)�j(t + 1)∑N
i=1

∑N
j=1 αi(t)aijbj(ot+1)�j(t + 1)

(3.47)

ή στο :

ξij(t) =
p(Qt = i |O)p(ot+1 . . . oT , Qt+1 = j|Qt = i, λ)

p(ot+1 . . . oT |Qt = i, λ)
=
γi(t)aijbj(ot+1)�j(t + 1)

�i(t)
.

(3.48)
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Αθροίζωντας τις ποσότητες αυτές πάνω στο χρόνο προκύπτουν κάποιες χρήσιµες
εκφράσεις. ΄Ετσι,

T∑
t=1

γi(t) (3.49)

είναι ο αναµενόµενος αριθµός επισκέψεων της κατάστασης i και, συνεπώς, ο
αναµενόµενος αριθµός µεταβάσεων από την κατάσταση i για το O. Παρόµοια,

T−1∑
t=1

ξij(t) (3.50)

είναι ο αναµενόµενος αριθµός µεταβάσεων από την κατάσταση i στην κατάσταση
j για το O. Αυτά προκύπτουν από το γεγονός ότι∑

t

γi(t) =
∑
t

E{It(i)} = E
{∑
t

It(i)
}

(3.51)

και ∑
t

ξij(t) =
∑
t

E{It(i, j)} = E
{∑
t

It(i, j)
}

(3.52)

όπου It(i) είναι µια δυαδική τυχαία µεταβλητή δείκτης µε τιµή 1 όταν είµαστε στην
κατάσταση i τον χρόνο t, και It(i, j) είναι µια δυαδική τυχαία µεταβλητή δείκτης
µε τιµή 1 όταν γίνεται µετάβαση από την κατάσταση i στην κατάσταση j µετά το
χρόνο t.

Ζητείται ο σχηµατισµός ενός αλγορίθµου EM για την εκτίµηση νέων παραµέτρ-
ων για το HMM από τις παλιές παραµέτρους και τα δεδοµένα. ∆ιαισθητικά, αυτό
µπορεί να γίνει µε τη χρήση σχετικών συχνοτήτων. Μπορούν να οριστούν, δηλαδή,
οι κανόνες ανανέωσης όπως παρακάτω:

Η ποσότητα
π̃i = γi(1) (3.53)

είναι η αναµενόµενη σχετική συχνότητα που καταβάλλεται στην κατάσταση i την
χρονική στιγµή 1.

Η ποσότητα

ãij =

∑T−1
t=1 ξij(t)∑T−1
t=1 γij(t)

(3.54)

είναι ο αναµενόµενος αριθµός µεταβάσεων από την κατάσταση i στη κατάσταση j
προς µε τον αναµενόµενο συνολικό αριθµό µεταβάσεων από την κατάσταση i.

Και, για διακριτές κατανοµές, η ποσότητα

b̃i(k) =

∑T
t=1 δot ,vkγi(t)∑T

t=1 γi(t)
(3.55)

είναι ο αναµενόµενος αριθµός των ϕορών που οι παρατηρήσεις εξόδου ϑα είναι
ίσες µε vk στην κατάσταση i προς τον αναµενόµενο συνολικό αριθµό ϕορών στην
κατάσταση i.

Για µίξεις Gauss, ορίζεται η πιθανότητα η συνιστώσα ` της i µίξης να παρήγαγε
την παρατήρηση ot ως

γi`(t) = γi(t)
ci`bi`(ot)
bi(ot)

= p(Qt = i, Xit = `|O, λ) (3.56)
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΄Οπου Xit είναι µια τυχαία µεταβλητή µε τιµή την συνιστώσα µίξης στο χρόνο t για
την κατάσταση i.

Οι εξισώσεις ανανέωσης για την περίπτωση αυτή είναι :

ci` =

∑T
t=1 γi`(t)∑T
t=1 γi(t)

(3.57)

µi` =

∑T
t=1 γi`(t)ot∑T
t=1 γi`(t)

(3.58)

Σi` =

∑T
t=1 γi`(t)(ot − µi`)(ot − µi`)

T∑T
t=1 γi`(t)

(3.59)

΄Οταν υπάρχουν E ακολουθίες παρατηρήσεων µε την e να έχει µήκος Te, οι
εξισώσει ανανέωσης γίνονται :

πi =

∑E
e=1 γ

e
i (1)

E
(3.60)

ci` =

∑E
e=1

∑Te
t=1 γ

e
i`(t)∑E

e=1
∑Te
t=1 γ

e
i (t)

(3.61)

µi` =

∑E
e=1

∑Te
t=1 γ

e
i`(t)o

e
t∑E

e=1
∑Te
t=1 γ

e
i`(t)

(3.62)

Σi` =

∑E
e=1

∑Te
t=1 γ

e
i`(t)(o

e
t iµi`)(o

e
t iµi`)

T∑E
e=1

∑Te
t=1 γ

e
i`(t)

(3.63)

και

aij =

∑E
e=1

∑Te
t=1 ξ

e
ij (t)∑E

e=1
∑Te
t=1 γ

e
i (t)

(3.64)

Οι εξισώσεις αυτές είναι πράγµατι ο αλγόριθµος EM ή (Baum-Welch) για την
εκτίµηση παραµέτρων ΗΜΜ. Η επόµενη παράγραφος ϑα καταλήξει στους ίδιους
τύπους χρησιµοποιώντας τους πιο τυπικούς για τον EM συµβολισµούς.

3.4.2 Εξισώσεις Ενηµέρωσης µε χρήση της συνάρτησης Q

΄ΕστωO = (o1, . . . , oT ) τα παρατηρούµενα δεδοµένα ενώ η ακολουθία καταστάσεων
q = (q1, . . . , qT ) ϑεωρήται κρυφή ή µη παρατηρήσιµη. Η συνάρτητη πιθανότη-
τας των ηµιτελών δεδοµένων δίνεται από το P(O, λ) ενώ η συνάρτηση πιθανότητας
πλήρη δεδοµένων είναι P(O, q|λ). Η συνάρτηση Q είναι έτσι :

Q(λ, λ′) =
∑
q∈Q

log P(O, q|λ)P(O, q|λ′) (3.65)

όπου λ′ είναι οι αρχικές µας εκτιµήσεις των παραµέτρων και Q είναι ο χώρος
όλων των ακολουθιών καταστάσεων µήκους T .

∆οθέντης συγκεκριµένης ακολουθίας καταστάσεων q, ο τύπος του P(O, q|λ′)
είναι

P(O, q|λ) = πq0

T∏
t=1

aqt−1qtbqt (ot) (3.66)
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3.4. Μαθαίνοντας τις παραµέτρους ενός Κρυφού µοντέλου Markov

Σηµειώνεται πως εδώ υποθέτεται ότι η αρχική κατανοµή ξεκινά στο t = 0 αντί
για t = 1 γαι ευκολότερη σήµανση. Επίσης, στο υπόλοιπο κείµενο, οι τονισµένες
παράµετροι ϑεωρούνται οι αρχικές, ενώ οι µη τονισµένες παράµετροι είναι που
ϐελτιστοποιούνται.

Η συνάρτηση Q γίνεται :

Q(λ, λ′) =
∑
q∈Q

log πq0P(O, q|λ′) +
∑
q∈Q

( T∑
t=1

logaqt−1qt

)
p(O, q|λ′)

+
∑
q∈Q

( T∑
t+1

log bqt (ot)
)
P(O, q|λ′). (3.67)

∆εδοµένου ότι οι παράµετροι προς ϐελτιστοποίηση είναι χωρισµένοι ανεξάρτητα
δύναται η ϐελτιστοποίηση κάθε όρου χωριστά.

Ο πρώτος όρος της εξίσωσης (3.67) γίνεται∑
q∈Q

log πq0P(O, q|λ′) =

N∑
i=1

log πip(O, q0 = i |λ′) (3.68)

αφού η επιλογή όλων των q ∈ Q αποτελεί απλά µια επαναλαµβανόµενη επιλογή
των τιµών το q0, οπότε το δεξί µέλος είναι απλά η οριακή έκφραση για χρόνο
t = 0. Προσθέτοντας τον πολλαπλασιαστή Lagrange, µε το περιορισµό ∑

i πi = 1,
και εξισώνοντας την παράγωγο µε το µηδέν, προκύπτει :

∂

∂πi

( N∑
i=1

log πip(O, q0 = i |λ′) + γ
( N∑
i=1

πi − 1))
= 0 (3.69)

Παίρνοντας την παράγωγο, προσθέτοντας πάνω στο i για το γ, και επιλύοντας για
πi προκύπτει :

πi =
P(O, q0 = i |λ′)

P(O|λ′)
(3.70)

Ο δεύτερος όρος της (3.67) γίνεται :∑
q∈Q

( T∑
t=1

logaqt−1qt

)
p(O, q|λ′) =

N∑
i=1

N∑
j=1

T∑
t=1

logaijP(O, qt−1 = i, qt = j|λ′) (3.71)

επειδή για τον όρο αυτό, σε κάθε χρόνο t εντοπίζονται όλες οι µεταβάσεις από το
i στο j και σταθµίζονται από την αντίστοιχη πιθανότητα. Το δεξί µέλος είναι απλά
το άθροισµα της οριακής κοινής πιθανότητας για χρόνους t−1 και t. Παροµοίως,
µπορεί να χρησιµοποιηθεί ένας πολλαπλασιαστής Lagrange µε τον περιορισµό∑N
j=1 aij = 1 για να προκύψει :

aij =

∑T
t=1 P(O, qt−1 = i, qt = j|λ′)∑T

t=1 P(O, qt−1 = i |λ′)
. (3.72)

Ο τρίτος όρος της εξίσωσης (3.67) γίνεται :∑
q∈Q

( T∑
t+1

log bqt (ot)
)
P(O, q|λ′) =

N∑
i=1

T∑
t=1

log bi(ot)p(O, qt = i |λ′) (3.73)
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επειδή για τον όρο αυτό, σε κάθε χρόνο t, εντοπίζονται οι εκροές από όλες τις
καταστάσεις και σταθµίζονται από την αντίστοιχη τους πιθανότητα. ο δεξί µέλος
είναι απλά το άθροισµα των οριακών πιθανοτήτων για χρόνο t.

Για διακριτές κατανοµές γίνεται, και πάλι, να χρησιµοποιηθεί ένας πολ-
λαπλασιαστής Lagrange αλλά αυτή τη ϕορά µε τον περιορισµό ∑L

j=1 bi(j) = 1.
Μόνο οι παρατηρήσεις που είναι ίσες µε vk συνεισφέρουν στην τιµή της πιθανότη-
τας k, οπότε :

bi(k) =

∑T
t=1 P(O, qt = i |λ′)δot ,vk∑T

t=1 P(O, qt = i |λ′)
(3.74)

Για µίξεις Gauss, η µορφή της συνάρτησης Q είναι λίγο διαφορετική, δηλαδή,
οι κρυφές µεταβλητές πρέπει να περιλαµβάνουν όχι µόνο την ακολουθία κρυφών
καταστάσεων, αλλά και µία µεταβλητή που να δείχνει το στοιχείο µίξης για κάθε
κατάσταση την κάθε στιγµή. ΄Ετσι, η συνάρτηση Q µπορεί να γραφτεί :

Q(λ, λ′) =
∑
q∈Q

∑
m∈(M)

log P(O, q,m |λ)P(O, q,m |λ′) (3.75)

όπου m είναι το διάνυσµα m = {mq11, mq22, . . . , mqTT } που δείχνει το στοιχείο
µίξης για κάθε κατάσταση στον κάθε χρόνο. Εάν επεκταθεί αυτή η σχέση όπως
η (3.67), ο πρώτος και δεύτερος όρος ϑα παραµείνουν αµετάβλητοι, αφού οι
παράµετροι είναι ανεξάρτητοι του m και έτσι εξαφανίζονται πάνω στο άθροισµα.
Ο τρίτος όρος της (3.67) γίνεται :

∑
q∈Q

∑
m∈M

( T∑
t=1

log bqt (ot , mqt t)
)
P(O, q,m |λ′) =

N∑
i=1

M∑
`=1

T∑
t=1

log(ci`bi`(ot))p(O, qt = i, mqt t = `|λ′) (3.76)

Η εξίσωση αυτή είναι σχεδόν ίδια µε την (3.14), µε εξαίρεση τον επιπλέον όρο
αθροίσµατος πάνω στις κρυφές µεταβλητές κατάστασης. Μπορεί να ϐελτιστοποι-
ηθεί ακριβώς ανάλογα µε την παράγραφο (3.3), δίνοντας :

cil =

∑T
t=1 P(qt = i, mqt t = l|O, λ′)∑T

t=1
∑M
`=1 P(qt = i, mqt t = `|O, λ′)

(3.77)

µil =

∑T
t=1 otP(qt = i, mqt t = l|O, λ′)∑T
t=1 P(qt = i, mqt t = l|O, λ′)

(3.78)

και

Σil =

∑T
t=1(ot − µil)(ot − µil)TP(qt = i, mqt t = l|O, λ′)∑T

t=1 P(qt = i, mqt t = l|O, λ′)
(3.79)

Αυτές είναι οι ίδιες εξισώσεις ανανέωσης που ϐρέθηκαν στην προηγούµενη παρά-
γραφο (3.4.1).

Οι εξισώσεις ανανέωσης για κρυφά µοντέλα Markov µε πολλαπλές ακολουθίες
παρατηρήσεων µπορούν να αναχθούν παρόµοια (Rabiner and Juang (1993)).
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3.5 Εύρεση Βέλτιστης Τροχιάς Καταστάσεων

Στην παράγραφο αυτή εξετάζεται το πρόβληµα εύρεσης της ϐέλτιστης τροχιάς
καταστάσεων. Σε αντίθεση µε τα προηγούµενα προβλήµατα που είχαν, γενικά,
µία αναλυτική λύση, υπάρχουν αρκετοί τρόποι επίλυσης του προβλήµατος αυτού.
Το πρόβληµα εντοπίζεται στην έννοια της ϐέλτιστης τροχιάς, υπάρχουν ,δηλαδή,
αρκετά κριτήρια ϐελτιστότητας. ΄Ετσι, π.χ., ένα κριτήριο ϐελτιστότητας µπορεί
να είναι η επιλογή των καταστάσεων qt που να είναι ατοµικά πιο πιθανά σε µια
χρονική στιγµή t. Το κριτήριο αυτό µεγιστοποιεί τον αναµενόµενο αριθµό σωστών
ατοµικών καταστάσεων. Για την εφαρµογή αυτής της λύσης, µπορεί να οριστεί η
µεταβλητή της εκ των υστέρων πιθανότητας

γt(i) = P(qt = i |O, λ), (3.80)

που είναι η πιθανότητα της κατάστασης i στο χρόνο t, δεδοµένης της ακολουθίας
παρατηρήσεων O, και του µοντέλου λ. Το γt(i) µπορεί να εκφραστεί σε πολλές
µορφές, µεταξύ των οποίων η

γt(i) = P(qt = i |O, λ) =
P(O, qt = i |λ)

P(O|λ)
=

P(O, qt = i |λ)∑N
j=1 P(O, qt = j|λ)

. (3.81)

Αφού το P(O, qt = i |λ) ισούται µε αt(i)�t(i), το γt(i) µπορεί να γραφτεί ως

γt(i) =
αt(i)�t(i)∑N
j=1 αt(j)�t(j)

, (3.82)

όπου το αt(i) είναι υπεύθυνο για την ακολουθία παρατηρήσεων ως το χρόνο t, ενώ
το �t(i) είναι υπεύθυνο για την υπόλοιπη ακολουθία από τον χρόνο t + 1 ως τον
T µε δεδοµένη κατάσταση qt = i στο χρόνο t.

Χρησιµοποιώντας το γt(i), µπορεί να γίνει επίλυση προς την πιο πιθανή κατάσ-
ταση q∗t στο χρόνο t

q∗t (i) = arg max
i

γt(i), 1 ≤ t ≤ T. (3.83)

Αν και η (3.83) µεγιστοποιεί τον αναµενόµενο αριθµό σωστών καταστάσεων, µπο-
ϱεί να υπάρχουν προβλήµατα µε την τελική ακολουθία. Για παράδειγµα, όταν
στο HMM υπάρχουν µεταβάσεις µηδενικής πιθανότητας (aij = 0, για κάποια i, j),
η ‘βέλτιστη’ τροχιά µπορεί να µην είναι εφικτή. Αυτό γιατί η λύση της εξίσωσης
(3.83) απλά εντοπίζει την πιο πιθανή κατάσταση σε κάθε χρονική στιγµή, χωρίς
να ασχολείται µε την πιθανότητα εµφάνισης µιας αλληλουχίας καταστάσεων.

Μια πιθανή λύση σε αυτό το πρόβληµα είναι η αλλαγή του κριτηρίου ϐελτιστότη-
τας. Για παράδειγµα, ϑα µπορούσε να γίνει επίλυση προς µία ακολουθία καταστά-
σεων που να µεγιστοποιεί τον αναµενόµενο αριθµό σωστών Ϲεύγων µετάβασης
(qt , qt+1), ή τριπλέτας καταστάσεων (qt , qt+1, qt+2), κ.τ.λ.. Αν και τα κριτήρια αυτά
µπορεί να είναι επαρκή για κάποιες εφαρµογές, το πιο συχνά χρησιµοποιηµένο
κριτήριο είναι η εύρεση της µοναδικής καλύτερης ακολουθίας καταστάσεων (τρο-
χιά). Τη µεγιστοποίηση δηλαδή του P(q|O, λ), που είναι ισοδύναµη της µεγιστοποί-
ησης του P(q, O|λ) . Μία έγκυρη τεχνική για την εύρεση της µοναδικής ϐέλτιστης
ακολουθίας καταστάσεων, ϐασίζεται στον δυναµικό προγραµµατισµό, και είναι ο
αλγόριθµος Viterbi.
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3.5.1 Αλγόριθµος Viterbi

Για την εύρεση της καλύτερης τροχιάς, q = (q1q2 . . . qT ), δεδοµένης ακολουθίας
παρατηρήσεων O = (o1o2 . . . oT ), ϑα πρέπει να οριστεί η ποσότητα

δt(i) = max
q1,q2,...,qt−1

P(q1q2 . . . qt−1, qt = i, o1o2 . . . ot |λ), (3.84)

όπου δt(i) είναι η µεγαλύτερη πιθανότητα κατά µήκος µιας τροχιάς, το χρόνο t,
που είναι υπεύθυνη για τις πρώτες t παρατηρήσεις και τελειώνει στην κατάσταση
i. Μέσω επαγωγής προκύπτει

δt+1(j) = max
j
δt(i)aij · bj(ot+1). (3.85)

Για την επαγωγή της ακολουθίας καταστάσεων, πρέπει να αποθηκεύεται το στοι-
χείο που µεγιστοποίησε την (3.85), για κάθε t και j. ΄Εστω ότι η αποθήκευση
αυτή γίνεται στο ψt(j). Η ολοκληρωµένη διαδικασία για την εύρεση της ϐέλτιστης
τροχιάς µπορεί να τεθεί ως ακολούθως:

1. Αρχικοποίηση

δ1(i) = πibi(o1), 1 ≤ i ≤ N (3.86)
ψ1(i) = 0. (3.87)

2. Επαναλήψεις

δt(j) = max
1≤i≤N

[δt−1(i)aij]bj(ot),
2 ≤ t ≤ T
1 ≤ i ≤ N (3.88)

ψt(j) = arg max
1≤i≤N

[δt−1(i)aij],
2 ≤ t ≤ T
1 ≤ i ≤ N (3.89)

3. Τερµατισµός

P∗ = max
1≤i≤N

[δT (i)] (3.90)

q∗T = arg max
1≤i≤N

[δT (i)]. (3.91)

4. Επανάκτηση ακολουθίας καταστάσεων (τροχιάς)

q∗ = ψt+1(q∗t+1), t = T − 1, T − 2, . . . ,1. (3.92)

Πρέπει να σηµειωθεί ότι ο αλγόριθµος Viterbi είναι παρόµοιος (εκτός του ϐήµα-
τος επανάκτησης) µε εφαρµογές του προς τα µπρος υπολογισµού των εξισώσεων
(3.35)-(3.37). Η σηµαντικότερη διαφορά είναι στην µεγιστοποίηση πάνω στις προ-
ηγούµενες καταστάσεις (3.88), που χρησιµοποιείται στη ϑέση της διαδικασίας α-
ϑροίσµατος στην (3.36). Είναι επίσης ξεκάθαρο ότι µία δικτυωτή δοµή εφαρµόζει
αποτελεσµατικά τους υπολογισµούς της διαδικασίας Viterbi.

32



Κεφάλαιο 4

Επίλυση διαδικασιών απόφασης
Markov µέσω πιθανοτικού

συµπερασµού

4.1 Εισαγωγή

Το 2006, οι Toussaint και Storkey παρουσίασαν την δηµοσίευση τους ‘Proba-
bilistic Inference for Solving Markov Decision Processes’ (Toussaint and Storkey
(2006)), ϐασικό κοµµάτι της οποίας ήταν ένας αλγόριθµος ϐελτιστοποίησης δια-
δικασιών απόφασης Markov (Markov Decision Process, MDP). Στην δουλειά τους
αυτή, κατάφεραν να αποδείξουν σύγκλιση προς το ϐέλτιστο. Το ϐασικότερο σηµείο
της προσέγγισης τους ήταν η παρουσίαση µιας µίξης MDP πεπερασµένου χρόνου
ως ένα µοντέλο ισότιµο του αρχικού, αορίστου χρόνου MDP. Αυτό τους επέτρεψε
να συνθέσουν µια πιθανότητα, ανάλογη της µελλοντικά αναµενόµενης απόδοσης.
Παράλληλα, η εξαγωγή συµπερασµάτων από το µοντέλο µίξης µπορεί να επιτευχ-
ϑεί µε µία συγχρονισµένη διάδοση µηνυµάτων µπρος-πίσω, χωρίς να απαιτείται
ο εκ των προτέρων ορισµός του χρόνου τέλους. Παρακάτω ϑα παρουσιαστεί η
δοµή αυτή, ϑα δειχθεί η αναλογία της µε την µεγιστοποίηση των αναµενόµενων
µελλοντικών αµοιβών και ϑα περιγραφεί ο αλγόριθµος µεγιστοποίησης αναµονής
EM για τον υπολογισµό ϐέλτιστων πολιτικών.

4.2 ∆ιαδικασίες Απόφασης Markov (MDPs)

Το σχήµα (4.1) παρουσιάζει το δυναµικό δίκτυο Bayes (Dynamic Bayesian Net-
work, DBN) για ένα MDP αορίστου χρόνου (time-unlimited MDP), το οποίο ορίζε-
ται από την πιθανότητα µεταβάσεων κατάστασης P(xt+1|at , xt), την πιθανότητα
επιλογής δράσεων P(at |xt ; π), και την πιθανότητα αµοιβής P(rt |at , xt). Οι τυχαίες
µεταβλητές κατάστασης, x και δράσης, a, µπορούν να είναι διακριτές ή συνεχείς
ενώ η µεταβλητή αµοιβών ϑεωρείται, χωρίς απώλεια της γενικότητας, ότι είναι
δυαδική, rt ∈ {0,1}. Η υπόθεση αυτή είναι επαρκής για την συσχέτιση αυθαίρετων
προσδοκιών αµοιβής P(rt |at , xt) στο διάστηµα [0,1] µε καταστάσεις και δράσεις,
πράγµα που είναι, παρ΄ όλη την αλλαγή κλίµακας, η γενική περίπτωση στα

33



4. Επίλυση διαδικασιών απόφασης Markov µέσω πιθανοτικού συµπερασµού

x0 x1 x2 xt

a0 a1 a2 at

r0 r1 r2 rt

. . . . . .

Σχήµα 4.1: ∆υναµικό ∆ίκτυο Bayes (DBN) για διαδικασία αποφάσεων Markov
(MDP). Με x συµβολίζονται οι µεταβλητές κατάστασης, a οι δράσεις και r οι
αµοιβές.

σενάρια ενισχυτικής µάθησης. Στο κεφάλαιο αυτό ϑεωρείται πως οι πιθανότητες
µετάβασης και αµοιβής είναι γνωστές εκ των προτέρων.

Η πιθανότητα P(at |xt ; π) παραµετροποιείται άµεσα από µία άγνωστη πολιτική
π έτσι ώστε P(at = a|xt = i; π) = πai , οι αριθµοί πai ∈ [0,1] κανονικοιποιούνται
ϐάση του a. Το πρόβληµα είναι η επίλυση του MDP, η εύρεση, δηλαδή, µιας
πολιτικής π του γραφικού µοντέλου στο Σχήµα (4.1) που να µεγιστοποιεί την
προσδοκώµενη µελλοντική απόδοση,

V π(i) = E
{ ∞∑
t=0

γtrt |x0 = i; π
}
,

όπου γ ∈ [0,1] είναι ο συντελεστής µείωσης. Η κλασική προσέγγιση επίλυσης
των MDP στηρίζεται στην εξίσωση του Bellman. Τα παραπάνω αναλύονται στο
κεφάλαιο 2, και συγκεκριµένα στην παράγραφο 2.4.

4.3 Μίξη MDPs και πιθανοτήτων

Το πρόβληµα επίλυσης ενός MDP µετατρέπεται σε ένα πρόβληµα ϐελτιστοποίησης
των παραµέτρων ενός γραφικού µοντέλου µε πολλές κρυφές µεταβλητές, που δεν
είναι άλλες από το σύνολο των µελλοντικών καταστάσεων και δράσεων. Οι µόνες
παρατηρήσιµες είναι η τρέχουσα κατάσταση και οι αµοιβές. Για να επιτευχθεί
ακριβής αντιστοιχία µεταξύ της επίλυσης του MDP και της τυπικής µεγιστοποίησης
πιθανότητας ϑα πρέπει να ορισθεί µια πιθανότητα ανάλογη της αναµενόµενης
µελλοντικής απόδοσης. Ο ευκολότερος τρόπος επίτευξης αυτού είναι µε τον ορισ-
µό µιας µίξης πεπερασµένου χρόνου (finite-state) MDPs. Ως πεπερασµένου χρό-
νου νοείται εδώ ένα MDP µε περιορισµένο χρόνο T , που αποδίδει µια µεταβλητή
αµοιβής µόνο στο τελευταίο χρονικό ϐήµα όπως παρουσιάζεται για διάφορα T στο
4.2. Η συνολική κοινή πιθανότητα για ένα πεπερασµένου χρόνου MDP είναι

P(r, x0:T , a0:T |T ; π) = P(r |aT , xT )P(a0|x0; π)P(x0) ·
T∏
t=1

P(at |xt ; π)P(xt |at−1, xt−1).

(4.1)
Η πλήρη µίξη των πεπερασµένου χρόνου MDPs δίνεται τότε από την κονή

P(r, x0:T , a0:T , T ; π) = P(r, x0:T , a0:T |T ; π)P(T ). (4.2)
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4.3. Μίξη MDPs και πιθανοτήτων
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Σχήµα 4.2: Μίξη διαδικασιών απόφασης Markov πεπερασµένου χρόνου (finite-
time MDPs). Με x συµβολίζονται οι µεταβλητές κατάστασης, a οι δράσεις και r οι
αµοιβές.

Εδώ, το P(T ) είναι µία εκ των προτέρων πιθανότητα (prior) πάνω στον συνολικό
χρόνο, το οποίο και επιλέγουµε ανάλογο της µείωσης, P(T ) = γT (1 − γ). Πρέπει
να τονισθεί πως κάθε MDP πεπερασµένου χρόνου µοιράζεται τις ίδιες πιθανότητες
µετάβασης και παραµετροποιείται από την ίδια πολιτική π.

Τώρα ϑεωρούνται οι αµοιβές r ως παρατηρήσεις, δεσµεύεται πάνω στην αρχική
κατάσταση, και ορίζεται η πιθανότητα ενός πεπερασµένου χρόνου MDP,

LπT (i) = P(r = 1|x0 = i, T ; π) = E{r |x0 = i, T ; π}, (4.3)
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και για την πλήρη µίξη των MDP,

Lπ(i) = P(r = 1|x0 = i; π)

=
∑
T

P(T )E{r |x0 = i, T ; π}. (4.4)

Η πιθανότητα αυτή, είναι για το µειωµένο prior του χρόνου P(T ) = γT (1 − γ),
ανάλογη της αναµενόµενης µελλοντικής απόδοσης,

Lπ(i) = (1 − γ)V π(i). (4.5)

Εδώ σηµειώνεται πως ο όρος E{r |x0 = i, T ; π} είναι ακριβώς ο ίδιος µε τους όρους
E{rt |x0 = i; π} για t = T . Αυτό γιατί παίρνουµε την προσδοκία λαµβάνοντας υπόψη
ένα πλήρες πιθανοτικό πέρασµα του MDP προς τα εµπρός, από το χρόνο 0 στο
χρόνο T µε δεδοµένη πολιτική π. ΄Ολα τα MDPs µοιράζονται τις ίδιες πιθανότητες
µετάβασης.

Αποδείξαµε έτσι ότι

Θεώρηµα 4.1 Η µεγιστοποίηση της πιθανότητας (4.4) στη µίξη πεπερασµένου χρό-
νου MDPs (4.2) αντιστοιχεί στην επίλυση του αρχικού MDP.

Πέραν της εξακρίβωσης της πλήρης αντιστοιχίας µεταξύ της µεγιστοποίησης
πιθανότητας και του αναµενόµενου µελλοντικού οφέλους, η ϑεώρηση της µίξης
µοντέλων πεπερασµένου χρόνου έχει και ένα δεύτερο πλεονέκτηµα: η ιδιότητα
πεπερασµένου χρόνου κάθε στοιχείου της µίξης κάνει το E-step στο πλήρες µον-
τέλο µίξης απλό και αποτελεσµατικό, όπως αναλύεται στην παρακάτω ενότητα.

4.4 ΄Ενας αλγόριθµος EM για τον υπολογισµό της
ϐέλτιστης πολιτικής

Η διατύπωση της αντικειµενικής συνάρτησης σε όρους πιθανότητας επιτρέπει την
εφαρµογή του EM για την εύρεση των ϐέλτιστων παραµέτρων, της πολιτικής π
δηλαδή, του µοντέλου. Οι µεταβλητές δράσης και κατάστασης, µε εξαίρεση
της αρχικής x0, είναι κρυφές µεταβλητές. Το E-step υπολογίζει, για δεδοµένη
π, εκ των υστέρων πιθανότητες (posteriors) πάνω σε αλληλουχίες κατάστασης-
δράσης αλλά και στο T , δεσµευµένα πάνω στα x0 = A και r = 1. Το M-step
τότε προσαρµόζει τις παραµέτρους µοντέλου π για την ϐελτιστοποίηση της ανα-
µενόµενης πιθανότητας. Αν και το E-step στο Μαρκοβιανό αυτό µοντέλο είναι
εννοιολογικά ξεκάθαρο, η ειδική δοµή των πεπερασµένου χρόνου MDP επιτρέπει
ορισµένες απλοποιήσεις και δίνει τη δυνατότητα αποφυγής ξεχωριστών περασ-
µάτων συµπερασµού σε κάθε ένα από αυτά.

4.4.1 E-step: ταυτόχρονη διάδοση µηνυµάτων σε όλα τα MDP.

Λόγω της υπόθεσης σταθερών πιθανοτήτων µετάβασης, δύναται η χρήση απλούστε-
ϱης γραφής p(j|a, i) = P(xt+1 = j|at = a, xt = i) και p(j|i; π) = P(xt+1 = j|xt = i; π) =
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∑
a p(j|a, i)πai . Επιπλέον, για την έναρξη της προς τα πίσω διάδοσης µηνυµάτων,

ορίζουµε

�̂ = P(r = 1|xT = i; π)

=
∑
a

P(r = 1|aT = a, xT = i)πai . (4.6)

Στο E-step, ϑεωρείται µια δεδοµένη, σταθερή πολιτική π και όλες οι υπολο-
γιζόµενες ποσότητες εξαρτώνται από το π, ακόµη και όπου αυτό δεν σηµειώνεται.
Για ένα MDP πεπερασµένου χρόνου T η τυπική προς τα εµπρός και προς τα πίσω
διάδοση µηνυµάτων υπολογίζεται

α0(i) = δi=A, αt(i) = P(xt = i |x0 = A; π)

=
∑
j

p(i |j; π)αt−1(j), (4.7)

�̃T (i) = �̂(i), �̃t(i) = P(r = 1|xt = i; π)

=
∑
j

p(j|i; π)�̃t+1(j). (4.8)

Τα παραπάνω δείχνουν πως οι ποσότητες α δεν εξαρτώνται από το T µε κανένα
τρόπο. Είνια έγκυρες δηλαδή για οποιοδήποτε ορισµένο χρόνο T . Το ίδιο δεν
ισχύει όµως για τις ποσότητες �̃ όπως πάνω ορίστηκαν. Ορίζοντας τα � µε δείκτες
πίσω στο χρόνο (χρήση εναποµείναντα χρόνου τ), έχουµε

�0(i) = �̂(i), �T (i) = P(r = 1|xT−τ = i; π)

=
∑
j

p(j|i; π)�τ−1(j). (4.9)

Ορισµένες κατά αυτό το τρόπο, οι ποσότητες � δεν εξαρτώνται από το T . Για
ένα συγκεκριµένο MDP ορισµένου χρόνου T , η υπόθεση τ = T − t επιτρέπει τη
συλλογή των ποσοτήτων �̃ µε δείκτες προς τα εµπρός.

Λόγω των παραπάνω καθίσταται δυνατή η παράλληλη διανοµή µηνυµάτων α
και � µέσω της ταυτόχρονης αύξησης των t και τ, καθώς και η συλλογή των α
και � για όλα τα MDP ορισµένου χρόνου T . Παρ΄ όλη την εισαγωγή µιας µίξης
MDP απαιτείται µόλις ένα πέρασµα µηνυµάτων µπρος-πίσω. Η ασυνήθιστη αυτή,
για τυπικά Κρυφά Μοντέλα Markov (Hidden Markov Models, HMM), διαδικασία
είναι δυνατή λόγω της εξάρτησης του από την πρώτη (x0 = A) και την τελευταία
κατάσταση (r = 1). Πέραν της υλοποίησης της µείωσης µε το prior του χρόνου,
αυτό αποτελεί το κύριο λόγο ϑεώρησης της µίξης πεπερασµένου χρόνου MDPs
(σχήµα 4.2) αντί ενός χρονικά αόριστου MDP µε δυνατότητα εκποµπής αµοιβής
σε κάθε χρόνο (σχήµα 4.1).

Κατά την διάδοση των µηνυµάτων α, � µπορούµε να υπολογίσουµε τις εκ των
υστέρων πιθανότητες κατάστασης, οι οποίες εξαρτώνται από το συνολικό χρόνο T .
Ορίζεται

γtτ(i) = P(xt = i |x0 = A, r = 1, T = t + τ; π)

=
1

Z (t, τ)
�τ(i)αt(i), (4.10)
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υπό την κανονικοποίηση

Z (t, τ) =
∑
i

αt(i)�τ(i) =
P(x0 = A, r = 1|T = t + τ; π)

P(x0 = A)
= Z (t + τ). (4.11)

4.4.2 Εκ των υστέρων πιθανότητες χρόνου και αµοιβής.

Η σταθερά κανονικοποίησης Z εξαρτάται µόνο από το άθροισµα t + τ, ή Z (t + τ) =

Z (t, τ). Επιπλέον, το Z (t + τ) σχετίζεται µε την πιθανότητα P(x0 = A, r = 1|T =

t + τ; π), την πιθανότητα, δηλαδή, η αρχική κατάσταση να είναι A και η τελική
κατάσταση να οδηγεί σε αµοιβή, εάν υποτεθεί MDP συγκεκριµένου µήκους T . Η
χρήση του κανόνα του Bayes οδηγεί στην εκ των υστέρων πιθανότητα πάνω στο T
(σε συµπτυγµένη γραφή),

P(T |x0, r; π) =
P(x0, r |T ; π)
P(x0, r; π)

P(T ) =
Z (T )P(T )
P(r |x0; π)

, (4.12)

και της εκ των υστέρων πιθανότητας αµοιβής

P(r |x0; π) =
∑
T

P(T )Z (T ). (4.13)

4.4.3 Εκ των υστέρων πιθανότητες δράσεων και καταστάσεων.

Παρακάτω παράγονται οι εκ των υστέρων πιθανότητες δράσεων και καταστάσεων
που παρουσιάζουν σηµασία για το υπόλοιπο κείµενο. Για απλότητα, ορίζεται

qt τ(a, i) = P(r = 1|at = a, xt = i, T = t + τ; π)

=


∑
j p(j|i, a)�τ−1(j) αν τ > 1

P(r = 1|aT = a, xT = i) αν τ = 0
. (4.14)

Η πάνω ποσότητα είναι ανεξάρτητη των A και t λογω εξάρτησης από το xt και
του ότι η ιστορία προ χρόνου t καθίσταται µη σχετική στην αλυσίδα Markov. Θα
χρησιµοποιείται η απλούστερη γραφή qτ(a, i) = qt τ(a, i). Πολλαπλασιάζοντας µε
το prior του χρόνου και απαλείφοντας τον ολικό χρόνο προκύπτει η εξαρτώµενη
από τη δράση πιθανότητα

P(r = 1|at = a, xt = i; π) =
1
C

∞∑
τ=0

P(T = t + τ)pτ(a, i), (4.15)

όπου C =
∑
τ′ P(T = t+τ′), το οποίο για µειωµένο prior του χρόνου είναι ανεξάρτη-

το του t αφού P(t + τ) = γtP(τ), το οποίο απορροφάται κατά την κανονικοποίηση.
Στη συνέχεια, χρήση κανόνα του Bayes, προκύπτει η η εκ των υστέρων πιθανότητα
δράσης

P(at = a|xt = i, r = 1; π) =
πai
C′

∞∑
τ=0

P(T = t + τ)pτ(a, i), (4.16)

όπου το C′ = P(r = 1|xt = i; π)
∑
τ′ P(T = t + τ′) µπορεί να υπολογιστεί από την

κανονικοποίηση, ενώ είναι επίσης ανεξάρτητο του t. Τέλος, η εκ των υστέρων
πιθανότητα επίσκεψης µιας κατάστασης i είναι

P(i ∈ x0:T |x0, r = 1; π) =
∑
T

P(T )Z (T )
P(r = 1|x0; π)

[
1 −

T∏
t=0

[1 − γt,T−t(i)]
]
. (4.17)
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4.4.4 M-step: ενηµέρωση πολιτικής.

Το τυπικό M-step ενός EM αλγορίθµου µεγιστοποιεί την προσδοκώµενη πλήρη
λογαριθµική πιθανότητα Q(π∗, π) =

∑
T
∑
x0:T ,a0:T P(x0:T , a0:T , T |r = 1; π) log P(r =

1, x0:T , a0:T , T ; π∗) πάνω στη νέα παράµετρο π∗, όπου οι προσδοκίες πάνω στις
λανθάνουσες µεταβλητές (T, x0:T , a0:T ) έχουν παρθεί από την εκ των υστέρων πι-
ϑανότητα, δεδοµένων των παλιών παραµέτρων π. Στην εξεταζόµενη περίπτωση,
σε ισχυρή αναλογία µε την τυπική περίπτωση HMM, αυτό αναθέτει τις νέες
παραµέτρους στην εκ των υστέρων πιθανότητα δράσης όπως δίνεται στην (4.16),

π∗ai = P(at = a|xt = i, r = 1; π). (4.18)

΄Οµως, λόγω της δοµής του MDP, η πιθανότητα µπορεί να γραφτεί ως

P(r = 1|x0 = i; π∗) =
∑
aj

P(r = 1|at = a, xt = j; π∗)π∗aj · P(xt = j|x0 = i; π∗). (4.19)

Η µεγιστοποίηση της έκφρασης αυτής πάνω στο π∗aj µπορεί να γίνει ξεχωριστά για
κάθε ϑ και είναι έτσι ανεξάρτητη του P(xt = j|x0 = i; π∗) οπότε και ανεξάρτητη του
t επειδή η P(r = 1|at = a, xt = j; π∗) είναι επίσης (ϐλέπε εξίσωση 4.15). Χρησι-
µοποιώντας το E-step µπορεί να προσεγγιστεί ο πρώτος όρος και να µεγιστοποι-
ηθεί το ∑

a P(r = 1|at = a, xt = j; π)π∗aj µέσω

π∗ai = δa=a∗(i), a∗(i) = arg max
a

P(r = 1|at = a, xt = i; π) (4.20)

όπου το a∗(i) µεγιστοποιεί την από την δράση εξαρτώµενη πιθανότητα (4.15).
∆εδοµένων των σχέσεων µεταξύ των εξισώσεων (4.15) και (4.16), η ϐασική διαφορά
όσον αφορά το τυπικό M-step είναι ότι η ενηµέρωση αυτή είναι πολύ πιο ‘greedy’
και συγκλίνει ταχύτερα για MDP.

4.5 Συνάφεια µε το Policy Iteration

Οι ποσότητες �, όπως υπολογίζονται από τον αλγόριθµο διάδοσης προς τα πίσω,
συναποτελούν στην πραγµατικότητα τη συνάρτηση αξίας για ένα µοναδικό MDP
πεπερασµένου χρόνου T . Πιο συγκεκριµένα, συγκρίνοντας την (4.9) µε την πι-
ϑανότητα αµοιβής (4.3) για το MDP πεπερασµένου χρόνου T και τον ορισµό της
συνάρτησης αξίας, έχουµε �τ(i) ∝ (V π(i) του MDP χρόνου T = τ). Αντίστοιχα,
η πλήρη συνάρτηση αξίας είναι η µίξη των �, V π(i) = 1

1−γ
∑
T P(T )�T (i), όταν

έχει επιλεχθεί µειωµένο prior χρόνου. Επιπλέον, οι ποσότητες qτ(a, i) όπως ορί-
Ϲονται στην (4.14) σχετίζονται εξίσου µε την συνάρτηση Q, υπό την έννοια ότι
Qπ(a, i) = 1

1−γ
∑
T P(T )qT (a, i) για κάποιο µειωµένο prior χρόνου. Το τελευταίο,

µάλιστα, είναι και η δεσµευµένη πάνω στην δράση πιθανότητα (4.15) ενώ ισχύει
επίσης ότι το ‘posterior της δράσης (4.16) είναι ανάλογο του πaiQπ(a, i). ΄Ετσι, το
E-step εκτελεί µία αξιολόγηση πολιτικής που παραδίδει την κλασική συνάρτηση
αξίας αλλά και επιπλέον τις εκ των υστέρων πιθανότητες του χρόνου, της κατάσ-
τασης και της δράσης, που δεν έχουν παραδοσιακό ανάλογο. ∆εδοµένης αυτής
της σχέσης µε την αξιολόγηση πολιτικής, το M-step εκτελεί µία ενηµέρωση πολι-
τικής που (για το ‘greedy’ M-step (4.20) ) είναι µια συνήθης ενηµέρωση πολιτικής
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στο Policy Iteration (Sutton and Barto (1998)), µεγιστοποιώντας την συνάρτηση
Q πάνω στην δράση a σε κατάσταση i. ΄Ετσι, ο αλγόριθµος EM µε τη χρήση
ακριβού συµπερασµού και αναπαράστασης πίστης είναι λειτουργικά ταυτόσηµος
του Policy Iteration (και από άποψη σύγκλισης) αλλά υπολογίζει τις απαραίτητες
ποσότητες µε διαφορετικό τρόπο. ΄Οµως, µε τη χρήση συµπερασµατολογίας κατά
προσέγγιση ο EM είναι ένας ποιοτικά διαφορετικός αλγόριθµος. Κατά την πρακ-
τική υλοποίηση, η γνώση των εκ των υστέρων πιθανοτήτων για τον χρόνο, την
κατάσταση και τη δράση µπορεί να χρησιµοποιηθεί για την αποκοπή αναίτιων
υπολογισµών.

4.6 ΄Ενας αλγόριθµος Viterbi-EM για τον υπολογισµό
της ϐέλτιστης πολιτικής

Στην παράγραφο αυτή ϑα αναλυθεί ο νέος αλγόριθµος Viterbi-EM, που αποτελεί
και τη ϐασική προσφορά αυτής της εργασίας. Η διατύπωση της αντικειµενικής
συνάρτησης σε όρους πιθανότητας δίνει την δυνατότητα χρήσης του αλγορίθµου
Viterbi (3.5.1) για την εύρεση της τροχιάς µέγιστης πιθανότητας arg maxξ P(ξ ; π).
∆εδοµένου ότι η ϐελτιστοποίηση των παραµέτρων του προβλήµατος έχει αναχθεί
στην µεγιστοποίηση της πιθανότητας αµοιβής Lπ(i) (4.4), εκτιµάται ότι η χρήση
της τροχιάς Viterbi ως οδηγό ϑα έχει ως αποτέλεσµα ικανοποιητικές προσεγγίσεις
της ϐέλτιστης πολιτικής, µε σηµαντικά µειωµένο υπολογιστικό ϕόρτο. Ωστόσο,
δεν παραβλέπεται ότι µια τέτοια προσέγγιση συνοδεύεται από τον κίνδυνο παρα-
µονής σε τοπικό µέγιστο, κάτι το οποίο ϑα µελετηθεί, µεταξύ άλλων, στο επόµενο
κεφάλαιο.

Ο Viterbi-EM αποτελείται από δύο επαναλαµβανόµενες διαδικασίες, όπως και
ο αρχικός EM: το E-step και το M-step.

4.6.1 E-step: Εύρεση τροχιάς µέγιστης πιθανότητας MDP.

Στο ϐήµα αυτό υπολογίζεται η τροχιά µέγιστης πιθανότητας

ξmax = arg max
ξ

P(ξ ; π), (4.21)

ή

ξmax = arg max
T,x0:T

P(x0)
T∏
t=1

[
γ P(xt |xt−1; π) P(R|xT )

]
, (4.22)

Η (4.22) απαιτεί λίγη ανάλυση. Ζητείται ο συνδυασµός τελικού χρόνου T , αρ-
χικής κατάστασης x0, τελικής κατάστασης xT , και T − 1 ενδιάµεσων καταστάσεων
της τροχιάς, που να µεγιστοποιούν το γινόµενο P(x0)

∏T
t=1 P(xt |xt−1; π)P(R|xT ).

Αυτό αποτελείται από την πιθανότητα αρχικής κατάστασης P(x0), την πιθανότη-
τα αµοιβής στην τελευταία κατάσταση P(R|xT ), και τις πιθανότητες ενδιάµεσων
µεταβάσεων δεδοµένης της τρέχουσας πολιτικής P(xt |xt−1; π) για t = 1 ως T − 1.
Σηµαντική παράµετρος στην πιο πάνω εξίσωση είναι και ο συντελεστής µείωσης
γ που, όταν είναι µικρότερος της µονάδας, ευνοεί τροχιές µε µικρότερο ϐάθος
χρόνου.
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4.6. ΄Ενας αλγόριθµος Viterbi-EM για τον υπολογισµό της ϐέλτιστης πολιτικής

Η µεγιστοποίηση, όπως ορίζεται στην (4.22), µπορεί να εκτελεστεί µε µία
παραλλαγή του αλγορίθµου Viterbi, έναν αλγόριθµο δυναµικού προγραµµα-
τισµού. Η µορφή του είναι ‘από την αρχή προς το τέλος’, που σηµαίνει ότι σε
κάθε χρονικό ϐήµα, t, εξετάζεται, για κάθε τωρινή κατάσταση, η προηγούµενη
κατάσταση χρόνου t − 1, που µεγιστοποιεί την ως τώρα συσσωρευµένη πιθανότη-
τα. Η τωρινή κατάσταση αποθηκεύει την ως τώρα συλλεγµένη πιθανότητα και
την προηγούµενη της κατάσταση. Σηµειώνεται ότι, αφού µιλάµε για γινόµενα
πιθανοτήτων, η αξίες των τροχιών ϑα µειώνονται συνεχώς.

Αυτό που κάνει ιδιαίτερο το δεδοµένο πρόβληµα είναι ο ελεύθερος τελικός
χρόνος T . Κάτι που λύνεται εύκολα µε την παρατήρηση ότι, η πιθανότητα µιας
ως τώρα ανεπτυγµένης υποτροχιάς εξαρτάται από το αν ϑα επιλεχθεί η τωρινή
κατάσταση ως τελική ή ϑα συνεχιστεί η ανάπτυξη. Με άλλα λόγια, κάθε κατάσταση
εκπέµπει ένα σήµα πιθανότητας P(R|xT ), µόνο αν αποτελεί το τέλος της τροχιάς.

Σε ένα πρόβληµα µε αυθαίρετες τιµές P(R|xT ), ϑα πρέπει, σε κάθε ϐήµα του
δυναµικού και για κάθε έγκυρη κατάσταση του προηγούµενου χρονικού ϐήµα-
τος, να συγκρίνεται η πιθανότητα της τροχιάς για αµοιβή στην κατάσταση αυτή,
ξεχωριστά µε την πιθανότητα συνέχισης P(xt |xt−1; π) κάθε αλγοριθµικά έγκυρης
υποτροχιάς. ΄Ετσι, αν στο χρονικό ϐήµα t, υπάρχουν δύο µεταβάσεις σε καταστά-
σεις i, j από µία κατάσταση k της χρονικής στιγµής t − 1, ϑα πρέπει να συγκριθεί
η πιθανότητα της τροχιάς που τερµατίζει στην k, χωριστά µε την ως τώρα συλλεγό-
µενη πιθανότητα των τροχιών που συνεχίζουν µε τις µεταβάσεις i και j. ΄Οποια
µετάβαση οδηγεί σε τροχιά µικρότερης πιθανότητας, εξαιρείται από την συνέχεια
του δυναµικού προγραµµατισµού. Αν η τροχιά που τερµατίζει στο k την στιγµή
t έχει µικρότερη πιθανότητα από κάποια από τις συνεχιζόµενες από αυτήν τρο-
χιές, ϑα πρέπει να αποθηκευτεί και είτε να συγκρίνεται κατ΄ επανάληψη µε τις
προερχόµενες από αυτήν τροχιές σε κάθε χρονικό ϐήµα, είτε να συγκριθεί µε το
σύνολο των τελικά εναποµείναντων τροχιών.

Σε περίπτωση που το πρόβληµα ορίζει δυαδικές τιµές P(R|xT ), µε τιµή 1 για
τα σηµεία τερµατισµού και 0 αλλού, η παραπάνω διαδικασία είναι περιττή και
αρκεί το σταµάτηµα της ανάπτυξης του δυναµικού στις τελικές καταστάσεις. Και
στις δύο παραπάνω περιπτώσεις επιλέγεται να µην αναπτύσσονται περαιτέρω οι
τροχιές που ορίζουν κλειστούς ϐρόγχους.

Στο τέλος εκτέλεσης του δυναµικού προγραµµατισµού ϑα υπάρχουν αρκετές
αποθηκευµένες τροχιές µε διαφορετικές πιθανότητες. Αυτή µε την µεγαλύτερη
πιθανότητα ϑα είναι και η ξmax . Η ανάπτυξη του δυναµικού µοιάζει µε δέντρο µε
διαφορετικά µήκη κλαδιών.

Ορίζεται V (x) η τρέχουσα αξία της κατάστασης x και V (x ′) η αξία µιας κατά-
στασης x ′, όπως υπολογίστηκε στο προηγούµενο E-step. Μπορούν να εκτε-
λεστούν δύο διαδικασίες :

1. Η απόδοση µιας σχετικής αξίας V (x) στις καταστάσεις που ανήκουν στην
τροχιά µέγιστης πιθανότητας ξmax εκτελώντας ένα ϐήµα ‘back-up’ µόνο στις
καταστάσεις x ∈ ξmax , ξεκινώντας από το τέλος της τροχιάς xT και κατευ-
ϑυνόµενοι προς την αρχική κατάσταση x0.

V (x) = R(x; π) + γ
∑
x′
P(x, x ′; π)V (x ′), x ∈ ξmax , x ′ ∈ X (4.23)
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4. Επίλυση διαδικασιών απόφασης Markov µέσω πιθανοτικού συµπερασµού

2. Μία πιο ελαστική εκτίµηση της αξίας, όπου τον υπολογισµό της (4.23) δια-
δέχεται ένα πλήρες ϐήµα Value Iteration:

V (x) = R(x; π) + γ
∑
x′
P(x, x ′; π)V (x ′), x ∈ X (4.24)

Στην εκκίνηση του αλγορίθµου, τα V (x) αρχικοποιούνται στο µηδέν. Η δι-
αδικασία 1, δίνει προτεραιότητα ενηµέρωσης της συνάρτησης αξίας V (x), στις
καταστάσεις της τροχιάς µέγιστης πιθανότητας ξmax , και είναι το κοµµάτι του
E − step που αξιοποιεί την τροχιά µέγιστης πιθανότητας ως οδηγό για την χάραξη
της πολιτικής. Στην διαδικασία 2, στα V (x ′) είναι συνυπολογισµένη η ενηµέρωση
κατά την διαδικασία 1. Η ενηµέρωση της αξίας του συνόλου των καταστάσεων στη
διαδικασία 2, δίνει ϑεωρητικά την δυνατότητα εύρεσης κοντινών στη τροχιά ξmax
λύσεων για την αποφυγή τοπικών ϐέλτιστων. Κατά την επανάληψη του επόµενου
E − step, και µετά την εύρεση της νέας ξmax , οι προηγούµενες υπολογισµένες
τιµές V (x) χρησιµοποιούνται ως V (x ′) στις σχέσεις (4.23) και (4.24).

Τα x ′ στην (4.23) προέρχονται γενικά από το σύνολο του χώρου καταστάσεων
X . Ωστόσο, χωρίς την εφαρµογή της (4.24), και εφόσον τα V (x) έχουν αρχικοποιη-
ϑεί στο µηδέν, µπορεί, χωρίς καµία απώλεια πληροφορίας, να γίνει η απλοποίηση
x ′ ∈ ξmax

Τα παραπάνω στηρίζονται εν µέρη στη ϑεωρία σύγκλισης ασύγχρονου δυναµικού
προγραµµατισµού όπως αναλύθηκε στο (Bertsekas and Tsitsiklis (1989)). Παρόλα
αυτά, στην περίπτωση µας δεν αποδεικνύεται σύγκλιση στο ϐέλτιστο αφού δεν
εγγυάται η εξέταση του συνόλου του χώρου των καταστάσεων.

4.6.2 M-step: ενηµέρωση πολιτικής.

Το M-step του αλγόριθµου Viterbi-EM είναι ανάλογο αυτού για τον EM. Τον ϱόλο
της ποσότητας �, ωστόσο, έρχεται να καλύψει η εκτίµηση V , όπως υπολογίστηκε
στο E-step. ΄Ετσι, για κάθε x:

πnewax = πoldax

[
P(R|a, x) + γ

∑
x′
V (x ′)P(x ′|a, x)

]
(4.25)

΄Οπως και στον EM, µπορούµε και εδώ, εκµεταλλευόµενοι τη γνώση ότι η πολιτική
του MDP είναι ντετερµινιστική, να εκτελέσουµε αντί του (4.25), το παρακάτω ϐήµα
µεγιστοποίησης για κάθε x:

πnewax = δ(a, a∗(x)), a∗(x) = arg max
a

[
P(R|a, s) + γ

∑
x′
V (x ′)P(x ′|a, x)

]
(4.26)

4.7 Εξελίξεις και συµπεράσµατα

Το µεγαλύτερο ϑετικό που προκύπτει από την σύνδεση του στατιστικού συµπερασ-
µού µε την κλασική ϑεωρία επίλυσης διαδικασιών απόφασης Markov είναι οι
νέες επιλογές. Πλέον, το σύνολο των τεχνικών συµπερασµού είναι εφαρµόσι-
µο, ένα γεγονός ιδιαίτερα σηµαντικό για πιο περίπλοκες δοµές αναπαράστασης
καταστάσεων όπως συνεχή ή ιεραρχικά δυναµικά δίκτυα Bayes.

Η νέα αυτή οπτική στην ενισχυτική µάθηση έχει αρχίσει να κινεί το ενδιαφέρον
των ερευνητών (Vlassis and Toussaint (2009), Barber and Furmston (2009)).
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Κεφάλαιο 5

Πειραµατικά Αποτελέσµατα

Στο κεφάλαιο αυτό, ϑα παρουσιαστούν τα αποτελέσµατα από την εφαρµογή του
αλγόριθµου Viterbi-EM σε τρία προβλήµατα MDP, και ϑα συγκριθούν µε αυτά
των αλγόριθµων Policy και Value Iteration αλλά και, κυρίως, µε αυτά του αρ-
χικού αλγόριθµου EM. Πρώτα, ϑα δοθούν κάποιες γενικές πληροφορίες πάνω
στη µοντελοποίηση των παρακάτω MDP.

5.1 Γενικά

Τα τρία προβλήµατα που ϑα µελετηθούν έχουν την µορφή λαβυρίνθου, µε τον
πράκτορα να έχει δυνατότητες δράσης προς τις τέσσερις ϐασικές κατευθύνσεις,
καθώς και µία δράση αναµονής στην ίδια κατάσταση. ΄Ολες οι δράσεις χαρακτηρί-
Ϲονται από υψηλά επίπεδα ϑορύβου µε µια πιθανότητα 20% τυχαίας µετάβασης
προς κάποια λανθασµένη κατάσταση, συµπεριλαµβανοµένης της τρέχουσας. Οι
χάρτες έχουν συντεταγµένες λευκού ή µαύρου χρώµατος, µε τις πρώτες να αν-
τιπροσωπεύουν τις καταστάσεις του προβλήµατος. Οι µαύρες συντεταγµένες
έχουν ειδικό ϱόλο, αφού µια µετάβαση προς αυτές οδηγεί σε µία κατάσταση παγί-
δα, εκτός των ορίων του χάρτη, από όπου δεν δύναται µετάβαση προς οποιαδήποτε
άλλη κατάσταση. Κάτι τέτοιο οδηγεί σε αδυναµία εκπλήρωσης του στόχου του
πράκτορα, που είναι η µετάβαση προς µια τελική κατάσταση (συµβολίζεται µε ‘Χ’
στο χάρτη). Το σηµείο εκκίνησης του κάθε λαβυρίνθου είναι µοναδικό και µε
πιθανότητα 1 (συµβολίζεται µε ένα γκρίζο τετράγωνο).

΄Ολες οι δράσεις πλην αυτών από τις τελικές καταστάσεις αποδίδουν αµοιβή
r = 0. Οποιαδήποτε δράση από τελική κατάσταση αποδίδει αµοιβή r = 1,
µεταφέροντας στην συνέχεια τον πράκτορα στην κατάσταση παγίδα και προκαλών-
τας τον τερµατισµό της διαδικασίας. Λόγου της µορφής αυτής του µοντέλου, η
αξία της αρχικής ϑέσης, όπως υπολογίζεται από τους αλγόριθµους Policy και Val-
ue Iteration, ϑα είναι ίση µε την τελική πιθανότητα αµοιβής, όπως ϑα υπολογιστεί
για τους EM και Viterbi-EM, εφόσον ο πράκτορας δεν µείνει σε κάποιο τοπικό
ϐέλτιστο.

Ο συντελεστής µείωσης επιλέχθηκε γ = 0.99, ενισχύοντας την αξία συν-
τοµότερων διαδροµών, ενώ η πολιτική αρχικοποιείται οµοιόµορφα σε όλες τις
καταστάσεις.
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5. Πειραµατικά Αποτελέσµατα

(α΄) Χάρτης A (ϐ΄) Χάρτης B

Σχήµα 5.1: Οι χάρτες A και B, όπως χρησιµοποιήθηκαν στα πειράµατα.

Στα συγκριτικά διαγράµµατα (5.4, 5.6, 5.9) παρουσιάζεται η πιθανότητα εκ-
πλήρωσης του στόχου P(R; π) απέναντι στο υπολογιστικό κόστος, όπως υπολογίζε-
ται από τον αριθµό εκτιµήσεων του περιβάλλοντος P(x ′|a, x) που απαιτούνται κατά
το σχεδιασµό. ∆ιαγράφονται οι καµπύλες για τους EM και Viterbi-EM, καθώς
και αυτές για Policy και Value Iteration, για την καλύτερη εκτίµηση των αποτε-
λεσµάτων.

5.2 Χάρτης A

Ο πρώτος χάρτης (5.1 α) έχει µια σχετικά απλή µορφή, µε την λύση να δείχνει
εξ΄ αρχής ξεκάθαρη. Παρόλο αυτό, η διαδροµή µπορεί να εµφανίσει αρκετές
παραλλαγές, καθώς ο πράκτορας ϑα πρέπει να εξισορροπήσει την ανάγκη του να
µικρύνει την απόσταση από το στόχο, µε το κόστος του να κινείται κοντά στους
τοίχους.

Ο EM αλλάζει δύο µέγιστες τροχιές (5.2 α, 5.2 ϐ) ώσπου να ϕτάσει στην τρίτη
(5.3 α), για να συγκλίνει σε πιθανότητα αµοιβής 0.22. Ο Viterbi-EM αντιθέτως
παραµένει πιστός στην πρώτη υπολογισµένη µέγιστη τροχιά (5.3 ϐ), καταλήγοντας
σε µια χειρότερη λύση, 0.11.

Στο διάγραµµα (5.4) παρουσιάζεται η σύγκλιση των διαφόρων µεθόδων. Είναι
εµφανές ότι η σύγκλιση του EM αργεί δραµατικά σε σχέση µε τους υπόλοιπους
αλγόριθµους. Ο Viterbi-EM όµως, αν και ταχύτατα, συγκλίνει σε µία υποβέλτιστη
λύση του προβλήµατος. Εκτιµάται πως µετά την άµεση επιλογή µιας µέγιστης
τροχιάς, ο Viterbi-EM δυσκολεύεται να ξεφύγει από τοπικά µέγιστα.
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5.2. Χάρτης A

(α΄) EM 1 - P(R; π) = 0.0576 (ϐ΄) EM 2 - P(R; π) = 0.1758

Σχήµα 5.2: Οι δύο πρώτες µέγιστες τροχιές όπως υπολογίστηκαν σταδιακά από
τον EM για τον Χάρτη A.

(α΄) EM 3 - P(R; π) = 0.2178 (ϐ΄) Viterbi-EM - P(R; π) = 0.1118

Σχήµα 5.3: Η τρίτη µέγιστη τροχιά (α) όπως υπολογίστηκε από τον EM για τον
Χάρτη A, και η υπολογιζόµενη, µέγιστη τροχιά από τον Viterbi-EM, για τον ίδιο
χάρτη.

45



5. Πειραµατικά Αποτελέσµατα

Σχήµα 5.4: Αποτελέσµατα εκτέλεσης αλγορίθµων στον Χάρτη A.

5.3 Χάρτης B

Στο Χάρτη B (5.1 ϐ) έχουν τοποθετηθεί τρία σηµεία τερµατισµού, σε διαφορε-
τικές αποστάσεις από την αρχική κατάσταση, µε παρόµοια δυσκολία της κάθε
διαδροµής. Ο σωστός υπολογισµός της πολιτικής, ϑα πρέπει να οδηγήσει σε µια
τροχιά προς το κάτω αριστερά τέρµα.

Πράγµατι, τόσο ο EM (5.5 α), όσο και ο Viterbi-EM (5.5 ϐ), συγκλίνουν προς
την ϐέλτιστη τροχιά. Ο Viterbi-EM δείχνει πάλι µια προσπάθεια να κινηθεί κατά
µήκος του τοίχου, µε αποτέλεσµα χειρότερη πιθανότητα αµοιβής 0.31, έναντι
0.36 του EM.

Στο διάγραµµα (5.6) ϕαίνεται πως η ταχύτητα σύγκλισης του Viterbi-EM έχει
το τίµηµα της στην τελική λύση.

5.4 Χάρτης Γ

Ο τρίτος χάρτης (5.7) έχει σχεδιαστεί για την εξέταση της ευαισθησίας του αλγόρι-
ϑµου Viterbi-EM σε τοπικά µέγιστα. Παρατηρούνται δύο γενικές πορείες προς
το τέρµα. Η πιο χαµηλή, αν και συντοµότερη, διασχίζει έναν στενό διάδροµο,
µε σηµαντική πιθανότητα πρόωρου τερµατισµού (10% ανά ϐήµα). Η ψηλότερη,
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5.4. Χάρτης Γ

(α΄) EM - P(R; π) = 0.36 (ϐ΄) Viterbi-EM - P(R; π) = 0.31

Σχήµα 5.5: Οι µέγιστες τροχιές όπως υπολογίστηκαν από τους EM και Viterbi-EM
για τον Χάρτη B.

Σχήµα 5.6: Αποτελέσµατα εκτέλεσης αλγορίθµων στον Χάρτη B.
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Σχήµα 5.7: Ο χάρτης Γ, όπως χρησιµοποιήθηκε στα πειράµατα.

(α΄) EM - P(R; π) = 0.69 (ϐ΄) Viterbi-EM - P(R; π) = 0.28

Σχήµα 5.8: Οι µέγιστες τροχιές όπως υπολογίστηκαν από τους EM και Viterbi-EM
για τον Χάρτη Γ.

αντιθέτως, παρουσιάζει µόλις ένα στενό σηµείο, και τα δύο επιπλέον ϐήµατα που
της αναλογούν δεν αναµένεται να αποτρέψουν την επιλογή της.

Παρατηρείται, ωστόσο, πως ο αλγόριθµος Viterbi-EM αποτυγχάνει στην εύρεση
της ϐέλτιστης τροχιάς, κατευθυνόµενος από κάτω (5.8 ϐ). Σε απόδειξη αυτού,
ο EM κατευθυνόµενος προς τα πάνω (5.8 α), κατορθώνει σχεδόν τριπλάσια πι-
ϑανότητα αµοιβής, 0.69, έναντι 0.28 του Viterbi-EM. Αυτό που συνέβη, επιβεβαιώ-
νοντας την αντίστοιχη εκτίµηση για τον Χάρτη A (5.1 α), είναι ότι, ξεκινώντας από
οµοιόµορφη κατανοµή, η αρχική τροχιά µέγιστης πιθανότητας κατευθύνεται από
κάτω. Ωθώντας στην συνέχεια την πολιτική των γειτονικών καταστάσεων προς την
τροχιά αυτή, δεν δίνεται η δυνατότητα εύρεσης της πάνω τροχιάς. Σε παρόµοιες
περιπτώσεις, η προϋπάρχουσα γνώση για το πρόβληµα ϑα µπορούσε να ωθήσει
τον Viterbi-EM στην επιλογή της σωστής κατεύθυνσης.

Τα παραπάνω δίνονται παραστατικά στο σχήµα (5.9)

5.5 Συµπεράσµατα

Εξαιρουµένου του τρίτου χάρτη, και οι τέσσερις αλγόριθµοι κατέληξαν σε παρό-
µοιες λύσεις, µε την λύση του Viterbi-EM να υστερεί σταθερά σε πιθανότητα
αµοιβής. Η µικρή αυτή απόκλιση προκύπτει από την µη ενηµέρωση της πολι-
τικής, για καταστάσεις µακριά από την τροχιά µέγιστης πιθανότητας και την αδι-
αφορία που επιδεικνύει για τις καταστάσεις παγίδες.

Αξίζει να σηµειωθεί η σηµαντική δυνατότητα επιτάχυνσης των αλγόριθµων
Viterbi και Viterbi-EM µέσω της αξιοποίησης του µοντέλου του προβλήµατος
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5.5. Συµπεράσµατα

Σχήµα 5.9: Αποτελέσµατα εκτέλεσης αλγορίθµων στον Χάρτη Γ.

ή και µεθόδων αποκοπής υπολογισµών. Ειδικά για τον EM έχει υλοποιηθεί
αντίστοιχη µέθοδος στα Toussaint and Storkey (2006) και Toussaint (Storkey
and Harmeling). Προτιµήθηκε ωστόσο ένα λιγότερο ϐεβιασµένο συγκριτικό, µε
την καθαρή µορφή των αλγόριθµων. Η ϕαινοµενική υπεροχή των Policy Iteration,
Value Iteration είναι έτσι µικρής σηµασίας και τα γραφήµατα τους παρατίθενται
για λόγους πληρότητας και διευκόλυνσης της διαίσθησης.
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Κεφάλαιο 6

Συµπεράσµατα

Στην εργασία αυτή, παρουσιάστηκε για πρώτη ϕορά η υλοποίηση του αλγορίθµου
Viterbi-EM για την ϐελτιστοποίηση ελεγκτών MDP µε την χρήση του αλγόριθµου
εύρεσης της πιο πιθανής τροχιάς καταστάσεων, Viterbi. Ο αλγόριθµος αυτός,
προήλθε από µία προσπάθεια αξιοποίησης των δυνατοτήτων που εµφανίστηκαν
έπειτα από την παρουσίαση του Toussaint and Storkey (2006). Στο κείµενο
αυτό δόθηκε για πρώτη ϕορά µία αποδεδειγµένη ισοδυναµία της µεγιστοποίησης
µιας πιθανότητας και της ϐελτιστοποίησης µιας διαδικασίας αποφάσεων Markov,
στοιχείο πάνω στο οποίο στηρίχθηκε η υλοποίηση του Viterbi-EM.

Τα πειραµατικά δεδοµένα αποδεικνύουν την εγκυρότητα της υλοποίησης,
παρουσιάζοντας όµως ταυτόχρονα την τάση του Viterbi-EM να συγκλίνει σε τοπικά
ϐέλτιστα. Το ϑετικότερο στοιχείο που αποκοµίστηκε είναι η µεγάλη ταχύτητα µε
την οποία ο αλγόριθµος συγκλίνει, κάτι το οποίο τον καθιστά άξιο περισσότερης
µελέτης.

Προτεινόµενα ϑέµατα στην κατεύθυνση της εργασίας είναι :

1. Η εξέταση τεχνικών αποφυγής τοπικών µεγίστων για τον Viterbi-EM.

2. Ενσωµάτωση τεχνικών επιτάχυνσης αλγορίθµων και αξιοποίηση του µον-
τέλου σε προβλήµατα πρακτικής σηµασίας.

3. Εκµετάλλευση του µικρού υπολογιστικού ϕόρτου που παρουσιάζει ο Viterbi-
EM σε On-line εφαρµογές.

4. Υλοποίηση αλγορίθµου Viterbi-EM για την ϐελτιστοποίηση ελεγκτών POMDP,
και model-free προβληµάτων.
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