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1.1 Εξόρυξη ∆εδοµένων και Μηχανική Μάθηση 

Με την ψηφιακή επανάσταση, πλήθος πληροφοριών διατίθενται εύκολα και γρήγορα για 

επεξεργασία, αποθήκευση, διανοµή και µετάδοση. Η ταυτόχρονη αλµατώδης πρόοδος 

στην επιστήµη των υπολογιστών και σε άλλες παρεµφερείς τεχνολογίες σε συνδυασµό 

µε την όλο και πιο διαδεδοµένη χρήση τους σε όλες τις πτυχές της ζωής, για παράδειγµα 

το World Wide Web, οδήγησε στη συλλογή και αποθήκευση τεράστιου όγκου 

δεδοµένων σε πολλές και µεγάλες βάσεις δεδοµένων. Το ποσό της συγκεντρωµένης 

πληροφορίας εκτιµάται ότι διπλασιάζεται κάθε είκοσι µήνες [Piatetsky et al.1991] 

Η ταχύτατη αυτή αύξηση του όγκου των δεδοµένων έχει υπερβεί την ανθρώπινη 

δυνατότητα για κατανόηση χωρίς τη χρήση ισχυρών υπολογιστικών εργαλείων. Έτσι, οι 

βάσεις στις οποίες αποθηκεύονται γίνονται "τάφοι" δεδοµένων που σπάνια δέχονται 

επισκέψεις. Βασική αιτία για την οποία η εκµετάλλευση αυτών των δεδοµένων έχει 

ελκύσει το ενδιαφέρον της βιοµηχανίας της πληροφορίας τα τελευταία χρόνια είναι 

ακριβώς αυτή η ευρεία διάθεσή τους και η επακόλουθη ανάγκη µετατροπής τους σε 

χρήσιµες πληροφορίες. Η εξόρυξη γνώσης µέσα από αυτά είναι µία ακόµα πρόκληση. 

Έχουµε λοιπόν την ανάγκη για ανάπτυξη εργαλείων που αυτόµατα θα επεξεργάζονται 

και θα αναλύουν µεγάλες ποσότητες δεδοµένων παράγοντας χρήσιµη γνώση. Τέτοια 

εργαλεία προσφέρει η µηχανική µάθηση (machine learning), ένας κλάδος του 

γενικότερου επιστηµονικού χώρου της τεχνητής νοηµοσύνης. 
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Ο άνθρωπος προσπαθεί να κατανοήσει το περιβάλλον του παρατηρώντας το και 

δηµιουργώντας µια απλοποιηµένη (αφαιρετική) εκδοχή του που ονοµάζεται µοντέλο 

(model). Η δηµιουργία ενός τέτοιου µοντέλου, ονοµάζεται επαγωγική µάθηση (inductive 

learning) ενώ η διαδικασία γενικότερα ονοµάζεται επαγωγή (induction). Επιπλέον ο 

άνθρωπος έχει τη δυνατότητα να οργανώνει και να συσχετίζει τις εµπειρίες και τις 

παραστάσεις του δηµιουργώντας νέες δοµές που ονοµάζονται πρότυπα (patterns). Η 

δηµιουργία µοντέλων ή προτύπων από ένα σύνολο δεδοµένων, από ένα υπολογιστικό 

σύστηµα, ονοµάζεται µηχανική µάθηση (machine learning).  

∆ιάφοροι ορισµοί: 

• Carbonell (1987), "... η µελέτη υπολογιστικών µεθόδων για την απόκτηση 

νέας γνώσης, νέων δεξιοτήτων και νέων τρόπων οργάνωσης της 

υπάρχουσας γνώσης". 

• Mitchell (1997), "Ένα πρόγραµµα υπολογιστή θεωρείται ότι µαθαίνει από 

την εµπειρία E σε σχέση µε µια κατηγορία εργασιών Τ και µια µετρική 

απόδοσης P, αν η απόδοση του σε εργασίες της Τ, όπως µετριούνται από 

την P, βελτιώνονται µε την εµπειρία E". 

• Witten & Frank (2000), "Κάτι µαθαίνει όταν αλλάζει τη συµπεριφορά του 

κατά τέτοιο τρόπο ώστε να αποδίδει καλύτερα στο µέλλον". 

Ως εξόρυξη γνώσης (data mining) ορίζεται [Tan, Steinbach and Kumar, 2005] η 

διαδικασία εξαγωγής υποκρύπτουσας, προηγουµένως άγνωστης και πιθανώς χρήσιµης 

πληροφορίας από δεδοµένα ή αλλιώς η διερεύνηση και ανάλυση, µε τη βοήθεια 

αυτόµατων ή ηµι-αυτόµατων µέσων, µεγάλου όγκου δεδοµένων µε στόχο την 

ανακάλυψη χρήσιµων προτύπων. Η µηχανική µάθηση αποτέλεσε κινητήριο µοχλό για 

την ανάπτυξη της παραπάνω περιοχής και αναπόσπαστο τµήµα της. Το ερευνητικό πεδίο 

αποτελεί τοµή µεθόδων και εργαλείων που πηγάζουν από: 

• Στατιστική 

• Μηχανική Μάθηση  
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• Βάσεις & αποθήκες δεδοµένων  

Σύµφωνα µε τους Weiss και Indurkhya [Weiss et al. 1998] δύο είναι οι µεγάλοι στόχοι 

των προβληµάτων µε τα οποία ασχολείται η µηχανική µάθηση και ως προέκτασή της η 

Εξόρυξη ∆εδοµένων: 

1. Η πρόβλεψη 

2. Η ανακάλυψη γνώσης 

Συνήθως η ανακάλυψη γνώσης αποτελεί ένα πρότερο στάδιο της πρόβλεψης, στις 

περιπτώσεις όπου τα δεδοµένα είναι ακατάλληλα για πρόβλεψη. Επίσης δρα 

συµπληρωµατικά στην πρόβλεψη, όντας εγγύτερα στην υποστήριξη αποφάσεων παρά 

στη λήψη αποφάσεων. Από την άλλη πλευρά η πρόβλεψη είναι απαραίτητη σε πολλές 

εφαρµογές (π.χ. για τη µετεωρολογία, τη σεισµολογία, την ιατρική, τις οικονοµικές 

επιστήµες) ακόµη και όταν λειτουργεί ως µαύρο κουτί, όταν δηλαδή δεν παρέχει 

πληροφορίες που να την υποστηρίζουν και να την δικαιολογούν. 

1.2 Τεχνικές Μηχανικής Μάθησης - Ταξινόµηση 

Είναι πολλά τα εργαλεία που χρησιµοποιούνται στο χώρο της µηχανικής µάθησης και η 

επιλογή ενός -ή περισσότερων- εξ’ αυτών για την εξόρυξη γνώσης από µια εξεταζόµενη 

βάση δεδοµένων αποτελεί από µόνο του ένα πρόβληµα. Οι βασικοί παράγοντες στους 

οποίους βασίζεται η επιλογή αυτή είναι: 

1. Η φύση των παρεχόµενων δεδοµένων. 

2. Το είδος της πληροφορίας που αναζητά ο χρήστης. 

 Ένα σετ δεδοµένων, αποτελείται από ένα πλήθος στιγµιότυπων, το καθένα από τα οποία 

αξιολογεί µε έναν συγκεκριµένο τρόπο µια σειρά από χαρακτηριστικά. Η επιλογή του 

κατάλληλου εργαλείου εξαρτάται άµεσα από την ποσότητα των διατιθέµενων 

στιγµιότυπων, από τη µορφή που έχουν τα χαρακτηριστικά που το αποτελούν, αν δηλαδή 

λαµβάνουν ονοµαστικές ή αριθµητικές τιµές. Σηµαντικό ρόλο παίζει επίσης το αν 

περιλαµβάνει κάποιο χαρακτηριστικό-ταξινόµησης, δηλαδή ένα χαρακτηριστικό που 
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κατανέµει τα στιγµιότυπα σε κάποιες προκαθορισµένες από το πρόβληµα κατηγορίες και 

αν αυτό εκφράζεται µε ονοµαστικές ή συνεχείς αριθµητικές τιµές.  

Τα δεδοµένα ενός προβλήµατος εξόρυξης δεδοµένων καθορίζουν σε µεγάλο βαθµό και 

το είδος της πληροφορίας που µπορεί να εξαχθεί από αυτό. Στην περίπτωση που δεν 

υπάρχει χαρακτηριστικό ταξινόµησης οι πιο διαδεδοµένες πρακτικές είναι η 

συσταδοποίηση (clustering), δηλαδή η δηµιουργία οµάδων από στιγµιότυπα που οι τιµές 

που λαµβάνουν παρεµφερείς τιµές σε κάποια από τα χαρακτηριστικά, ή η δηµιουργία 

κανόνων συσχέτισης (association rules), δηλαδή κανόνων της µορφής «αιτίου-

αποτελέσµατος» (ή αλλιώς της µορφής IF-THEN). Οι τεχνικές αυτές που δεν 

περιλαµβάνουν ταξινόµηση στιγµιότυπων ονοµάζονται και «Μάθηση άνευ Επίβλεψης» 

(unsupervised learning). Στην περίπτωση που υπάρχει χαρακτηριστικό ταξινόµησης (ή 

αλλιώς κλάση) στόχος της µάθησης είναι η εύρεση ενός προτύπου, βασισµένου στα 

υπάρχοντα δεδοµένα, για την ταξινόµηση, βάσει των υπολοίπων χαρακτηριστικών, ενός 

αταξινόµητου στιγµιότυπου. Στην περίπτωση συνεχούς αριθµητικής κλάσης, το 

αντικείµενο είναι η εύρεση ενός προτύπου πρόβλεψης της κλάσης ενός αταξινόµητου 

στιγµιότυπου και για το σκοπό αυτό χρησιµοποιούνται τεχνικές παλινδρόµησης 

γραµµικής ή µη. Οι παραπάνω τεχνικές που περιγράφεται παραπάνω ορίζονται στην 

Μηχανική Μάθηση, ως Μάθηση υπό Επίβλεψη (Supervised Learning).  

Μηχανική Μάθηση 
(Machine Learning) 

Μάθηση µε Επίβλεψη Μάθηση άνευ Επίβλεψης 
(Supervised Learning) (Unsupervised Learning) 

 

Ταξινόµηση Τεχνικές Παλινδρόµησης Συσταδοποίηση Κανόνες Συσχέτισης 
(Classification) (Regression Techniques) (Clustering) (Association Rules) 

Σχήµα 1.1 Σχηµατική αναπαράσταση των τεχνικών Μηχανικής Μάθησης 
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Η ταξινόµηση σε διακριτές, ονοµαστικές κλάσεις αποτελεί την πιο διαδεδοµένη τεχνική 

της µηχανικής µάθησης και για τη διενέργεια της έχουν αναπτυχθεί µια σειρά από 

τεχνικές. Μερικές από τις πιο διαδεδοµένες, για την περίπτωση που η κλάση λαµβάνει 

διακεκριµένες τιµές, είναι τα νευρωνικά δίκτυα, τα δέντρα απόφασης, οι κανόνες 

απόφασης, οι τεχνικές που χρησιµοποιούν τις πιθανότητες (και πιο συγκεκριµένα το 

νόµο του Bayes), οι τεχνικές µάθησης βασισµένης στα στιγµιότυπα (instance-based 

learning) και πολλοί ακόµα υβριδικοί συνδυασµοί αυτών.  

Στην πορεία της εργασίας αυτής θα παρουσιαστούν µια σειρά από τεχνικές ταξινόµησης 

οι οποίες θα χρησιµοποιηθούν στο πρακτικό κοµµάτι της εργασίας για την ταξινόµηση 

ενός σετ δεδοµένων αποτελούµενου από 14 χαρακτηριστικά, ονοµαστικά και 

αριθµητικά,  σε δύο διακριτές κλάσεις. Πιο συγκεκριµένα θα εξεταστούν: 

• ∆έντρα απόφασης, και πιο συγκεκριµένα οι αλγόριθµοι J.48 (ή C4.5) και NBTree 

• Κανόνες απόφασης, µε αλγόριθµους όπως ο PART και ο RIDDOR 

• Ο αλγόριθµος Naïve Bayes ο οποίος επιτυγχάνει την ταξινόµηση µέσω της 

χρήσης του νόµου του Bayes 

• Ο αλγόριθµος µάθησης «κ-Κοντινότεροι Γείτονες» (k-Nearest Neighbor) ή  IBk 

που βασίζεται στη µάθηση από στιγµιότυπα. 

Όλοι οι παραπάνω αλγόριθµοι µπορούν να χειριστούν σετ δεδοµένων µεγάλου µεγέθους 

όπως αυτό που θα εξεταστεί, µπορούν να χειριστούν περιπτώσεις στιγµιότυπων µε 

ασυµπλήρωτες τιµές (ή απολεσθέντες τιµές όπως συνήθως αναφέρονται) και έχουν τη 

δυνατότητα να επεξεργαστούν τόσο συνεχείς όσο και ονοµαστικές τιµές 

χαρακτηριστικών. Ωστόσο αυτό που αναζητείται είναι ποια από τις προαναφερθείσες 

µεθόδους έχει τις µεγαλύτερες πιθανότητες να επιτύχει την σωστή ταξινόµηση ενός 

αταξινόµητου στιγµιότυπου. Η αξιολόγηση της λειτουργίας ενός ταξινοµητή και η 

σύγκριση αυτών µεταξύ τους γίνεται εφικτή µε το χωρισµό του σετ δεδοµένων σε σετ 

εκπαίδευσης, το οποίο χρησιµοποιείται για την δηµιουργία του σχήµατος ταξινόµησης 

και σε σετ ελέγχου, το οποίο χρησιµοποιείται για τον έλεγχο του σχήµατος αυτού. Έτσι 
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γίνεται εφικτή η σύγκριση της απόδοσης των προαναφερθέντων αλγορίθµων ώστε να 

διαπιστωθεί ποια από τις παραπάνω µεθόδους είναι η πιο κατάλληλη για το ελεγχόµενο 

σετ δεδοµένων. 

1.3 Η Επιλογή Χαρακτηριστικών και η Σηµασία της για την 

Εξόρυξη ∆εδοµένων 

Ωστόσο, η επίτευξη πετυχηµένου data mining προϋποθέτει περισσότερα από την απλή 

επιλογή ενός αλγόριθµου και την εφαρµογή του στα δεδοµένα που διαθέτουµε. Η 

τεχνητή νοηµοσύνη των αλγορίθµων πολλές φορές δοκιµάζεται από την ποιότητα των 

δεδοµένων που εισάγονται προς επεξεργασία και είναι δεδοµένος ο κίνδυνος κάποια 

ελαττωµατικά δεδοµένα να τον οδηγήσουν σε λάθη. Όπως γίνεται κατανοητό λοιπόν, 

πέραν της επιλογής του αλγορίθµου και των παραµέτρων που θα οριστούν σ’ αυτόν, 

είναι και άλλες ενέργειες που µπορούν να βελτιώσουν ουσιαστικά την εφαρµογή 

τεχνικών µηχανικής εκµάθησης σε ένα πρακτικό πρόβληµα εξόρυξης γνώσης. Τεχνικές 

που αποτελούν ένα είδος µηχανικής δεδοµένων (data engineering), δηλαδή διαµόρφωση 

των υπό-εισαγωγή δεδοµένων σε µια µορφή πιο κατάλληλη για το σχήµα µάθησης που 

έχει επιλεγεί ώστε το µοντέλο που θα προκύψει να είναι πιο αποτελεσµατικό και πιο 

έγκυρο. 

 

Σχήµα 1.2 Σχηµατική αναπαράσταση της διαδικασίας της µάθησης (47) 
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Οι τεχνικές αυτές προ-επεξεργασίας κάποιες φορές λειτουργούν ενώ κάποιες άλλες όχι, 

επιβεβαιώνοντας την άποψη ότι το data mining είναι ένας χώρος στον οποίο οι δοκιµές 

και τα λάθη αποτελούν τον πιο αξιόπιστο οδηγό. 

Η Επιλογή Χαρακτηριστικών (feature selection ή attribute selection) είναι µια διαδικασία 

προ-επεξεργασίας, που χρησιµοποιείται ευρέως στο χώρο της µηχανικής µάθησης, κατά 

την οποία µια υποοµάδα από τα αρχικά διαθέσιµα χαρακτηριστικά επιλέγεται, µε κάποια 

κριτήρια, για την απώτερη επεξεργασία της από κάποιον αλγόριθµο µηχανικής µάθησης. 

Η επιλογή χαρακτηριστικών παρέχει πολλά πλεονεκτήµατα στην διαδικασία 

ταξινόµησης. Μειώνει τον αριθµό χαρακτηριστικών, αποκρίνει τα µη σχετικά, τα 

πλεονάζοντα ή τα θορυβώδη δεδοµένα και έχει άµεσα αποτελέσµατα τόσο στην 

επιτάχυνση των αλγορίθµων µάθησης όσο και στην βελτίωση των αποτελεσµάτων τους. 

Βελτιώνει την ευστοχία ταξινόµησης σε νέα δεδοµένα και παρέχει πιο συµπαγή 

αποτελέσµατα καθιστώντας ευκολότερη την κατανόηση και την ερµηνεία του 

αντικειµένου της µάθησης. Μια τυπική διαδικασία Επιλογής Χαρακτηριστικών 

αποτελείται από τέσσερα βασικά βήµατα:  

1. δηµιουργία υποοµάδας,  

2. αξιολόγηση υποοµάδας,  

3. κριτήριο τερµατισµού και  

4. επιβεβαίωση αποτελέσµατος. 

Ανάλογα µε τα κριτήρια δηµιουργίας και αξιολόγησης υποοµάδας, οι αλγόριθµοι 

επιλογής χαρακτηριστικών χωρίζονται στις παρακάτω δύο κατηγορίες: 

• Στους αλγόριθµους ενσωµάτωσης (wrapper algorithms) 

• Στους αλγόριθµους διήθησης ή φίλτρου (filter algorithms) 

Στην πορεία της εργασίας θα παρουσιαστούν µια σειρά τέτοιων αλγορίθµων οι οποίοι 

στο πρακτικό µέρος της εργασίας θα βοηθήσουν στην επιλογή µιας καλύτερης –εφ’ όσον 

αυτή υφίσταται- υποοµάδας χαρακτηριστικών η οποία να βελτιώνει το ποσοστό 

εύστοχων ταξινοµήσεων των αλγόριθµων ταξινόµησης στο εξεταζόµενο σετ δεδοµένων. 
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1.4 Σκοπός και ∆οµή της Εργασίας 
 

Βασικά συστατικά για την πετυχηµένη ταξινόµηση και τη µέγιστη εξαγωγή γνώσης από 

ένα σετ δεδοµένων είναι α) η ποιότητα των δεδοµένων αυτών, και πιο συγκεκριµένα των 

χαρακτηριστικών που θα χρησιµοποιηθούν ως δεδοµένα εισόδου στους αλγόριθµους 

ταξινόµησης β) η επιλογή του κατάλληλου αλγόριθµου ταξινόµησης ο οποίος ταξινοµεί 

καλύτερα το εξεταζόµενο σετ δεδοµένων. Στόχος της διπλωµατικής αυτής είναι η 

διερεύνηση µιας σειράς διαφορετικών τεχνικών από τον χώρο της µηχανικής µάθησης οι 

οποίες καθιστούν δυνατή την αξιολόγηση και την κατάταξη των χαρακτηριστικών ενός, 

µεγάλου σε µέγεθος, σετ δεδοµένων. Η βελτίωση της ποιότητας των εισαγόµενων προς 

ταξινόµηση δεδοµένων επιτυγχάνεται µέσα από την εξάλειψη ή την τροποποίηση 

χαρακτηριστικών του και την δηµιουργία µιας υποοµάδας από τα αρχικά 

χαρακτηριστικά. Ωστόσο ο µόνος τρόπος για να ποσοτικοποιηθεί και να ελεγχθεί η 

βελτίωση της ποιότητας µιας υποοµάδας δεδοµένων είναι η παρατήρηση της 

αυξοµείωσης του ποσοστού εσφαλµένων ταξινοµήσεων σε κάποιον αλγόριθµο 

ταξινόµησης. Για τον σκοπό αυτό χρησιµοποιούνται µια σειρά διαφορετικών µεθόδων 

ταξινόµησης και παράλληλα µε την αναζήτηση του βέλτιστου σετ δεδοµένων 

αναζητείται και η µέθοδος που ταξινοµεί πιο αποτελεσµατικά την εξεταζόµενη συλλογή 

δεδοµένων (dataset). Το σετ δεδοµένων το οποίο χρησιµοποιείται για την εργασία αυτή 

είναι το ADULT dataset το οποίο προσφέρεται από την Αµερικανική Υπηρεσία 

Απογραφής (U.S. Census Bureau). 

Η δοµή της εργασίας είναι η εξής: 

Στο κεφάλαιο 1 γίνεται µια εισαγωγή στο χώρο της µηχανικής µάθησης και της επιλογής 

χαρακτηριστικών καθώς και παρουσίαση του στόχου και της δοµής της εργασίας 

Στο κεφάλαιο 2 παρουσιάζεται η διαδικασία της ταξινόµησης µέσα από το χώρο της 

µηχανικής µάθησης, παρουσιάζονται τα δοµικά κοµµάτια ενός σχήµατος ταξινόµησης 

και τέλος παρουσιάζονται οι 6 αλγόριθµοι που θα χρησιµοποιηθούν στην πορεία της 

εργασίας καθώς και το θεωρητικό υπόβαθρο στο οποίο καθένας απ’ αυτούς στηρίζεται. 
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Στο κεφάλαιο 3 παρουσιάζεται το πρόβληµα της επιλογής χαρακτηριστικών, ο τρόπος µε 

τον οποίο λειτουργεί ένας αλγόριθµος επιλογής χαρακτηριστικών και η παρουσίαση των 

αλγορίθµων που θα εξεταστούν σε αυτή την εργασία. 

Στο κεφάλαιο 4 παρουσιάζεται αναλυτικά το σετ δεδοµένων το οποίο θα εξεταστεί και τα 

χαρακτηριστικά από τα οποία αποτελείται, γίνεται σε αυτό εφαρµογή των αλγορίθµων 

επιλογής χαρακτηριστικών, βρίσκονται νέες υποοµάδες χαρακτηριστικών µέσα από αυτό 

και οι υποοµάδες αυτές δοκιµάζονται και ελέγχονται από µια σειρά αλγορίθµων 

ταξινόµησης. Η βελτίωση της ευστοχίας της ταξινόµησης των αλγορίθµων αυτών είναι 

και το κριτήριο µε το οποίο κρίνεται η ποιότητα της κάθε υποοµάδας. 

Στο κεφάλαιο 5 παρουσιάζονται τα συµπεράσµατα και οι µελλοντικές κατευθύνσεις 

αυτής της εργασίας. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 

2 ΤΑΞΙΝΟΜΗΣΗ 
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2.1  Εισαγωγη 

Στην Εξόρυξη ∆εδοµένων, η προβληµατική της Ταξινόµησης (Classification) έχει οριστεί 

από τους Witten & Frank (2000) ως εξής: “Η προσπάθεια πρόβλεψης της κατηγορίας σε 

ήδη κατηγοριοποιηµένα δεδοµένα µέσω της δόµησης µοντέλου βασισµένου σε κάποιες 

µεταβλητές πρόβλεψης”.  

Συνεπώς, η ταξινόµηση είναι η διαδικασία µάθησης του τρόπου ταξινόµησης ενός νέου 

αντικειµένου σε µια εκ’ των προκαθορισµένων κατηγοριών ή κλάσεων. Η ικανότητα της 

διεξαγωγής της ταξινόµησης και η γνώση που απορρέει από αυτή δίνει την ικανότητα της 

λήψης αποφάσεων και η δύναµη αυτών των αποφάσεων επηρεάζεται από την επίδοση 

της ταξινόµησης. 

Όπως γίνεται κατανοητό, η επιτυχία της ταξινόµησης εξαρτάται σε πολύ µεγάλο βαθµό 

από την ποιότητα των δεδοµένων που του παρέχονται για εκπαίδευση. Αν τα δεδοµένα 

εισόδου είναι ανεπαρκή ή µη-συναφή αυτό θα αντικατοπτριστεί στην περιγραφή του 

θέµατος από τον αλγόριθµο και θα έχει αποτέλεσµα την εσφαλµένη ταξινόµηση όταν 

δοκιµαστεί σε νέα δεδοµένα. 

2.2  Αναπαράσταση ∆εδοµένων 

Στην Μάθηση υπό Επίβλεψη (Supervised Learning), τα δεδοµένα αναπαρίστανται σαν 

πίνακας ταξινοµηµένων περιπτώσεων που είναι διαθέσιµα για ταξινόµηση. Κάθε 

περίπτωση περιγράφεται από ένα δεδοµένο αριθµό χαρακτηριστικών, τα οποία µπορεί να 

είναι είτε σηµαντικά είτε ασήµαντα, καθώς και ένα χαρακτηριστικό-ταµπέλα το οποίο 

καταχωρεί την κάθε περίπτωση σε µια απ’ τις προκαθορισµένες κλάσεις. 
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Τα χαρακτηριστικά (attributes) µπορούν κατ’ αρχή  να χωριστούν σε δύο είδη, στα 

ονοµαστικά και στα αριθµητικά. Στα πλαίσια ωστόσο µιας πιο αναλυτικής 

κατηγοριοποίησης µπορούν να χωριστούν στις εξής κατηγορίες: 

• Οι ονοµαστικές (nominal) ποσότητες λαµβάνουν τιµές που αποτελούν διακριτά 

σύµβολα. Οι τιµές από µόνες τους αποτελούν µόνο ταµπέλες-ονόµατα. Ανάµεσα 

στις πιθανές τιµές δεν υπάρχει καµία σχέση κατάταξης ή απόστασης µεταξύ των 

τιµών. Ένας κανόνας που χρησιµοποιεί ένα τέτοιο χαρακτηριστικό µπορεί να 

ελέγξει την ισότητα ή µη µεταξύ δύο διαφορετικών απαντήσεων. 

• Οι σε σειρά (ordinal) ποσότητες είναι εκείνες που καθιστούν εφικτή την 

κατάταξη µεταξύ των πιθανών απαντήσεων ενός ονοµαστικού χαρακτηριστικού. 

Ωστόσο αν και υπάρχει η έννοια της κατάταξης δεν υφίσταται η έννοια της 

απόστασης µεταξύ των τιµών πράγµα που καθιστά αδύνατη την εφαρµογή 

µαθηµατικών πράξεων µεταξύ των τιµών. π.χ. Για τις τιµές: cool, mild και hot 

ισχύει: cool<mild<hot 

• Οι µε απόσταση (interval) ποσότητες λαµβάνουν τιµές όχι µόνο διατεταγµένες 

αλλά και λαµβάνουν µετρήσιµες τιµές σε κοινό σύστηµα µονάδων (π.χ. βαθµοί 

Κελσίου ή Φαρενάιτ, χρονολογίες). Αυτό καθιστά εφικτές κάποιες πράξεις 

µεταξύ τιµών, τον υπολογισµό µέσου όρου, καθώς και τη συγκέντρωση των 

απαντήσεων. Ωστόσο αυτό που δεν λαµβάνουν υπόψη τα συγκεκριµένα 

χαρακτηριστικά είναι το µηδενικό σηµείο αναφοράς. 

• Οι µε αναλογία (ratio) ποσότητες απ’ την άλλη, πέρα από όλα τα χαρακτηριστικά 

των «µε απόσταση», ορίζουν έµφυτα το µηδενικό σηµείο (π.χ. κατά τη µέτρηση 

απόστασης ενός αντικειµένου από ένα άλλο, η απόσταση του αντικειµένου από 

τον εαυτό του αποτελεί ένα φυσικό µηδενικό σηµείο).     
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2.3  Σετ Εκπαίδευσης και Σετ Ελέγχου 

Στα προβλήµατα ταξινόµησης της Μηχανικής Μάθησης τόσο στις “µε επίβλεψη” όσο 

και στις “άνευ επίβλεψης” εφαρµογές απαιτούνται δύο σετ παραδειγµάτων: το σετ 

Εκπαίδευσης (training set) και σετ Ελέγχου (test set).  

To σετ εκπαίδευσης, το οποίο είναι η υποοµάδα των δεδοµένων από τα οποία το µοντέλο 

εκπαιδεύεται, χρησιµοποιείται για να παραχθεί το αντικείµενο της µάθησης του 

εξεταζόµενου θέµατος ενώ το σετ ελέγχου είναι ένα ανεξάρτητο σετ που χρησιµοποιείται 

τόσο για την καλύτερη ρύθµιση των παραµέτρων του µοντέλου όσο και για την 

επικύρωση της ευστοχία της ταξινόµησης. 

Η ύπαρξη των δύο αυτών υπο-οµάδων είναι επιβεβληµένη σε προβλήµατα ταξινόµησης 

µια και η επίδοση του κάθε ταξινοµητή αξιολογείται µε βάση τη ποσοστιαία αναλογία 

λάθος ταξινοµήσεων (error rate). Όπως έχει προαναφερθεί ένας βασικός στόχος του 

µοντέλου που κατασκευάζεται από τα δεδοµένα εκπαίδευσης είναι η µελλοντική 

πρόβλεψη σε νέα δεδοµένα. Για την αξιολόγηση της ικανότητας του αυτής δεν µπορούν 

να χρησιµοποιηθούν τα δεδοµένα εκπαίδευσης από τα οποία έχει προκύψει το ίδιο το 

σχήµα. Στην περίπτωση αυτή τα αποτελέσµατα θα είναι προσαρµοσµένα στα δεδοµένα 

δοκιµής µε αποτέλεσµα το φαινόµενο της υπέρ-προσαρµογής (overfitting). Για τον λόγο 

αυτό τα δεδοµένα δοκιµής δεν πρέπει να έχουν παίξει ρόλο κατά την εκπαίδευση και από 

κει πηγάζει η ανάγκη ύπαρξης του σετ ελέγχου.  

Το δίληµµα που τίθεται είναι το εξής: Για τη δηµιουργία ενός καλού ταξινοµητή 

χρειάζονται όσο περισσότερα δεδοµένα γίνεται, για τον αποτελεσµατικό έλεγχο απ’ την 

άλλη πάλι χρειάζονται όσο το δυνατόν περισσότερα δεδοµένα Και εκεί τίθεται το 

δίληµµα  του διαχωρισµού των αρχικών δεδοµένων. Πόσα από αυτά πρέπει να 

χρησιµοποιηθούν για εκπαίδευση και πόσα για έλεγχο. 

Η Μεθοδολογία του Cross-Validation 

Με τη χρήση της µεθοδολογίας του cross validation (Stone, 1974) αξιολογείται ο βαθµός 

γενίκευσης των αποτελεσµάτων των µεθοδολογιών ταξινόµησης. Υπάρχουν δύο 

σηµαντικοί λόγοι για να µετρηθεί ο βαθµός γενίκευσης των αποτελεσµάτων: α) για να 
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εκτιµηθεί η αποτελεσµατικότητα µιας µεθόδου ταξινόµησης, β) για να συγκριθούν 

διάφορες µεθοδολογίες ταξινόµησης µεταξύ τους και να επιλεχθεί η πλέον κατάλληλη. 

Κατά την εφαρµογή της διαδικασίας cross-validation, το σύνολο των αντικειµένων U, 

που αποτελείται από m αντικείµενα, χωρίζεται σε K αµοιβαίως αποκλειόµενα µικρότερου 

µεγέθους δείγµατα U1, U2, …, UΚ περίπου ίδιου µεγέθους d. Σε κάθε επανάληψη t 

αναπτύσσεται ένα µοντέλο, έχοντας ως δείγµα εκµάθησης το δείγµα U εκτός του Ut, και 

ως δείγµα ελέγχου το αποκλειόµενο δείγµα Ut. Συνήθως ο αλγόριθµος των επαναλήψεων 

K κυµαίνεται µεταξύ του 1 και του 20. Όµως µπορεί να τεθεί ακόµα και ίσος µε m 

(leave-one-out cross-validation). Μελέτες έδειξαν ότι µια τέτοια επιλογή µπορεί να 

οδηγήσει σε αποτυχία υπολογισµού της πραγµατικής αποτελεσµατικότητας του µοντέλου 

ταξινόµησης ενώ αυξάνει και η διακύµανση των υπολογισµών. Αντίθετα αν το K είναι 

µικρό είναι πιθανό ο υπολογισµός του σφάλµατος να είναι υπερβολικά αισιόδοξος, λόγω 

της διαφοράς στο µέγεθος των δειγµάτων εκµάθησης και ελέγχου που διαµορφώνονται 

σε κάθε επανάληψη της διαδικασίας του cross-validation. Το πρόβληµα γίνεται ακόµα 

πιο σηµαντικό όταν το σύνολο του δείγµατος είναι µικρό. Στην περίπτωση αυτή, η 

επιλογή ενός µικρού αριθµού επαναλήψεων, οδηγεί στη χρήση ανεπαρκών δειγµάτων για 

την ανάπτυξη του µοντέλου, αφού ο αριθµός των παρατηρήσεων στο σύνολο αναφοράς 

είναι αρκετά περιορισµένος. Βάσει των παραπάνω παρατηρήσεων, η πιο ευρέως 

χρησιµοποιούµενη τιµή για τον αριθµό των επαναλήψεων είναι 10 και η µέθοδος είναι 

ευρύτερα γνωστή ως 10-fold-cross-validation. 

 

2.4  Αναπαράσταση Γνώσης και Αλγόριθµοι Μάθησης 

Υπάρχουν πολλοί διαφορετικοί τρόποι αναπαράστασης των προτύπων που µπορούν να 

ανακαλυφθούν από τη µηχανική µάθηση, κάθε ένας από αυτούς υπαγορεύει την τεχνική 

που θα χρησιµοποιηθεί ώστε να προκύψει αυτή η δοµή αποτελέσµατος. 

Τα βασικά είδη αναπαράστασης γνώσης που οι περισσότερες µέθοδοι µηχανικής 

µάθησης χρησιµοποιούν είναι τα δέντρα απόφασης (Decision Trees) και οι κανόνες 

ταξινόµησης (Classification Rules). Άλλες µέθοδοι όπως οι ταξινοµητές Μπαϊες (Bayes 
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classifiers) ερευνούν τις εκ των προτέρων πιθανότητες ταξινόµησης ενός στιγµιότυπου, 

ενώ τέλος, οι βασισµένοι στα στιγµιότυπα ταξινοµητές (Instance-Based Classifiers) 

επικεντρώνονται όχι στη δηµιουργία σχηµάτων που θα κατατάσσουν τα στιγµιότυπα µε 

βάση τις τιµές των χαρακτηριστικών τους, αλλά στα ίδια τα στιγµιότυπα. Υπάρχουν 

αρκετοί ακόµα ταξινοµητές οι οποίοι είναι είτε παραλλαγές είτε υβριδικοί συνδυασµοί 

των παραπάνω. 

2.4.1 ∆έντρα Απόφασης 

Τα δέντρα απόφασης αποτελούν µια από τις βασικές µορφές ταξινόµησης και πρόβλεψης 

και αυτό διότι τα δέντρα απόφασης αναπαριστούν κανόνες. Συνήθως, χρησιµοποιούν 

αριθµητικά και ονοµαστικά δεδοµένα. Ο λόγος που αυτός ο τρόπος αναπαράστασης είναι 

τόσο διαδεδοµένος, είναι ότι ο µηχανισµός της διαδικασίας απόφασης είναι διαφανής και 

επιτρέπει στον εµπειρογνώµονα την πιο εµπεριστατωµένη αποκοµιδή γνώσης. 

Τα δοµικά στοιχεία ενός δέντρου απόφασης είναι οι κόµβοι (nodes), τα κλαδιά (branches) 

και τα φύλλα (leaves). Οι κόµβοι ενός δέντρου απόφασης αφορούν τον έλεγχο ενός 

συγκεκριµένου χαρακτηριστικού. Αυτό µπορεί να σηµαίνει σύγκριση της τιµής που 

λαµβάνει το συγκεκριµένο χαρακτηριστικό µε κάποιο σταθερό αριθµό ή να σηµαίνει 

κατάταξη σε περίπτωση ονοµαστικών χαρακτηριστικών. Σε κάποιες περιπτώσεις 

δέντρων ένας κόµβος µπορεί ακόµα να σηµαίνει και σύγκριση των τιµών δύο 

διαφορετικών χαρακτηριστικών µεταξύ τους. Οι κόµβοι του δέντρου εκτελούν µια 

διαδικασία κατάταξης σε όλες τις περιπτώσεις που φτάνουν σε καθέναν από αυτούς µε 

απώτερο σκοπό την τελική ταξινόµηση της καθεµίας από αυτές σε ένα από τα φύλλα, το 

οποίο αναπαριστά µια από τις προκαθορισµένες «κλάσεις».  

Για να ταξινοµηθεί µια άγνωστη (αταξινόµητη) περίπτωση ακολουθεί µια πορεία από την 

κορυφή του δέντρου προς τις ρίζες του µέσα από διαδοχικούς κόµβους που ελέγχουν ο 

καθένας τις τιµές που λαµβάνει κάποιο από τα χαρακτηριστικά της και ανάλογα την 

κατατάσσουν σε ενδιάµεσα κλαδιά τα οποία οδηγούν σε νέους κόµβους-παιδιά, ως που 

να φτάσει σε ένα φύλλο του δέντρου το οποίο θα σηµάνει και την ταξινόµησή της. 
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 Αν το χαρακτηριστικό που ελέγχεται σε ένα κόµβο είναι ονοµαστικό, ο αριθµός των 

κλαδιών που θα προκύψουν από αυτόν είναι συνήθως όσες και οι πιθανές απαντήσεις του 

ελεγχόµενου χαρακτηριστικού. Αν πάλι το χαρακτηριστικό είναι σε αριθµητική µορφή, 

αυτό που συνήθως ελέγχεται στον κόµβο είναι αν η τιµή που λαµβάνει είναι µεγαλύτερη 

ή µικρότερη από ένα σταθερό αριθµό –τον οποίο ο ίδιος ο αλγόριθµος προσδιορίζει- 

οπότε συνήθως προκύπτει διαχωρισµός σε δύο κλαδιά. Στην ίδια περίπτωση, 

διαχωρισµός σε τρία κλαδιά µπορεί να προκύψει αν εκτός από τα κλαδιά µεγαλύτερο-

µικρότερο προστεθεί και το «είναι ίσο», ή αν καταταχθούν από τον αλγόριθµο σε ένα 

τρίτο κλαδί περιπτώσεις που έχουν άγνωστη τιµή στο ελεγχόµενο χαρακτηριστικό. 

Αλγόριθµος C4.5 

Μια από τις πλέον γνωστές τεχνικές στο χώρο της µηχανικής µάθησης για την ανάπτυξη 

ενός συνόλου τέτοιων κανόνων απόφασης είναι ο αλγόριθµος C4.5, ο οποίος 

αναπτύχθηκε από τον Quinlan (1993), ως εξέλιξη του γνωστού αλγορίθµου ID3 

(Quinlan, 1983, 1986). Ο αλγόριθµος J.48 είναι η έκδοση του C4.5 για την 

πλατφόρµα αλγορίθµων µηχανικής µάθησης WEKA. Βασικά πλεονεκτήµατα του 

αλγορίθµου C4.5 έναντι του προκατόχου του ID3 αποτελούν: 

• Η δυνατότητα διαχείρισης ποσοτικών κριτηρίων. 

• Η δυνατότητα διαχείρισης δεδοµένων µε ελλιπή στοιχεία. 

• Η αποφυγή της µεγάλης προσαρµογής στα δεδοµένα του δείγµατος εκµάθησης 

(overfitting). 

Ο ID3 ήταν ο πρώτος αλγόριθµος που χρησιµοποίησε για το κριτήριο καταλληλότητας 

τεµαχισµού το κέρδος Gain από τη θεωρία πληροφορίας. 

Αν Y={y1,…,yn} το σύνολο των κλάσεων της ποιοτικής εξαρτηµένης µεταβλητής Y, p(yi) 

η πιθανότητα εµφάνισης της yi κλάσης, τότε η εντροπία του συνόλου υπολογίζεται από 

τον τύπο: 
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Η ελάχιστη τιµή εντροπίας Εmin(Y)=0 φανερώνει τη µέγιστη βεβαιότητα (σιγουριά) 

σχετικά µε την πιθανότητα εµφάνισης µίας συγκεκριµένης τιµής yi από το σύνολο Υ. Η 

µέγιστη τιµή εντροπίας από την άλλη πλευρά επιτυγχάνεται όταν όλες οι πιθανότητες 

p(yi) είναι ίσες µε 1/n, οπότε και η εντροπία διαµορφώνεται σε Emax(Y) = logn, γεγονός 

που αυξάνει στο µέγιστο την αβεβαιότητα σχετικά µε ποιο µέλος του συνόλου Υ θα 

προκύψει. Πρακτικά για την εφαρµογή ενός τέτοιου κριτηρίου, µικρή τιµή εντροπίας 

αυξάνουν τις πιθανότητες η τρέχουσα θέση του δέντρου απόφασης δηλαδή ο υπό 

εξέταση κόµβος t να είναι φύλλο του δέντρου, ενώ αντίθετα µεγάλες τιµές δείχνουν ότι 

απαιτείται κατασκευή υπό-δέντρου κάτω από τον t κόµβο. Στην περίπτωση που n=2, 

δηλαδή στην περίπτωση των δύο µόνο κλάσεων, έστω οι κλάσεις P και Ν, και p ο 

αριθµός των παραδειγµάτων από το σύνολο εκπαίδευσης που ανήκει στην P κλάση, n ο 

αντίστοιχος αριθµός παραδειγµάτων που ανήκει στην N κλάση, p/(p+n) η πιθανότητα 

ένα παράδειγµα να ανήκει στην P κλάση, n/(p+n) η πιθανότητα να ανήκει στην N κλάση. 

Η αναµενόµενη πληροφορία για τον καθορισµό της κλάσης είναι: 

( ) 2 2, log logp p n nI p n
p n p n p n p

= − −
+ + + + n

 

Η τιµή του I για τον κόµβο t είναι µία σταθερή τιµή που υπολογίζεται από τον αριθµό 

θετικών και αρνητικών παραδειγµάτων σύµφωνα µε τον προηγούµενο τύπο. Αν ο 

αλγόριθµος τεµάχιζε το δέντρο κάτω από τον κόµβο t σε m τεµάχια-κλαδιά µε βάση την 

ιδιότητα Α, τότε η αναµενόµενη πληροφορία για τον καθορισµό της κλάσης από τον 

κόµβο t και κάτω µε δεδοµένο τον τεµαχισµό που αναφέρθηκε θα ήταν: 

( ) ( )
1

|
m

i i
i i

t

p nE Y A I p n
p n=

+
= +

+∑  

Το κέρδος πληροφορίας πριν και µετά τον τεµαχισµό υπολογίζεται σαν η διαφορά 

µεταξύ της αναµενόµενης πληροφορίας στον κόµβο t πριν τον τεµαχισµό I(p,n), και µετά 

τον τεµαχισµό E(Y|A): 
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Από όλους τους δυνατούς τεµαχισµούς µε όλες τις δυνατές ιδιότητες, θα επιλεχθεί αυτός 

που δίνει το µεγαλύτερο κέρδος, δηλαδή τη µικρότερη εντροπία λόγω τεµαχισµού 

E(Y|A). 

Όταν κάποια χαρακτηριστικά έχουν µεγάλο εύρος πιθανών τιµών οδηγούν σε έναν 

πιθανό καταµερισµό µε πολλά παιδιά-κόµβους. Σε µια ακραία περίπτωση ενός 

χαρακτηριστικού που λαµβάνει διαφορετική τιµή για την καθεµία εκ’ των περιπτώσεων 

του εξεταζόµενου σετ δεδοµένων το µέτρο του κέρδους πληροφορίας για το 

χαρακτηριστικό αυτό θα µεγιστοποιούταν χωρίς ωστόσο αυτό να αντικατοπτρίζει την 

πραγµατική διαχωριστική του αξία. Για τον λόγο αυτό κρίνεται αναγκαία η δηµιουργία 

ενός νέου µέτρου το οποίο θα λαµβάνει υπόψη τον αριθµό και το µέγεθος των παιδιών-

κόµβων που προκύπτουν από το εκάστοτε χαρακτηριστικό. Το µέτρο αυτό ονοµάζεται 

“αναλογία κέρδους” (Gain Ratio) και υπολογίζεται ως από το παρακάτω πηλίκο:  

H(C) / H(C|Ai). 

 Το κριτήριο αυτό επιλέγει, ανάµεσα στα χαρακτηριστικά µε την µικρότερη εντροπία, 

εκείνο που µεγιστοποιεί την αναλογία κέρδους. 

Αλγόριθµος NBTree 

Ο NBTree (Kohavi R.,) είναι ένα υβριδικός αλγόριθµος ο οποίος αποτελεί συνδυασµό 

κλασσικού δέντρου απόφασης µε Μπαεϊζιανούς ταξινοµητές επιχειρώντας να συνδυάσει 

προτερήµατα των δύο αυτών δηµοφιλών µεθόδων ταξινόµησης και πρόβλεψης. 

Ο Naïve-Bayes (Langley, Iba, & Thompson 1992)  ταξινοµητής υπολογίζει µέσω του 

νόµου του Bayes την πιθανότητα κατάταξης στην κάθε κλάση για την κάθε περίπτωση 

που εξετάζει. Είναι γενικά ένας γρήγορος στην εφαρµογή του και εύκολος στην 

κατανόηση και την ερµηνεία των αποτελεσµάτων του αλγόριθµος. Είναι εξαιρετικά 

ικανός στον χειρισµό “µη-συναφών χαρακτηριστικών” (irrelevant attributes) µια και 

κατά τη διαδικασία ταξινόµησης λαµβάνει υπόψη τα δεδοµένα του συνόλου των 

ιδιοτήτων. Απ’ την άλλη, ο αλγόριθµος αυτός απαιτεί και λαµβάνει ως δεδοµένη την 
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ανεξαρτησία των ιδιοτήτων και όταν αυτό δεν ισχύει η απόδοση του µοντέλου 

πρόβλεψης µειώνεται. 

Απ’ την άλλη οι ταξινοµητές δέντρων απόφασης είναι επίσης γρήγοροι και ευκολονόητοι 

αλλά η επαγωγική µέθοδος, βασισµένη στο περιοδικό διαχωρισµό των δεδοµένων που 

χρησιµοποιεί, δηµιουργεί πρόβληµα. Μετά από πολλές διαδοχικές διασπάσεις των 

δεδοµένων σε κάθε κόµβο του δέντρου τα δεδοµένα που αποµένουν στο τέλος είναι 

συνήθως πολύ λίγα για να βασιστούν σε αυτά αποφάσεις. 

Ο NBTree είναι ένας αλγόριθµος παρόµοιος µε τα κλασσικά σχήµατα περιοδικού 

διαχωρισµού µε τη διαφορά ότι τα φύλλα που δηµιουργούνται από τους κόµβους, αντί να 

προβλέπουν απλά την κλάση, καταλήγουν σε κατηγοριοποιητές Naïve Bayes. Για τις 

ποσοτικές ιδιότητες υπολογίζεται ένα κατώφλι διαχωρισµού µε κριτήριο την 

ελαχιστοποίηση της εντροπίας όπως γίνεται στα δέντρα απόφασης. Η χρησιµότητα του 

εκάστοτε κόµβου υπολογίζεται µε µετατροπή των δεδοµένων σε διακριτά και η εκτίµηση 

γίνεται µέσω µιας διαδικασίας εκτίµησης ευστοχίας 5-fold cross-validation των 

χρησιµοποιούµενων εκτιµητών Naïve Bayes που βρίσκονται στα φύλα. Η χρησιµότητα 

του κάθε µοιράσµατος καθορίζεται από το ζυγισµένο άθροισµα της χρησιµότητας των 

κόµβων του, όπου το βάρος δίνεται στον κάθε κόµβο αναλογικά από τον αριθµό 

περιπτώσεων που αυτός περιλαµβάνει.  

Στη συνέχεια επιχειρείται µια διαδικασία ανάλογη του κλαδέµατος (pruning) στα απλά 

δέντρα απόφασης. Ο αλγόριθµος καλείται λοιπόν να αποφασίσει στον εκάστοτε κόµβο 

αν µια επιπλέον διάσπαση θα αύξανε την ευστοχία του σχήµατος ή είναι προτιµότερη, 

χάριν της γενίκευσης, η δηµιουργία ενός µπαϊεζιανού κατανεµητή στο συγκεκριµένο 

σηµείο. Για να αποφευχθούν διασπάσεις µε µικρή αξία, ως σηµαντική ορίζεται µια 

διάσπαση αν η σχετική µείωση στις λάθος ταξινοµήσεις είναι µεγαλύτερη του 5% και 

υπάρχουν τουλάχιστον 30 στιγµιότυπα στον κόµβο. 

Σχηµατικά ο αλγόριθµος NBTree λειτουργεί ως εξής: Ορίζουµε για είσοδο ένα σετ Τ από 

i ιδιότητες 
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1. Για κάθε ιδιότητα Xi , υπολόγισε την χρησιµότητα u(Xi ), ενός διαχωρισµού σε 

αυτή την ιδιότητα. Για συνεχείς ιδιότητες υπολόγισε το κατώφλι. 

2. Όρισε j = arg maxi (ui ) , i.e., την ιδιότητα µε την µεγαλύτερη χρησιµότητα. 

3. Αν η uj είναι σηµαντικά καλύτερη από την χρησιµότητα του συγκεκριµένου 

κόµβου (τα κριτήρια για να θεωρηθεί σηµαντική µια διάσπαση περιγράφονται 

παραπάνω), συνέχισε στο βήµα 4. Αλλιώς, δηµιούργησε έναν ταξινοµητή Naive 

Bayes στον συγκεκριµένο κόµβο και ανέφερε. 

4. ∆ιαχώρισε το Τ σύµφωνα µε τον έλεγχο στο βήµα 1. Αν η Χi είναι ποιοτική 

διαχώρισε και κατάταξε τα στιγµιότυπα σε όσες είναι οι πιθανές τιµές της Χi , αν 

είναι ποσοτική χώρισε στα δύο τα στιγµιότυπα στο κατώφλι που έχει υπολογιστεί 

στο βήµα 1. 

5. Για κάθε παιδί-κόµβο που προκύπτει εφάρµοσε επαναληπτικά τον αλγόριθµο για 

τις ιδιότητες και τα στιγµιότυπα που αναλογούν σε αυτό. 

2.4.2 Κανόνες Απόφασης 

Οι κανόνες απόφασης είναι µια µέθοδος αναπαράστασης γνώσης εναλλακτική του 

δέντρου απόφασης. H εύρεση των κανόνων γίνεται µέσα από τα δείγµατα του σετ 

εκπαίδευσης και αξιολόγηση αυτών γίνεται στη συνέχεια από το σετ ελέγχου. 

Οι κανόνες ταξινόµησης παρουσιάζουν µια συγκεκριµένη δοµή η οποία αποτελείται από 

συνθήκες και αποτέλεσµα. Η συνθήκες του κανόνα είναι µια σειρά από ελέγχους σε 

κάποια από τα χαρακτηριστικά του σετ ανάλογη µε τους ελέγχους που 

πραγµατοποιούνται στους κόµβους ενός δέντρου. Το αποτέλεσµα δίνει την κλάση ή τις 

κλάσεις στις οποίες κατατάσσεται το δείγµα το οποίο πληροί τις προαναφερθείσες 

συνθήκες. 

Κατά καιρούς έχουν ερευνηθεί διάφορες µέθοδοι κατασκευής κανόνων. Μια µέθοδος 

είναι η κατασκευή ενός δέντρου απόφασης, η µετατροπή του σε σύνολο κανόνων και η 

τελική απλοποίηση και διαλογή των καλύτερων απ’ αυτούς (Quinlan, 1987a). Μια άλλη 
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φιλοσοφία δηµιουργίας κανόνων είναι η “separate-and-conquer” (χώρισε και κατέκτησε) 

(Paggalo & Haussler, 1990) στρατηγική η οποία εφαρµόστηκε αρχικά στους 

αλγόριθµους της οικογένειας AQ (Michalski, 1969) και αποτέλεσε στη συνέχεια βάση 

για πολλά άλλα συστήµατα.  

Ένας λόγος που οι κανόνες είναι δηµοφιλείς είναι το γεγονός ότι καθένας από αυτούς 

αποτελεί ένα ξεχωριστό κοµµάτι γνώσης. Μπορεί κανείς να προσθέσει ή να αφαιρέσει 

κάποιον απ’ αυτούς χωρίς να διαταράξει το συνολικό οικοδόµηµα, πράγµα που δεν 

µπορεί να γίνει µε τα δέντρα απόφασης στα οποία κάτι τέτοιο θα αναδιαµόρφωνε την 

δοµή όλου του δέντρου. Ωστόσο από το πλεονέκτηµα της ανεξαρτησίας των κανόνων 

πηγάζει και το µεγαλύτερο τους µειονέκτηµα. Είναι πολύ συχνό το φαινόµενο 

αντικρουόµενων κανόνων ή δειγµάτων τα οποία πληρούν τις συνθήκες σε παραπάνω από 

έναν κανόνες µε διαφορετικό αποτέλεσµα. Για τον λόγο αυτό στην τελική επιλογή των 

κανόνων τίθεται συνήθως ένα πολύ υψηλό κατώφλι στο ποσοστό ευστοχίας τους. 

Αλγόριθµος PART 

Η “separate-and-conquer” στρατηγική, στην ουσία, λειτουργεί βρίσκοντας τον πιο 

ισχυρό κανόνα που προκύπτει από τα δεδοµένα ξεχωρίζοντας παράλληλα τις περιπτώσεις 

εκείνες που εµπίπτουν σ’ αυτόν. H διαδικασία αυτή επαναλαµβάνεται για τα 

εναποµείναντα δεδοµένα και δηµιουργείται µια λίστα από κανόνες αποκαλούµενη και 

“decision list” (Rivest, 1987). Οι δύο σηµαντικότερες πρακτικές εφαρµογές των 

παραπάνω µεθόδων είναι οι αλγόριθµοι C4.5 (Quinlan, 1993) και RIPPER (Cohen, 

1995). Και οι δύο αυτοί αλγόριθµοι στοχεύουν σε µια διαδικασία συνολικής 

βελτιστοποίησης (global optimization) µέσω της µετέπειτα επεξεργασίας των κανόνων 

που αρχικά παράγουν.  

Στην περίπτωση του C4.5 ο λόγος είναι ο υπερβολικά µεγάλος αριθµός κανόνων που 

προκύπτει από την µετατροπή του αρχικού δέντρου. Ο αλγόριθµος λοιπόν καλείται αφ’ 

ενός να επιλέξει τους κανόνες µε τη µεγαλύτερη ισχύ και παράλληλα να τους 

βελτιστοποιήσει µέσα από µια διαδικασία περικοπής τυχών πλεονασµατικών συνθηκών 

µε στόχο την ελαχιστοποίηση του εκτιµώµενου ποσοστού λάθους του κάθε κανόνα. 
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Στην περίπτωση πάλι του RIPPER, το κίνητρο είναι η αύξηση της ευστοχίας των 

αρχικών κανόνων µέσα από την αντικατάσταση ή την ανακατασκευή τους µέσα από µια 

διαδικασία που ονοµάζεται “κλάδεµα” (pruning). Όπως και ο Cohen (1995) το έθεσε: 

“…οι κανόνες που προκύπτουν τόσο από το C4.5 όσο και από το RIPPER ξεκινούν από 

ένα αρχικό µοντέλο και το βελτιώνουν συνεχώς χρησιµοποιώντας ευρετική τεχνική 

(ευρετική: µέθοδος ενεργειών µε βάση τις κτηθείσες εµπειρίες)”.  

Ωστόσο η καθεµία από αυτές τις µεθόδους έχει τα δικά της προβλήµατα. Για την C4.5 

µεγάλο πρόβληµα αποτελεί η πολυπλοκότητα που παρουσιάζει η οποία την καθιστά 

εξαιρετικά χρονοβόρα ειδικά σε περιπτώσεις δεδοµένων µε “θόρυβο”. Επιπλέον, παρά 

την εκτενή βελτιστοποίηση οι κανόνες ακόµα υπόκεινται στο δεσµό τους µε τα λάθη που 

προέρχονται από το αρχικό δέντρο απόφασης. Όσον αφορά τον RIPPER, το πιο µεγάλο 

πρόβληµα δηµιουργείται από τη υπερβολική χρήση του κλαδέµατος (over-pruning) η 

οποία έχει ως αποτέλεσµα την λανθασµένη περικοπή κάποιων κανόνων και είναι η 

λεγόµενη “βιαστική γενίκευση” (hasty generalization). 

Ο αλγόριθµος PART αποτελεί ένα συνδυασµό των δύο παραπάνω προσεγγίσεων σε µια 

προσπάθεια περιορισµού των επιµέρους προβληµάτων τους. Υιοθετεί την στρατηγική 

“χώρισε και κατέκτησε” στο ότι δηµιουργεί ένα κανόνα, ξεχωρίζει τις περιπτώσεις που 

καλύπτονται απ’ αυτόν και συνεχίζει να δηµιουργεί κανόνες µε όσες περιπτώσεις 

αποµένουν.  

Ωστόσο, ο PART διαφέρει από τον RIPPER στον τρόπο που δηµιουργείται ο κάθε 

κανόνας. Στην ουσία, για να δηµιουργήσει τον καθένα από τους κανόνες, ο αλγόριθµος, 

κατασκευάζει από τις περιπτώσεις που διαθέτει ένα δέντρο απόφασης, επιλέγει το φύλλο 

που καλύπτει τις περισσότερες εξ’ αυτών και το µετατρέπει σε κανόνα. Στη συνέχεια το 

δέντρο αυτό διαγράφεται. Με τον τρόπο αυτό αποφεύγεται το βασικό ελάττωµα των 

στρατηγικών “χώρισε και κατέκτησε”: η “βιαστική γενίκευση”, µια και µε τη δηµιουργία 

του δέντρου εξερευνάται όλο το φάσµα των πιθανών κανόνων και είναι µικρότερος ο 

κίνδυνος απόκρυψης γνώσης.  

Ωστόσο η διαδικασία αυτή θα ήταν εξαιρετικά χρονοβόρα αν για καθέναν από τους 

κανόνες έπρεπε να κατασκευάζεται ένα ολόκληρο δέντρο απόφασης. Το πρόβληµα αυτό 
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λύνεται µε τη χρήση των µερικών δέντρων απόφασης “partial decision trees”. Αυτό δεν 

είναι τίποτε άλλο από ένα δέντρο απόφασης που τα κλαδιά του οδηγούν σε µη-ορισµένα 

υπό-δέντρα. Για να δηµιουργηθεί αυτό το δέντρο πρέπει κατά τη διάρκεια της 

κατασκευής του δέντρου µέσα από µια παράλληλη διαδικασία κλαδέµατος να επιλέγεται 

η ανάπτυξη µόνο του εκάστοτε καλύτερου υπό-δέντρου εωσότου φτάσει σε κάποιο που 

να µην αναπτύσσεται παραπέρα. Στο σηµείο αυτό η κατασκευή το δέντρου διακόπτεται 

και γίνεται η εξαγωγή του κανόνα. 

Αλγόριθµος Ridor 

Οι Compton & Jansen εισήγαγαν την τεχνική εξαγωγής κανόνων “ripple down” ως 

µεθοδολογία µε στόχο την απόκτηση και την υποστήριξη µεγάλων, βασισµένων σε 

κανόνες, συστηµάτων (Compton and Jansen, 1990a, b). Η θεµελιώδης σκέψη στηρίζεται 

στο ότι οι άνθρωποι αντιµετωπίζουν την απόκτηση και την υποστήριξη πολύπλοκων 

δοµών γνώσης κάνοντας σταδιακές αλλαγές σ’ αυτές στα πλαίσια ενός καλά ορισµένου 

περιβάλλοντος τέτοιου ώστε το αποτέλεσµα των αλλαγών να περιορίζεται τοπικά µε 

έναν συγκεκριµένο τρόπο. Τα καθιερωµένα σχήµατα παραγωγής κανόνων δεν διαθέτουν 

αυτή την ιδιότητα. Η συναρµολογισηµότητα των ίδιων των κανόνων δεν αντανακλάται 

στη συναρµολογισηµότητα των συνεπειών των αλλαγών σε αυτούς τους κανόνες. Μικρές 

αλλαγές µπορούν να οδηγήσουν, µέσω πολύπλοκων αλληλεπιδράσεων, σε µέγιστα 

αποτελέσµατα καθιστώντας την ανάπτυξη και συντήρηση των βασισµένων σε κανόνες 

συστηµάτων πολύ πιο πολύπλοκη απ’ ότι αρχικά φαίνεται. 

Η τεχνική κανόνων “ripple down” δηµιουργεί µια σχέση αµφίδροµης εξάρτησης µεταξύ 

των κανόνων τέτοιας ώστε  η ενεργοποίηση ενός κανόνα να εξετάζεται µόνο υπό την 

προϋπόθεση ότι ένας άλλος κανόνας είναι ενεργός. Αν η προϋπόθεση ενός γονέα-κανόνα 

πληρείται για ένα συγκεκριµένο χαρακτηριστικό τότε το συµπέρασµα του, εφ’ όσον δεν 

υπάρχουν πιο κάτω άλλοι εξαρτώµενοι απ’ αυτό κανόνες, θα βεβαιώνεται γι’ αυτό το 

χαρακτηριστικό. Αν, ωστόσο, ακολουθεί εξαρτώµενος κανόνας της µορφής “if true” τότε 

θα εξεταστεί ο κανόνας αυτός και στη συνέχεια οι υπόλοιποι εξαρτώµενοι από αυτόν 

κανόνες, εφ’ όσων υπάρχουν. Το αρχικό συµπέρασµα θα ισχύει µόνο εφ’ όσων οι 

προϋποθέσεις όλων των κανόνων που ακολουθούν δεν πληρούνται. Αντιθέτως, αν οι 
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προϋποθέσεις ενός γονέα-κανόνα δεν πληρούνται για ένα υποκείµενο και ακολουθεί 

εξαρτώµενος κανόνας της µορφής “if false”, τότε ο κανόνας-γονέας δεν θα γίνει 

αποδεκτός και θα εξεταστεί στη συνέχεια η ισχύ του παιδιού-κανόνα. 

 
Σχήµα 1. 1 Κάποιοι κανόνες  "ripple down" µορφής (4) 

Με τον τρόπο αυτό οι κανόνες της µορφής “ripple down” σχηµατίζουν ένα δυαδικό 

δέντρο απόφασης που διαφέρει από τα καθιερωµένα δέντρα απόφασης (Breiman, 

Friedman, Olshen and Stone, 1984) στο ότι σύνθετες προτάσεις χρησιµοποιούνται για 

τον καθορισµό του “µοιράσµατος σε κλαδιά” (branching) και οι προτάσεις αυτές δεν 

χρειάζεται να καλύπτουν εξαντλητικά όλες τις περιπτώσεις. Με τον τρόπο αυτό γίνεται 

εφικτή η λήψη µιας απόφασης σε έναν εσωτερικό κόµβο, πράγµα το οποίο έρχεται σε 

αντίθεση µε τα καθιερωµένα δέντρα απόφασης στα οποία όλες οι αποφάσεις 

λαµβάνονται στους κόµβους ρίζες. Ωστόσο, το στοιχείο των δέντρων απόφασης που 

εξακολουθεί να ισχύει είναι ότι µόνο ένας κόµβος απόφασης ενεργοποιείται για την κάθε 

µια εξεταζόµενη περίπτωση. 

Η αυτόµατη επαγωγή των κανόνων “ripple down” είναι απλή µε τη χρήση στατιστικής 

µεθοδολογίας για την εµπειρική επαγωγή κανόνων από δεδοµένα όπως αυτό 

περιγράφεται στον αλγόριθµο Induct (Gaines, 1989). To “Induct” είναι ένα σύστηµα µε 

επιδόσεις παρεµφερείς µ’ αυτές του C4.5 (Quinlan, 1993) µε τη διαφορά ότι εξάγει τους 

κανόνες απευθείας χρησιµοποιώντας µια προέκταση του αλγόριθµου Prism 
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(Cendrowska, 1987) για τη χρήση µε θορυβώδη δεδοµένα. Το σύστηµα αυτό εξάγει από 

µόνο του κανόνες µε εξαιρέσεις της µορφής “if-true”, “if-false” και η επέκταση του στην 

εξαγωγή “ripple down” κανόνων θα µπορούσε να θεωρηθεί φυσική εξέλιξη του 

αλγόριθµου.  

Υπάρχουν τρία βήµατα στη δηµιουργία της πρότασης συλλογισµού της µορφής “ripple 

down” κανόνων. Κατ’ αρχή η πιο συχνά απαντώµενη κλάση, στο κοµµάτι της βάσης 

δεδοµένων που εξετάζεται, επιλέγεται ως συµπέρασµα στόχος (target conclusion) και 

στοιχειοθετείται µια αρχική προϋπόθεση χωρίς επιπλέον όρους. ∆εύτερον, ελέγχεται 

επαναληπτικά κάθε δυνατός συνδυασµός ιδιοτήτων επιλέγεται ο καλύτερος µέσα από 

στατιστικό έλεγχο. Τρίτον, ο όρος που έχει επιλεγεί προστίθεται στον ήδη υπάρχοντα 

κανόνα και ελέγχεται, επίσης στατιστικά, αν η προσθήκη αυτή βελτιώνει ή όχι την ισχύ 

του κανόνα. Στην περίπτωση που κρίνεται σκόπιµη η προσθήκη η διαδικασία επιστρέφει 

στο δεύτερο στάδιο αναζητώντας την πιθανόν περεταίρω βελτίωση µε την προσθήκη 

κάποιου επιπλέον όρου, διαφορετικά τερµατίζει την διαδικασία και δηµιουργεί τον 

κανόνα. 

Στην περίπτωση που υπάρχουν χαµένες τιµές (missing values), αυτές λαµβάνονται 

υπόψη υποθέτοντας ότι αυτές µπορεί να λαµβάνουν κάθε τιµή. Όταν ελέγχεται η επιλογή 

µιας ιδιότητας η χαµένη τιµή, που τυχόν υπάρχει, λαµβάνεται υπόψη ως τιµή η οποία 

πληρεί τα κριτήρια επιλογής. Εξετάζοντας στατιστικά το γεγονός αυτό, µια επιλογή 

βασισµένη σε χαµένες τιµές συµβάλει στην αύξηση των λάθος θετικών (false-positives) 

γεγονός το οποίο έχει συνέπειες στην απόκτηση γνώσης.  

Για τους “ripple down” κανόνες το δίληµµα είναι αν θα επιλεγεί ο πιο γενικός κανόνας 

που ανταποκρίνεται σε µεγαλύτερο εύρος περιπτώσεων ή αν θα εισαχθεί ένας επιπλέον 

όρος ο οποίος θα τον εξειδικεύσει. Αυτό που καθιστά ενδιαφέρουσα την απόφαση είναι 

το γεγονός ότι, µε δεδοµένη την ικανότητα να διαχειρίζεται εξαιρέσεις, δεν επηρεάζει 

απαραίτητα την ευστοχία της τελικής βάσης γνώσης. Περισσότερο επηρεάζει τη δοµή 

της θέτοντας την επιλογή κανόνων σε πιο γενικά πλαίσια µε πιο πολλές εξαιρέσεις ή πιο 

συγκεκριµένων κανόνων µε λιγότερες. Αυτό θα επηρεάσει ποσοτικά κριτήρια της βάσης 

γνώσης όπως τους αριθµούς των κανόνων που θα εξαχθούν και των εξαιρέσεων που 
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αυτοί θα περιλαµβάνουν όπως και θα επηρεάσει επίσης τη δοµή της µε ένα τρόπο που να 

ανταποκρίνεται στο γνωστικό τοµέα µε τον τρόπο που και ένας άνθρωπος ειδικός θα 

παρουσίαζε τη γνώση. 

2.4.3 Μάθηση Βασισµένη σε Στιγµιότυπα 

Αλγόριθµος των k Κοντινότερων Γειτόνων (k-Nearest Neighbor)  

Ο αλγόριθµος ταξινόµησης µε βάση τους k κοντινότερους γείτονες (k-Nearest Neighbor 

Algorithm - k-ΝΝ) (Belur V. Dasarathy, 1991) είναι η πιο βασική “βασισµένη σε 

στιγµιότυπα”  µέθοδος µάθησης. Η κεντρική ιδέα είναι πως η τιµή της συνάρτησης-

στόχου για ένα νέο στιγµιότυπο βασίζεται αποκλειστικά και µόνο στις αντίστοιχες τιµές 

των k πιο "κοντινών" του στιγµιότυπων εκπαίδευσης, τα οποία αποτελούν τους 

"γείτονες" του. Τρία ζητήµατα πρέπει να αποφασιστούν προκειµένου να καθοριστεί 

πλήρως ο αλγόριθµος: 

1. Ο ορισµός της απόστασης µεταξύ δύο στιγµιότυπων, δηλαδή µιας µετρικής πάνω 

στο χώρο των στιγµιότυπων (instance space), που θα εκφράζει την εγγύτητα, ή 

αλλιώς την "οµοιότητα" µεταξύ των στιγµιότυπων. 

2. Ο τρόπος συνδυασµού των τιµών των k κοντινότερων γειτόνων. 

3. Η τιµή του k. 

Για το πρώτο ζήτηµα, υπάρχουν πολλές εναλλακτικές επιλογές. Η απόφαση εξαρτάται 

από τα ειδικά χαρακτηριστικά του χώρου στιγµιότυπων του προβλήµατος. Ιδιαίτερη 

σηµασία έχει το αν στην αναπαράσταση των στιγµιότυπων περιλαµβάνονται αριθµητικά 

ή συµβολικά χαρακτηριστικά. Στον "παραδοσιακό" k-Nearest Neighbor αλγόριθµο, στον 

οποίο τα στιγµιότυπα θεωρούνται πως ανήκουν στον n-διάστατο χώρο Kn, µια µετρική 

που υιοθετείται συχνά είναι η γνωστή Ευκλείδεια απόσταση. Πιο συγκεκριµένα, αν τα 

στιγµιότυπα αναπαρίστανται ως διανύσµατα από χαρακτηριστικά που παίρνουν τιµές 

πραγµατικούς αριθµούς, δηλαδή το στιγµιότυπο x αναπαρίσταται από το διάνυσµα: 

( ) ( ) ( )1 2, ,..., na x a x a x  
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όπου ar(x) δηλώνει την τιµή του r-οστού feature του x, τότε η απόσταση d(xi,xj) µεταξύ 

δύο στιγµιότυπων xi. και xj ορίζεται ως: 

( ) ( ) ( )( )
2

1

,
n

i j r i r j
r

d x x a x a x
=

≡ −∑   

Φυσικά, κάθε συνάρτηση που πληροί τα κριτήρια µετρικής είναι δυνατόν να επιλεχθεί 

αντί της Ευκλείδειας. 

Στην περίπτωση που τα χαρακτηριστικά είναι ονοµαστικά, η Ευκλείδεια απόσταση δεν 

µπορεί να χρησιµοποιηθεί, αφού δεν έχει νόηµα η αφαίρεση συµβολικών ποσοτήτων. Το 

πιο βασικό µέτρο για αυτήν την περίπτωση είναι το µέτρο επικάλυψης (overlap metric), 

το οποίο αναφέρεται και ως απόσταση Hamming ή απόσταση Manhattan, και ορίζεται ως 

εξής: 

( ) ( ) ( )( )
1

,
n

i j r i r j
r

d x x a x a xδ
=

≡ ∑ ,  Όπου: ( )
0,   

,
1,   

if x y
x y

if x y
δ

=⎧
≡ ⎨ ≠⎩

 

Το µέτρο αυτό απλά ισούται µε τον αριθµό των χαρακτηριστικών στα οποία διαφέρουν 

τα στιγµιότυπα. Πάνω σε αυτό, µπορούν να οριστούν και άλλα πιο εξελιγµένα µέτρα. 

Ένα µειονέκτηµα που παρουσιάζουν τα δύο προηγούµενα παραδείγµατα µετρικών είναι 

πως όλα τα χαρακτηριστικά (features) θεωρούνται ισοδύναµα κατά τον υπολογισµό της 

απόστασης. Αυτό είναι ιδιαίτερα προβληµατικό αν στην πραγµατικότητα δεν είναι όλα 

τα χαρακτηριστικά σχετικά µε τη συγκεκριµένη συνάρτηση-στόχο που επιδιώκεται να 

προσεγγιστεί, αλλά και γενικότερα, οποτεδήποτε υπάρχουν σηµαντικές διαφορές µεταξύ 

τους ως προς την αξία τους στον προσδιορισµό της συνάρτησης. Σε µια τέτοια 

περίπτωση, οι παραπάνω µετρικές είναι παραπλανητικές, από την άποψη πως 

στιγµιότυπα που πραγµατικά σχετίζονται µεταξύ τους, είναι δυνατόν να θεωρούνται 

αποµακρυσµένα λόγω των διαφορών τους σε άσχετα ή ασήµαντα χαρακτηριστικά. Μια 

λύση σε αυτό το πρόβληµα είναι κάθε χαρακτηριστικό να αποτιµάται διαφορετικά στον 

υπολογισµό της απόστασης, ανάλογα µε την αξία του. Αυτό αντιστοιχεί στο να 

επιµηκυνθούν οι άξονες στον Ευκλείδειο χώρο για τα σχετικά χαρακτηριστικά και να 
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συρρικνωθούν για τα λιγότερο σχετικά. Η µέθοδος αυτή λέγεται αποτίµηση των 

χαρακτηριστικών (feature -weighting) και είναι χρήσιµη και σε άλλες περιπτώσεις, πέραν 

της χρήσης της στη διαµόρφωση της µετρικής για τον k-Nearest Neighbor.  

Μία βελτιωµένη παραλλαγή του k-Nearest Neighbor, όσον αφορά το συνδυασµό των 

τιµών των γειτόνων, είναι η αποτίµηση της συνεισφοράς καθενός από τους k γείτονες µε 

βάση την απόσταση από το προς κατάταξη στιγµιότυπο, δίνοντας µεγαλύτερο βάρος 

στους κοντινότερους γείτονες. Αυτή αποτελεί τη µε βάση την απόσταση (distance-

weighted) εκδοχή του αλγορίθµου.  

Ο k-Nearest Neighbor είναι ένας πολύ αποτελεσµατικός αλγόριθµος µάθησης, τόσο για 

αριθµητικά όσο και για ονοµαστικά δεδοµένα, ιδιαίτερα όταν γίνεται µε αποτίµηση 

χαρακτηριστικών και γειτόνων. Είναι ανθεκτικός σε θορυβώδη στιγµιότυπα 

εκπαίδευσης, ειδικά για µεγαλύτερες τιµές του k, καθώς τα αποµονωµένα λανθασµένα 

δεδοµένα "απορροφώνται" κατά τον υπολογισµό του µέσου όρου. Η επαγωγική κλίση 

του k-Nearest Neighbor είναι η υπόθεση πως η τιµή της συνάρτησης-στόχου ενός 

στιγµιότυπου είναι παρόµοια µε αυτή των γειτονικών του. 

Ένα πρακτικό θέµα κατά την εφαρµογή του k-Nearest Neighbor είναι η αποδοτική 

ευρετηριοποίηση των στιγµιότυπων στη µνήµη. Σε µια απλή υλοποίηση, η υπολογιστική 

πολυπλοκότητα για την κατάταξη ενός νέου στιγµιότυπου είναι ανάλογη του αριθµού 

των στιγµιότυπων εκπαίδευσης, αφού χρειάζεται να υπολογιστεί η απόσταση του νέου µε 

κάθε στιγµιότυπο εκπαίδευσης, για να επιλεχθούν στη συνέχεια τα k κοντινότερα. Κάτι 

τέτοιο έχει υψηλότατο κόστος για µεγάλα σύνολα δεδοµένων.  

2.4.4 Μπαϊεζιανή Μάθηση 

Η Μπαϊεζιανή συλλογιστική (Bayesian reasoning) παρέχει µια πιθανοτική προσέγγιση 

στο πρόβληµα του επαγωγικής συµπερασµατικής λογικής. Στηρίζεται στην υπόθεση πως 

οι υπό µελέτη ποσότητες ακολουθούν πιθανοτικές κατανοµές και πως οι βέλτιστες 

αποφάσεις µπορούν να παρθούν βάσει αυτών των κατανοµών και των παρατηρούµενων 

δεδοµένων. Στα πλεονεκτήµατα της συγκαταλέγεται η δυνατότητα συνδυασµού της 

προϋπάρχουσας γνώσης µε τα παρατηρούµενα δεδοµένα, η θεώρηση πιθανοτικών (µη 
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ντετερµινιστικών) µοντέλων και η εκτίµηση της καταλληλότητας για κάθε µοντέλο, 

επιτρέποντας έτσι την εξέταση και εναλλακτικών µοντέλων πέραν του εκτιµώµενου 

βέλτιστου. 

Στη µηχανική µάθηση, συχνά µας ενδιαφέρει να βρούµε την καλύτερη υπόθεση σε ένα 

χώρο Η µε βάση τα γνωστά δεδοµένα D. Ένας τρόπος να καθορίσουµε τι εννοούµε 

λέγοντας καλύτερη είναι να απαιτήσουµε την πιθανότερη υπόθεση µε βάση τα δεδοµένα 

D και την τυχόν προηγούµενη γνώση για τις πιθανότητες των υποθέσεων στο Η. Το 

θεώρηµα του Μπαϊέζ (Bayes), το οποίο είναι ο ακρογωνιαίος λίθος της οµώνυµης 

συλλογιστικής, παρέχει έναν άµεσο τρόπο υπολογισµού της πιθανότητας για µια 

υπόθεση h. Η έκφραση του είναι η εξής: 

( | ) ( )( | )
( )

P D h P hP h D
P D

=  

όπου: P(h|D) είναι η πιθανότητα να ισχύει η υπόθεση h µε βάση τα παρατηρηθέντα 

δεδοµένα D και καλείται εκ των υστέρων πιθανότητα (posterior probability) της h. P(D|h) 

είναι η πιθανότητα να παρατηρηθούν τα δεδοµένα D σε κάποιο κόσµο που η υπόθεση h 

ισχύει και λέγεται πιθανοφάνεια (likelihood) των δεδοµένων D δοθείσας της h. P(h) είναι 

η πιθανότητα να ισχύει η υπόθεση h πριν την παρατήρηση των δεδοµένων και λέγεται εκ 

των προτέρων πιθανότητα (prior probability) της h. P(D) είναι η πιθανότητα να 

παρατηρηθούν τα δεδοµένα D ανεξαρτήτως της υπόθεσης που ισχύει και λέγεται εκ των 

προτέρων πιθανότητα των δεδοµένων D. 

Σε πολλές περιπτώσεις, ο αλγόριθµος µάθησης θεωρεί ένα σύνολο υποψήφιων 

υποθέσεων Η και αναζητεί την πιο πιθανή από αυτές δοθέντων των δεδοµένων 

εκπαίδευσης. Μια τέτοια υπόθεση h λέγεται µέγιστη εκ των υστέρων (maximum a 

posteriori - MAP) υπόθεση. Ένας ευθύς τρόπος εύρεσης των MAP υποθέσεων είναι η 

εφαρµογή του θεωρήµατος του Bayes για κάθε υπόθεση στο Η και η επιλογή των 

µέγιστων από αυτές, δηλαδή: 

( ) ( ) ( )
( ) ( ) (|

| |arg max arg max arg maxMAP
h H h H h H

P D h P h
h P h D P D

P D∈ ∈ ∈

= = = )h P h  
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Στο τελευταίο βήµα, το P(D) παραλήφθηκε γιατί είναι σταθερά ως προς τις υποθέσεις. 

Μερικές φορές δεν έχουµε καµιά εκ των προτέρων γνώση για τις υποθέσεις h και δεν 

έχουµε λόγω να πιστεύουµε πως είναι ανισοπίθανες. Τότε µπορούµε να θεωρήσουµε πως 

και ο όρος P(h) είναι σταθερός για όλες τις υποθέσεις και να τον απαλείψουµε και αυτόν 

από τον τύπο. Έτσι, η MAP υπόθεση θα είναι αυτή που µεγιστοποιεί την πιθανοφάνεια 

P(D\h) και η οποία λέγεται υπόθεση µέγιστης πιθανοφάνειας (maximum likelihood – ML) 

( )|arg maxML
h H

h P
∈

= D h  

Στην πράξη, περισσότερο από το ποια είναι η πιο πιθανή υπόθεση δοθέντων των 

δεδοµένων µας ενδιαφέρει συνήθως το ποια είναι η πιο πιθανή τιµή της συνάρτησης-

στόχου ενός νέου στιγµιότυπου δοθέντων των δεδοµένων. Αν και µια απλή προσέγγιση 

είναι να θεωρήσουµε την τιµή της MAP υπόθεσης ως πιθανότερη τιµή, υπάρχει και 

καλύτερη λύση. Αυτή προκύπτει αν λάβουµε υπόψη τις προβλέψεις όλων των 

υποθέσεων, ζυγισµένες κατά την εκ των υστέρων πιθανότητά τους. Έτσι, αν η 

συνάρτηση-στόχος παίρνει τιµές σε ένα πεπερασµένο σύνολο V, τότε η πιθανότητα 

P(Vj|X,D) πως η σωστή τιµή για το στιγµιότυπο x είναι η Vj, δίνεται από τη σχέση: 

( ) ( ) ( )| , | |j h j
h H

P V x D P V x P h D
∈

= ∑  

όπου Ph(Vj|x) είναι η πιθανότητα να έχει το στιγµιότυπο x την τιµή Vj σύµφωνα µε την 

υπόθεση h. Η παραπάνω σχέση, όπως φαίνεται, µπορεί να εφαρµοστεί και για µη 

ντετερµινιστικές υποθέσεις. Η βέλτιστη απόφαση είναι η τιµή Vj για την οποία το 

P(Vj|X,D) µεγιστοποιείται: 

( ) ( )| |arg max
j

opt
v V

jh
h H

V P V x
∈ ∈

= ∑ P h D  

Ένα σύστηµα που ταξινοµεί τα στιγµιότυπα χρησιµοποιώντας την παραπάνω εξίσωση 

καλείται βέλτιστος ταξινοµητής Μπαϊεζ (Bayes optimal classifier).  
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Απλοϊκός Ταξινοµητής Μπαϊεζ (Naive Bayes) 

∆ύο πρακτικά προβλήµατα εµφανίζονται στη χρήση του βέλτιστου ταξινοµητή Μπαϊεζ. 

Το ένα είναι πως έχει γραµµική πολυπλοκότητα ως προς τον πληθυσµό Η του χώρου 

υποθέσεων, γεγονός που καθιστά την εφαρµογή του αδύνατη για απειροδιάστατους 

χώρους και µη αποδοτική για µεγάλους πεπερασµένους χώρους. Το άλλο είναι πως 

απαιτεί τη γνώση ή την εκτίµηση πάρα πολλών πιθανοτήτων: την πιθανοφάνεια P(D|h) 

των δεδοµένων D και την εκ των προτέρων πιθανότητα P(h) για κάθε υπόθεση h. Μία 

Μπαϊεζιανή µέθοδος που αντιµετωπίζει σε µεγάλο βαθµό αυτές τις δυσκολίες είναι ο 

απλοϊκός ταξινοµητής Μπαϊεζ (naive Bayes classifier — ΝΒ για συντοµία) [Lewis, 

1998]). 

Ο ΝΒ εφαρµόζεται σε προβλήµατα µάθησης όπου τα στιγµιότυπα αναπαρίστανται µέσω 

του µοντέλου του διανυσµατικού χώρου, τα χαρακτηριστικά παίρνουν διακριτές τιµές 

(αν κάποια είναι συνεχή, πρέπει να κβαντιστούν) και η συνάρτηση-στόχος παίρνει τιµές 

(ετικέτες—labels) σε ένα πεπερασµένο σύνολο V. Παρέχεται ένα σύνολο από 

διανύσµατα εκπαίδευσης, βάσει του οποίου ο ταξινοµητής πρέπει να προβλέψει την 

ετικέτα ενός νέου στιγµιότυπου αναπαριστώµενου από το διάνυσµα (α1 , α2 ,..., αn). 

Η Μπαϊεζιανή προσέγγιση στην κατάταξη του νέου στιγµιότυπου είναι η ανάθεση σε 

αυτό της πιο πιθανής τιµής Vopt, δεδοµένων των τιµών των χαρακτηριστικών του, α1 , α2 

,..., αn: 

( )1 2| , ,...,arg max
j

opt j n
v V

v a a aV P
∈

=  

η οποία µέσω του θεωρήµατος του Μπαϊεζ εκφράζεται ως: 

( ) ( )
( ) ( )1 2

1 2
1 2

, ,..., |
, ,..., |

, ,...,arg max arg max
j j

n j j
opt n j j

nv V v V

P a a a v P v
P a a a v P v

P a a a
V

∈ ∈

== ( )  

Η εκτίµηση των πιθανοτήτων που εµφανίζονται στην εξίσωση πρέπει να γίνει µέσω των 

δεδοµένων εκπαίδευσης. Οι P(νj) µπορούν να εκτιµηθούν εύκολα ως η συχνότητα 

εµφάνισης κάθε ετικέτας νj στα δεδοµένα. Το ίδιο όµως δε µπορεί να γίνει για τις P(α1, 
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α2, ..., αn| νj), δηλαδή τις πιθανότητες εµφάνισης κάθε δυνατού στιγµιότυπου δεδοµένης 

µιας ετικέτας, αφού για συνηθισµένα µεγέθη συνόλων εκπαίδευσης τα περισσότερα 

στιγµιότυπα δεν θα έχουν εµφανιστεί, και εποµένως η συχνότητα εµφάνισης τους θα 

είναι µηδέν, που προφανώς δεν είναι αξιόπιστη εκτίµηση της πραγµατικής πιθανότητας 

εµφάνισης τους. 

Ο απλοϊκός ταξινοµητής Μπαϊεζ βασίζεται στην απλουστευτική υπόθεση πως οι τιµές 

των χαρακτηριστικών είναι ανεξάρτητες δοθείσας της ετικέτας. Τότε, η πιθανότητα της 

κοινής εµφάνισης των α1 , α2 ,..., αn, δεδοµένης µιας ετικέτας, είναι το γινόµενο των 

πιθανοτήτων εµφάνισης για καθένα από αυτά:  

( ) (1 2
1

, ,... | |
n

n j i j
i

P a a a v P a v
=

=∏ )      

Αντικαθιστώντας αυτή την έκφραση στην πιο πάνω εξίσωση έχουµε την έκφραση του 

ΝΒ: 

( ) ( )
1

|arg max
j

n

NB j i j
iv V

v P a vV P
=∈

= ∏  

Από την εξίσωση αυτή φαίνεται πως το πλήθος των πιθανοτήτων Ρ(αi|vj) που πρέπει να 

εκτιµηθούν επιπλέον των P(vj) ισούται µε το πλήθος των διαφορετικών τιµών των 

χαρακτηριστικών επί το πλήθος των ετικετών, σηµαντικά µικρότερο από αυτό που θα 

απαιτούνταν για όλες τις P(α1 , α2 ,..., αn |vj), ακόµα κι αν οι εκτιµήσεις τους ήταν 

αξιόπιστες. Έτσι, ο ΝΒ στη φάση εκπαίδευσής του εκτιµά µε βάση τα δεδοµένα τις P(vj) 

και P(αi|vj), το σύνολο των οποίων αποτελούν το µοντέλο ταξινόµησης που µαθαίνει, και 

στη φάση εξέτασης χρησιµοποιεί την εξίσωση VNB για να κατατάξει κάθε νέο 

στιγµιότυπο. Ένα ενδιαφέρον χαρακτηριστικό του είναι πως δεν ερευνά το χώρο 

υποθέσεων για την εντοπισµό της καλύτερης υπόθεσης, όπως κάνουν πολλοί αλγόριθµοι 

µάθησης, αλλά σχηµατίζει άµεσα ένα µοντέλο, απλά µετρώντας τη συχνότητα των 

συνδυασµών των τιµών των χαρακτηριστικών και των ετικετών µέσα στο σύνολο 

εκπαίδευσης. 
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Ο απλοϊκός ταξινοµητής Μπαϊέζ, παρά την αρκετά δεσµευτική υπόθεση της υπό 

συνθήκη ανεξαρτησίας των χαρακτηριστικών, έχει να επιδείξει αναπάντεχα µεγάλη 

ακρίβεια και σε εφαρµογές που η υπόθεση της ανεξαρτησίας εµφανώς παραβιάζεται. 

Ένα ακόµα πλεονέκτηµα του ΝΒ είναι η σχετική απλότητα των µοντέλων που 

κατασκευάζει, τα οποία µπορούν να γίνουν εύκολα κατανοητά από τον άνθρωπο.  

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

3 ΕΠΙΛΟΓΗ ΧΑΡΑΚΤΗΡΙΣΤΙΚΩΝ 
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3.1 Εισαγωγή 

Η Επιλογή Χαρακτηριστικών (feature selection ή attribute selection) είναι µια διαδικασία 

προ-επεξεργασίας, που χρησιµοποιείται ευρέως στο χώρο της µηχανικής µάθησης, κατά 

την οποία µια υποοµάδα από τα αρχικά διαθέσιµα χαρακτηριστικά επιλέγεται, µε κάποια 

κριτήρια, για την απώτερη επεξεργασία της από κάποιον αλγόριθµο µηχανικής µάθησης. 

Η επιλογή χαρακτηριστικών είναι απαραίτητη είτε επειδή είναι µη πρακτική 

υπολογιστικά η χρήση όλων των δοθέντων χαρακτηριστικών, είτε επειδή τα δείγµατα 

που παρέχει η βάση δεδοµένων είναι περιορισµένα σε σχέση µε τον αριθµό των 

χαρακτηριστικών. Το τελευταίο αυτό πρόβληµα είναι γνωστό και σαν “curse of 

dimensionality” (κατάρα της διαστατικότητας) και αναφέρεται στο γεγονός ότι ο αριθµός 

των δειγµάτων δεδοµένων που απαιτείται για να εκτιµηθεί µια αυθαίρετη κατανοµή 

πιθανοτήτων µε πολλές µεταβλητές αυξάνεται εκθετικά όσο οι τιµές των διαστάσεων 

αυξάνονται γραµµικά. Από θεωρητική άποψης, µπορεί να δειχθεί ότι η βέλτιστη επιλογή 

χαρακτηριστικών για την διεξαγωγή ταξινόµησης υπό-επίβλεψη, απαιτεί εξαντλητική 

αναζήτηση όλων των πιθανών υποοµάδων χαρακτηριστικών. Ωστόσο αυτό είναι µη 

πρακτικό στη περίπτωση ύπαρξης µεγάλου αριθµού χαρακτηριστικών. Πρακτικά, στην 

ταξινόµηση υπό-επίβλεψη η αναζήτηση γίνεται µε σκοπό την εύρεση µιας 

ικανοποιητικής υποοµάδας και όχι αναγκαστικά της καλύτερης. Για τον λόγω αυτό 

αρκετές δηµοφιλείς προσεγγίσεις αναφέρονται ως “greedy hill climbing” προσεγγίσεις. 

Μια τέτοια προσέγγιση αποτιµά µια πιθανή υποοµάδα χαρακτηριστικών και στη 

συνέχεια τη τροποποιεί για να δει αν µπορεί να προκύψει µια βελτιωµένη υποοµάδα.  

 36



Η αποτίµηση των υποοµάδων µπορεί να γίνει µε πολλούς τρόπους: κάποιες µετρικές 

χρησιµοποιούνται για την αποτίµηση των χαρακτηριστικών και τους συνδυασµούς 

αυτών. ∆ύο δηµοφιλείς µετρικές για ταξινόµηση είναι ο συσχετισµός (correlation) και η 

κοινή πληροφορία (mutual information). Αυτές οι µετρικές υπολογίζονται µεταξύ ενός 

υποψηφίου χαρακτηριστικού ή οµάδας χαρακτηριστικών και της επιθυµώµενης κλάσης. 

Από τη στιγµή που η εξαντλητική αναζήτηση δεν είναι εφαρµόσιµη, θα πρέπει να οριστεί 

ένα σηµείο τερµατισµού (stopping point) στο οποίο θα επιλεγεί η υποοµάδα 

χαρακτηριστικών που έχει συγκεντρώσει την υψηλότερη βαθµολογία στην καθορισµένη 

µετρική. Το θέµα, λοιπόν,  της επιλογής του σηµείου τερµατισµού του αλγορίθµου είναι 

βασικό και το σηµείο τερµατισµού διαφέρει ανά αλγόριθµο. 

Η επιλογή χαρακτηριστικών παρέχει πολλά πλεονεκτήµατα στην διαδικασία 

ταξινόµησης. Μειώνει τον αριθµό χαρακτηριστικών, αποκρίνει τα µη σχετικά, τα 

πλεονάζοντα ή τα θορυβώδη δεδοµένα και έχει άµεσα αποτελέσµατα τόσο στην 

επιτάχυνση των αλγορίθµων µάθησης όσο και στην βελτίωση των αποτελεσµάτων τους. 

Βελτιώνει την ευστοχία ταξινόµησης σε νέα δεδοµένα και παρέχει πιο συµπαγή 

αποτελέσµατα καθιστώντας ευκολότερη την κατανόηση και την ερµηνεία του 

αντικειµένου της µάθησης. 

Για τους παραπάνω λόγους, η Επιλογή Χαρακτηριστικών αποτελεί έναν γόνιµο χώρο 

έρευνας και ανάπτυξης από τη δεκαετία του 70 σε χώρους όπως αυτός της Στατιστικής 

Αναγνώρισης Προτύπων, της Μηχανικής Μάθησης και της Εξόρυξης ∆εδοµένων και 

έχει εφαρµογή και σε πολλούς άλλους χώρους. 

Ειδικά την τελευταία δεκαετία, έρευνες έχουν δείξει πως ευρέως χρησιµοποιούµενοι 

αλγόριθµοι επηρεάζονται σε µικρότερο ή µεγαλύτερο βαθµό από µη-σχετικές ή 

πλεονάζουσες πληροφορίες εκπαίδευσης. 

• Ο απλός αλγόριθµος Κοντινότερου Γείτονα (Nearest Neighbor) είναι πολύ 

ευαίσθητος σε µη-σχετικά χαρακτηριστικά, καθώς η πολυπλοκότητα του 

δείγµατος (ο αριθµός δηλαδή των στιγµιότυπων εκπαίδευσης που απαιτείται για 
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να προσεγγιστεί ένα δεδοµένο επίπεδο ευστοχίας) αυξάνεται εκθετικά σε σχέση 

µε τον αριθµό των µη-σχετικών χαρακτηριστικών.  

• Ο Απλοϊκός- Μπαϊεζιανός (Naïve- Bayes) ταξινοµητής δεν επηρεάζεται από 

περιττά χαρακτηριστικά λόγω της υπόθεσης ανεξαρτησίας των χαρακτηριστικών 

που τον διακρίνει. 

• Οι αλγόριθµοι ∆έντρου Απόφασης παράγουν σχήµατα τα οποία µπορεί κάποιες 

φορές να προσκολλώνται υπερβολικά στα δεδοµένα εκπαίδευσης, σχηµατίζοντας 

από αυτά µεγάλα δέντρα. Σε πολλές λοιπόν περιπτώσεις, η αποµάκρυνση 

περιττών πληροφοριών µπορεί να οδηγήσει στην παραγωγή µικρότερων και πιο 

ευκολονόητων δέντρων. 

Με σκοπό την αποφυγή της προσκόλλησης στα δεδοµένα εκπαίδευσης (over fitting) 

πολλοί αλγόριθµοι χρησιµοποιούν µια µέθοδο αποκαλούµενη και ως στατιστική 

απόκλιση Occam’s Razor για την κατασκευή ενός απλού µοντέλου ικανού να πετύχει ένα 

αποδεκτό επίπεδο απόδοσης. Αυτή η στατιστική απόκλιση οδηγεί έναν αλγόριθµο να 

επιλέξει ένα µικρό αριθµό χαρακτηριστικών για την πρόβλεψη και να στηριχθεί µόνο 

στα χαρακτηριστικά µε τη µεγαλύτερη συνάφεια. Όπως είναι όµως κατανοητό η µέθοδος 

αυτή έχει σαν αποτέλεσµα µειωµένα ποσοστά ταξινόµησης σε σχέση µε αυτά που θα είχε 

αν χρησιµοποιούσε όλα τα χαρακτηριστικά. 

3.2 Προσεγγίσεις της Επιλογής Χαρακτηριστικών 

Μια τυπική διαδικασία Επιλογής Χαρακτηριστικών αποτελείται από τέσσερα βασικά 

βήµατα: δηµιουργία υποοµάδας, αξιολόγηση υποοµάδας, κριτήριο τερµατισµού και 

επιβεβαίωση αποτελέσµατος. Παρακάτω παρουσιάζονται το καθένα απ’ αυτά αναλυτικά. 

3.2.1  ∆ηµιουργία Υποοµάδας 

Είναι, στην ουσία, µια ευρετική διαδικασία αναζήτησης στην οποία κάθε κατάσταση στο 

χώρο αναζήτησης προσδιορίζει µια υποψήφια για αξιολόγηση υποοµάδα. Η φύση αυτού 

του βήµατος καθορίζεται από δύο βασικά θέµατα: 
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• Το σηµείο εκκίνησης της αναζήτησης το οποίο διαδοχικά επηρεάζει την 

κατεύθυνση αναζήτησης: η αναζήτηση µπορεί να ξεκινήσει µε ένα κενό σύνολο 

και την σταδιακή προσθήκη χαρακτηριστικών (αυτή η στρατηγική αναζήτησης 

ονοµάζεται εµπρόσθια επιλογή (forward selection), ή να ξεκινήσει από ολόκληρο 

το σετ χαρακτηριστικών και να συνεχίσει µε την σταδιακή αποµάκρυνση κάποιων 

εξ’ αυτών (backward selection) ή, τέλος, να ξεκινήσει και από τα δύο άκρα και να 

προσθαφαιρέσει χαρακτηριστικά ταυτόχρονα (bidirectional selection). Η 

αναζήτηση µπορεί επίσης να ξεκινήσει από µια τυχαία επιλεγµένη υποοµάδα µε 

σκοπό το να αποφύγει να παγιδευτεί σε τοπικά µέγιστα. 

• Η στρατηγική αναζήτησης. Για ένα σετ δεδοµένων µε N χαρακτηριστικά, 

υπάρχουν 2N υποψήφια υπό-σετ. Ο χώρος αναζήτησης είναι λοιπόν 

απαγορευτικός για εξαντλητική αναζήτηση ακόµα και µε σχετικά µικρές τιµές 

του Ν. Γι’ αυτό έχουν αναπτυχθεί τρεις διαφορετικές στρατηγικές αναζήτησης: η 

πλήρης, η ακολουθητική και η τυχαία. 

 Η Πλήρης Αναζήτηση εγγυάται την εύρεση του βέλτιστου αποτελέσµατος 

σύµφωνα µε το επιλεγµένο κριτήριο αξιολόγησης. Ενώ µια εξαντλητική 

αναζήτηση είναι πάντα πλήρης, διαφορετικές ευρετικές συναρτήσεις 

µπορούν να χρησιµοποιηθούν για να µειώσουν τον χώρο αναζήτησης 

χωρίς ωστόσο να χάσουν την ευκαιρία εύρεσης του βέλτιστου 

αποτελέσµατος. Τέτοιες µέθοδοι είναι οι “branch and bound” (Narendra & 

Fukunaga, 1977) και “beam search” (Doak, 1992).  

 Η ακολουθητική αναζήτηση εγκαταλείπει την πλήρη αναζήτηση 

ρισκάροντας έτσι να χάσει κάποια βέλτιστη υποοµάδα. Υπάρχουν πολλές 

παραλλαγές στη κλασσική προσέγγιση greedy hill-climbing, όπως η 

ακολουθητική εµπρόσθια αναζήτηση (sequential forward selection), η 

ακολουθητική οπισθοδροµική εξάλειψη (sequential backward elimination) 

και η αναζήτηση δυο κατευθύνσεων (bidirectional selection). Οι 

αλγόριθµοι µε ακολουθητική αναζήτηση είναι απλοί στην εφαρµογή και 
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γρήγοροι στο να παράγουν αποτελέσµατα καθώς ο χώρος αναζήτησης 

είναι O(N2) ή λιγότερο. 

 Η τυχαία αναζήτηση ξεκινάει µε ένα τυχαία επιλεγµένο υπό-σετ 

χαρακτηριστικών και προχωράει µε δύο διαφορετικούς τρόπους. Ένας 

είναι η ακολουθητική αναζήτηση, µε εισαγωγή τυχαιότητας στην 

κλασσική προσέγγιση. Παραδείγµατα είναι οι µέθοδοι “random-star hill-

climbing” και “simulated annealing”. Ο άλλος είναι η δηµιουργία του 

επόµενου υπό-σετ µε έναν εντελώς τυχαίο τρόπο, γνωστό και ως “Las 

Vegas algorithm”. Για όλες αυτές τις προσεγγίσεις η χρήση της 

τυχαιότητας βοηθάει τη διαφυγή από τοπικά µέγιστα στο χώρο 

αναζήτησης και η καταλληλότητα του επιλεγµένου υπό-σετ εξαρτάται από 

τους διαθέσιµους πόρους. 

3.2.2  Αξιολόγηση Υποοµάδας 

Το πως αξιολογούνται οι υποοµάδες χαρακτηριστικών είναι ο µεγαλύτερος µεµονωµένος 

διακριτικός παράγοντας µεταξύ όλων των αλγορίθµων επιλογής χαρακτηριστικών. Για 

παράδειγµα, το µοντέλο διήθησης (filter model) λειτουργεί ξεχωριστά από κάθε 

αλγόριθµο µάθησης  και ανεπιθύµητα χαρακτηριστικά αποµακρύνονται από τα υπόλοιπα 

δεδοµένα πριν ξεκινήσει η διαδικασία µάθησης. 

Αυτοί οι αλγόριθµοι χρησιµοποιούν ευρευτικές µεθόδους βασισµένες στα γενικά 

χαρακτηριστικά των δεδοµένων για να αξιολογήσουν την αξία κάθε υποοµάδας 

χαρακτηριστικών. 

Κατά µια άλλη προσέγγιση, τα επιλεγµένα χαρακτηριστικά πρέπει να εξαρτώνται όχι 

µόνο από τη σχετικότητα των δεδοµένων µε το θέµα, αλλά και από τον ίδιο τον 

χρησιµοποιούµενο αλγόριθµο. Αυτή είναι η λεγόµενη προσέγγιση ενσωµάτωσης 

(wrapper approach). 

Και στις δύο, πάντως, περιπτώσεις κάθε εξεταζόµενη υποοµάδα αξιολογείται από κάποιο 

κριτήριο. Τα κριτήρια αξιολόγησης µπορούν να διακριθούν σε δύο οµάδες ανάλογα µε το 

 40



αν εξαρτώνται ή όχι από τον αλγόριθµο κατάταξης που θα χρησιµοποιηθεί στη συνέχεια 

στην υποοµάδα χαρακτηριστικών που θα επιλεγεί. 

• Ανεξάρτητα κριτήρια (Independent Criteria). Συνήθως χρησιµοποιούνται σε 

αλγόριθµους µοντέλου διήθησης καθώς προσπαθούν να αποτιµήσουν την 

χρησιµότητα ενός χαρακτηριστικού ή µιας υποοµάδας χαρακτηριστικών 

εκµεταλλευόµενοι τα εσωτερικά χαρακτηριστικά των δεδοµένων εκπαίδευσης 

χωρίς να περιλαµβάνουν κάποιον αλγόριθµο εξόρυξης δεδοµένων. Κάποια 

ανεξάρτητα κριτήρια αναφέρονται παρακάτω: 

 Μέτρα απόστασης (Distance measures). Για ένα πρόβληµα δύο κλάσεων 

ένα χαρακτηριστικό Χ προτιµάται από ένα άλλο χαρακτηριστικό Υ αν το 

Χ προκαλεί µεγαλύτερη διαφορά µεταξύ των υπό συνθήκη πιθανοτήτων 

µεταξύ των δυο κλάσεων από το Υ. Ο γενικός στόχος είναι η προσπάθεια 

να βρεθεί ένα χαρακτηριστικό που να µπορεί να διαχωρίσει τις δύο 

κλάσεις όσο το δυνατό πιο ευδιάκριτα. 

 Μέτρα πληροφορίας (Information measures). Τυπικά καθορίζουν το 

κέρδος πληροφορίας για καθένα από τα χαρακτηριστικά. Το κέρδος 

πληροφορίας για ένα χαρακτηριστικό Χ ορίζεται σαν η διαφορά ανάµεσα 

στην a priori και την αναµενόµενη a posteriori αβεβαιότητα όσον αφορά 

το Χ στο τελικό υπό-σετ. Το χαρακτηριστικό Χ λοιπόν, προτιµάται από το 

χαρακτηριστικό Υ εφ’ όσον  η πληροφορία που προσφέρεται από το Χ 

είναι περισσότερη από αυτή που προσφέρεται από το Υ. 

 Μέτρα εξάρτησης (Dependency measures) ή αλλιώς µέτρα συσχέτισης 

(correlation measures). Μετρούν την ικανότητα πρόβλεψης της τιµής µιας 

µεταβλητής από την τιµή µιας άλλης. Στην επιλογή χαρακτηριστικών για 

ταξινόµηση, ο βασικός στόχος είναι η αναζήτηση του πόσο ισχυρά 

συνδεδεµένο είναι ένα χαρακτηριστικό µε µια από τις κλάσεις. Ένα 

χαρακτηριστικό Χ προτιµάται από ένα  άλλο χαρακτηριστικό Υ αν η 

σχέση µεταξύ ενός χαρακτηριστικού Χ και της κλάσης C είναι 

µεγαλύτερη από αυτή µεταξύ Υ και C.  
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 Μέτρα συνέπειας (Consistency measures). Αυτά τα µέτρα προσπαθούν να 

εντοπίσουν έναν ελάχιστο αριθµό χαρακτηριστικών που διαχωρίζουν τις 

κλάσεις µε τόση συνέπεια όση και ολόκληρο το σετ χαρακτηριστικών.   

• Εξαρτηµένα κριτήρια. Κάθε εξαρτηµένο κριτήριο που χρησιµοποιείται στο 

µοντέλο ενσωµάτωσης βασίζεται σε ένα γνωστό αλγόριθµο ταξινόµησης για να 

εκτελέσει την επιλογή χαρακτηριστικών καθώς χρησιµοποιεί την επίδοση αυτού 

του αλγορίθµου στο υπό-σετ που αξιολογείται για να καθορίσει ποια 

χαρακτηριστικά θα επιλεγούν. Αυτή η προσέγγιση συνήθως οδηγεί στη βέλτιστη 

απόδοση καθώς βρίσκει οµάδες χαρακτηριστικών που ταιριάζουν καλύτερα στον 

συγκεκριµένο αλγόριθµο, ωστόσο έχει µεγάλο υπολογιστικό κόστος και δεν είναι 

κατάλληλο για όλους τους αλγορίθµους. 

3.2.3 Κριτήριο Τερµατισµού 

Ένας επιλογέας χαρακτηριστικών πρέπει να είναι ικανός να αποφασίσει πότε πρέπει να 

σταµατήσει την αναζήτηση στο χώρο των υποοµάδων χαρακτηριστικών. Ανάλογα µε την 

στρατηγική αξιολόγησης, ένας επιλογέας χαρακτηριστικών θα έπρεπε να σταµατάει να 

προσθέτει ή να αφαιρεί χαρακτηριστικά όταν καµία από τις εναλλακτικές δεν βελτιώνει 

την αξία του δεδοµένου υπό-σετ χαρακτηριστικών. Εναλλακτικά, ο αλγόριθµος θα 

µπορούσε να συνεχίσει να ερευνά όσο η αξία του υπό-σετ δεν µειώνεται. Μια επιπλέον 

επιλογή θα µπορούσε να είναι η συνέχεια δηµιουργίας υποοµάδων χαρακτηριστικών ως 

την προσέγγιση του άλλου άκρου του χώρου αναζήτησης και στη συνέχεια η επιλογή της 

συνολικά καλύτερης υποοµάδας. 

Κάποια συχνά χρησιµοποιούµενα κριτήρια τερµατισµού είναι τα παρακάτω: 

• Ολοκλήρωση αναζήτησης 

• Προσέγγιση κάποιου δεδοµένου ορίου, όπου το όριο είναι ένα προκαθορισµένο 

νούµερο, όπως έναν ελάχιστο αριθµό χαρακτηριστικών ή ένα µέγιστο αριθµό 

επαναλήψεων. 
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• Η διαδοχική προσθήκη (ή διαγραφή) κάθε χαρακτηριστικού δεν βελτιώνει την 

υπάρχουσα υποοµάδα. 

• Μια αρκούντως καλή υποοµάδα έχει επιλεγεί (µια υποοµάδα µπορεί να 

χαρακτηριστεί αρκούντως καλή αν το σφάλµα ταξινόµησης της είναι µικρότερο 

από ένα καθορισµένο επιτρεπτό όριο). 

3.2.4  Επικύρωση Αποτελέσµατος 

Ένας απλός τρόπος για επικύρωση του αποτελέσµατος είναι η απευθείας µέτρηση των 

αποτελεσµάτων χρησιµοποιώντας την προηγούµενη γνώση για τα δεδοµένα. Στην 

περίπτωση που τα σχετικά χαρακτηριστικά είναι εκ’ των προτέρων γνωστά θα µπορούσε 

να συγκριθεί η παραγόµενη υποοµάδα µε το δεδοµένο σετ και να αξιολογηθεί η 

επιλεκτική ικανότητα του αλγόριθµου. Όµως στα αληθινά προβλήµατα τέτοια εκ’ των 

προτέρων γνώση δεν υπάρχει. Γι’ αυτό το λόγω, εφικτή είναι µόνο η χρήση έµµεσων 

µεθόδων µέσω την καταγραφής της απόκλισης της επίδοσης ενός ταξινοµητή µε την 

αλλαγή των χαρακτηριστικών.  

3.3  Αλγόριθµοι Επιλογής Χαρακτηριστικών 

Αναφέρθηκαν πιο πάνω, τα κριτήρια επιλογής και αξιολόγησης υποοµάδας σε έναν 

αλγόριθµο επιλογής χαρακτηριστικών. Με κριτήριο τον διαχωρισµό τους σε εξαρτηµένα 

και ανεξάρτητα κριτήρια οι αλγόριθµοι χωρίζονται στις παρακάτω δύο κατηγορίες: 

• Στους αλγόριθµους ενσωµάτωσης (wrapper algorithms) 

• Στους αλγόριθµους διήθησης ή φίλτρου (filter algorithms) 

3.3.1  Αλγόριθµοι Ενσωµάτωσης 

Όπως έχει αναφερθεί σε σχετικές δηµοσιεύσεις  (Kohavi, John and Pfleger,1994), όταν ο 

σκοπός είναι η µεγιστοποίηση της ευστοχίας µιας δεδοµένης υποοµάδας 

χαρακτηριστικών, τα επιλεγµένα χαρακτηριστικά πρέπει να εξαρτώνται όχι µόνο από 

σχετικότητα των δεδοµένων µε το θέµα, αλλά και από τον ίδιο τον χρησιµοποιούµενο 
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αλγόριθµο. Αυτή είναι η λεγόµενη προσέγγιση ενσωµάτωσης. Συµβαίνει σε αρκετές 

περιπτώσεις ένα χαρακτηριστικό, αν και φαινοµενικά είναι σχετικό µε το αντικείµενο της 

µάθησης, να µην περιλαµβάνεται στην βέλτιστη υποοµάδα που µεγιστοποιεί την 

ευστοχία πρόβλεψης του χρησιµοποιούµενου αλγόριθµου. Πράγµα πού φανερώνει ότι η 

σχετικότητα ενός χαρακτηριστικού µε το θέµα της µάθησης και η συµβολή του στη 

µεγιστοποίηση της ευστοχίας δεν συµβαδίζουν υποχρεωτικά. Παρακάτω εξετάζονται 

τόσο ο αλγόριθµος Wrapper όσο και µια παραλλαγή του ο Classifier Subset Evaluation. 

Αλγόριθµος Wrapper  

 Κατά την “προσέγγιση ενσωµάτωσης” ο αλγόριθµος επιλογής αναζητά µια καλή 

υποοµάδα χρησιµοποιώντας τον ίδιο τον επαγωγικό αλγόριθµο που θα χρησιµοποιηθεί 

για την τελική ταξινόµηση, στη διαδικασία αναζήτησης της. Σε αυτή τη διαδικασία 

αναζήτησης ο αλγόριθµός  Wrapper εκτελεί κάθε φορά τη διαδικασία εκπαίδευσης για 

κάθε υποοµάδα που προτείνεται από τη µηχανή αναζήτησης και την αξιολογεί µε τη 

βοήθεια της  µεθοδολογίας 5-fold cross-validation. 

Το ελάττωµα της προσέγγισης αυτής είναι το µεγάλο υπολογιστικό κόστος, όµως η 

συνεχής ανάπτυξη των τεχνικών δυνατοτήτων των υπολογιστών καθιστά δυνατή την 

εφαρµογή της σε ολοένα µεγαλύτερο πλήθος εφαρµογών. Πολλές προσεγγίσεις έχουν 

κατά καιρούς προταθεί µε σκοπό να ελαφρύνει η υπερφόρτωση που προκαλείται κατά 

την φάση εκπαίδευσης, κυρίως µέσω της χρήσης πιο απλών Μπαϊεζιανών αλγόριθµων, 

όµως το πρόβληµα παραµένει και καθιστά τη µέθοδο αυτή δύσχρηστη σε προβλήµατα 

µεγάλης ποσότητας δεδοµένων. 

Αλγόριθµος Classifier Subset Evaluation 

Ένας ακόµα αλγόριθµος της ίδιας φιλοσοφίας µε την προσέγγιση ενσωµάτωσης ο οποίος 

χρησιµοποιεί έναν αλγόριθµο κατάταξης στη διαδικασία επιλογής υποοµάδας. Η βασική 

του διαφορά από τον Wrapper είναι ότι κατά τη διαδικασία αξιολόγησης της 

εξεταζόµενης υποοµάδας δεν χρησιµοποιεί τη µεθοδολογία cross-validation. ∆ιενεργεί 

την αξιολόγηση ελέγχοντας την εκάστοτε υποοµάδα είτε µέσα από τα δεδοµένα 

εκπαίδευσης ή σε κάποια ξεχωριστά δεδοµένα ελέγχου που ο χρήστης έχει προβλέψει να 
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κρατήσει ως δεδοµένα ελέγχου. Με τον τρόπο αυτό η συνολική διαδικασία επιταχύνεται 

αρκετά σε σχέση µε τον προαναφερθέντα Wrapper, το αντίτιµο όµως είναι η απώλεια της 

αξιοπιστίας που προσφέρει η µέθοδος cross-validation. 

3.3.2  Αλγόριθµοι ∆ιήθησης 

Όταν στη λειτουργία αξιολόγησης δεν χρησιµοποιείται ο αλγόριθµός µάθησης, η κρίση 

µιας υποοµάδας χαρακτηριστικών µπορεί να αξιολογηθεί µόνο βάση των εσωτερικών 

ιδιοτήτων των δεδοµένων και λαµβάνοντας υπόψη µόνο τον στόχο του θέµατος προς 

µάθηση. Αυτή η προσέγγιση επιλογής είναι γνωστή ως προσέγγιση διήθησης και 

εφαρµόζεται πριν τον αλγόριθµο ταξινόµησης µε σκοπό την κατάταξη ή την περικοπή 

περιττών χαρακτηριστικών. Για το σκοπό αυτών χρησιµοποιούνται τα ανεξάρτητα 

κριτήρια της καταλληλότητας των χαρακτηριστικών που παρουσιάστηκαν στο 

προηγούµενο κεφάλαιο, δανεισµένα από τον χώρο της στατιστικής αξιολόγησης 

προτύπων και της εξόρυξης δεδοµένων. Παρακάτω παρουσιάζονται µια σειρά από 

αλγόριθµους διήθησης που στην πορεία της εργασίας αυτής θα χρησιµοποιηθούν. 

Relief Attribute Ranking 

Το Relief (Kira and Rendell) είναι ένα σχήµα κατάταξης χαρακτηριστικών που βασίζεται 

στη στιγµιαία µάθηση. Ο Relief λειτουργεί µέσω της τυχαίας δειγµατοληψίας µιας 

περιπτώσεως από τα δεδοµένα και εντοπίζοντας στη συνέχεια τον κοντινότερό του 

γείτονα από της ίδιας και της αντίθετης κλάσης. Οι τιµές των χαρακτηριστικών των 

κοντινότερων γειτόνων συγκρίνονται µε το δείγµα και χρησιµοποιούνται για να 

αναβαθµίσουν τα σκορ σχετικότητας για το κάθε χαρακτηριστικό. Η διαδικασία 

επαναλαµβάνεται για ένα νούµερο περιπτώσεων m το οποίο προσδιορίζεται απ’ τον 

χρήστη. Η λογική στην οποία στηρίζεται αυτό το σχήµα είναι η εξής: ένα χρήσιµο 

χαρακτηριστικό θα ‘πρεπε να διαφοροποιείται µεταξύ περιπτώσεων δειγµάτων που 

ανήκουν σε διαφορετικές κλάσεις και να λαµβάνει ίδιες τιµές µε δείγµατα που ανήκουν 

στην ίδια µε αυτό κλάση. 

Το Relief ήταν αρχικά ορισµένο για προβλήµατα δύο κλάσεων, στη συνέχεια 

προεκτάθηκε η λειτουργία του, µε την ανάπτυξη του ReliefF (Kononenko, 1994), ώστε 
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να µπορεί να αντιµετωπίσει προβλήµατα µε περισσότερες κλάσεις και την ύπαρξη 

θορύβου. Ο ReliefF εξοµαλύνει την επιρροή του θορύβου στα δεδοµένα λαµβάνοντας 

υπόψη τον µέσο όρο της συνεισφοράς των κ κοντινότερων γειτόνων από την ίδια και την 

αντίθετη κλάση αντί για µια περίπτωση απ’ την κάθε κλάση. Τα σετ δεδοµένων µε 

πολλές κλάσεις αντιµετωπίζονται µε την εύρεση κοντινότερων από την καθεµιά από τις 

κλάσεις και σταθµίζοντας την συνεισφορά τους µε την προηγούµενη πιθανότητα κάθε 

κλάσης. Όταν συγκρίνονται χαρακτηριστικά που λαµβάνουν ονοµαστικές τιµές η 

διαφορά είναι είτε µηδέν (αν έχουν ίδια τιµή) είτε ένα (αν έχουν διαφορετική τιµή), για 

τα χαρακτηριστικά που λαµβάνουν συνεχείς τιµές η πραγµατική απόσταση εξοµαλύνεται 

στο διάστηµα [0,1]. 

Information Gain Attribute Ranking  

Αυτή είναι µια από τις πιο απλές και πιο γρήγορες µεθόδους κατάταξης χαρακτηριστικών 

και χρησιµοποιείται συχνά σε προβλήµατα εξόρυξης γνώσης από µεγάλες βάσεις 

δεδοµένων που είναι απαραίτητη η διαλογή των χαρακτηριστικών και το µέγεθος τους 

αποκλείει τη χρήση πιο πολύπλοκων µεθόδων. 

Αν Α είναι ένα εκ των χαρακτηριστικών και C η µια εκ των κλάσεων, η εντροπία της 

κλάσης δίνεται από την εξίσωση: ( ) ( ) ( )2log
c A

H C p c p c
∈

= −∑  . Η εντροπία της κλάσης C 

µε δεδοµένη συµπεριφορά του χαρακτηριστικού Α δίνεται αντίστοιχα από την: 

( ) ( ) ( ) ( )g |2| | lo
a A c A

H C A p a p c a p c a
∈ ∈

= −∑ ∑ . Το ποσό της µείωσης της εντροπίας 

αντικατοπτρίζει την επιπρόσθετη πληροφορία για τον προσδιορισµό της κλάσης C που 

παρέχεται από το χαρακτηριστικό Α και αποκαλείται “κέρδος πληροφορίας” 

(information Gain). Για καθένα από τα χαρακτηριστικά Ai υπολογίζεται ένα σκορ 

βασισµένο στο κέρδος πληροφορίας του Ai και της κλάσης που υπολογίζεται ως εξής: 

IGi = H(C) – H(C|Ai) 

= H(Ai) – H(Ai|C) 

= H(Ai) + H(C) – H(Ai,C) 

Τα αριθµητικά χαρακτηριστικά πρώτα κβαντίζονται µέσω της µεθόδου Fayyad and Irani. 
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Gain Ratio Attribute Ranking 

Όταν κάποια χαρακτηριστικά έχουν µεγάλο εύρος πιθανών τιµών οδηγούν σε έναν 

πιθανό καταµερισµό µε πολλά παιδιά-κόµβους. Σε µια ακραία περίπτωση ενός 

χαρακτηριστικού που λαµβάνει διαφορετική τιµή για την καθεµία εκ’ των περιπτώσεων 

του εξεταζόµενου σετ δεδοµένων το µέτρο του κέρδους πληροφορίας για το 

χαρακτηριστικό αυτό θα µεγιστοποιούταν χωρίς ωστόσο αυτό να αντικατοπτρίζει την 

πραγµατική διαχωριστική του αξία. Για τον λόγω αυτό κρίνεται αναγκαία η δηµιουργία 

ενός νέου µέτρου το οποίο θα λαµβάνει υπόψη τον αριθµό και το µέγεθος των παιδιών-

κόµβων που προκύπτουν από το εκάστοτε χαρακτηριστικό. Το µέτρο αυτό ονοµάζεται 

“αναλογία κέρδους” (Gain Ratio) και υπολογίζεται ως από το παρακάτω πηλίκο:  

H(C) / H(C|Ai) 

∆υστυχώς σε κάποιες περιπτώσεις η αναλογία κέρδους µπορεί να οδηγήσει στην επιλογή 

ενός χαρακτηριστικού απλώς επειδή η εσωτερική του πληροφορία είναι πολύ µικρότερη 

από των άλλων χαρακτηριστικών. Για τον λόγω αυτό είναι απαραίτητος ο συµψηφισµός 

του µε την τιµή του κέρδους πληροφορίας. 

Correlation-based Feature Selection – CFS 

Η CFS η πρώτη από µια σειρά µεθόδων που επικυρώνουν οµάδες χαρακτηριστικών αντί 

για µεµονωµένα. Στην καρδιά του αλγόριθµου βρίσκεται µια ευρετική µέθοδος 

αξιολόγησης υποοµάδων που λαµβάνει υπόψη την χρησιµότητα των ανεξάρτητων 

χαρακτηριστικών στο να προβλέπουν την κλάση σε συνδυασµό µε τον βαθµό συσχέτισης 

µεταξύ τους. Η παρακάτω ευριστική σχέση δίνει υψηλά σκορ σε υποοµάδες οι οποίες 

περιέχουν χαρακτηριστικά µε υψηλό βαθµό συσχέτισης µε την κλάση και ταυτόχρονα 

χαµηλή αλληλο-συσχέτιση µεταξύ τους. 

( )1
ef

s
ff

kr
Merit

k k k r
=

+ −
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Όπου Merits είναι η ευριστική αξία µιας υποοµάδας αντικειµένων S η οποία περιέχει κ 

χαρακτηριστικά, efr η µέση τιµή συσχέτισης χαρακτηριστικού – κλάσης και ffr  η µέση 

τιµή αλληλο-συσχέτισης χαρακτηριστικού µε άλλο χαρακτηριστικό. Ο αριθµητής είναι, 

κατά κάποιο τρόπο, δείκτης του πόσο καλή ικανότητα πρόβλεψης έχει η οµάδα 

χαρακτηριστικών που εξετάζεται. Ο παρονοµαστής δείχνει το καταπόσο υπάρχει περιττή 

επανάληψη πληροφοριών άρα πλεονάζοντα χαρακτηριστικά. Η ευρετική µέθοδος που 

χρησιµοποιείται χειρίζεται επίσης καλά την τυχόν παρουσία άσχετων χαρακτηριστικών 

οι οποίοι θα εµφανίζονται ως κακοί εκτιµητές της κλάσης. Αν και τα περιττά 

χαρακτηριστικά διαχωρίζονται αποτελεσµατικά µέσω της ισχυρής συσχέτισης που τα 

χαρακτηρίζει, ωστόσο λόγω του ότι το κάθε χαρακτηριστικό αντιµετωπίζεται ξεχωριστά, 

ο CFS, δεν µπορεί να αναγνωρίσει αυτά που είναι ισχυρά αλληλεπιδρώντα.  

Όπως µπορεί κανείς να καταλάβει ο υπολογισµός της συσχέτισης µεταξύ των 

χαρακτηριστικών είναι απαραίτητος πριν την εφαρµογή της ευριστικής διαδικασίας. Ο 

CFS αφού µετατρέπει τα αριθµητικά χαρακτηριστικά σε διακριτά µε τη µέθοδο Fayyad 

and Irani, στη συνέχεια χρησιµοποιεί τη µέθοδο συµµετρικής αβεβαιότητας (symmetrical 

uncertainty) για να εκτιµήσει το βαθµό συσχέτισης µεταξύ των διακριτών 

χαρακτηριστικών (X και Y): 

( ) ( ) ( )
( ) ( )

,
2.0

H X H Y H X Y
SU

H X H Y
⎡ ⎤+ −

= × ⎢ ⎥
+⎢ ⎥⎣ ⎦

. 

Μετά τον υπολογισµό του πίνακα συσχετίσεων, ο CFS εφαρµόζει ευριστική στρατηγική 

αναζήτησης για να βρει µια καλή υποοµάδα χαρακτηριστικών στην οποία τα 

χαρακτηριστικά θα είναι διατεταγµένα σύµφωνα µε την συνεισφορά τους στην ικανότητα 

της υποοµάδας. 

Consistency-Based Subset Evaluation 

Αρκετές προσεγγίσεις στην διαλογή υποοµάδας χαρακτηριστικών χρησιµοποιούν την 

συνάφεια µε την κλάση σαν µέτρο αξιολόγησης. Ο βασισµένος στη συνάφεια 

αξιολογητής υποοµάδων που θα εξεταστεί στη συνέχεια προτάθηκε από τους Liu και 

Setiono µετράει τη συνάφεια µε τον παρακάτω τύπο: 
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Όπου ως s ορίζεται µια υποοµάδα χαρακτηριστικών, J είναι ο αριθµός των ξεχωριστών 

συνδυασµών τιµών χαρακτηριστικών του s, |Di| είναι ο αριθµός περιστατικών του i-

οστού συνδυασµού τιµών χαρακτηριστικών, |Μi| είναι ο αριθµός των στοιχείων του 

συνόλου της πλειοψηφούσας κλάσης για τον i-οστό συνδυασµό τιµών των 

χαρακτηριστικών, τέλος, Ν είναι ο συνολικός αριθµός δειγµάτων του εξεταζόµενου σετ 

δεδοµένων. 

Και η µέθοδος αυτή λειτουργεί µε ονοµαστικά χαρακτηριστικά οπότε τα αριθµητικά 

χαρακτηριστικά µετατρέπονται σε διακριτά µε τη µέθοδο των Fayyad and Irani.  

OneR Attribute Ranking 

Ο OneR είναι ένας απλός τρόπος για την παραγωγή απλών κανόνων ταξινόµησης από 

ένα σύνολο στιγµιότυπων. Αποκαλείται OneR από το "1-rule" και παράγει ένα δέντρο 

απόφασης ενός επιπέδου, το οποίο µπορεί να εκφραστεί στην µορφή ενός συνόλου 

κανόνων που όλοι ελέγχουν ένα µόνο χαρακτηριστικό. Η µέθοδος 1-rule, είναι µια απλή 

και γρήγορη υπολογιστικά µέθοδος που συχνά ανακαλύπτει καλούς κανόνες για τον 

χαρακτηρισµό της δοµής των δεδοµένων αλλά είναι ταυτόχρονα και ένας καλός τρόπος 

διαλογής χαρακτηριστικών. Η ιδέα είναι η κατασκευή κανόνων που ελέγχουν ένα απλό 

χαρακτηριστικό και δηµιουργία τόσων κόµβων όσες είναι οι διαφορετικές τιµές που 

λαµβάνει το κάθε χαρακτηριστικό, η κατάταξη αυτών επιτυγχάνεται µε κριτήριο την 

ικανότητα ταξινόµησης για το κάθε χαρακτηριστικό. Ο ρυθµός λαθών των κανόνων 

µπορεί να καθοριστεί µε την καταµέτρηση των λάθος ταξινοµηµένων περιπτώσεων στα 

δεδοµένα εκπαίδευσης, δηλαδή, ο αριθµός των περιπτώσεων που δεν έχουν την κλάση 

της πλειοψηφίας. Κάθε χαρακτηριστικό παράγει ένα διαφορετικό σύνολο κανόνων και 

ένας κανόνας παράγεται για κάθε τιµή του χαρακτηριστικού. Υπολογίζοντας τον ρυθµό 

λαθών για το σύνολο κανόνων (rule set) του κάθε χαρακτηριστικού µπορούν αυτά να 

καταταγούν ιεραρχικά.  
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Chi-squared Attribute Selection 

Μια προσέγγιση βασισµένη στο στατιστικό χ2 χρησιµοποιείται συχνά για να 

χαρακτηρίσει τη σηµαντικότητα της σχέσης µεταξύ µεταβλητών. Έστω ότι Α είναι ένα 

χαρακτηριστικό και C η ταµπέλα κλάσης. Έστω ότι το dataset περιέχει Ni 

χαρακτηριστικά µε το χαρακτηριστικό Α ίσο µε Αi, όπου 1≤ i ≤ k , όπου k ο αριθµός των 

διακριτών τιµών που παίρνει ο Α, τα Nj χαρακτηριστικά ανήκουν στην κλάση Cj, όπου 1≤ 

j ≤ l, ;όπου l ο αριθµός των κλάσεων. Έστω ότι ο Nij εκφράζει των αριθµό των 

χαρακτηριστικών που ανήκουν στην κλάση Cj µε το χαρακτηριστικό Α να παίρνει την 

τιµή Ai. Αν η ταµπέλα της κλάσης δεν έχει σχέση µε το χαρακτηριστικό Α, το 

αναµενόµενο νούµερο κάθε Nij, που συµβολίζεται µε nij µπορεί να υπολογιστεί από τα Ni 

και Nj: 

i j
ij

N N
n

N
⋅

=  

Όπου Ν είναι ο συνολικός αριθµός των χαρακτηριστικών στο dataset. Το χ2 στατιστικό 

τώρα δίνεται από τον τύπο  

( )2

2 ij ij

i j ij

N n
x

n
−

=∑ ∑ . 

Όπως είναι προφανές η τιµή της χ2 εξαρτάται από το µέγεθος του dataset. Ένας τρόπος 

για να ποσοτικοποιηθεί η δύναµη της σχέσης είναι η χαρτογράφηση της χ2 σε ένα βολικό 

διάστηµα στο οποίο το αποτέλεσµα δεν είναι εξαρτώµενο της ποσότητας του δείγµατος 

του dataset. Το V του Cramer είναι ένα τέτοιο µέτρο το οποίο ορίζεται ως: 

( )
2

min 1, 1
xV

N I J
=

− −
 

Όπου Ι είναι ο αριθµός των χαρακτηριστικών και J ο ρυθµός των κλάσεων. Το V του 

Cramer έχει την ιδιότητα ότι λαµβάνει τιµές, αποκλειστικά, µεταξύ του µηδέν και του 

ένα. Το µηδέν αντιστοιχεί στην µη ύπαρξη συσχετισµού ενώ το ένα στην απόλυτη 
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συνάφεια.  Ότι δηλαδή όλα τα χαρακτηριστικά, σε κάθε σειρά, αντιστοιχούν σε µια 

µοναδική στήλη και το αντίστροφο. Με άλλα λόγια αν το V του Cramer σε έναν πίνακα 

ενδεχοµένων είναι ίσο µε ένα, οι τιµές του χαρακτηριστικού που αντιπροσωπεύεται από 

αυτή τη σειρά καθορίζουν µε τρόπο µοναδικό τις κλάσεις των χαρακτηριστικών. 

Ανάλογα µε τον αλγόριθµο υπάρχουν δύο τρόποι αναπαράστασης των αποτελεσµάτων. 

Κάποιοι από αυτούς κάνουν κατάταξη των χαρακτηριστικών σύµφωνα µε την επίδοση 

που το καθένα πετυχαίνει σε µια καθορισµένη από τον αλγόριθµο µετρική. Τέτοιοι 

αλγόριθµοι είναι ο Chi-squared Attribute Evaluation, o RelefF, o OneR, o Info-Gain, o 

Gain-Ratio. Άλλοι πάλι αλγόριθµοι, δεν βαθµολογούν µεµονωµένα χαρακτηριστικά αλλά 

υποοµάδες χαρακτηριστικών και ως αποτέλεσµα δίνουν µια υποοµάδα χαρακτηριστικών. 

Τέτοιοι αλγόριθµοι είναι ο Correlation-Based Feature Selection και ο Consistency-Based 

Subset Evaluation. 

Αν και η προσέγγιση ενσωµάτωσης είναι πιο σύγχρονη και υπερισχύει στο θέµα της 

αύξησης της ευστοχίας πρόβλεψης, στις µέρες µας, η προσέγγιση φίλτρου 

χρησιµοποιείται ευρέως από την κοινότητα της εξόρυξης γνώσης κυρίως στην 

αντιµετώπιση τεράστιων βάσεων δεδοµένων που η εφαρµογή της πρώτης είναι αδύνατη. 

 

 

 

 

 

 

4 ΠΕΙΡΑΜΑΤΙΚΗ ΑΝΑΛΥΣΗ 
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4.1 Περιγραφή του Σετ ∆εδοµένων 

4.1.1  Εισαγωγή 

Στη παρούσα έρευνα θα χρησιµοποιηθεί το ADULT dataset το οποίο έχει εξαχθεί από τη 

βάση δεδοµένων “Current Population Survey” (CPS) η οποία προσφέρεται από την 

Αµερικανική Υπηρεσία Απογραφής (U.S. Census Bureau). Η έρευνα CPS διεξάγεται για 

περισσότερα από 50 χρόνια και συλλέγει πληροφορίες για τα κοινωνικά δηµογραφικά 

και οικονοµικά χαρακτηριστικά του εργατικού δυναµικού –από 16 χρονών και πάνω- του 

πληθυσµού των Η.Π.Α.. Τα δεδοµένα που συλλέγονται κάθε µήνα χρησιµοποιούνται για 

την σύνταξη αναφορών µε θέµατα όπως η απασχολησηµότητα, η ανεργία, το βιοτικό 

επίπεδο, αλλά και για κοινωνικά δεδοµένα όπως το ποσοστό καπνιστών ή το ποσοστό 

των ενεργών ψηφοφόρων. Τα αποτελέσµατα που εξάγονται από τα δεδοµένα του CPS 

χρησιµοποιούνται ως αξιόπιστοι δείκτες της κοινωνικής και οικονοµικής κατάστασης 

του πληθυσµού τόσο από τον ιδιωτικό τοµέα και από επιχειρήσεις που βολιδοσκοπούν 

τις ανάγκες της αγοράς, όσο και από την ίδια την κυβέρνηση και ιδιαίτερα από 

πολιτικούς αναλυτές ή νοµοθέτες για τον σχεδιασµό και την αξιολόγηση κυβερνητικών 

προγραµµάτων. Τα δεδοµένα του CPS είναι διαθέσιµα στο κοινό χωρίς χρέωση γεγονός 

που ενθάρρυνε την χρήση τους σε σηµαντικές κοινωνικές και οικονοµικές µελέτες.  

Το adult dataset που θα εξεταστεί στην εργασία αυτή περιλαµβάνει 32.561 στιγµιότυπα 

και αποτελείται από 14 χαρακτηριστικά, 6 αριθµητικά και 8 ονοµαστικά. Το αντικείµενο 

του σετ είναι η ταξινόµηση των ερωτηθέντων σε εκείνους µε ετήσιο εισόδηµα 

µεγαλύτερο ή µικρότερο των 50.000 δολάρια. Στη συνέχεια παρατίθενται ένα προς ένα 
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τα χαρακτηριστικά του adult dataset συνοδευόµενα από ένα διάγραµµα, προερχόµενο 

από τη πλατφόρµα αλγορίθµων µηχανικής µάθησης WEKA, το οποίο δείχνει την 

κατανοµή του κάθε χαρακτηριστικού στις πιθανές τιµές του και στο οποίο απεικονίζεται 

επίσης η κατανοµή σε κλάσεις του κάθε χαρακτηριστικού. 

4.1.2  Τα χαρακτηριστικά του ADULT dataset 

Το adult dataset περιλαµβάνει τα παρακάτω χαρακτηριστικά : 

Class: Το χαρακτηριστικό κλάση του adult dataset. Αν δηλαδή ο ερωτούµενος έχει 

ετήσιο εισόδηµα µεγαλύτερο από 50Κ$ (µε µπλε χρώµα) ή µικρότερο (µε κόκκινο 

χρώµα).

 

 

 

 

 

>50 $  7841 
<=50 $  24720 

 

 

 

 

Age: Η ηλικία των ερωτηθέντων (από 16 χρονών και πάνω). 
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AGE COUNT
Minimum 17
Maximum 90
Mean 38,58
StdDev 13,64

 

Workclass: Η κατηγορία επαγγέλµατος των ερωτηθέντων (πιθανές απαντήσεις: Private, 

Self-emp-not-inc, Self-emp-inc, Federal-gov, Local-gov, State-gov, Without-pay, Never-

worked). Παρακάτω δίνεται και σε µορφή πίνακα η κατανοµή των αποτελεσµάτων. Στο 

χαρακτηριστικό αυτό υπάρχουν 1836 στιγµιότυπα µε απολεσθέντες τιµές.

 

 

WORKCLASS COUNT
PRIVATE 22696
SELF EMP NOT INC 2541
SELF EMP INC 1116
FEDERAL GOV 960
LOCAL GOV 2093
STATE GOV 1298
WITHOUT PAY 14
NEVER WORKED 7

Fnlwgt: Το κριτήριο Final weight είναι ένας συντελεστής βαρύτητας που εξαρτάται από 

τα δηµογραφικά χαρακτηριστικά και ειδικότερα τον τόπο διαµονής των ερωτηθέντων 

που λαµβάνει συνεχείς τιµές από 12285 ως 1484705. Η κατανοµή του φαίνεται στο 

παρακάτω διάγραµµα και τον πίνακα. Να σηµειωθεί ότι στο χαρακτηριστικό αυτό 15.330 

στιγµιότυπα λαµβάνουν µοναδικές τιµές .

 

 

FNLWGT  
Minimum 12285
Maximum 1484705
mean 189778,4
StdDev 105550
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Education: Το κριτήριο αυτό αποτυπώνει την µόρφωση των ερωτηθέντων µε 

ονοµαστική µορφή. (Bachelors, Some-college, 11th, HS-grad, Prof-school, Assoc-acdm, 

Assoc-voc, 9th, 7th-8th, 12th, Masters, 1st-4th, 10th, Doctorate, 5th-6th, Preschool).

 

 

 

 

 

 

EDUCATION COUNT 
 Bachelors 5355 
 Some-
college 7291 
 11th 1175 
 HS-grad 10501 
 Prof-school 576 
 Assoc-acdm 1067 
 Assoc-voc 1382 
 9th 514 
 7th-8th 646 
 12th 433 
 Masters 1723 
 1st-4th 168 
 10th 933 
 Doctorate 413 
 5th-6th 333 
 Preschool 51 

Education num: Μια µεταβλητή που δείχνει, όπως και η προηγούµενη, το µορφωτικό 

επίπεδο των ερωτηθέντων, αποτυπώνοντας το όµως εδώ µε αριθµητική µορφή. Η 

κατάταξη είναι ως εξής: 

 

 

 

 

 

EDUCATION NUMBER COUNT
 Preschool 1 51
 1st-4th 2 168
 5th-6th 3 333
 7th-8th 4 646
 9th 5 514
 10th 6 933
 11th 7 1175
 12th 8 433
 HS-grad 9 10501
 Some-college 10 7291
 Assoc-voc 11 1382
 Assoc-acdm 12 1067
 Bachelors 13 5355
 Masters 14 1723
 Prof-school 15 576
 Doctorate 16 413
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Marital status: Οικογενειακή κατάσταση ερωτηθέντων µε πιθανές απαντήσεις: 

Married-civ-spouse, Divorced, Never-married, Separated, Widowed, Married-spouse-

absent, Married-AF-spouse 

 

 

MARITAL STATUS COUNT 
 Married-civ-spouse 14976 
 Divorced 4443 
 Never-married 10683 
 Separated 1025 
 Widowed 993 
 Married-spouse-
absent 418 
 Married-AF-spouse 23 

 

Occupation: Σε ποιο χώρο δραστηριοποιείται επαγγελµατικά ο ερωτούµενος (πιθανές 

απαντήσεις: Tech-support, Craft-repair, Other-service, Sales, Exec-managerial, Prof-

specialty, Handlers-cleaners, Machine-op-inspect, Adm-clerical, Farming-fishing, 

Transport-moving, Priv-house-serv, Protective-serv, Armed-Forces). Στο χαρακτηριστικό 

αυτό περιλαµβάνονται 1843 απολεσθέντες τιµές.

 

 

 

 

 

OCCUPATION COUNT 
 Tech-support 928 
 Craft-repair 4099 
 Other-service 3295 
 Sales 3650 
 Exec-managerial 4066 
 Prof-specialty 4140 
 Handlers-cleaners 1370 
 Machine-op-inspect 2002 
 Adm-clerical 3770 
 Farming-fishing 994 
 Transport-moving 1597 
 Priv-house-serv 149 
 Protective-serv 649 
 Armed-forces 9 

 

Relationship: ερώτηση που αφορά την σχέση του ερωτούµενου µε τα µέλη της 

οικογένειας του. Πιθανές απαντήσεις: Wife, Own-child, Husband, Not-in-family, Other-

relative, Unmarried.
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RELATIONSHIP COUNT
 Wife 1568
 Own-child 5068
 Husband 13193
 Not-in-family 8305
 Other-relative 981
 Unmarried 3446

 

Race: Το χρώµα δέρµατος του ερωτούµενου. Πιθανές απαντήσεις: White, Asian-Pac-

Islander, Amer-Indian-Eskimo, Other, Black

 

 

RACE COUNT 
 White 27816 
 Asian-Pac-islander 1039 
 Amer-Indian-Eskimo 311 
 Other 271 
 Black 3124 

Sex: Το φύλλο του ερωτούµενου.

 

 

SEX COUNT
 Female 10771
 Male 21790

Capital-gain: Το χαρακτηριστικό αυτό δίνει τα κέρδη που πιθανόν να έχει ο 

ερωτούµενος από επενδυµένο κεφάλαιο.

 

 

 

 

CAPITAL GAIN COUNT 
Minimum 0 
Maximum 99999 
Mean 1.077,650 
StdDev 7385 
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Capital-loss: Το χαρακτηριστικό αυτό δίνει τη ζηµιά που πιθανόν να έχει ο ερωτούµενος 

από επενδυµένο κεφάλαιο

 

CAPITAL LOSS COUNT 
Minimum 0 
Maximum 4356 
Mean 87,304 
StdDev 402,96 

Hours-per-week: Οι ώρες εργασίας ανά εβδοµάδα για τον κάθε ερωτούµενο.

 

 

 

 

HOURS P/W COUNT
Minimum 1
Maximum 99
Mean 40,437
StdDev 12,347
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Native-country: Η χώρα καταγωγής του ερωτούµενου. Όπως είναι αναµενόµενο οι 

περισσότεροι από τους ερωτηθέντες είναι γηγενείς Αµερικάνοι και αυτό φαίνεται στο 

διάγραµµα. Άλλες πιθανές απαντήσεις: {United-States, Cambodia, England, Puerto-Rico, 

Canada, Germany, Outlying-US(Guam-USVI-etc), India, Japan, Greece, South, China, 

Cuba, Iran, Honduras, Philippines, Italy, Poland, Jamaica, Vietnam, Mexico, Portugal, 

Ireland, France, Dominican-Republic, Laos, Ecuador, Taiwan, Haiti, Columbia, Hungary, 

Guatemala, Nicaragua, Scotland, Thailand, Yugoslavia, El-Salvador, Trinadad&Tobago, 

Peru, Hong, Holand}. Στο χαρακτηριστικό αυτό περιλαµβάνονται 583 απολεσθέντες 

τιµές. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

NATIVE 
COUNTRY COUNTIran 43
Cambodia 19Ireland 24
Canada 121Italy 73
China 75Jamaika 81
Columbia 59Japan 62
Cuba 95Laos  18
Dominican-
Republic 70Mexico 643
Ecuador 28Nicaragua 34

El-Salvador 106

Outlying 
US(Guam-USVI-
etc) 14

England 90Peru 31
Fillipines 198Poland 60
France 29Portugal 37
Germany 137Puerto Rico  114
Greece 29Scotland 12
Guatemala 64South 80
Haiti 44Taiwan 51
Holand 1Thailand 18
Honduras 13Trinidad&Tobago 19
Hong Kong 20US 29170
Hungary 13Vietnam 67
India  100Yugoslavia 16
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4.2 Παρατηρήσεις Πάνω στο ADULT DATASET 

Παρατηρώντας ένα προς ένα τα χαρακτηριστικά του εξεταζόµενου dataset, µπορεί 

κανείς να δει τα εξής: 

Τα χαρακτηριστικά EDUCATION NUMBER και EDUCATION περιέχουν την ίδια 

πληροφορία µε δύο διαφορετικές µορφές, ονοµαστική και αριθµητική. Είναι 

δεδοµένο ότι ο καθένας από τους αλγόριθµους µηχανικής µάθησης ευνοείται 

περισσότερο ή λιγότερο από την κάθε µορφή δεδοµένων. Όµως, η χρήση και των δύο 

καθιστά το ένα εκ’ των δύο πλεονάζων γεγονός το οποίο δυσχεραίνει, όπως έχει 

προαναφερθεί, την λειτουργία κάποιων αλγορίθµων. Παρουσιάζει ενδιαφέρον, 

λοιπόν, η παρατήρηση της λειτουργίας των χρησιµοποιούµενων αλγόριθµων µε τη 

χρήση του καθενός εκ’ των δύο χαρακτηριστικών σε σχέση µε το αρχικό σετ 

δεδοµένων. 

Στα χαρακτηριστικά Capital-Gain και Capital-Loss παρατηρείται µεγάλη 

συγκέντρωση στην τιµή µηδέν. Αυτό συµβαίνει επειδή στην τιµή µηδέν 

προσµετρούνται και οι ερωτηθέντες που δεν έχουν επενδύσει το κεφάλαιο τους. 

Επίσης σηµειώνεται, ότι οι ερωτηθέντες που έχουν µεγαλύτερη του µηδέν τιµή στο 

ένα χαρακτηριστικό έχουν µηδενική τιµή στο άλλο (πράγµα λογικό, µια και κάποιος 

ερωτηθέντας που έχει επενδυµένο κεφάλαιο θα έχει είτε κέρδος είτε ζηµιά). 

Τέλος, στο ονοµαστικό χαρακτηριστικό Native-country παρατηρείται µεγάλη 

συγκέντρωση αποτελεσµάτων στην απάντηση United States, γεγονός απόλυτα λογικό 

µε δεδοµένο ότι η έρευνα γίνεται εντός των συνόρων των Ηνωµένων Πολιτειών. 

Επίσης αξιοσηµείωτο είναι το µεγάλο εύρος πιθανών απαντήσεων στο συγκεκριµένο 

χαρακτηριστικό.  

Στη διαδικασία Επιλογής Χαρακτηριστικών πέραν των αλγόριθµων η κρίση του 

ανθρώπινου παράγοντα είναι πολύ σηµαντική, αν όχι η σηµαντικότερη, για την 

επεξεργασία και την συµπλήρωση των πληροφοριών που θα προκύψουν. 

 

 60



4.3 Πειραµατική Εφαρµογή Αλγορίθµων Μηχανικής 

Μάθησης 

Στη συνέχεια θα εφαρµοστούν µια σειρά από αλγόριθµους Επιλογής 

Χαρακτηριστικών δανεισµένοι από την πλατφόρµα αλγορίθµων Μηχανικής Μάθησης 

WEKA η οποία έχει αναπτυχθεί από το Waikato University. Οι αλγόριθµοι αυτοί –

των οποίων το θεωρητικό υπόβαθρο έχει αναλυθεί στο προηγούµενο κεφάλαιο- είναι 

γραµµένοι σε γλώσσα JAVA και προσφέρουν µια πολύ εύχρηστη συλλογή εργαλείων 

για την αντιµετώπιση απλούστερων ή πιο σύνθετων προβλήµατα Data mining. Πρέπει 

να αναφερθεί ακόµα, ότι λόγω του µεγάλου µεγέθους του εξεταζόµενου dataset και 

των µεγάλων απαιτήσεων σε επεξεργαστική ισχύ που αυτό συνεπάγεται κάποιες 

εφαρµογές στάθηκε αδύνατον να εξεταστούν µε τα διαθέσιµα τεχνικά µέσα. 

Για την εξέταση των δεδοµένων θα χρησιµοποιηθούν αρχικά µια σειρά αλγορίθµων 

διήθησης οι οποίοι ως αποτέλεσµα έχουν την κατάταξη των διαθεσίµων 

χαρακτηριστικών σύµφωνα µε διάφορα κριτήρια. Στη συνέχεια, µε βάση την 

απόδοση των χαρακτηριστικών στους παραπάνω αλγόριθµους ,θα γίνει χειροκίνητα η 

αφαίρεση και η τροποποίηση κάποιων χαρακτηριστικών, εφ’ όσον αυτό κριθεί 

απαραίτητο, και στη συνέχεια θα γίνει δοκιµή και σύγκριση των υπολοίπων σε έξι 

διαφορετικούς αλγόριθµους ταξινόµησης. Κριτήριο στην αξιολόγηση της κάθε 

υποοµάδας χαρακτηριστικών θα είναι η µεταβολή της τιµής των λάθος 

ταξινοµηµένων περιπτώσεων ενώ θα παρατηρείται παράλληλα και η µεταβολή στο 

µέγεθος του σχήµατος που προκύπτει.  

Μετά τους αλγόριθµους αξιολόγησης και κατάταξης µεµονωµένων χαρακτηριστικών 

θα εφαρµοστούν αλγόριθµοι εύρεσης υποοµάδων και θα γίνει αξιολόγηση αυτών 

µέσα από τη δοκιµή στους ίδιους έξι αλγόριθµους κατάταξης. 

Το σετ δεδοµένων που χρησιµοποιείται στην εργασία αυτή χαρακτηρίζεται από το 

µεγάλο του µέγεθος, την ύπαρξη σε αυτό πολλών, διαφορετικών και όχι απαραίτητα 

χρήσιµων χαρακτηριστικών, την ύπαρξη θορύβου και ελλείπων τιµών. Θα έλεγε 

κανείς ότι αυτό το σετ δεδοµένων είναι πολύ κοντά σε ένα πρόβληµα του 

πραγµατικού κόσµου και για αυτόν τον λόγω παρουσιάζει ενδιαφέρον τόσο η 

σύγκριση της απόδοσης των σχηµάτων µάθησης σε αυτό όσο και η διερεύνηση των 

περιθωρίων βελτίωσης του. 
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4.3.1  Εφαρµογή Αλγορίθµων Κατάταξης 

Στο αρχικό σετ δεδοµένων λοιπόν εφαρµόζονται οι παρακάτω αλγόριθµοι: 

 Information Gain Attribute Ranking 

 Gain Ratio Attribute Ranking 

 OneR Information Attribute Ranking  

 Chi-squared attribute selection 

 ReliefF Attribute Ranking 

Τα αποτελέσµατα που προκύπτουν φαίνονται στον πίνακα 4.1. Στον πίνακα αυτό η 

µετρική του αλγορίθµου OneR είναι ποσοστό επί τοις εκατό σωστών ταξινοµήσεων 

ενώ οι υπόλοιπες τέσσερεις αντιπροσωπεύουν την αριθµητική επίδοση του κάθε 

χαρακτηριστικού στην χαρακτηριστική εξίσωση του κάθε αλγόριθµου. Και στους 

τέσσερεις αλγόριθµους ισχύει ότι όσο µεγαλύτερη επίδοση πετυχαίνει ένα 

χαρακτηριστικό τόσο καλύτερος ταξινοµητής είναι. Για να γίνει πιο εύκολη η 

συνολική παρατήρηση των επιδόσεων των χαρακτηριστικών, στον πίνακα 4.1 έχουν 

χρωµατιστεί µε πράσινο χρώµα  οι τρεις καλύτερες επιδόσεις στον εκάστοτε 

αλγόριθµό και µε κόκκινο χρώµα οι τρεις χειρότερες. 

  ONER INFO GAIN GAIN 
RATIO 

CHI-
SQUARED RERIEF-F 

01. age: 75,92 0,0975 0,0297 3.437,8 0,0340 
02. workclass: 76,31 0,0157 0,0111 798,9 0,0292 
03. fnlwgt: 73,86 0,0000 0,0000 0,0 0,0070 
04. education: 77,96 0,0936 0,0319 4.429,7 0,1049 
05. education-num: 77,96 0,0933 0,0376 4.425,9 0,0260 
06. marital-status: 75,92 0,1565 0,0854 6.517,7 0,0931 
07. occupation: 75,92 0,0841 0,0248 3.614,1 0,1378 
08. relationship: 75,92 0,1654 0,0768 6.699,1 0,1246 
09. race: 75,92 0,0084 0,0105 330,9 0,0284 
10. sex: 75,92 0,0372 0,0406 1.518,9 0,0199 
11. capital-gain: 80,84 0,1145 0,1876 5.559,4 0,0160 
12. capital-loss: 78,03 0,0507 0,1165 2.402,0 0,0087 
13. hours-per-week: 75,90 0,0581 0,0268 2.541,7 0,0227 
14. native-country: 75,92 0,0085 0,0102 311,3 0,0112 
Πίνακας 4.1 Αποτελέσµατα εφαρµογής αλγορίθµων κατάταξης 
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Παρατηρώντας τα πρώτα αυτά δεδοµένα ο χρήστης µπορεί να έχει την πρώτη 

εµπεριστατωµένη εικόνα πάνω στα χαρακτηριστικά του εξεταζόµενου σετ 

δεδοµένων. Στο σετ αυτό είναι φανερό ότι το χαρακτηριστικό-συντελεστής 

βαρύτητας FNLWGT όπως και το NATIVE COUNTRY έχουν πρόβληµα, 

συγκεντρώνουν τις χειρότερες αποδόσεις στους πέντε αλγορίθµους και είναι πιθανόν 

να παρεµποδίσουν στη συνέχεια τη λειτουργία των αλγορίθµων ταξινόµησης. 

Αντίθετα, χαρακτηριστικά όπως το CAPITAL GAIN και το MARITAL STATUS 

φαίνονται ότι θα παίξουν σηµαντικό ρόλο στην πορεία. 

Λαµβάνοντας υπόψη τα αποτελέσµατα των αλγορίθµων κατάταξης θα διερευνηθούν 

οι εξής αλλαγές. 

1) Κατάργηση του χαρακτηριστικού-συντελεστής βαρύτητας FNLWGT 

2) Εναλλασσόµενη χρησιµοποίηση των χαρακτηριστικών EDUCATION και 

EDUCATION NUMBER 

3) ∆ηµιουργία ενός νέου χαρακτηριστικού µε το όνοµα GEOGRAPHIC AREA 

στη θέση του NATIVE COUNTRY. Το νέο αυτό χαρακτηριστικό 

περιλαµβάνει την οµαδοποίηση και τον περιορισµό των πιθανών απαντήσεων 

από 41 χώρες σε 7 γεωγραφικά διαµερίσµατα. Πιο αναλυτικά, όπως φαινεται 

και στον πίνακα 4.2, το νέο χαρακτηριστικό περιλαµβάνει τις εξής πιθανές 

απαντήσεις: {US, ASIA, CANADA, C+S-AMER, EUROPE, MEXICO, 

OTHER}.

 
 
Πίνακας 4.2 Η κατανοµή τιµών του νέου 
χαρακτηριστικού GEOGRAPHIC AREA 
 

GEOGRAPHIC 
AREA COUNT
US 29170
ASIA 671
CANADA 121
C+S AMER 758
EUROPE 521
MEXICO 643
OTHER 94

 

Η τελευταία αυτή αλλαγή στοχεύει αφ’ ενός στην απλοποίηση των δεδοµένων -

πράγµα το οποίο σηµαίνει λιγότερη απαιτούµενη υπολογιστική ισχύ, µικρότερους 

χρόνους εκµάθησης- και αφ’ εταίρου στην πιθανή βελτίωση των αποτελεσµάτων 
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κατά την πρόβλεψη, µιας και ο µεγάλος αριθµός πιθανών τιµών που λαµβάνει αυτό 

το χαρακτηριστικό µπορεί να µπερδέψει κάποιους αλγόριθµους ή να υποβαθµίσει τη 

σηµασία του σε κάποιους άλλου. 

Οι αλγόριθµοι ταξινόµησης στους οποίους οι παραπάνω αλλαγές θα δοκιµαστούν 

είναι οι: 

 J.48 (C4.5) 

 NBTree 

 PART 

 RiDoR 

 IBk  

 Naïve Bayes 

Των οποίων η λειτουργία και το θεωρητικό υπόβαθρο έχει αναλυθεί σε προηγούµενο 

κεφάλαιο. 

Οι υποοµάδες χαρακτηριστικών οι οποίες αρχικά θα εξεταστούν είναι οι εξής: 

All attributes: Το σύνολο των χαρακτηριστικών του ADULT dataset 

No fnlwgt: Εξάλειψη του χαρακτηριστικού FNLWGT 

No Educ. Number: Εξάλειψη του χαρακτηριστικού EDUCATION NUMBER 

No Educ: Εξάλειψη του χαρακτηριστικού EDUCATION 

No Educ. Num, No fnlwgt: Εξάλειψη των χαρακτηριστικών EDUCATION 

NUMBER και FNLWGT 

No Educ., No fnlwgt: Εξάλειψη των χαρακτηριστικών EDUCATION και FNLWGT 

Για τον αλγόριθµο J.48 παρουσιάζονται στον πίνακα 4.3: το ποσοστό λάθος 

ταξινοµήσεων για την κάθε ελεγχόµενη υποοµάδα, το µέγεθος του δέντρου που 

προκύπτει και την επί τοις εκατό αύξηση ή µείωση της ευστοχίας ταξινόµησης της 

εξεταζόµενης υποοµάδας σε σχέση µε το σύνολο των χαρακτηριστικών: 
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J.48 incorrectly  Classified Inst. size leaves percentage 
all atributes 13,7895 710 564   
no fnlwgt 13,7619 607 485 0,200% 
no educ. Number 13,9369 480 356 -1,069% 
no educ. 13,8816 475 332 -0,668% 
no educ. num, no fnlwht 13,9338 387 292 -1,046% 
no educ., no fnlwht 13,7465 437 314 0,312% 
Πίνακας 4.3 Ποσοστό εσφαλµένων ταξινοµήσεων, µέγεθος δέντρου και ποσοστό βελτίωσης της 
ταξινόµησης για καθένα από τα εξεταζόµενα σετ δεδοµένων, για τον αλγόριθµο J.48 

Τα αντίστοιχα δεδοµένα για τον αλγόριθµο NBTree παρουσιάζονται στον πίνακα 4.4: 

NBTree incorrectly  Classified Inst. size leaves percentage
all atributes 13,9123 223 257   
no fnlwgt 13,9369 273 311 -0,177% 
no educ. Number 13,7097 202 228 1,456% 
no educ. 13,6697 206 243 1,744% 
no educ. num, no fnlwht 13,7465 354 396 1,192% 
no educ., no fnlwht 13,6789 120 148 1,678% 
Πίνακας 4.4 Ποσοστό εσφαλµένων ταξινοµήσεων, µέγεθος δέντρου και ποσοστό βελτίωσης της 
ταξινόµησης για καθένα από τα εξεταζόµενα σετ δεδοµένων, για τον αλγόριθµο NBTree 

Για τους δύο αλγόριθµους δέντρων απόφασης αν και το µέγεθος το οποίο εξετάζεται 

στα πλαίσια αυτής της εργασίας είναι η ευστοχία ταξινόµησης, παρατίθενται δίπλα 

από κάθε εξεταζόµενη υποοµάδα και στοιχεία για το µέγεθος του δέντρου που 

προκύπτει. Άλλωστε η βελτίωση της ευκρίνειας των αποτελεσµάτων είναι από τα 

βασικά ζητούµενα στην εξόρυξη δεδοµένων και η µείωση του µεγέθους του δέντρου 

που προκύπτει από την επιλογή χαρακτηριστικών συµβάλει προς αυτή την 

κατεύθυνση. 

Για τον αλγόριθµο PART φαίνονται στον πίνακα 4.5 το ποσοστό λάθος 

ταξινοµήσεων για την κάθε ελεγχόµενη υποοµάδα, η επί τοις εκατό αύξηση ή µείωση 

της ευστοχίας ταξινόµησης και ο αριθµός των κανόνων που προκύπτουν για την 

καθεµία από αυτές: 

PART incorrectly  Classified Inst. rules percentage 
all atributes 14,9780 874   
no fnlwgt 14,3669 706 4,080%
no educ. Number 14,7078 907 1,804%
no educ. 14,6832 656 1,968%
no educ. num, no fnlwht 14,4314 773 3,649%
no educ., no fnlwht 14,3055 627 4,490%
Πίνακας 4.5 Ποσοστό εσφαλµένων ταξινοµήσεων, αριθµός κανόνων και ποσοστό βελτίωσης της 
ταξινόµησης για καθένα από τα εξεταζόµενα σετ δεδοµένων, για τον αλγόριθµο PART 

Οµοίως για τον αλγόριθµο Ridor στον πίνακα 4.6: 
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Ridor incorrectly  Classified Inst. rules percentage 
all atributes 16,8085 23   
no fnlwgt 16,4614 38 2,065%
no educ. Number 17,7359 26 -5,517%
no educ. 16,9897 23 -1,078%
no educ. num, no fnlwht 17,5486 29 -4,403%
no educ., no fnlwht 16,6549 22 0,914%
Πίνακας 4.6 Ποσοστό εσφαλµένων ταξινοµήσεων, αριθµός κανόνων και ποσοστό βελτίωσης της 
ταξινόµησης για καθένα από τα εξεταζόµενα σετ δεδοµένων, για τον αλγόριθµο Riddor 

Για την χρήση του αλγόριθµου κοντινότερου γείτονα ή ΙΒκ, σηµαντικό ρόλο παίζει ο 

καθορισµός από τον χρήστη της παραµέτρου κ. Ως κ ορίζεται –όπως έχει αναφερθεί 

στο θεωρητικό µέρος- ο αριθµός των γειτονικών περιπτώσεων οι οποίες λαµβάνονται 

υπόψη κατά την ταξινόµηση του εκάστοτε δείγµατος. Στα πλαίσια της εργασίας 

αυτής, επιλέχθηκε ο ορισµός κ=1. Η ενδεδειγµένη µέθοδος θα ήταν η πειραµατική 

δοκιµή του αλγόριθµου ΙΒκ για διάφορες τιµές του κ και η σύγκριση των 

αποτελεσµάτων µε τη χρήση του cross-validation η οποία θα αναδείκνυε την 

καταλληλότερη τιµή. Ωστόσο η πολυπλοκότητα του αλγόριθµου -και κατά συνέπεια 

η υπολογιστική ισχύ που απαιτείται- αυξάνεται κατακόρυφα µε την αύξηση της τιµής 

του κ και µε δεδοµένο το µεγάλο µέγεθος της εξεταζόµενης συλλογής δεδοµένων 

καθίσταται απαγορευτική η χρήση µιας παραµέτρου κ µεγαλύτερης της µονάδας για 

έναν µέσο οικιακό υπολογιστή. Στον πίνακα 4.7 αποτυπώνονται τα αποτελέσµατα 

από την εφαρµογή του αλγόριθµου ΙΒκ στις εξεταζόµενες υποοµάδες 

χαρακτηριστικών καθώς και η επί τοις εκατό βελτίωση/επιδείνωση του ποσοστού 

εσφαλµένων ταξινοµήσεων σε σύγκριση µε το αποτέλεσµα -στον ίδιο πάντα 

αλγόριθµο- της αρχικής οµάδας δεδοµένων: 

Ibk-1 incorrectly  Classified Inst. percentage
all atributes 20,5829   
no fnlwgt 20,0915 2,387%
no educ. Number 20,5706 0,060%
no educ. 20,3587 1,089%
no educ. num, no fnlwht 20,0792 2,447%
no educ., no fnlwht 19,9441 3,104%
Πίνακας 4.7 Ποσοστό εσφαλµένων ταξινοµήσεων και ποσοστό βελτίωσης της ταξινόµησης για 
καθένα από τα εξεταζόµενα σετ δεδοµένων, για τον αλγόριθµο Ibk-1 

Τέλος, στον πίνακα 4.8 καταγράφονται τα αντίστοιχα αποτελέσµατα για τον 

αλγόριθµο Naïve Bayes: 
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Naïve Bayes incorrectly  Classified Inst. percentage
all atributes 16,572   
no fnlwgt 16,5996 -0,167%
no educ. Number 17,5793 -6,078%
no educ. 17,653 -6,523%
no educ. num, no fnlwht 17,567 -6,004%
no educ., no fnlwht 17,6407 -6,449%
Πίνακας 4.8 Ποσοστό εσφαλµένων ταξινοµήσεων και ποσοστό βελτίωσης της ταξινόµησης για 
καθένα από τα εξεταζόµενα σετ δεδοµένων, για τον αλγόριθµο PART 

Το ποσοστό εσφαλµένων ταξινοµήσεων για το αρχικό σετ δεδοµένων και για την 

καθεµία από τις εξεταζόµενες υποοµάδες όπως και η επί τοις εκατό µεταβολή του 

παρουσιάζονται συγκεντρωτικά στον πίνακα 4.9: 

  

all 
atributes 

no 
fnlwgt  % 

no 
educ. 
Number

 % 
no educ. 
num, no 
fnlwht 

 % no 
education  % no educ., 

no fnlwht  % 

J.48 13,7895 13,7619 0,200%13,9369 -1,069% 13,9338-1,046% 13,8816 -0,668% 13,7465 0,312%
NBTree 13,9123 13,9369 -0,177%13,7097 1,456% 13,7465 1,192% 13,6697 1,744% 13,6789 1,678%
PART 14,9780 14,3669 4,080%14,7078 1,804% 14,4314 3,649% 14,6832 1,968% 14,3055 4,490%
Ridor 16,8085 16,4614 2,065%17,7359 -5,517% 17,5486-4,403% 16,9897 -1,078% 16,6549 0,914%
Naïve Bayes 16,572 16,5996 -0,167%17,5793 -6,078% 17,567-6,004% 17,653 -6,523% 17,6407 -6,449%
Ibk 20,5829 20,0915 2,387%20,5706 0,060% 20,0792 2,447% 20,3587 1,089% 19,9441 3,104%

Πίνακας 4.9 Ποσοστό εσφαλµένων ταξινοµήσεων και ποσοστό βελτίωσης της ταξινόµησης για 
καθένα από τα εξεταζόµενα σετ δεδοµένων, για τον καθένα από τους αλγόριθµους 

Παρατηρώντας τη διακύµανση του ποσοστού εσφαλµένων ταξινοµήσεων µπορεί 

κανείς, κατ’ αρχήν, να παρατηρήσει τη διαφορετική αντίδραση του καθενός από τους 

εξεταζόµενους αλγόριθµους στην εκάστοτε µεταβολή του σετ δεδοµένων. Ο 

αλγόριθµος Naïve Bayes για παράδειγµα δουλεύει πιο αποτελεσµατικά µε το σύνολο 

των χαρακτηριστικών. Το γεγονός αυτό βέβαια, είναι αναµενόµενο µε δεδοµένη τη 

συµπεριφορά που χαρακτηρίζει τον αλγόριθµο αυτό στην αντιµετώπιση µη σχετικών 

χαρακτηριστικών. Ο J.48 βελτιώνει τα αποτελέσµατα του µε την εξάλειψη του 

χαρακτηριστικού  FNLWGT και ωφελείται ακόµα περισσότερο µε την ταυτόχρονη 

εξάλειψη του EDUCATION. Ο PART, όπως και οι RIDDOR και IBk, µε την 

εξάλειψη του FNLWGT βελτιώνουν πολύ την απόδοσή τους (+4,08%, 2,06% και 

2,39% αντίστοιχα) γεγονός που δείχνει πόσο ευαίσθητοι είναι σε µη σχετικά 

χαρακτηριστικά. Όσον αφορά τα πλεονάζοντα χαρακτηριστικά EDUCATION και 

EDUCATION NUMBER, περισσότερο δείχνουν να ωφελούνται οι αλγόριθµοι 

NBTree, PART και IBk και πιο πολύ ο δεύτερος. 

Η επόµενη µετατροπή που θα εξεταστεί είναι η αντικατάσταση του χαρακτηριστικού 

NATIVE COUNTRY από το νέο χαρακτηριστικό GEOGRAPHIC AREA. Το νέο 
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χαρακτηριστικό έχει πολύ πιο περιορισµένο αριθµό πιθανών απαντήσεων από το 

παλιό και είναι ενδιαφέρον να εξεταστεί η αντίδραση του καθενός από τους 

αλγόριθµους σε αυτή την αλλαγή. Οι υποοµάδες που εξετάστηκαν πριν, θα 

επανεξεταστούν µε το νέο χαρακτηριστικό αντί του παλιού για να διαπιστωθεί κατά 

πόσο αυτό βελτιώνει το σχήµα µάθησης. Να σηµειωθεί  ότι το ποσοστό αύξησης-

µείωσης για την κάθε υποοµάδα που εξετάζεται από έναν αλγόριθµο, µετράει τη 

διαφοροποίηση από την αντίστοιχη υποοµάδα µε το παλιό χαρακτηριστικό και όχι σε 

σχέση µε το σύνολο των χαρακτηριστικών όπως εξεταζόταν πριν. Παραδείγµατος 

χάρην, η υποοµάδα “no educ. geo” παρουσιάζει βελτίωση κατά 0,686% στην 

ευστοχία ταξινόµησης σε σχέση µε την υποοµάδα “no educ.” κατά την εκτέλεση του 

αλγόριθµου J.48. 

Για τον αλγόριθµο J.48 καταγράφονται στον πίνακα 4.10 το ποσοστό εσφαλµένων 

ταξινοµήσεων που προκύπτουν από τις νέες υποοµάδες που προέκυψαν από την 

µεταβολή του χαρακτηριστικού NATIVE COUNTRY. Καταγράφεται επίσης το 

µέγεθος του δέντρου που προκύπτει και η ποσοστιαία αύξηση ή ελάττωση του 

ποσοστού εσφαλµένων ταξινοµήσεων: 

J.48 incorrectly  Classified Inst. size leaves percentage 
all atributes, geo 13,8417 691 533 -0,379% 
no fnlwgt, geo 13,7312 627 486 0,223% 
no educ. Number geo 14,0874 603 449 -1,080% 
no educ. geo 13,7864 530 363 0,686% 
no educ. num, no fnlwht, geo 14,0014 506 387 -0,485% 
no educ., no fnlwht, geo 13,6605 475 332 0,626% 
Πίνακας 4.10 Ποσοστό εσφαλµένων ταξινοµήσεων, µέγεθος δέντρου και ποσοστό βελτίωσης της 
ταξινόµησης για τα εξεταζόµενα σετ δεδοµένων µε την αλλαγή του χαρακτηριστικού NATIVE 
COUNTRY, για τον αλγόριθµο J.48 

Στον πίνακα 4.11 καταγράφονται τα αντίστοιχα δεδοµένα που προέκυψαν από την 

εκτέλεση της ταξινόµησης µέσω του αλγόριθµου NBTree για τις νέες υποοµάδες: 

NBTree incorrectly  Classified Inst. size leaves percentage
all atributes 13,8939 157 196 0,132%
no fnlwgt 13,8448 168 205 0,661%
no educ. Number 13,639 127 164 0,516%
no educ. 13,5745 140 193 0,696%
no educ. num, no fnlwht 13,7097 154 197 0,268%
no educ., no fnlwht 13,6052 91 124 0,539%
Πίνακας 4.11 Ποσοστό εσφαλµένων ταξινοµήσεων, µέγεθος δέντρου και ποσοστό βελτίωσης της 
ταξινόµησης για τα εξεταζόµενα σετ δεδοµένων µε την αλλαγή του χαρακτηριστικού NATIVE 
COUNTRY, για τον αλγόριθµο NBTree 
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Για τον αλγόριθµο PART αντίστοιχα τα νέα αποτελέσµατα παρουσιάζονται στον 

πίνακα 4.12: 

PART incorrectly  Classified Inst. rules percentage 
all atributes 14,4068 765 3,814%
no fnlwgt 14,2962 664 0,492%
no educ. Number 14,6586 800 0,335%
no educ. 14,5634 633 0,816%
no educ. num, no fnlwht 14,2072 721 1,554%
no educ., no fnlwht 14,3055 574 0,000%
Πίνακας 4.12 Ποσοστό εσφαλµένων ταξινοµήσεων, αριθµός κανόνων και ποσοστό βελτίωσης της 
ταξινόµησης για τα εξεταζόµενα σετ δεδοµένων µε την αλλαγή του χαρακτηριστικού NATIVE 
COUNTRY, για τον αλγόριθµο PART 

Για τον αλγόριθµο Ridor αντίστοιχα τα νέα αποτελέσµατα παρουσιάζονται στον 

πίνακα 4.13: 

Ridor incorrectly  Classified Inst. rules percentage 
all atributes 17,2292 30 -2,503%
no fnlwgt 17,6991 120 -7,519%
no educ. Number 17,5762 36 0,900%
no educ. 17,3828 25 -2,314%
no educ. num, no fnlwht 17,3060 23 1,382%
no educ., no fnlwht 17,8864 121 -7,394%
Πίνακας 4.13 Ποσοστό εσφαλµένων ταξινοµήσεων, αριθµός κανόνων και ποσοστό βελτίωσης της 
ταξινόµησης για τα εξεταζόµενα σετ δεδοµένων µε την αλλαγή του χαρακτηριστικού NATIVE 
COUNTRY, για τον αλγόριθµο Riddor 

Για τον αλγόριθµο ΙΒκ -µε τιµή για την παράµετρο k ίση µε 1- αντίστοιχα τα νέα 

αποτελέσµατα παρουσιάζονται στον πίνακα 4.14: 

Ibk-1 incorrectly  Classified Inst. percentage
all atributes 20,715 -0,642%
no fnlwgt 20,2727 -0,902%
no educ. Number 20,7119 -0,687%
no educ. 20,4969 -0,679%
no educ. num, no fnlwht 20,2819 -1,010%
no educ., no fnlwht 20,2174 -1,370%
Πίνακας 4.14 Ποσοστό εσφαλµένων ταξινοµήσεων και ποσοστό βελτίωσης της ταξινόµησης για 
τα εξεταζόµενα σετ δεδοµένων µε την αλλαγή του χαρακτηριστικού NATIVE COUNTRY, για 
τον αλγόριθµο IBk-1 

Τέλος για τον Αλγόριθµο Naïve Bayes, τα αποτελέσµατα από την εφαρµογή 

ταξινόµησης µέσω αυτού στις νέες υποοµάδες φαίνονται στον πίνακα 4.15: 
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Naïve Bayes incorrectly  Classified Inst. percentage
all atributes 16,6088 -0,222%
no fnlwgt 16,6303 -0,185%
no educ. Number 17,5762 0,018%
no educ. 17,6039 0,278%
no educ. num, no fnlwht 17,567 0,000%
no educ., no fnlwht 17,6223 0,104%
Πίνακας 4.15 Ποσοστό εσφαλµένων ταξινοµήσεων και ποσοστό βελτίωσης της ταξινόµησης για 
τα εξεταζόµενα σετ δεδοµένων µε την αλλαγή του χαρακτηριστικού NATIVE COUNTRY, για 
τον αλγόριθµο Naïve Bayes 

Στον πίνακα 4.16 φαίνεται η µεταβολή που προκαλείται στο ποσοστό εσφαλµένων 

ταξινοµήσεων  του κάθε αλγόριθµου από τη µεταβολή του χαρακτηριστικού 

NATIVE COUNTRY σε GEOGRAPHIC AREA στις εξεταζόµενες υποοµάδες 

χαρακτηριστικών. 

geography all 
atributes  % no 

fnlwgt  % 
no 
educ. 
Number

 % no 
education % 

no educ. 
num, no 
fnlwht 

 % no educ., 
no fnlwht  % 

J.48 13,8417 -0,379%13,7312 0,223%14,0874 -1,080%13,7864 0,686%14,0014 -0,485%13,6605 0,626%
NBTree 13,8939 0,132%13,8448 0,661%13,639 0,516%13,5745 0,696%13,7097 0,268%13,6052 0,539%
PART 14,4068 3,814%14,2962 0,492%14,6586 0,335%14,5634 0,816%14,2072 1,554%14,3055 0,000%
Ridor 17,2292 -2,503%17,6991-7,519%17,5762 0,900%17,3828 -2,314%17,3060 1,382%17,8864 -7,394%
Naïve Bayes 16,6088 -0,222%16,6303-0,185%17,5762 0,018%17,6039 0,278%17,567 0,000%17,6223 0,104%
Ibk 20,715 -0,642%20,2727-0,902%20,7119 -0,687%20,4969 -0,679%20,2819 -1,010%20,2174 -1,370%

Πίνακας 4.16 Ποσοστό εσφαλµένων ταξινοµήσεων και ποσοστό βελτίωσης της ταξινόµησης για 
καθένα από τα εξεταζόµενα σετ δεδοµένων µε την αλλαγή του χαρακτηριστικού NATIVE 
COUNTRY, για τον καθένα από τους αλγόριθµους 

Με βάση τα αποτελέσµατα των πινάκων 4.9 και 4.16 κατασκευάζονται µια σειρά από 

διαγράµµατα που αναπαριστούν γραφικά την επίδοση όλων των διερευνηθέντων 

υποοµάδων για καθέναν από τους αλγόριθµους. Με το τρόπο αυτό καθίσταται 

ευκολότερη η παρατήρηση των αποτελεσµάτων και η εξαγωγή συµπερασµάτων 

Στο διάγραµµα 4.1 φαίνεται η διακύµανση της ευστοχίας ταξινόµησης στον 

αλγόριθµο J.48 για όλες τις εξεταζόµενες υποοµάδες. Παρατηρείται λοιπόν, ότι µε 

την προσθήκη του χαρακτηριστικού GEOGRAPHIC AREA αντί του NATIVE 

COUNTRY η ευστοχία ταξινόµησης αυξάνεται επιπλέον σε συνδυασµό µε την 

παράλειψη των χαρακτηριστικών EDUCATION και FNLWGT.  
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διάγραµµα 4.1 Ποσοστό λάθος ταξινοµήσεων για τον αλγόριθµο J.48 

 

Ο υβριδικός αλγόριθµος NBTree απ’ την άλλη, λόγω της σχέσης του µε τον 

αλγόριθµο Naïve Bayes, είναι πιο ανθεκτικός στην ύπαρξη µη σχετικών δεδοµένων. 

Φαίνεται από το διάγραµµα 4.2 ότι η εξάλειψη του χαρακτηριστικού FNLWGT 

αυξάνει το σφάλµα ταξινόµησης. Από την άλλη η αποµάκρυνση πλεοναζόντων 

χαρακτηριστικών (EDUCATION NUMBER ή EDUCATION) φαίνεται ότι αυξάνει 

κατά πολύ την απόδοση του σχήµατος. Τέλος, η αντικατάσταση του NATIVE 

COUNTRY από το GEOGRAPHIC AREA επιδρά και αυτή θετικά στον αλγόριθµο 

αυξάνοντας ακόµα περισσότερο το ποσοστό επιτυχηµένων ταξινοµήσεων. 
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διάγραµµα 4.2 Ποσοστό λάθος ταξινοµήσεων για τον αλγόριθµο NBTree 
 

Στον αλγόριθµο PART, το ποσοστό των σωστά ταξινοµηµένων περιπτώσεων 

αυξάνεται µε τις µετατροπές στα χαρακτηριστικά του dataset. Η µεγαλύτερη αύξηση, 

σε ποσοστό 4,08%, επιτυγχάνεται µε την εξάλειψη του χαρακτηριστικού FNLWGT.  

Η µετατροπή του GEOGRAPHIC AREA αυξάνει επίσης την ικανότητα κατάταξης 

του σχήµατος, όπως και η εξάλειψη ενός εκ’ των EDUCATION NUMBER ή 

EDUCATION.  

 

Αλγόριθµος PART
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διάγραµµα 4.3 Ποσοστό λάθος ταξινοµήσεων για τον αλγόριθµο NBTree 
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Στον αλγόριθµο Ridor, παρατηρείται ότι η αφαίρεση του FNLWGT επιφέρει αύξηση 

του ποσοστού εύστοχων ταξινοµήσεων. Οι υπόλοιπες αλλαγές λειτουργούν αρνητικά 

στο συγκεκριµένο αλγόριθµο. Η συµπεριφορά του συγκεκριµένου αλγόριθµου 

δικαιολογείται λόγω της δοµής “if-then” των κανόνων που τον χαρακτηρίζει και η 

οποία ευνοεί την ύπαρξη πλεοναζόντων χαρακτηριστικών ή χαρακτηριστικών µε 

πολλές πιθανές απαντήσεις όπως το NATIVE COUNTRY. 

Αλγόριθµος Ridor
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διάγραµµα 4.4 Ποσοστό λάθος ταξινοµήσεων για τον αλγόριθµο Ridor 

Στον αλγόριθµο “Κοντινότερου Γείτονα” η αφαίρεση ενός µη σχετικού 

χαρακτηριστικού όπως το FNLWGT αναµενόµενο να οδηγήσει σε αύξηση της 

διαχωριστικής δύναµης του αλγορίθµου. Επίσης αναµενόµενη ήταν η επιλογή ενός 

χαρακτηριστικού µε αριθµητικές τιµές όπως το EDUCATION NUMBER έναντι ενός 

ονοµαστικού όπως το EDUCATION. ∆ιαπιστώνεται επίσης ότι αντίθετα µε άλλους 

αλγόριθµους ο IBk προτιµά το χαρακτηριστικό NATIVE COUNTRY από το 

GEOGRAPHIC-AREA. 
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διάγραµµα 4.5 Ποσοστό λάθος ταξινοµήσεων για τον αλγόριθµο IBk 

 

Παρατηρεί κανείς ότι ο αλγόριθµος Naïve Bayes λειτουργεί καλύτερα 

χρησιµοποιόντας το σύνολο των χαρακτηριστικών. Η εξάλειψη ενός µη σχετικού 

χαρακτηριστικού, όπως το FNLWGT, αυξάνει την τιµή του ποσοστού λάθους 

ταξινοµήσεων σε µικρό ποσοστό, κοντά 0,1%.  

Αλγόριθµος Naïve Bayes
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διάγραµµα 4.6 Ποσοστό λάθος ταξινοµήσεων για τον αλγόριθµο Naïve Bayes 

Η αποµάκρυνση ενός χρήσιµου για τη λειτουργία του αλγορίθµου, έστω και 

πλεονάζοντος, χαρακτηριστικού εκτινάσσει το ποσοστό λάθος ταξινοµήσεων σε 

αύξηση της τάξης του 6%. Η συµπεριφορά αυτή του ταξινοµητή µπορεί να εξηγηθεί  
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από το γεγονός ότι η λειτουργία του στηρίζεται στην ανεξάρτητη αποτίµηση 

χαρακτηριστικών και ευνοεί την ύπαρξη πολλών, έστω και λιγότερων σχετικών 

χαρακτηριστικών. Παρατηρείται επίσης ότι η µετατροπή του χαρακτηριστικού 

NATIVE COUNTRY σε GEOGRAPHIC AREA  δεν άλλαξε σχεδόν καθόλου την τα 

ποσοστά ευστοχίας του σχήµατος. Ένα ακόµα γεγονός που δείχνει ότι στον 

αλγόριθµο Naïve Bayes οι αλλαγές σε χαρακτηριστικά ελάσσονος σηµασίας 

επιφέρουν πολύ µικρές αλλαγές στην ικανότητα ταξινόµηση του σχήµατος. 

4.3.2 Εφαρµογή Αλγορίθµων Αξιολόγησης Υποοµάδων 

Οι υπόλοιποι αλγόριθµοι που θα εφαρµοστούν είναι αλγόριθµοι αναζήτησης και 

αξιολόγησης υποοµάδων και όχι χαρακτηριστικών. Οι αλγόριθµοι που θα 

χρησιµοποιηθούν είναι οι: 

 Wrapper Subset Evaluation  

 Classifier Subset Evaluation  

 Correlation-based Feature Selection 

 Consistency-Based Subset Evaluation 

Από αυτούς τους αλγόριθµους οι δύο πρώτοι ανήκουν στην κατηγορία ενσωµάτωσης 

και οι δύο τελευταίοι στην κατηγορία διήθησης.  

Ο καθένας από τους αλγόριθµους αυτούς τροφοδοτείται µε το σύνολο των 

χαρακτηριστικών του ADULT  dataset και επιλέγει µια υποοµάδα χαρακτηριστικών. 

Αυτή η υποοµάδα, στη συνέχεια, ελέγχεται µε τη χρήση των ίδιων αλγορίθµων 

κατάταξης που χρησιµοποιήθηκαν και πριν.  

Στην εφαρµογή του αλγόριθµου Wrapper χρησιµοποιείται ο αλγόριθµος J.48 για την 

αξιολόγηση των ελεγχόµενων υποοµάδων.  

Στον αλγόριθµο Classifier Subset Evaluation (CSE), οι αλγόριθµοι ταξινόµησης που 

χρησιµοποιούνται είναι ο J.48, ο PART, o Naïve Bayes και ο NBTree. Η µέθοδος 

αναζήτησης υποοµάδας που χρησιµοποιήθηκε για την διερεύνηση του “χώρου των 

υποοµάδων χαρακτηριστικών” είναι ο αλγόριθµος Bestfirst µε αναζήτηση “προς τα 
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εµπρός”, ξεκινώντας δηλαδή από το κενό υποσύνολο και προσθαφαιρώντας σταδιακά 

χαρακτηριστικά. 

Στον παρακάτω πίνακα φαίνονται οι υποοµάδες των χαρακτηριστικών που 

επελέγησαν από τους  τέσσερεις αλγόριθµους.  

  
Cfs Sub. 

Eval. 
Consistency 
Sub. Eval. 

CSE 
j.48 

CSE 
PART 

CSE 
NBTree

CSE 
NB 

Wrapper 

age:   1 1 1 1 1   
workclass:   1 1 1 1 1   
fnlwgt:     1 1 1     
education:   1   1 1 1   
education-
num: 1   1 1   1 1 
marital-
status: 1 1 1 1   1 1 
occupation:   1 1 1 1 1   
relationship: 1 1 1   1 1   
race:   1   1 1 1 1 
sex:   1 1 1 1 1 1 
capital-gain: 1 1 1 1 1 1 1 
capital-loss: 1 1 1 1 1   1 
hours-per-
week:   1 1 1   1 1 
native-
country:   1     1 1   
πίνακας 4.17 Πίνακας αλγορίθµων αξιολόγησης υποοµάδας 

Παρατηρώντας κανείς τις επιλεγµένες υποοµάδες των χαρακτηριστικών γίνεται 

φανερός και στην πράξη ο διαφορετικός τρόπος που λειτουργούν οι αλγόριθµοι 

αυτοί. Ο “Classifier Subset Evaluation” παράγει µεγάλες σε µέγεθος υποοµάδες, 

έντεκα ή δώδεκα χαρακτηριστικών, αποκλείοντας όµως σε κάθε περίπτωση, ανάλογα 

µε τον χρησιµοποιούµενο αλγόριθµο, διαφορετικά χαρακτηριστικά. Ο αλγόριθµος 

“Wrapper” απ’ την άλλη αν και αναζητά την βέλτιστη υποοµάδα µέσω του ίδιου 

αλγόριθµου µε τον  “Classifier Subset Evaluation” (µέσω του J.48) ωστόσο παράγει 

µια εντελώς διαφορετική υποοµάδα. 

Ένα ακόµα γεγονός που µπορεί κανείς να παρατηρήσει είναι ότι τα χαρακτηριστικά 

που οι αλγόριθµοι διήθησης ανέδειξαν ως λιγότερο συναφή όπως το FNLWGT, το 

NATIVE COUNTRY και το RACE περιλαµβάνονται σε πολλά από τα επιλεγµένα 

subset. 
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Στον παρακάτω πίνακα φαίνονται τα αποτελέσµατα από την δοκιµή τον επιλεχθέντων 

υποοµάδων και παρατίθενται δίπλα στο ποσοστό λανθασµένων ταξινοµήσεων που 

προκύπτει από την χρήση όλων των χαρακτηριστικών του dataset. 

  

all 
atributes 

Wrapper 
j.48 

CSE 
j.48 

CSE 
PART 

CSE 
NBTree CSE NB Cfs Sub. 

Eval. 

Consiste
ncy Sub. 

Eval. 
J.48 13,7895 14,0874 13,8448 13,7772 14,5419 14,3177 20,0639 13,9338 

NBTree 13,9123 14,5911 13,6329 15,3312 13,4118 14,6494 14,2471 13,7465 
PART 14,9780 14,3822 14,3331 14,5327 14,4559 15,0947 14,3853 14,4314 
Ridor 16,8085 16,8545 17,0173 17,2231 17,5732 17,0480 15,1347 17,5486 
Naïve 
Bayes 16,5720 20,2113 17,7421 17,7267 19,2746 15,9117 14,3300 17,567 

Ibk 20,5829 16,1881 20,2819 20,5676 21,0006 20,5676 14,4621 20,0792 
Πίνακας 4.18 Ποσοστό εσφαλµένων ταξινοµήσεων για καθένα από τα εξεταζόµενα σετ 
δεδοµένων, για τον καθένα από τους αλγόριθµους 

Αξιολογώντας τα αποτελέσµατα της δοκιµής αυτής και συγκρίνοντας τα µε το 

ποσοστό εσφαλµένων ταξινοµήσεων του dataset µε όλα τα χαρακτηριστικά, 

παρατηρεί κανείς τα εξής: 

Οι αλγόριθµοι ενσωµάτωσης που χρησιµοποιούν τον J.48 ως κριτήριο επιλογής 

υποοµάδων, θα περίµενε κανείς να έχουν υψηλότερα ποσοστά ευστοχίας σε αυτόν. Κι 

όµως συµβαίνει το αντίθετο, οι οµάδες που επιλέγηκαν από τον  Wrapper και τον 

CSE έχουν αυξηµένο ποσοστό λάθος ταξινοµήσεων σε σχέση µε το αρχικό σετ. 

Ωστόσο, ελέγχοντας τα σετ που προκύψαν από αυτούς τους αλγόριθµους 

ενσωµάτωσης  µε τους υπόλοιπους αλγόριθµους της δοκιµής παρατηρείται βελτίωση 

στα αποτελέσµατα τόσο του NBTree όσο και του PART. Το γεγονός αυτό δεν 

αποτελεί έκπληξη µε δεδοµένη τη σχέση που υπάρχει ανάµεσα στον J.48 και τους δύο 

αυτούς αλγόριθµους. Ο IBk επίσης βελτιώνει αρκετά το αποτέλεσµα του όταν 

χρησιµοποιεί την υποοµάδα δεδοµένων του Wrapper. Αυτό, εξηγείται από το γεγονός 

ότι ο αλγόριθµος αυτός λειτουργεί πιο αποτελεσµατικά όταν εξετάζει λίγα σε αριθµό 

αλλά µε µεγαλύτερο βαθµό σχετικότητας χαρακτηριστικά. 

Για την υποοµάδα που επιλέχθηκε από τον αλγόριθµο CSE µε χρήση του PART ως 

αλγόριθµου επιλογής, παρατηρείται ότι βελτιώνει την ικανότητα ταξινόµησης του 

ίδιου του PART καθώς και του J.48. Στους υπόλοιπους αλγόριθµους είτε ελαττώνει, 

είτε αφήνει στο ίδιο επίπεδο το ποσοστό εύστοχων ταξινοµήσεων. 
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Εφαρµόζοντας, στη συνέχεια, τον CSE µε χρήση του αλγόριθµου NBTree και 

ελέγχοντας την λειτουργία του ίδιου του αλγόριθµου, παρατηρεί κανείς την βελτίωση 

της λειτουργίας του συγκεκριµένου ταξινοµητή. Η ίδια υποοµάδα χαρακτηριστικών 

δοκιµαζόµενη στους υπόλοιπους αλγόριθµους δεν βελτιώνει τη λειτουργία τους, µε 

εξαίρεση τον αλγόριθµό PART. 

Ο συνδυασµός του CSE µε τον αλγόριθµο Naïve Bayes (NB) είναι αρκετά 

διαδεδοµένος. Οι αλγόριθµοι ενσωµάτωσης που χρησιµοποιούν πιθανοτικούς 

ταξινοµητές απαιτούν µικρότερη υπολογιστική ισχύ, είναι πιο γρήγοροι και συνεπώς 

µπορούν επεξεργαστούν πολύ µεγαλύτερα και πολύπλοκα σετ δεδοµένων απ’ ότι 

άλλοι επαγωγικοί αλγόριθµοι. Στη συγκεκριµένη περίπτωση, το σετ δεδοµένων που 

προκύπτει βελτιώνει αρκετά τη λειτουργία του ίδιου του NB ωστόσο δεν βελτιώνει 

σηµαντικά την λειτουργία κανενός από τους υπόλοιπους αλγόριθµους.  

Από τις υποοµάδες που επιλέγηκαν από τους αλγόριθµους διήθησης, αυτή του 

αλγόριθµου Consistency Subset Evaluation ευνοεί τους αλγόριθµους PART και 

NBTree, όµως εκείνη η οποία προκαλεί εντύπωση είναι αυτή που έχει επιλεγεί από 

τον αλγόριθµο Correlation-based Feature Selection (Cfs). Είναι προφανές ότι οι 

αλγόριθµοι Naïve Bayes, IΒk και Riddor ευνοούνται από τη χρήση µιας µικρότερης 

σε µέγεθος οµάδας χαρακτηριστικών και η απόδοση τους µε αυτή αυξάνεται 

κατακόρυφα, του ΝΒ κατά 13,5%, του ΙΒκ κατά 30% και του Riddor κατά 10%. 

4.4 Συνοπτικά αποτελέσµατα 

Κατά τη διάρκεια αυτής της εργασίας εξετάστηκαν µια σειρά από µεθόδους επιλογής 

χαρακτηριστικών, επιλέχτηκαν µε τη βοήθεια των µεθόδων αυτών κάποιες 

υποοµάδες, οι οποίες στη συνέχεια τροφοδοτούν τους επιλεγµένους αλγόριθµους 

ταξινόµησης. Συνολικά δοκιµάστηκαν δεκαοκτώ υποοµάδες χαρακτηριστικών από 

έξι αλγόριθµους ταξινόµησης διαφορετικής φιλοσοφίας. Το συµπέρασµα στο οποίο 

καταλήγουµε είναι το αναµενόµενο. ∆εν υπάρχει υποοµάδα χαρακτηριστικών η οποία 

να µεγιστοποιεί το ποσοστό ευστοχίας ταξινόµησης για το σύνολο των αλγορίθµων 

ταξινόµησης. Ο κάθε αλγόριθµος έχει συγκεκριµένα πλεονεκτήµατα και 

µειονεκτήµατα και το κλασσικό ερώτηµα “Ποιος ταξινοµητής είναι ο κατάλληλος για 

το εξεταζόµενο σετ δεδοµένων;” ίσως θα έπρεπε να επαναδιατυπωθεί και να 
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αναρωτιόµαστε: “Ποιες αλλαγές πρέπει να γίνουν στο εξεταζόµενο σετ δεδοµένων 

ώστε να λειτουργήσει καλύτερα ο δεδοµένος ταξινοµητής;” 

Γίνεται στη συνέχεια µε την βοήθεια πινάκων µια σύνοψη στα αποτελέσµατα για τον 

καθένα από τους έξι ταξινοµητές. 

Ο J.48 δείχνει αρκετά σταθερός και στις περισσότερες από τις εξεταζόµενες 

υποοµάδες παρουσιάζει µικρή διακύµανση στην ευστοχία µε το ποσοστό 

εσφαλµένων ταξινοµήσεων να κινείται στις περισσότερες περιπτώσεις µεταξύ 13,7% 

και 14% τα καλύτερα αποτελέσµατα επετεύχθησαν µε την υποοµάδα χωρίς τα 

χαρακτηριστικά: EDUCATION, FNLWGT και µε το χαρακτηριστικό 

GEOGRAPHIC AREA αντί του NATIVE COUNTRY (no educ, no fnlwht, geo), 

όπου επιτεύχθηκε ποσοστό εύστοχης ταξινόµησης 86,44% (ή αλλιώς, ποσοστό λάθος 

ταξινοµήσεων 13,66%).  

J.48

13,7895

13,7619

13,9369

13,8816

13,9338

13,7465

13,8417

13,7312

14,0874

13,7864

14,0014

13,6605

14,0874

13,8448

13,7772

14,5419

14,3177

20,0639

13,9338
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all atributes, geo
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D
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Incor. Classified Inst.
 

διάγραµµα 4.7 ∆οκιµαζόµενες υποοµάδες χαρακτηριστικών για τον αλγόριθµο J.48 
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Ο αλγόριθµος NBTree µάλλον κρίνεται ως ο πιο κατάλληλος για το εξεταζόµενο 

πρόβληµα. Όχι µόνο πετυχαίνει το υψηλότερο ποσοστό εύστοχων ταξινοµήσεων µε 

86,6% όταν δοκιµάζεται µε την υποοµάδα που έχει προκύψει από τον αλγόριθµο 

επιλογής “Classifier Subset Evaluation-NBTree” (Eval.NBTree), αλλά έχει και την 

συνολικά καλύτερη παρουσία στα περισσότερα από τα εξεταζόµενα sub-set µε το 

ποσοστό λάθος ταξινοµήσεων να κινείται σε επίπεδα µικρότερα του 14%. 

NBTREE
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διάγραµµα 4.8 ∆οκιµαζόµενες υποοµάδες χαρακτηριστικών για τον αλγόριθµο NBTree 

Ο PART δεν λειτουργεί το ίδιο καλά µε τους δύο προηγούµενους αλγόριθµούς αν και 

θεωρητικά είναι της ίδιας φιλοσοφίας (δηλαδή στηρίζεται και αυτός εν µέρη στον 

αλγόριθµο C4.5). Για τον PART τα καλύτερα αποτελέσµατα επετεύχθησαν µε την 

υποοµάδα χωρίς τα χαρακτηριστικά: EDUCATION NUMBER, FNLWGT και µε το 

χαρακτηριστικό GEOGRAPHIC AREA αντί του NATIVE COUNTRY, όπου 

επιτεύχθηκε ποσοστό εύστοχης ταξινόµησης 85,8%.  
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PART
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διάγραµµα 4.9 ∆οκιµαζόµενες υποοµάδες χαρακτηριστικών για τον αλγόριθµο PART 

Οι υπόλοιποι τρείς εξεταζόµενοι αλγόριθµοι είναι προφανές ότι δυσκολεύονται να 

επεξεργαστούν το συγκεκριµένο σετ δεδοµένων. Το γεγονός αυτό πιθανόν να είναι 

αποτέλεσµα της ύπαρξης θορύβου στα δεδοµένα, των αρκετών απολεσθέντων τιµών 

ή κάποιων χαρακτηριστικών που δείχνουν, εκ πρώτης όψεως τουλάχιστον, µη-

σχετικά µε το χαρακτηριστικό-κλάση.  
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RIDDOR
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διάγραµµα 4.10 ∆οκιµαζόµενες υποοµάδες χαρακτηριστικών για τον αλγόριθµο RIDDOR 

Ωστόσο και οι τρείς αυτοί αλγόριθµοι φαίνονται να λειτουργούν σαφώς πιο 

αποτελεσµατικά µε την υποοµάδα δεδοµένων που προέρχεται από τον αλγόριθµο 

“Correlation-based Feature Selection (CFS) Subset Evaluation”. Η οµάδα αυτή 

χαρακτηριστικών αποτελείται από πέντε µόλις χαρακτηριστικά (EDUCATION 

NUMBER, MARITAL STATUS RELATIONSHIP, CAPITAL GAIN, CAPITAL 

LOSS) τα οποία, όπως µπορεί κανείς να διαπιστώσει ανατρέχοντας στα 

αποτελέσµατα που προέκυψαν από τους αλγόριθµους κατάταξης χαρακτηριστικών 

(πίνακας 4.1), είναι από εκείνα τα οποία συγκεντρώνουν τις υψηλότερες επιδόσεις. 
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NAÏVE BAYES
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διάγραµµα 4.11 ∆οκιµαζόµενες υποοµάδες χαρακτηριστικών για τον αλγόριθµο Naïve Bayes 

Ο αλγόριθµος RIDDOR (όπως φαίνεται από το διάγραµµα 4.10) µε τη χρήση της 

υποοµάδας “CFS Subset Evaluation” φτάνει στο ποσοστό ευστοχίας 84,9%. O Naïve 

Bayes (στο διάγραµµα 4.11) φτάνει στο 85.77%, ενώ ο IBk (από το διάγραµµα 4.12) 

στο 85,5%. 
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διάγραµµα 4.12 ∆οκιµαζόµενες υποοµάδες χαρακτηριστικών για τον αλγόριθµο IBk 

Το γεγονός αυτό δείχνει πως οι αλγόριθµοι αυτοί ευνοούνται από τη χρήση 

λιγότερων, αλλά µε µεγαλύτερο βαθµό σχετικότητας, χαρακτηριστικών γεγονός που 

τους καθιστά µάλλον ακατάλληλους για το δεδοµένο πρόβληµα.. 
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5 ΣΥΜΠΕΡΑΣΜΑΤΑ 
 

 

 

 

 

 

 

 

Το πρόβληµα της ταξινόµησης παρουσίαζε ανέκαθεν αυξηµένο ερευνητικό και 

πρακτικό ενδιαφέρον. Οι έρευνες για την αντιµετώπιση των προβληµάτων 

ταξινόµησης επικεντρώνονται στην εφαρµογή κατάλληλων τεχνικών για την 

ανάπτυξη υποδειγµάτων ταξινόµησης, τα οποία συνθέτουν όλες τις παραµέτρους του 

εκάστοτε εξεταζόµενου προβλήµατος και παρουσιάζουν µε σαφή τρόπο τόσο την 

κατηγορία στην οποία εντάσσονται, όσο και την επίδραση τους στην αξιολόγηση των 

εναλλακτικών δραστηριοτήτων και στις διαφοροποιήσεις που παρατηρούνται µεταξύ 

των κατηγοριών.  

Στην πορεία αυτής της εργασίας παρουσιάστηκαν µια σειρά από αλγόριθµους 

ταξινόµησης οι οποίοι εντάσσονται στον ευρύτερο χώρο της µηχανικής µάθησης. 

Καθένας απ’ αυτούς προσεγγίζει από διαφορετικές οπτικές γωνίες το πρόβληµα της 

δηµιουργίας ενός σχήµατος το οποίο αφ’ ενός θα µπορεί να ταξινοµήσει σωστά ένα 

στιγµιότυπο σε προκαθορισµένες κατηγορίες και απ’ την άλλη θα µπορεί να 

προσφέρει πληροφορίες για το ίδιο το αντικείµενο της µάθησης µέσα από τα 

δεδοµένα που χρησιµοποιεί για την εκπαίδευσή του. 

Η εξαγωγή γνώσης από µια βάση δεδοµένων είναι ένα δύσκολο εγχείρηµα, ιδιαίτερα 

αν αναφερόµαστε σε τεραστίου µεγέθους βάσεις όπως οι περισσότερες που συναντάει 

κανείς σε προβλήµατα του πραγµατικού κόσµου. Το εγχείρηµα γίνεται ακόµα 
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δυσκολότερο όταν οι ποιότητα των εξεταζόµενων δεδοµένων είναι 

διαπραγµατεύσιµη. Η ύπαρξη πλεοναζόντων και µη-σχετικών χαρακτηριστικών µέσα 

στα εξεταζόµενα δεδοµένα έχουν ως αποτέλεσµα τον εκφυλισµό ακόµα και 

ανθεκτικών αλγορίθµων, όπως ο C4.5. Οι αλγόριθµοι επιλογής χαρακτηριστικών 

αποτελούν ένα σηµαντικό εργαλείο στην αντιµετώπιση αυτού του προβλήµατος. 

Μέσα από ένα σύνολο διαφορετικών αλγορίθµων είναι εφικτή η επιλογή υποοµάδων 

µέσα από το σύνολο των αρχικών χαρακτηριστικών που συνθέτουν το εξεταζόµενο 

πρόβληµα τα οποία  προβαλλόµενα σε ένα σύνολο δεδοµένων µπορούν να πετύχουν 

µε υψηλά ποσοστά ακρίβειας την πρόβλεψη της ταξινόµησης. Μειώνοντας τα 

χαρακτηριστικά ενός συνόλου δεδοµένων είναι δυνατόν να µειωθεί αντίστοιχα ο 

θόρυβος και η πολυπλοκότητα της ταξινόµησης. 

Στην εργασία αυτή εξετάζεται ένα µεγάλο σε µέγεθος σετ δεδοµένων αποτελούµενο 

τόσο από αριθµητικά όσο και από ονοµαστικά χαρακτηριστικά το οποίο, βάσει 

αυτών, ταξινοµεί τα δείγµατα σε δύο προκαθορισµένες κλάσεις. Η ταξινόµηση του 

παραπάνω θα γίνει µε την χρήση έξι διαφορετικών αλγορίθµων µηχανικής µάθησης 

των οποίων τα αποτελέσµατα θα συγκριθούν -µε τη βοήθεια της µεθοδολογίας cross-

validation- ως προς το ποσοστό ευστοχίας ταξινόµησης ώστε να διαπιστωθεί ποιος 

µπορεί να ανταποκριθεί καλύτερα στο συγκεκριµένο πρόβληµα. Το πρόβληµα 

ωστόσο που µας απασχολεί στην συγκεκριµένη εργασία είναι αν είναι εφικτό µέσα 

από την αποµόνωση κάποιων χαρακτηριστικών ή την µετατροπή κάποιων άλλων να 

γίνει εφικτή η επιλογή µιας υποοµάδας χαρακτηριστικών η οποία θα πετύχει 

µεγαλύτερη ευστοχία ταξινόµησης στους ίδιους αλγόριθµους από το αρχικό σετ 

δεδοµένων. 

Μέσα από µια σειρά αλγορίθµων διήθησης επιχειρήθηκε, κατ’ αρχήν, η αξιολόγηση 

των χαρακτηριστικών ως προς την διαχωριστική τους ικανότητα. Με γνώµονα τα 

αποτελέσµατα της αξιολόγησης αυτής και µέσω της απαλοιφής είτε της 

τροποποίησης κάποιων χαρακτηριστικών δηµιουργήθηκαν υποοµάδες από τα αρχικά 

χαρακτηριστικά. Άλλες υποοµάδες προέκυψαν από τη χρήση έτοιµων αλγορίθµων 

επιλογής υποοµάδων. Όλα τα υπό-σετ χαρακτηριστικών που δηµιουργήθηκαν  

ελέγχθηκαν από τους ιδίους έξι ταξινοµητές µε σκοπό να διαπιστωθεί α) το καταπόσο 

ωφελεί ή όχι η χρησιµοποίηση κάποιων εξ’ αυτών έναντι του συνόλου των 
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χαρακτηριστικών β) Ποιοι αλγόριθµοι ευνοούνται από αυτές τις µετατροπές, ποιοι 

µένουν ανεπηρέαστοι και ποιων δυσχεραίνεται η λειτουργία.  

Τα αποτελέσµατα που προέκυψαν από τις εκτελέσεις των αλγορίθµων ταξινόµησης 

σε κάποιες περιπτώσεις µπορούν να εξηγηθούν µε βάση τις γνώσεις που έχουµε για 

τη λειτουργία των συγκεκριµένων αλγορίθµων, σε κάποιες άλλες περιπτώσεις τα 

αποτελέσµατα ήταν απρόσµενα. ∆εν πρέπει να λησµονεί κανείς ότι οι εσωτερικές 

διαδικασίες που ακολουθούνται σε έναν αλγόριθµο κατά την εξέταση ενός µεγάλου 

σε µέγεθος dataset είναι εξαιρετικά πολύπλοκες και όχι πάντα εύκολο να 

ερµηνευτούν. Όπως πρέπει να συνυπολογίζεται ο παράγοντας τύχη του οποίου η 

συµβολή στην λήψη του τελικού αποτελέσµατος είναι πάντα σηµαντική, όσο και αν 

προσπαθούµε να το περιορίσουµε τη συµµετοχή του.  

Συµπερασµατικά, η επιλογή χαρακτηριστικών αποτελεί µια επιτυχηµένη µεθοδολογία 

µείωσης της απαραίτητης πληροφορίας στα προβλήµατα της επιστήµης που αφορούν 

την ταξινόµηση. Οι αλγόριθµοι επιλογής χαρακτηριστικών της µηχανικής µάθησης 

µπορούν να προσφέρουν ένα ακόµα χρήσιµο εργαλείο στο δύσκολο έργο της 

εξόρυξης δεδοµένων.  
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