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ΠΕΡΙΛΗΨΗ 
	
Ο προσδιορισµός του χρόνου της πρώτης άφιξης σε σεισµικά δεδοµένα είναι 
απαραίτητος για την εκτέλεση υπολογισµών στατικής διόρθωσης ή υπολογισµούς 
τοµογραφίας καθοδικών κυµάτων (diving wave tomography). Η επιλογή των χρόνων 
πρώτων αφίξεων είναι ένα πρόβληµα αναγνώρισης µοτίβων και ως εκ τούτου 
συνεπάγεται σηµαντική ανθρώπινη προσπάθεια. 
Επιπλέον, καθώς αυξάνεται ο αριθµός των σεισµικών αισθητήρων, γίνεται όλο και πιο 
δύσκολο για τους αναλυτές να επιλέξουν σεισµικές φάσεις τόσο χειροκίνητα όσο και 
αναλυτικά, παρόλα αυτά οι προσπάθειες αυτές είναι θεµελιώδεις. 
Παρά τις βελτιώσεις που έγιναν τα τελευταία χρόνια µε τις µεθόδους αυτόµατης επιλογής 
πρώτων αφίξεων, εξακολουθεί να είναι πολύ δύσκολο να προσοµοιαστούν τα 
αποτελέσµατα που προκύπτουν από έµπειρους αναλυτές, µε ένα πιο λεπτό ζήτηµα να 
είναι το γεγονός ότι διάφοροι γεωφυσικοί αναλυτές επιλέγουν πρώτες αφίξεις µε 
διαφορετικούς τρόπους, κάτι που µπορεί να εισάγει µεροληψία (bias) στα δεδοµένα. Από 
τα παραπάνω γίνεται φανερό ότι πρέπει να εισαχθεί ένας πιο αξιόπιστος και ακριβής 
τρόπος αυτόµατης επιλογής χρόνου διαδροµής. 
Με τη χρήση των νευρωνικών δικτύων που γίνονται όλο και πιο δηµοφιλή στις 
γεωφυσικές εφαρµογές, λόγω των δυνατοτήτων τους ως καθολικών προσεγγιστών 
(global approximators), είναι δηλαδή εργαλεία που µπορούν να προσεγγίσουν 
οποιαδήποτε συνεχή συνάρτηση µε ακρίβεια και ως εκ τούτου καθιστούν έναν πολύ 
ελπιδοφόρο τρόπο αυτόµατης επιλογής πρώτων αφίξεων επεξεργασίας σεισµικών 
δεδοµένων. 
Σε αυτή την εργασία, εισάγονται και επεξεργάζονται σεισµικά δεδοµένα και στη 
συνέχεια εκπαιδεύονται τεχνητά νευρωνικά δίκτυα. Επιλέγεται το δίκτυο µε τις 
καλύτερες επιδόσεις και χρησιµοποιείται για την αυτόµατη επιλογή των συµβάντων 
πρώτης άφιξης σε σεισµικά δεδοµένα. Χρησιµοποιώντας την έξοδο του νευρωνικού 
δικτύου έναντι της εξόδου από έναν έµπειρο χρήστη, προκύπτουν χρήσιµα 
συµπεράσµατα. 
Έχοντας ένα µεγαλύτερο σύνολο δεδοµένων εισόδου βελτιώνεται η απόδοση του δικτύου 
και ο αριθµός των κόµβων συµβάλλει θετικά στα αποτελέσµατα, αλλά µετά από ένα 
συγκεκριµένο σηµείο δεν υπάρχει περαιτέρω βελτίωση. 
 
  



	

ABSTRACT 
	
The time of the first-arrival in seismic data, is essential for performing refraction statics 
computations or diving-wave tomography calculations. Picking first-arrival times, is a 
pattern recognition problem and, as such, involves a substantial amount of human effort.  
Furthermore, with the number of seismic sensors growing, it is becoming increasingly 
difficult for analysts to pick seismic phases both, manually and comprehensively, yet such 
efforts are fundamental. Despite the improvements made in recent years with the 
automatic phase picking methods, it is still very difficult to match the performance of 
experienced analysts, with a subtler issue being the fact that, different seismic analysts 
may pick phases in different ways, which most of the times can introduce bias in the data. 
From the above it becomes obvious that a more reliable and accurate way of automated 
phase picking needs to be introduced.  
With the use of neural networks becoming increasingly popular in geophysical 
applications, because of their abilities as universal approximators, they are tools that can 
approximate any continuous function with an arbitrary precision, and as such they make 
for a very promising way to automatically pick first break events and edit seismic trace 
data.  
In this thesis, a number of seismic data is imported, edited and then a number of neural 
networks is trained. The best performing one is chosen and used to automatically pick 
first break events on seismic data. Using the neural network’s output against the output 
from an experienced user, useful conclusions are derived.  
Having a larger input data set improves the output of the network and the number of nodes 
positively contributes to the output, but after a certain point there is no improvement. 
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1 Η ΜΕΘΟΔΟΣ ΤΗΣ ΣΕΙΣΜΙΚΗΣ ΤΟΜΟΓΡΑΦΙΑΣ  
 
Στο κεφάλαιο αυτό θα γίνει µια συνοπτική αναφορά στην µέθοδο της σεισµικής 
τοµογραφίας, η οποία ήταν και η κύρια µέθοδος που χρησιµοποιήθηκε για την απόκτηση 
των δεδοµένων της παρούσας εργασίας. 
 
1.1 ΑΡΧΗ ΤΗΣ ΣΕΙΣΜΙΚΗΣ ΤΟΜΟΓΡΑΦΙΑΣ  
 
Ως τοµογραφία ορίζεται η τεχνική απεικόνισης, η οποία παράγει την εικόνα της διατοµής 
(τοµόγραµµα) ενός αντικειµένου, µε βάση την απόκριση του αντικείµενου αυτού στην 
µη-καταστροφική διερευνητική ενέργεια µιας εξωτερικής πηγής. (Lo) 
Η σεισµική τοµογραφία χρησιµοποιεί πηγές που παράγουν σεισµικά κύµατα τα οποία 
διερευνούν ένα γεωλογικό στόχο ενδιαφέροντος.  
Η εικόνα 1.1(α) αποτελεί ένα παράδειγµα διάταξης για σεισµική τοµογραφία σε 
γεώτρηση. Μια σεισµική πηγή τοποθετείται σε γεώτρηση και ένα σύστηµα δέκτη 
τοποθετείται σε διπλανή γεώτρηση. Σεισµικά κύµατα που παράγονται από την πηγή 
διερευνούν έναν στόχο που, στην προκειµένη περίπτωση είναι ένα ταµιευτήρας βαρέως 
πετρελαίου που βρίσκεται µεταξύ των δυο γεωτρήσεων. 
Η απόκριση του ταµιευτήρα στην σεισµική ενέργεια καταγράφεται από αισθητήρες που 
τοποθετούνται σε διαφορετικά βάθη στη γεώτρηση (receiver well). Ο ταµιευτήρας 
µελετάται σε πολλές κατευθύνσεις µε την καταγραφή της σεισµικής ενεργείας από την 
ίδια διάταξη δέκτη για διαφορετικές θέσεις πηγής.  
Με τον τρόπο αυτό, δηµιουργείται ένα δίκτυο διαδροµών σεισµικών ακτινών που 
ταξιδεύουν µέσα στον ταµιευτήρα. Η µετρούµενη απόκριση του ταµιευτήρα στο 
σεισµικό κύµα ονοµάζεται, δεδοµένο προβολής (projection data). (Lo) 
Οι µέθοδοι τοµογραφικής ανακατασκευής εικόνας λειτουργούν πάνω στα δεδοµένα 
προβολής για να δηµιουργήσουν ένα τοµόγραµµα, όπως αυτό της εικόνα 1.1(β). Στην 
περίπτωση αυτή χρησιµοποιήθηκαν δεδοµένα προβολής από χρόνους διαδροµής 
απευθείας κυµάτων (direct arrivals travel time) και τοµογραφία σεισµικής ακτίνας για 
την κατασκευή τοµογράµµατος ταχύτητας Ρ-κυµάτων.  
Γενικά, διαφορετικά χρώµατα ή αποχρώσεις του γκρι σε ένα τοµόγραµµα παριστάνουν 
λιθολογικές δοµές µε διαφορετικά χαρακτηριστικά. Οι υψηλές τιµές ταχύτητας Ρ 
κυµάτων (σκούρο γκρι/ µαύρο) στο τοµόγραµµα της εικόνας 1.1(β) σχετίζονται µε 
ταµιευτήρα µε υψηλό βαθµό κορεσµού κορεσµό σε πετρέλαιο. 
 



	

 
Εικόνα 1: 1 (α)Γεωµετρία για σεισµική τοµογραφία σε πηγάδι γεώτρησης. Η ενέργεια των Ρ κυµάτων ταξιδεύει στις 

ακτίνες διαδροµής της ανίχνευσης του γεωλογικού στόχου. (β)Τοµόγραµµα ταχύτητας Ρ κυµάτων όπως αυτό 
κατασκευάστηκε από δεδοµένα παρατηρούµενων χρόνων διαδροµής. Διαφορετικές αποχρώσεις του γκρίζου 

αντιστοιχούν σε διαφορετικές τιµές ταχύτητας (Lo). 

1.2 ΕΦΑΡΜΟΓΕΣ ΤΗΣ ΜΕΘΟΔΟΥ  
 
Η σεισµική τοµογραφία βρίσκει εφαρµογή σε ένα µεγάλο εύρος προβληµάτων στην 
βιοµηχανία πετρελαίου, που κυµαίνονται από την εξερεύνηση µέχρι την ανάπτυξη και 
την παραγωγή. Πέρα από την βιοµηχανία πετρελαίου, η εφαρµογή της µεθόδου της 
τοµογραφίας σε επιφανειακά σεισµικά δεδοµένα µπορεί να παράγει µοντέλα ταχύτητας 
χρήσιµα σε προβλήµατα εξερεύνησης. (Lo) 
Η σεισµική τοµογραφία που χρησιµοποιείται σε προβλήµατα ανάπτυξης και παραγωγής 
γενικά εφαρµόζεται µε µια διάταξη µεταξύ γεωτρήσεων (crosswell configuration) όπως 
παρουσιάζεται στην εικόνα 1.1(α). 
Η εικόνα 1.2 παρουσιάζει τα πλεονεκτήµατα της σεισµικής τοµογραφίας για την µελέτη 
ταµιευτήρων σε σχέση µε συµβατικές µεθόδους.  
Η εικόνα 1.2(α) παριστάνει την πραγµατική γεωλογία µεταξύ δυο γεωτρήσεων σε ένα 
πεδίο παραγωγής, όπου ο παραγωγικός σχηµατισµός είναι ένα στρώµα πίσσας µε άµµο 
που βρίσκεται κάτω από ένα λεπτότερο, λιγότερο διαπερατό στρώµα. 
 



	

 
Εικόνα 1: 2(α) Γεωλογικό µοντέλο (β) οι διαγραφίες δειγµατίζουν µόνο µια µικρή απόσταση µέσα στον ταµιευτήρα 
απαιτώντας κάποιου είδους παρεµβολής µεταξύ των γεωτρήσεων όπως φαίνεται στην εικόνα (γ). (δ) σεισµικές 
καταγραφές της απόκρισης της γης στην σεισµική ενέργεια µεταξύ των γεωτρήσεων, που επιτρέπει την 

ανακατασκευή του γεωλογικού µοντέλου όπως φαίνεται στο (ε). 

 
1.3 ΤΟΜΟΓΡΑΦΙΑ ΠΕΡΙΘΛΑΣΗΣ ΚΑΙ ΤΟΜΟΓΡΑΦΙΑ 
ΣΕΙΣΜΙΚΗΣ ΑΚΤΙΝΑΣ 
 
Για την εφαρµογή της µεθόδου της σεισµικής τοµογραφίας πρέπει πρώτα να 
µοντελοποιηθεί το σεισµικό κύµα. Τόσο το θεωρητικό µοντέλο της τοµογραφίας 
περίθλασης όσο και αυτό της τοµογραφίας ακτίνας είναι διαθέσιµα για αυτό το σκοπό.  
Η επιλογή του µοντέλου εξαρτάται από τα σχετικά µεγέθη του µήκους κύµατος και του 
στόχου που πρόκειται να εξεταστεί. Μια σωστή επιλογή του θεωρητικού µοντέλου για 
ένα δεδοµένο σεισµικό κύµα είναι απαραίτητη για την επιτυχή εφαρµογή της µεθόδου 
της σεισµικής τοµογραφίας.  
Εάν το µέγεθος του στόχου είναι κατά πολύ µεγαλύτερο από το µήκος κύµατος, τότε η 
διάδοσή του κύµατος στο µέσο µπορεί να µοντελοποιηθεί µε την χρήση της ακτινικής 
θεωρίας (ray theory), η οποία, περιγράφει τα κύµατα µε ακτίνες. Όταν το µέγεθος του 
στόχου είναι συγκρίσιµο µε αυτό του µήκους του σεισµικού κύµατος, τότε η 
µοντελοποίηση της διάδοσης του σεισµικού κύµατος χρησιµοποιώντας την θεωρία της 
τοµογραφίας περίθλασης. Τέτοιου είδους στόχοι διασκορπούν το σεισµικό κύµα σε 
πολλές κατευθύνσεις και µόνο η θεωρία περίθλασης µπορεί µοντελοποιήσει σωστά το 
φαινόµενο. (Lo) 
 
  



	

1.4 ΤΟΜΟΓΡΑΦΙΑ ΣΕΙΣΜΙΚΗΣ ΑΚΤΙΝΑΣ (Seismic Ray 
Tomography) 
 
1.4.1 ΕΙΣΑΓΩΓΗ  
 
Στην εφαρµογή αυτής της µεθόδου γίνεται η υπόθεση ότι η σεισµική πηγή παράγει 
κύµατα µε µήκη κύµατος πολύ µικρότερα από το µέγεθος των ανοµοιογενειών  που 
συναντιούνται στο µέσο. Μόνο όταν ικανοποιείται αυτή η υπόθεση η διάδοση των 
σεισµικών κυµάτων µπορεί να µοντελοποιηθεί µε την χρήση ακτίνων. (Lo) 
Υπάρχουν δυο διαφορετικές οµάδες τεχνικών για την ανακατασκευή εικόνων στην 
σεισµική τοµογραφία. Η πρώτη οµάδα είναι αυτή των µεθόδων µετασχηµατισµού 
(ttransform methods), οι εφαρµογές των µεθόδων αυτών έχουν τις ρίζες τους στην 
αστρονοµία και την ιατρική. Είναι πολύ περιοριστικές όσον αφορά το πρόβληµα της 
σεισµικής απεικόνισης, καθώς γενικά οι διαδροµές διάδοσης των ακτινών θεωρούνται 
ευθείες και είναι πλήρους σάρωσης (full scan aperture). 
Παρόλα αυτά, οι µέθοδοι µετασχηµατισµού κάνουν µια πολύ καλή εισαγωγή στις αρχές 
της σεισµικής τοµογραφίας λόγω της απλότητας τους και χρησιµεύουν σαν γέφυρα 
µεταξύ των εφαρµογών της τοµογραφίας σε άλλα αντικείµενα και των εφαρµογών της 
σεισµικής τοµογραφίας. Οι µέθοδοι ανάπτυξης σειρών (series expansion methods) είναι 
η δεύτερη κατηγορία µεθόδων ανακατασκευής εικόνας και αποτελούν τις πιο διαδοµένες 
στην σεισµική τοµογραφία.  
 
1.4.2 ΜΕΘΟΔΟΙ ΜΕΤΑΣΧΗΜΑΤΙΣΜΟΥ 
 
Στο σηµείο αυτό, παρουσιάζεται το θεώρηµα προβολής (projection slice theorem) καθώς 
παρέχει το θεωρητικό υπόβαθρο για τις µεθόδους µετασχηµατισµού.  
Στην συνέχεια, από το θεώρηµα τµήµατος προβολής, προκύπτουν οι δυο µέθοδοι για την 
τοµογραφία: η τοµογραφία απευθείας ακτίνας και η τοµογραφία οπισθοδιάδοσης 
ακτίνας.  
 
1.4.2.1 ΘΕΩΡΗΜΑ ΠΡΟΒΟΛΗΣ  
 
Η αρχή του θεωρήµατος προβολής περιγράφεται από τυπικό πείραµα ιατρικής 
τοµογραφίας και  παρουσιάζεται στην εικόνα 1.3. Μια συνδεσµολογία ποµπού-δέκτη 
ακτινών Χ σε σχήµα ντόνατ περικυκλώνει τον στόχο, σε αυτήν την περίπτωση, το κεφάλι 
ενός ανθρώπου. 
  



	

 

 
Εικόνα 1: 3 Γεωµετρία ιατρικού πειράµατος τοµογραφίας. Οι σαρώσεις των  ακτίνων  Χ λαµβάνονται από 
διαφορετικά σηµεία του κεφαλιού του ατόµου µε την περιστροφή της συνδεσµολογίας ποµπού-δεκτή.  

Η ένταση των ακτινών Χ µετριέται για έναν συγκεκριµένο προσανατολισµό της 
συνδεσµολογίας. Στην συνέχεια η συνδεσµολογία περιστρέφεται γύρω από το άτοµο έτσι 
ώστε οι ακτίνες Χ να περνούν µέσα από το κεφάλι µε διαφορετική διεύθυνση .Το πείραµα 
ολοκληρώνεται όταν το κεφάλι του ατόµου έχει σαρωθεί από όλες τις κατευθύνσεις. Ο 
στόχος των µεθόδων µετασχηµατισµού είναι να χρησιµοποιούν πληροφορίες 
εξασθένησης (attenuation information) από τις µετρηµένες τιµές της έντασης των 
ακτίνων Χ για να ανακατασκευάσουν µια εικόνα της διατοµής του κεφαλιού του ατόµου 
στο επίπεδο που περιλαµβάνει ποµπό και δέκτη. Έτσι ένας εγκεφαλικός όγκος που 
εξασθενεί της ακτίνες Χ διαφορετικά από ότι ο φυσιολογικός ιστός µπορεί να γίνει 
ορατός. 
Η εικόνα 1.4 απεικονίζει µια διατοµή του κεφαλιού. Η µεταβλητή αντίθεση µέσα στον 
στόχο αντιπροσωπεύει την ανοµοιόµορφη εξασθένηση των ακτίνων Χ που σχετίζεται µε 
όγκο, κανονικό ιστό και το κρανίο. 
Για τον σκοπό της παραγωγής του θεωρήµατος προβολής, ορίζεται η συνάρτηση 
µοντέλου (model function) Μ(x,z) ως η χωρική κατανοµή της εξασθένησης. Γενικά η 
συνάρτηση µοντέλου αντιπροσωπεύει την άγνωστη κατανοµή στο χώρο κάποιας φυσικής 
ιδιότητας του µέσου ,η οποία επιδρά στην ενέργεια που διαδίδεται µε κάποιον 
παρατηρήσιµο τρόπο. 
Μια τυπική συνάρτηση µοντέλου στην σεισµική τοµογραφία περιγράφει ταχύτητα ή 
επιβράδυνση του κύµατος συµπίεσης (reciprocal compressional wave velocity or 
slowness), η οποία έχει άµεση επίδραση στον παρατηρούµενο χρόνο διαδροµής της 
διαδιδοµένης ενέργειας. 
Το θεώρηµα προβολής απαιτεί η παρατήρηση της διαδιδόµενης ενέργειας να λαµβάνεται 
κατά µήκος δοσµένης προβολής η οποία είναι κάθετη στην διαδροµή των ακτινών. Η 
εικόνα 1.4 παρουσιάζει µια µοναδική προβολή στο πείραµα της ιατρικής τοµογραφίας. 
Οι ακτίνες Χ που εκπέµπονται από τον ποµπό ταξιδεύουν κατά µήκος των παράλληλων 
ακτίνων και καταγράφονται από ανιχνευτές τοποθετηµένους κατά µήκος του u άξονα. 
Το περιστράµενο σύστηµα χωρικών συντεταγµένων (u,υ) εισάγεται για να περιγράψει 
όλους τους πιθανούς προσανατολισµούς για την συνδεσµολογία ποµπού-δέκτη περί του 
στόχου. Ο άξονας v ορίζεται ως παράλληλος στην κατεύθυνση διάδοσης των ακτίνων Χ 
και ο άξονας u ορίζεται ως κάθετος στον v άξονα στην διεύθυνση κατά την οποία 
µετριέται η ένταση των ακτίνων Χ. Αν το σύστηµα συντεταγµένων u-v έχει την ίδια αρχή 
µε το x-z, τότε η σχέση µεταξύ των δυο όταν το ένα περιστρέφεται µε γωνία θ σε σχέση 
µε το άλλο είναι: 



	

(1.1) 
Για δεδοµένη ακτίνα στην εικόνα 4, το δεκαδικό ποσοστό πτώσης σε ένταση των ακτινών 
Χ, ορίζεται ως Ρ(u,θ), 

 
Όπου Ι(u,θ), είναι η ένταση που µετρήθηκε από τον ανιχνευτή στο (u,θ) και Ι0 είναι η 
ένταση των ακτίνων Χ στον ποµπό.  

 
Εικόνα 1: 4 Διατοµή του κεφαλιού ενός ατόµου όπου οι διαφορετικές αντιθέσεις αντιπροσωπεύουν ανοµοιόµορφες 
εξασθενίσεις των ακτίνων Χ. Η προβολή Ρ(u,θ) είναι το δεκαδικό ποσοστό πτώσης σε ένταση των ακτινών Χ 

µετρηµένο κατά µήκος του περιστραµένου άξονα συντεταγµένων u. Ο v άξονας είναι κάθετος στον u που είναι 
πάντα παράλληλος µε την διεύθυνση διάδοσης των ακτίνων Χ. Η συνάρτηση µοντέλου Μ(x,z) δίνει µια αριθµητική 
τιµή για την εξασθένηση και είναι ένας άγνωστος που πρέπει να προσδιοριστεί από την παρατηρούµενη προβολή 

Ρ(u,θ). (Lo) 

Το Ρ(u,θ) ορίζεται ως συνάρτηση δεδοµένων (data function). Εάν η εξασθένηση είναι 
µικρή στην διαδροµή της ακτίνας τότε η συνάρτηση δεδοµένων Ρ(u,θ) συνδέεται 
γραµµικά µε την εξασθένηση Μ(x,z) σαν το γραµµικό ολοκλήρωµα (line integral): 

(1.2) 
όπως αυτό λαµβάνεται για την διαδροµή της ακτίνας. Σηµειώνεται ότι κάθε παρατήρηση 
της συνάρτησης δεδοµένων Ρ(u,θ) αποτελεί λύση στην εξίσωσης (1.2) κατά µήκος της 
δεδοµένης διαδροµής ακτίνας χωρίς να υπάρχει γνώση της συνάρτησης µοντέλου Μ(x,z). 
Σε περίπτωση που υπάρχει αµελητέα εξασθένηση των ακτίνων Χ εκτός του στόχου, η 
εξίσωση (1.2), δίνει την ίδια µετρηµένη προβολή για οποιοδήποτε απόσταση ζεύγους 
ποµπού-δέκτη όσο κάθε ποµπός και δέκτης παραµένει εκτός του στόχου. Η υπόθεση αυτή 
χρησιµοποιείται για να ξαναγραφτεί η εξίσωση (1.2) µε άπειρα όρια: 

(1.3) 
Για την λήψη µιας πιο απλής και µε περισσότερο νόηµα σχέσης µεταξύ της συνάρτησης 
µοντέλου Μ(x,z) και της συνάρτησης δεδοµένων Ρ(u,θ), αυτές µετασχηµατίζονται στο 
πεδίο Fourier. Ο µετασχηµατισµός Fourier σε δυο διαστάσεις της συνάρτησης µοντέλου 
Μ(x,z) είναι: 



	

(1.4) 
όπου κx και κz είναι χωρικές συχνότητες κατά µήκος του άξονα x και z αντίστοιχα. Η 
χωρική συχνότητα, ή, κυµαταριθµός, ορίζεται ως κ=2π/λ όπου λ, το µήκος κύµατος. Η 
εικόνα 1.5 αντιπροσωπεύει το εύρος του πλάτους του δισδιάστατου µετασχηµατισµού 
Fourier µιας υποθετικής συνάρτησης µοντέλου Μ(x,z).  
 

 
Εικόνα 1: 5 Θεώρηµα προβολής στο χώρο Fourier, Ο δισδιάστατος µετασχηµατισµός Fourier µιας υποθετικής 
συνάρτησης µοντέλου Μ(x,z) υπολογίζει το φάσµα πλάτους(amplitude spectrum) 𝛭(𝑘$𝑘%) . Το φάσµα πλάτους 

στο επίπεδο κx-κz παριστάνεται µε ισότιµες γραµµές. Το φάσµα πλάτους 𝛲(𝛺, 𝛩) από τον µονοδιάστατο 
µετασχηµατισµό Fourier της συνάρτησης δεδοµένων Ρ(u,θ) αντιπροσωπεύει ένα τµήµα του 𝛭(𝑘$𝑘%)  κατά τον Ω 

άξονα στο επίπεδο κxκz 

Σηµειώνεται ότι εάν το 𝛭(𝑘$𝑘%) είναι γνωστό, τότε τη άγνωστη συνάρτηση µοντέλου 
Μ(x,z) µπορεί να προσδιοριστεί από τον δισδιάστατο αντίστροφο µετασχηµατισµό 
Fourier: 

(1.5) 
Τώρα, έστω ότι το 𝛲(𝛺, 𝜃) αντιπροσωπεύει τον µονοδιάστατο µετασχηµατισµό Fourier 
της συνάρτησης δεδοµένων Ρ(u,θ) κατά τον u-άξονα, όπως παρουσιάζεται στην εικόνα 
1.4. Ο µονοδιάστατος µετασχηµατισµό Fourier γράφεται: 

(1.6) 
Όπου Ω η χωρική συχνότητα κατά τον άξονα-u. Αντικαθιστώντας την εξίσωση (1.3) στην 
εξίσωση (1.6) προκύπτει: 

(1.7) 
Τώρα, η εξίσωση (1.7) πρέπει να γραφτεί αποκλειστικά µε x και z. Η µεταβλητή u 
αντικαθίσταται µε x και z χρησιµοποιώντας την αντιστροφή της εξίσωσης (1.1) που 
δίνεται από:  

(1.8) 



	

Από την εξίσωση (8) και αντικαθιστώντας το dυdu µε dxdz στην εξίσωση (1.7) 
προκύπτει: 

(1.9) 
Συγκρίνοντας τα ολοκληρωτέα µέλη (integrands) των εξισώσεων (1.9) και (1.4), φάινεται 
ότι η εξίσωση (1.9) είναι απλά ο δισδιάστατος µετασχηµατισµός Φουριέ του Μ(x,z), 
όπου τα kx και kz περιορίζονται στον Ω άξονα θέτοντας:  

(1.10) 
Η σχέση αυτή γίνεται εµφανής στην εικόνα (1.5). Αντικαθιστώντας τις (10) στην (9) 
προκύπτει: 
 

(1.11) 
Όπου τα kx και kz ορίζονται από την εξίσωση (1.10). Συγκρίνοντας τις εξισώσεις (1.11) 
και (4) φαίνεται ότι έχει επιτευχθεί µια πιο απλή σχέση µεταξύ της συνάρτησης 
δεδοµένων Ρ(u,θ) και της συνάρτησης µοντέλου Μ(x,z) στο επίπεδο των χωρικών 
συχνοτήτων: 

(1.12) 
Χρησιµοποιώντας λόγια, στην εξίσωση (1.12) διατυπώνεται ότι ο µονοδιάστατος 
µετασχηµατισµός Fourier της προβολής που αναπαρίσταται από την εξίσωση δεδοµένων 
𝛲 𝛺, 𝜃  είναι ίσος µε ένα τµήµα του δισδιάστατου µετασχηµατισµού Fourier της 
συνάρτησης µοντέλου  𝛭(𝑘$𝑘%) προσδιορισµένη στο γεωµετρικό τόπο των σηµείων 
kx=Ωcosθ και kz=Ωsinθ. Η εξίσωση (1.12) ονοµάζεται θεώρηµα προβολής. Το θεώρηµα 
αυτό όπως φάνηκε και στην εικόνα 1.5 δίνει µόνο ένα τµήµα της συνάρτησης µοντέλου 
ανά προβολή. Στην εποµένη ενότητα παρουσιάζεται, το πόσες προβολές σε διαφορετικές 
γωνίες θ, χρειάζονται για να κατασκευαστεί ολόκληρη η συνάρτηση µοντέλου µέσω του 
θεωρήµατος προβολής. 
Οι δύο αυτές τεχνικές είναι ο ευθύς µετασχηµατισµός στην τοµογραφία ακτίνας (direct 
transform ray tomography) και η οπισθοπροβολική τοµογραφία ακτίνας (backprojection 
ray tomography). 
 
1.4.2.2 ΤΟΜΟΓΡΑΦΙΑ ΑΚΤΙΝΩΝ ΜΕ ΕΥΘΥ 
ΜΕΤΑΣΧΗΜΑΤΙΣΜΟ  
 
Η τοµογραφία ακτίνων µε ευθύ µετασχηµατισµό χρησιµοποιεί το θεώρηµα τµήµατος 
προβολής µε έναν σχετικά απλό τρόπο. Σε προηγούµενη ενότητα δείχτηκε ότι η 
εφαρµογή του θεωρήµατος τµήµατος προβολής στον µονοδιάστατο µετασχηµατισµό 
Fourier µιας µοναδικής προβολής που αναπαρίσταται από την συνάρτηση δεδοµένων 
𝛲 𝛺, 𝜃  προσδιορίζει µόνο τµήµα της συνάρτησης µοντέλου 𝛭(𝑘$ = Ωcosθ, 𝑘%2Ωsinθ). 
Η εικόνα 1.5 δείχνει ένα τέτοιο τµήµα µέσω της συνάρτησης µοντέλου. Για την ανάκτηση 



	

της πλήρους συνάρτησης µοντέλου, ο στόχος πρέπει να εξεταστεί από πολλές 
διαφορετικές κατευθύνσεις. 
Η εικόνα 1.6 δείχνει τρείς διαφορετικές κατευθύνσεις κατά τις οποίες ακτίνες Χ 
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αλλά είναι ακόµα ανεπαρκής για την πλήρη ανακατασκευή της εικόνας. 
Ο στόχος πρέπει να εξετασθεί µε ακτίνες Χ από όλες τις κατευθύνσεις µε τη γωνία θ να 
κυµαίνεται από 0-180 µοίρες. Μόνο τότε το επίπεδο 𝑘$𝑘% στην εικόνα 1.7 θα είναι 
εντελώς καλυµµένο µε τµήµατα 𝛭(Ωcosθ, Ωsinθ), όπου το θ κυµαίνεται από 0 έως 180 
µοίρες. Μετά από ένα τέτοιο πείραµα, ο πλήρης δισδιάστατος µετασχηµατισµός Fourier 
της άγνωστης συνάρτησης µοντέλου Μ(x,z) προσδιορίζεται κατά µήκος των ακτινωτών 
γραµµών στο επίπεδο 𝑘$𝑘%.  
 

 
Εικόνα 1: 6 Το κρανίο του ασθενή εξετάζεται µε ακτίνες Χ σε τρεις διαφορετικές κατευθύνσεις θ1,θ2 και θ3. 

Εφαρµογή του θεωρήµατος τµήµατος προβολής στην συνάρτηση δεδοµένων που προέρχεται από αυτές τις προβολές 
παράγει τα τµήµατα που φαίνονται στην εικόνα 1.7  

Για την λήψη του Μ(x,z) από το 𝛭(Ωcosθ, Ωsinθ), ένας αλγόριθµος που εφαρµόζει την 
µέθοδο τοµογραφίας ακτίνας µε ευθύ µετασχηµατισµό πρέπει πρώτα να µετατρέψει τα 
δεδοµένα από ένα πολικό πλέγµα 𝛭(Ωcosθ, Ωsinθ) σε ένα καρτεσιανό 𝛭(x,z) στο 
επίπεδο 𝑘$−𝑘% ή: 

(1.13) 
Τελικά, εφαρµόζεται ένας δισδιάστατος αντίστροφος µετασχηµατισµός Fourier του 
𝛭(𝑘$𝑘%) για να προσδιοριστεί το Μ(x,z): 

(1.14) 
Έτσι η ανακατασκευή της εικόνας ολοκληρώνεται.  
 



	

 
Εικόνα 1: 7 Διαγραµµατική απεικόνιση των τµηµάτων µέσω του φάσµατος πλάτους της άγνωστης συνάρτησης 
µοντέλου 𝛭(𝑘$𝑘%) , το οποίο βρέθηκε µε την εφαρµογή του θεωρήµατος προβολής στην συνάρτηση δεδοµένων 

που προσδιορίστηκε για την προβολή των ακτίνων Χ στις κατευθύνσεις θ1,θ2 και θ3 (Lo) 

 
 

Η µέθοδος τοµογραφίας ακτίνας µε ευθύ µετασχηµατισµό µπορεί εύκολα να συνοψιστεί 
σε πέντε βήµατα: 

1)Προσδιορισµός της συνάρτησης δεδοµένων P(u,θ) του στόχου µε την διεύθυνση 
προβολής θ, να κυµαίνεται από 0 έως 180 µοίρες. Υπενθυµίζεται ότι η άγνωστη 
συνάρτηση µοντέλου Μ(x,z) που αντιστοιχεί στον στόχο αναπαριστά µια φυσική 
ιδιότητα που επηρεάζει την διάδοση της ενέργειας µε κάποιον τρόπο. Έτσι, µια 
συνάρτηση δεδοµένων είναι απλά το ολοκλήρωµά της συνάρτησης µοντέλου κατά 

µήκος κάθε ακτίνας ή: 

 
2)Μονοδιάστατος µετασχηµατισµός Fourier κατά τον άξονα u για κάθε συνάρτηση 

δεδοµένων που δίνεται από: 
 

 
3)Χρήση του θεωρήµατος προβολής για την λήψη τµηµάτων από τον δισδιάστατο 

µετασχηµατισµό Fourier της συνάρτησης µοντέλου. Κάθε τµήµα ορίζεται από:  

 



	

4)Μετατροπή του δισδιάστατου µετασχηµατισµού Fourier της συνάρτησης µοντέλου 
στο επίπεδο 𝑘$−𝑘%από ένα πολικό πλέγµα	𝛭(Ωcosθ, Ωsinθ)  σε ένα καρτεσιανό 

	𝛭(x,z) 

 
5)Αντίστροφος δισδιάστατος µετασχηµατισµός Fourier στο 	𝛭(𝑘7𝑘%) για να προκύψει 
το Μ(x,z), η ανακατασκευασµένη εικόνα του στόχου. Ο αντίστροφος µετασχηµατισµός 

δίνεται από: 

 
Η µέθοδος τοµογραφία ακτίνας µε ευθύ µετασχηµατισµό θα ήταν γρήγορη στην 
εφαρµογή αν δεν υπήρχε το τέταρτο βήµα όπως αυτό περιγράφηκε παραπάνω, που 
απαιτεί παρεµβολή της συνάρτησης µοντέλου στο πεδίο των συχνοτήτων. 
 
1.4.2.3 ΤΟΜΟΓΡΑΦΙΑ ΑΚΤΙΝΑΣ ΜΕ ΟΠΙΣΘΟΠΡΟΒΟΛΗ  
 
Η τοµογραφία ακτίνας µε οπισθοπροβολή χρησιµοποιεί το ίδιο σύστηµα λήψης 
δεδοµένων µε την τοµογραφία ακτίνας µε ευθύ µετασχηµατισµό: καταγραφή της 
συνάρτησης δεδοµένων P(u,θ) µε την πειραµατική µέτρηση του ολοκληρώµατος της 
άγνωστης συνάρτησης µοντέλου Μ(x,z) κατά διαφορετικές διαδροµές ακτίνων ή 
προβολές. Η διαφορά µεταξύ των δυο µεθόδων είναι το πώς υπολογίζεται η συνάρτηση 
µοντέλου από την συνάρτηση δεδοµένων. (Lo) 
Για την εφαρµογή της µεθόδου της τοµογραφίας ακτίνας µε οπισθοπροβολή πρέπει 
πρώτα να γραφτεί ο δισδιάστατος αντίστροφος µετασχηµατισµός Fourier της 
συνάρτησης µοντέλου 	𝛭(𝑘7𝑘%): 

(1.15) 
Στην συνέχεια γίνεται αλλαγή στις µεταβλητές της εξίσωσης (1.15) αντικαθιστώντας το 
kx µε Ωcosθ και το kz µε Ωsinθ, και αλλάζοντας την ολοκλήρωση από dkx ,dkz σε 𝛺  
dΩdθ και έτσι: 

(1.16) 
Οι ολοκληρώσεις ως προς θ στην εξίσωση (1.16) µπορούν να γραφτούν σαν δύο 
ολοκληρώµατα:  

(1.17) 
Το δεξί µέλος της εξίσωσης (17) µπορεί να γραφτεί ως: 

(1.18) 
Το δεύτερο σετ ολοκληρωµάτων στην δεξιά πλευρά της εξίσωσης (1.17) µπορεί να 
ξαναγραφτεί αντικαθιστώντας την συνάρτηση µοντέλου µε την εξίσωση (1.18), 

CHAPTER 2. SEISMIC RAY TOMOGRAPtIY 

2.2.3 Backprojection Ray Tomography 
Backprojection • ray tomography uses the same data acquisition scheme 

as the direct-transform ray tomography: record the data function P(u, O) by 
experimentally measuring the line integral of the unknown mode] function 
M(:r,z) along different raypaths or projections. The difference between 
backprojection ray tomography and direct-transform ray tomography is 
how we compute the model function from the data function. 

To derive the backprojection ray tomography method, we first write 
down the 2-D inverse Fourier transform of the model function •(k•, k,), 

•(• z) = • • •(• •)•j(•+•z)•• (•5) ' 4•2 ' ß 

Next we make a change of variables in equation (15) by replacing k• with 
• cos0 and k• with •sin 0, and by changing the integration from dk•dk, 
to ] • l d•dO. • This gives, 

M(x,z) = 4• 2 M(•cos0,•sin0) 
• ej•(xcosO + zsin 0) I•ld•dO. (1•) 

Integration with respect to 0 in equation (16) can be rewritten • two 
integrals, 

1 • • (• cos 0, • sin 0) M(r,z) = 4=• 
• ej•(x cos 0 + z sin 0) I•ld•dO 

• ' •[• •o•(0 + •) • •in(0 + •)] +• , 
• •j•[• •o•(0 + •) + z•in(0 + •)] I• [ •0. (17) 

Using the fundamental trigonometric angl•sum relations, cos(0 + •) = 
- cos 0 and sin(0 + •) = - sin 0, we may rewrite the second model function 

•The te• "b•mjection" imp•es the inve•e problem where we st•t with the pr• 
jection •d •lve for the model f•ction. Here the projections •e t•en Mong raypat•. 
• Section 3.4.2 the me•ed projectio• of scattered energy •e described by the wave 
equation •d we •e • •Mogo• te•, "backpropagation." 

•The ch•ge • inte•ation is •Mogo• to going from C•tesi• coorSnates to pol• 
coor•n•es to compute the •ea of a •sk. For a •sk we replace dxdz by rdOdr, where r 
is the r•M •st•ce from the •sk's center. The absolute vMue of • is t•en in o• 
c•e to prese•e the si• of the •fferentiM •ea when we will shortly •ow • to t•e on 
negative vMu•. 
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2.2. TRANSFORM METHODS 21 

on the right-hand side in equation (17) as, 

.g/[f•cos(0 + •r),f•sin(0 + •r)] = .tfl(-f• cos O, -f• sin O). (18) 
The second set of integrals on the right-hand side in equation (17) is rewrit- 
ten by replacing the model function with equation (18), applying the angle- 
sum relations used in obtaining equation (18) to the exponential, setting 
f• - -f• and dfl - -dfl, and reversing the direction of integration with 
respect to fl. With these operations equation (17) is written, 

M(x z) = 1 • •(fl cos 0, fl sin 0) , 4•2 

x ej•(x cos 0 + z sin 0) 
•(• cos •, • sin •) +• 

• •j•(• •o• • • • •i. •) I • I ••. 
Combining the integrals with respect to the variable • we get, 

' 4• ' 

• d•(• •o• • • • •i. •) I • I ••. (•) 
Using the projection slice theorem, we replace M(• cos•, •sin •) in equa- 

struction formula ß 

, 4•2 ' 

We can summarize the backprojection ray tomography reconstruction method 
in just three steps: 

Step 1: Data acquisition. Let the model hnction M(x, z) rep- 
resent the unknown parameter (such • seismic wave slow- 
ness) at position (x, z). Experimentally determine the line 
integral of the model function along each ray which yields a 
set of data hnctions (such • seismic wave traveltime), 

D
ow

nl
oa

de
d 

06
/2

1/
14

 to
 1

34
.1

53
.1

84
.1

70
. R

ed
is

tri
bu

tio
n 

su
bj

ec
t t

o 
SE

G
 li

ce
ns

e 
or

 c
op

yr
ig

ht
; s

ee
 T

er
m

s o
f U

se
 a

t h
ttp

://
lib

ra
ry

.se
g.

or
g/



	

εφαρµόζοντας προσθέσεις γωνιών θέτοντας Ω=-Ω και dΩ=-dΩ, και αντιστρέφοντας την 
φορά της ολοκλήρωσης ως προς Ω. Βάση αυτών η εξίσωση 1.17 γράφεται:  

 
Συνδυάζοντας τα ολοκληρώµατα ως προς Ω προκύπτει: 

(1.19) 
Χρησιµοποιώντας το θεώρηµα προβολής αντικαθίσταται το 𝛭(Ωcosθ, Ωsinθ) στην 
εξίσωση (1.19) µε το 𝛲(𝛺, 𝜃) και προκύπτει ο τύπος της τοµογραφίας ακτίνας µε 
οπισθοπροβολή:  

(1.20) 
 
 

1.4.3 ΜΕΘΟΔΟΙ ΑΝΑΠΤΥΞΗΣ ΣΕΙΡΩΝ  
 
Οι µέθοδοι ανάπτυξης σειρών αποτελούν µια οµάδα από υπολογιστικούς αλγορίθµους οι 
οποίοι, όπως οι µέθοδοι µετασχηµατισµού προσδιορίζουν την συνάρτηση µοντέλου, 
Μ(x,z) της περιοχής του στόχου. Όµως, σε αντίθεση µε τις µεθόδους µετασχηµατισµού, 
αυτοί οι αλγόριθµοι επιτρέπουν εύκολα καµπυλόγραµµες διαδροµές ακτίνων µέσα από 
τον στόχο και είναι έτσι, πολύ χρήσιµες για εφαρµογές της σεισµικής τοµογραφίας. Όπως 
και πριν, η συζήτηση περιορίζεται για ένα πρόβληµα δυο διαστάσεων, έτσι ώστε η 
συνάρτηση µοντέλου Μ(x,z) να προσδιορίζεται σε επίπεδο που περνάει διαµέσου του 
στόχου και περιέχει όλες τις πηγές και τους δέκτες.  
 
1.4.3.1 ΤΟ ΠΡΟΒΛΗΜΑ ΤΗΣ ΜΟΝΤΕΛΟΠΟΙΗΣΗΣ 
 
Όπως θα δειχθεί και παρακάτω, η µέθοδος ανάπτυξης σειρών ενηµερώνει επαναληπτικά 
µια εκτιµώµενη συνάρτηση µοντέλου Mest έτσι ώστε αυτή να συγκλίνει στην πραγµατική 
συνάρτηση µοντέλου Mtrue.  
Οι ενηµερώσεις αυτές προκύπτουν από την σύγκριση της παρατηρούµενης συνάρτησης 
δεδοµένων Pobs µε µία εκτιµώµενη συνάρτηση δεδοµένων Ppre. Η εµπρός µοντελοποίηση 
είναι απαραίτητη για τον προσδιορισµό της εκτιµώµενης συνάρτησης δεδοµένων και θα 
αποτελέσει το θέµα αυτού του κεφαλαίου.  
Η εξίσωση (1.2) προσδιορίζει την πειραµατική διαδικασία για τις µεθόδους 
µετασχηµατισµού ως το γραµµικό ολοκλήρωµα (line integral) της συνάρτησης Μ(x,z) 
κατά µήκος µιας ευθύγραµµης ακτίνας κατά την διεύθυνση του u-άξονα. Σύµφωνα µε τα 
παραπάνω η εξίσωση (1.2) γράφεται:  
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ten by replacing the model function with equation (18), applying the angle- 
sum relations used in obtaining equation (18) to the exponential, setting 
f• - -f• and dfl - -dfl, and reversing the direction of integration with 
respect to fl. With these operations equation (17) is written, 

M(x z) = 1 • •(fl cos 0, fl sin 0) , 4•2 

x ej•(x cos 0 + z sin 0) 
•(• cos •, • sin •) +• 

• •j•(• •o• • • • •i. •) I • I ••. 
Combining the integrals with respect to the variable • we get, 

' 4• ' 

• d•(• •o• • • • •i. •) I • I ••. (•) 
Using the projection slice theorem, we replace M(• cos•, •sin •) in equa- 

struction formula ß 

, 4•2 ' 

We can summarize the backprojection ray tomography reconstruction method 
in just three steps: 

Step 1: Data acquisition. Let the model hnction M(x, z) rep- 
resent the unknown parameter (such • seismic wave slow- 
ness) at position (x, z). Experimentally determine the line 
integral of the model function along each ray which yields a 
set of data hnctions (such • seismic wave traveltime), 
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projection slice theorem is to the transform methods. We exploit Kacz- 
marz' method in Section 2.3.3 to derive two series expansion algorithms: 
the algebraic reconstruction technique (ART) and the simultaneous itera- 
tive reconstruction technique (SIRT). 

2.3.1 The Forward Modeling Problem 
As will be shown shortly, the series expansion method iteratively up- 

dates an estimated model function M e't so that it converges toward a true 
model function M true. The updates are found by comparing the observed 
data function polo with a predicted data function ppre. Forward modeling 
is required to determine the predicted data function and is the subject of 
this section. 

Equation (2) in Section 2.2 defines the experimental process for the 
transform methods as the line integral of the function M(a:,z) along a 
straight raypath in the v-axis direction. According to the above notation 
equation (2) could be written, 

Pøbø(u, O) -- i Mt"u•(z' z)dv' ay 

We did not require a forward modeling procedure in Section 2.2 because the 
raypaths were straight and the projection slice theorem could be employed 
directly to determine the true model function Mtrue(x, z). 

For the series expansion methods we wish to include curved raypaths. 
Equation (2) is easily transformed to accommodate curved raypaths by 
rewriting the model function in terms of a position vector r. Thus, for a 
given source-receiver pair the line integral of the model function M(r) over 
the raypath is 

pobo = f• MtrU•(r)dr, ay 

where the observed projection given by the data function polo represents 
the measured line integral (observed tomography data) and MtrUe(r) is the 
true model function which remains to be determined. The last equation is 
used to formulate the forward modeling by setting 

P- i M(r)dr, (21) ay 

where P is now the predicted data function and M(r) is the estimated 
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Σε προηγούµενη περίπτωση δεν απαιτούνταν µοντελοποίηση καθώς οι ακτίνες 
διαδροµής ήταν ευθύγραµµες και το θεώρηµα προβολής µπορούσε να εφαρµοσθεί 
απευθείας για τον προσδιορισµό της πραγµατικής συνάρτησης µοντέλου Mtrue(x,z). 
Για την µέθοδο ανάπτυξης σειρών όµως, µπορούν να συµπεριληφθούν και 
καµπυλόγραµµες ακτίνες διαδροµής. Η εξίσωση (1.2) µπορεί εύκολα να 
µετασχηµατιστεί για να περιγράφει καµπυλόγραµµες ακτίνες διαδροµής µε την µορφή 
καµπυλών µε το να ξαναγραφτεί η συνάρτηση µοντέλου σε όρους του διανύσµατος θέσης 
r. Έτσι για ένα δεδοµένο ζευγάρι πηγής και δέκτη το γραµµικό ολοκλήρωµα της 
συνάρτησης µοντέλου Μ(r) κατά µήκος της ακτίνας διαδροµής είναι: 

 
όπου η παρατηρούµενη προβολή που δίνεται από την συνάρτηση δεδοµένων Pobs 

αντιπροσωπεύει το µετρούµενο γραµµικό ολοκλήρωµα και η Mtrue(r) είναι η πραγµατική 
συνάρτηση µοντέλου που πρέπει να βρεθεί. 
Η τελευταία εξίσωση χρησιµοποιείται για να διατυπωθεί το πρόβληµα της 
µοντελοποίησης θέτοντας: 

(1.21) 
όπου Ρ τώρα είναι η εκτιµώµενη συνάρτηση δεδοµένων και Μ(r) η εκτιµώµενη 
συνάρτηση µοντέλου. 

 
Εικόνα 1: 8 Η µέθοδος ανάπτυξης σειρών χρησιµοποιεί µια διακριτή συνάρτηση µοντέλου Μj j=1,….J, όπου Μj 

είναι η µέση τιµή της συνεχούς συνάρτησης µοντέλου Μ(r) µέσα στο j κελί. Εδώ j=24. 

Έτσι η µοντελοποίηση ορίζεται ως η διαδικασία προσδιορισµού της προβλεπόµενης 
συνάρτησης δεδοµένων από το γραµµικό ολοκλήρωµα κατά µήκος της ακτίνας 
διαδροµής µέσω µιας γνωστής, αλλά εκτιµώµενης συνάρτησης µοντέλου.  
Όπως και µε τις µεθόδους µετασχηµατισµού, η συνάρτηση µοντέλου στην τοµογραφία 
ανάπτυξης σειρών διακριτοποίειται.  
Η εικόνα 1.8 δείχνει την εικόνα περιοχής του στόχου χωρισµένη σε πολλά µικρά κελιά. 
Κάθε κελί λαµβάνει την µέση τιµή της φυσικής ιδιότητας (π.χ. εξασθένηση ακτίνων Χ, 
βραδύτητα, κλπ.) που αντιπροσωπεύεται από την συνεχή συνάρτηση µοντέλου Μ(r) 
µέσα στο κελί. Η συνάρτηση µοντέλου στην εικόνα 1.8 χωρίζεται σε 24 κελιά και 
γράφεται διακριτά ως Μj όπου j=1,….,24.  
Το Μj αντιπροσωπεύει λοιπόν την µέση τιµή της Μ(r) µέσα στο j-οστο κελί.  
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projection slice theorem is to the transform methods. We exploit Kacz- 
marz' method in Section 2.3.3 to derive two series expansion algorithms: 
the algebraic reconstruction technique (ART) and the simultaneous itera- 
tive reconstruction technique (SIRT). 

2.3.1 The Forward Modeling Problem 
As will be shown shortly, the series expansion method iteratively up- 

dates an estimated model function M e't so that it converges toward a true 
model function M true. The updates are found by comparing the observed 
data function polo with a predicted data function ppre. Forward modeling 
is required to determine the predicted data function and is the subject of 
this section. 

Equation (2) in Section 2.2 defines the experimental process for the 
transform methods as the line integral of the function M(a:,z) along a 
straight raypath in the v-axis direction. According to the above notation 
equation (2) could be written, 

Pøbø(u, O) -- i Mt"u•(z' z)dv' ay 

We did not require a forward modeling procedure in Section 2.2 because the 
raypaths were straight and the projection slice theorem could be employed 
directly to determine the true model function Mtrue(x, z). 

For the series expansion methods we wish to include curved raypaths. 
Equation (2) is easily transformed to accommodate curved raypaths by 
rewriting the model function in terms of a position vector r. Thus, for a 
given source-receiver pair the line integral of the model function M(r) over 
the raypath is 

pobo = f• MtrU•(r)dr, ay 

where the observed projection given by the data function polo represents 
the measured line integral (observed tomography data) and MtrUe(r) is the 
true model function which remains to be determined. The last equation is 
used to formulate the forward modeling by setting 

P- i M(r)dr, (21) ay 

where P is now the predicted data function and M(r) is the estimated 
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M I M 2 M 3 M 4 M 5 M 6 
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FIG. $. The series expansion methods use a discrete model function Mj, 
j - 1,..., J, where Mj is the average value of the continuous model func- 
tion M(r) within the jth cell. Here J - 24. 

model function s . Thus, forward modeling is defined as determining the 
predicted data function from the line integral along the raypath through a 
known, but estimated, model function. 

Just as was done with the transform methods, the model function in the 
series expansion ray tomography is discretized to allow computation by dig- 
ital computer. Figure 8 shows an image area of a target divided into many 
small cells. Each cell is assigned the average value of the physical parame- 
ter (e.g., x-ray attenuation, slowness, etc.) represented by the continuous 
model function M(r) within that cell. The model function in Figure 8 is 
divided into 24 cells and is written discretely as M•, where j - 1,..., 24. 
Thus, Mj represents the average value of M(r) within the jth cell. 

Figure 9 depicts a single ray traveling through the discretized model 
function. Equation (21) is rewritten in discrete form, to describe ray travel 
through the discrete model function, as 

J 

P- 
j=l 

where Mj is the estimated model function for the jth cell, ,5' i is the raypath 
SHere we will symbolize the predicted data function as P and the estimated model 

function a• M for brevity. These symbols will be changed to ppre and M est, respectively, 
in the following section. 
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Η Εικόνα 1.9 δείχνει µια ακτίνα που ταξιδεύει µέσα από τη διακριτοποιηµένη συνάρτηση 
µοντέλου. Η εξίσωση (1.21) ξαναγράφεται σε διακριτή µορφή, για να περιγράψει την 
ακτίνα που ταξιδεύει µέσα από την διακριτή συνάρτηση µοντέλου ως:  

(1.22) 
όπου Μj η εκτιµώµενη συνάρτηση µοντέλου για το j-οστο κελί, Sj το µήκος της ακτίνας 
διαδροµής µέσα στο j-οστο κελί και J ο συνολικός αριθµός κελιών στον στόχο.  

 
Εικόνα 1: 9 Ακτίνα ταξιδεύει µέσα από ένα διακριτό µοντέλο. 

Το παράδειγµα της εικόνας 1.9 έχει J=24 κελιά, αλλά η ακτίνα διαπερνά µόνο επτά κελία 
(j=12,11,100,16,15,14 και 13). Για να κρατηθεί η εξίσωση (1.22) σε συνοχή µε την 
εξίσωση (21) θέτεται ότι Sj=0 για όλα τα κελία που δεν διαπερνιόνται από την ακτίνα. 
Η εικόνα 1.9 δείχνει 17 κελιά για τα οποία δεν υπάρχει πληροφορία καθώς η µοναδική 
ακτίνα δεν τα διαπέρασε. 
Προσθέτοντας περισσότερες πηγές και δέκτες γύρω από την περιοχή του άγνωστου 
στόχου, διαφορετικές ακτίνες δειγµατίζουν τα 17 αδειγµάτιστα κελιά καθώς και µερικά 
από αυτά που είχαν ήδη δειγµατιστεί. Η προσθήκη περισσότερων ακτίνων παρουσιάζεται 
στην εικόνα 1.10. Τώρα όλα τα κελιά µελετώνται από αυτό το δίκτυο ακτινών. 
Πρέπει να τροποποιηθούν οι δείκτες στην εξίσωση (1.22) για να συµπεριλάβουν µια τιµή 
προβολής για κάθε ακτίνα. Αν το Ρi αντιπροσωπεύει την προβολή τότε η εξίσωση (1.22) 
γράφεται ως: 

(1.23) 
όπου Ι ο συνολικός αριθµός ακτίνων, Sij το µήκος διαδροµής της ι-οστής ακτίνας µέσω 
του j-οστού κελιού και όπως προηγουµένως Μj η διακριτή εκτίµηση της συνάρτησης 
µοντέλου για το j-οστό κελί και J ο συνολικός αριθµός κελιών. Η εξίσωση (1.23) είναι η 
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FIG. $. The series expansion methods use a discrete model function Mj, 
j - 1,..., J, where Mj is the average value of the continuous model func- 
tion M(r) within the jth cell. Here J - 24. 

model function s . Thus, forward modeling is defined as determining the 
predicted data function from the line integral along the raypath through a 
known, but estimated, model function. 

Just as was done with the transform methods, the model function in the 
series expansion ray tomography is discretized to allow computation by dig- 
ital computer. Figure 8 shows an image area of a target divided into many 
small cells. Each cell is assigned the average value of the physical parame- 
ter (e.g., x-ray attenuation, slowness, etc.) represented by the continuous 
model function M(r) within that cell. The model function in Figure 8 is 
divided into 24 cells and is written discretely as M•, where j - 1,..., 24. 
Thus, Mj represents the average value of M(r) within the jth cell. 

Figure 9 depicts a single ray traveling through the discretized model 
function. Equation (21) is rewritten in discrete form, to describe ray travel 
through the discrete model function, as 

J 

P- 
j=l 

where Mj is the estimated model function for the jth cell, ,5' i is the raypath 
SHere we will symbolize the predicted data function as P and the estimated model 

function a• M for brevity. These symbols will be changed to ppre and M est, respectively, 
in the following section. 
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• r 

Z 7 6 ..•_1.. •• source 

receiver • •._•..1•.. ••15 M16 M17 IV116 
M 19 M 20 M 21 M 22 M 23 M 24 

FIG. 9. Ray travel through a discrete model function. The resulting data 
function, determined by the line integral through the discrete model func- 
tion, is defined by equation (22). 

length of the ray within the jth cell, and J is the total number of cells in 
the gridded target. The example in Figure 9 has J - 24 cells, but the ray 
penetrates only seven cells (j - 12, 11, 10, 16, 15, 14, and 13). To keep 
equation (22) consistent with equation (21) we set Sj - 0 for all cells not 
penetrated by the ray. After all, the ray's path length Sj for the jth cell is 
obviously zero if the ray did not traverse that cell. 

Figure 9 shows 17 cells for which we don't have information because the 
single raypath did not traverse them. By adding more sources and receivers 
around the unknown target region, different rays sample the 17 unsampled 
cells in addition to some of the cells already sampled. The addition of extra 
rays is depicted in Figure 10. Now all of the cells are interrogated by this 
network of rays. 

We must modify the index notation of equation (22) to include a pro- 
jection value for every ray. If Pi represents the projection, or line integral, 
predicted for the ith ray, then equation (22) is rewritten, 

J 

Pi = E Mj $ij, for/- 1,...,1, (23) 

where I is the total number of rays, $ij is the path length of the ith ray 
through the jth cell, and, as before, Mj is the discrete estimate of the model 
function for the jth cell and J is the total number of cells. Equation (23) is 
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function, determined by the line integral through the discrete model func- 
tion, is defined by equation (22). 

length of the ray within the jth cell, and J is the total number of cells in 
the gridded target. The example in Figure 9 has J - 24 cells, but the ray 
penetrates only seven cells (j - 12, 11, 10, 16, 15, 14, and 13). To keep 
equation (22) consistent with equation (21) we set Sj - 0 for all cells not 
penetrated by the ray. After all, the ray's path length Sj for the jth cell is 
obviously zero if the ray did not traverse that cell. 

Figure 9 shows 17 cells for which we don't have information because the 
single raypath did not traverse them. By adding more sources and receivers 
around the unknown target region, different rays sample the 17 unsampled 
cells in addition to some of the cells already sampled. The addition of extra 
rays is depicted in Figure 10. Now all of the cells are interrogated by this 
network of rays. 

We must modify the index notation of equation (22) to include a pro- 
jection value for every ray. If Pi represents the projection, or line integral, 
predicted for the ith ray, then equation (22) is rewritten, 

J 

Pi = E Mj $ij, for/- 1,...,1, (23) 

where I is the total number of rays, $ij is the path length of the ith ray 
through the jth cell, and, as before, Mj is the discrete estimate of the model 
function for the jth cell and J is the total number of cells. Equation (23) is 
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µαθηµατική διατύπωση του προβλήµατος της µοντελοποίησης που χρησιµοποιείται στην 
τοµογραφία ακτίνας µε ανάπτυξη σειρών  
 

 
Εικόνα 1: 10 Γενικά µια µόνο ακτίνα δεν παρέχει πληροφορίες για όλα τα κελιά της συνάρτησης µοντέλου. Όµως 
χρησιµοποιώντας περισσότερες θέσεις πηγής και δέκτη γύρω από το στόχο όλα τα κελιά µπορούν τελικά να 

ελεγχθούν. 

Η εξίσωση (1.23) µπορεί να µοντελοποιήσει αποτελεσµατικά την διαδικασία απόκτησης 
δεδοµένων αν οι προβολές Ρi, i=1,…,Ι είναι τα παρατηρούµενα δεδοµένα (πχ ο χρόνος 
διαδροµής) και η συνάρτηση Mj j=1,…,J είναι η πραγµατική αλλά άγνωστη συνάρτηση 
µοντέλου: 

(1.24) 
1.4.3.2 Η ΜΕΘΟΔΟΣ KACZMARZ 
 
Όπως αναφέρθηκε παραπάνω η µοντελοποίηση απαιτεί τον προσδιορισµό της 
πραγµατικής συνάρτησης µοντέλου. Έτσι η εξίσωση (1.23) θα γραφτεί µε µορφή 
πινάκων για να απλοποιηθούν τα µαθηµατικά. Σε µορφή πινάκων η εξίσωση (1.23) 
γράφεται:  

(1.25) 
όπου οι εκτιµώµενες προβολές στο διάνυσµα δεδοµένων Ρ είναι: 

(1.26) 
οι τιµές της διακριτής εκτιµώµενης συνάρτησης µοντέλου στο διάνυσµα µοντέλου Μ 
είναι:  

(1.27) 
και τα µήκη των ακτίνων διαδροµής για Ι ακτίνες και J κελιά στο S είναι:  
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ray I 

ray 2 

! 

ray I 

source 
receiver 

FIG. 10. Generally, a single ray does not provide information on all of 
the model function's cells. However, by using more source and receiver 
locations around the target all of the cells can eventually be sufficiently 
interrogated. I rays were found sufficient here. 

the formulation of the "forward modeling problem" used in series expansion 
ray tomography. 

Equation (23) can effectively model the data acquisition process if we 
let the projections Pi, i - 1,..., I, be the observed data (i.e., traveltime 
or decimal percent decrease in x-ray intensity) and the model function 
j: 1,..., J, be the true, but unknown model function, or 

J 

Pi ø•' = • M]"•'*Sii, for i- 1,...,I. (24) 
j=l 

Kaczmarz' method provides the theoretical framework for indirectly solving 
equation (24) for the true model function. 

2.3.2 Kaczmarz' Method 

In this section we introduce Kaczmarz' method to indirectly solve 
equation (24) for the true model function M] ru*, j = 1,..., J, which is the 
tomogram. As stated in the previous section, forward modeling is required 
to determine the true model function. Thus, before proceeding we will 
reformulate equation (23) into a matrix form to simplify the mathematical 
discussion. Since equation (23) is discrete its elements are easily put into 
matrices. In matrix form equation (23) becomes, 

P - SM, (25) 
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where the predicted projections in data vector P are, 

P1 

P - . , 

Pl 

the discrete estimated model function values in model vector M are, 

ml 

m - . , 

Ma 

and the raypath lengths for I rays and J cells in S are, 

S• S•. ... S• 
S•.• S• ... S• 

s - . 
ß 

S•i S•2 -.. 

Note that S in equation (25) can be thought of as a linear operator that 
operates on the estimated model vector M producing the predicted data 
vector P. 

We could also formulate equation (24) in matrix form as 

po•, = SM '•. (29) 

Although we will not directly solve equation (29), we would want to deter- 
mine the true model vector M true given pob• and S. The problem becomes 
one of finding a generalized inverse operator S-•.9 Then we could apply the 
generalized inverse operator S-• to both sides of equation (29) to determine 
the true model vector, or 

S-ap oh, = S-aSM '•e 
m M true . 

Theoretically the last equation is true, but in practice it is very often dif- 
ficult to determine S-a for two reasons. First, S is usually quite large and 

9We write S-g rather tha•n S -1 as in usual matrix notation since S-g need not be 
squaxe and because S-9S is not always the identity matrix. 
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(1.28) 
Η εξίσωση (1.24) µπορεί να γραφτεί επίσης σε µορφή πινάκων σαν: 

(1.29) 
Παρόλο που η (1.29) δεν θα λυθεί απευθείας, είναι επιθυµητό να προσδιοριστεί το 
πραγµατικό διάνυσµα µοντέλου Mtrue µε δεδοµένο το Ρobs και το S. Το πρόβληµα τώρα 
µεταφέρεται στο να βρεθεί ένας γενικευµένος αντίστροφος µετασχηµατισµός S-g. Τότε, 
θα µπορούσε να εφαρµοσθεί ο γενικευµένος αντίστροφος µετασχηµατισµός S-g και στις 
δυο πλευρές τις εξίσωσης (1.29) για να βρεθεί το διάνυσµα του πραγµατικού µοντέλου:  

 
Θεωρητικά η τελευταία εξίσωση ισχύει αλλά πρακτικά είναι πολύ δύσκολο να 
προσδιοριστεί το S-g για δυο λόγους.  
Πρώτον, ο S είναι συνήθως αρκετά µεγάλος και αραιός το οποίο αυξάνει αρκετά το 
υπολογιστικό κόστος του S-g . Δεύτερον ο S είναι συνήθως κακώς ορισµένος (ill 
conditioned) το οποίο κάνει την µέθοδο υπολογισµού του S-g πολύ ασταθή. 
Η µέθοδος του Kaczmarz αποφεύγει τα προβλήµατα που σχετίζονται µε την αντιστροφή 
ενός µεγάλου και αραιού πίνακα και παρέχει αποτελεσµατικά µέσα για τον προσδιορισµό 
µιας προσεγγιστικής λύσης για την εξίσωση (1.29) χρησιµοποιώντας µια επαναληπτική 
διαδικασία. Η εικόνα 1.11 δείχνει ένα διάγραµµα ροής για την µέθοδο όπου υπάρχουν 
τρία βασικά βήµατα στο επαναληπτικό κοµµάτι του αλγορίθµου. 
Μια αρχική εκτίµηση του διανύσµατος µοντέλου Μinit είναι η είσοδος στην επαναληπτική 
λούπα του αλγορίθµου και λειτουργεί ως πρώτη εκτίµηση Μest της πραγµατικής λύσης 
Μtrue.  
Με την πρώτη εκτίµηση του διανύσµατος του µοντέλου Μest να είναι γνωστή, το πρώτο 
βήµα είναι η χρήση της µοντελοποίησης όπως αυτή ορίζεται από την εξίσωση (1.25) για 
την πρόβλεψη ενός διανύσµατος δεδοµένων Ρpre. Αυτό το βήµα πραγµατοποιείται 
πολλαπλασιάζοντας τον πίνακα S (operator) µε το διάνυσµα του εκτιµώµενου µοντέλου: 

(1.30) 
Στο δεύτερο βήµα το εκτιµώµενο διάνυσµα δεδοµένων Ρpre συγκρίνεται µε τις 
παρατηρούµενες τιµές του διανύσµατος δεδοµένων Ρobs  µε την λήψη των διαφορών 
µεταξύ των δυο. 
Μια µικρή διαφορά ή καλή συµφωνία µεταξύ των εκτιµώµενων και παρατηµένων 
δεδοµένων υπονοεί συµφωνία µεταξύ του διανύσµατος του εκτιµώµενου µοντέλου και 
του πραγµατικού. Έτσι, εάν η διαφορά είναι µικρότερη µιας ορισµένης ανοχής τότε η 
τρέχουσα εκτίµηση του διανύσµατος του µοντέλου είναι το αποτέλεσµα της λύσης της 
εξίσωσης (1.29) στο τελευταίο βήµα του αλγορίθµου. 
Το τρίτο βήµα για το επαναληπτικό κοµµάτι της µεθόδου Kaczmarz ξεκινάει όταν η 
διαφορά µεταξύ των εκτιµώµενων και των παρατηρούµενων διανυσµάτων δεδοµένων 
είναι µεγαλύτερη της ορισµένης ανοχής. 
Αυτό το σηµαντικό βήµα ουσιαστικά χρησιµοποιεί την πληροφορία της διαφοράς Ρobs - 
Ρpre , για να ενηµερώσει το τρέχων εκτιµώµενο διάνυσµα µοντέλου Μest µε µια νέα 
εκτίµηση του διανύσµατος Μ(new)est , που βρίσκεται πιο κοντά στο διάνυσµα του 
πραγµατικού µοντέλου Μtrue . Αυτό το τρίτο βήµα γράφεται σε µορφή εξισώσεων ως:  
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where the predicted projections in data vector P are, 

P1 

P - . , 

Pl 

the discrete estimated model function values in model vector M are, 

ml 

m - . , 

Ma 

and the raypath lengths for I rays and J cells in S are, 

S• S•. ... S• 
S•.• S• ... S• 

s - . 
ß 

S•i S•2 -.. 

Note that S in equation (25) can be thought of as a linear operator that 
operates on the estimated model vector M producing the predicted data 
vector P. 

We could also formulate equation (24) in matrix form as 

po•, = SM '•. (29) 

Although we will not directly solve equation (29), we would want to deter- 
mine the true model vector M true given pob• and S. The problem becomes 
one of finding a generalized inverse operator S-•.9 Then we could apply the 
generalized inverse operator S-• to both sides of equation (29) to determine 
the true model vector, or 

S-ap oh, = S-aSM '•e 
m M true . 

Theoretically the last equation is true, but in practice it is very often dif- 
ficult to determine S-a for two reasons. First, S is usually quite large and 

9We write S-g rather tha•n S -1 as in usual matrix notation since S-g need not be 
squaxe and because S-9S is not always the identity matrix. 
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D
ow

nl
oa

de
d 

06
/2

1/
14

 to
 1

34
.1

53
.1

84
.1

70
. R

ed
ist

rib
ut

io
n 

su
bj

ec
t t

o 
SE

G
 li

ce
ns

e 
or

 c
op

yr
ig

ht
; s

ee
 T

er
m

s o
f U

se
 a

t h
ttp

://
lib

ra
ry

.se
g.

or
g/

2.3. SERIES EXPANSION METHODS 27 

where the predicted projections in data vector P are, 

P1 

P - . , 

Pl 

the discrete estimated model function values in model vector M are, 

ml 

m - . , 

Ma 

and the raypath lengths for I rays and J cells in S are, 

S• S•. ... S• 
S•.• S• ... S• 

s - . 
ß 

S•i S•2 -.. 

Note that S in equation (25) can be thought of as a linear operator that 
operates on the estimated model vector M producing the predicted data 
vector P. 

We could also formulate equation (24) in matrix form as 

po•, = SM '•. (29) 

Although we will not directly solve equation (29), we would want to deter- 
mine the true model vector M true given pob• and S. The problem becomes 
one of finding a generalized inverse operator S-•.9 Then we could apply the 
generalized inverse operator S-• to both sides of equation (29) to determine 
the true model vector, or 

S-ap oh, = S-aSM '•e 
m M true . 

Theoretically the last equation is true, but in practice it is very often dif- 
ficult to determine S-a for two reasons. First, S is usually quite large and 

9We write S-g rather tha•n S -1 as in usual matrix notation since S-g need not be 
squaxe and because S-9S is not always the identity matrix. 

D
ow

nl
oa

de
d 

06
/2

1/
14

 to
 1

34
.1

53
.1

84
.1

70
. R

ed
ist

rib
ut

io
n 

su
bj

ec
t t

o 
SE

G
 li

ce
ns

e 
or

 c
op

yr
ig

ht
; s

ee
 T

er
m

s o
f U

se
 a

t h
ttp

://
lib

ra
ry

.se
g.

or
g/

28 CHAPTER 2. SEISMIC RAY TOMOGRAPHY 

sparse, which makes computation of S-• costly. Second, S is usually "ill 
conditioned" which makes computation of S-• very unstable. iø 

Kaczmarz' method circumvents the problems associated with the in- 
version of a large and sparse matrix and provides an efficient means for 
determining an approximate solution to equation (29) using an iterative 
procedure. Figure 11 presents a flowchart outlining the method in which 
there are three basic steps to the iterative part of the algorithm. An initial 
estimate of the model vector M init is input to the iterative loop of the al- 
gorithm and serves as the first "current estimate" M •st of the true solution 
M true. For now we assume that the initial model vector M init is known. 
However, more will be said on the selection of the initial model vector M 
in the case histories presented in Chapter 4. 

With the current estimate of the model vector M est known, the first 
step is to use the forward modeling problem defined by equation (25) to 
determine a predicted data vector ppre. This step is carried out by applying 
the linear operator S (determined by some ray tracing technique of personal 
choice) defined by equation (28) to the estimated model vector M •s•, 

ppr• = SM•t. (30) 

In the second step the predicted data vector PPr• is compared with 
the observed data vector pob, by taking the difference between the two. A 
small difference or good agreement between the predicted and observed data 
vectors implies good agreement between the estimated model vector M • 
and the true model vector M t•"•. Thus, if the difference is smaller than a 
specified tolerance, then the current estimate of the model vector M •t is 
output as the solution to equation (29) in the final step of the algorithm. 
The selection of a suitable tolerance for the difference is discussed with the 
case histories in Chapter 4. 

The third step of the iterative portion of Kaczmarz' method comes into 
play when the difference between the predicted and observed data vec- 
tors is larger than the specified tolerance. This important step essentially 
makes use of the difference information, pob• _ pp,.e, to update the cur- 
rent estimated model vector M • with a new estimate of the model vector 
M("ew) • which hopefully is closer to the true model vector M •r"•. This 
third step is written in equation form as 

M ("•w)•t = M e'• + A/M, (31) 
fori - 1,...,I, 

Ill conditioned means small changes in S produce large changes in the model function 
true or in S-g however you wish to look at it 
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(1.31) 

 
Εικόνα 1: 11 Διάγραµµα ροής για την µέθοδο Κaczmarz (Lo) 

Όπου το ΔiM αντιπροσωπεύει την σταδιακή ενηµέρωση στην τρέχουσα εκτίµηση του 
διανύσµατος µοντέλου και ο δείκτης i εννοεί την εφαρµογή της (1.31) όταν συγκρίνονται 
οι σειρές των διανυσµάτων Ρobs  Ρpre  που αντιστοιχούν στην τελευταία τιµή του δείκτη. 
Η νέα εκτίµηση Μ(new)est  χρησιµοποιείται ως η τρέχουσα εκτίµηση για την επόµενη 
επανάληψη.  
Η µέθοδος του υπολογισµού του ΔiM στην εξίσωση (1.31) είναι προφανώς ένας κρίσιµος 
παράγοντας στην επιτυχία της µεθόδου του Kaczmarz. Η µέθοδος υπολογίζει το ΔiM µε 
την εξίσωση: 

(1.32) 
όπου:  
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sparse, which makes computation of S-• costly. Second, S is usually "ill 
conditioned" which makes computation of S-• very unstable. iø 

Kaczmarz' method circumvents the problems associated with the in- 
version of a large and sparse matrix and provides an efficient means for 
determining an approximate solution to equation (29) using an iterative 
procedure. Figure 11 presents a flowchart outlining the method in which 
there are three basic steps to the iterative part of the algorithm. An initial 
estimate of the model vector M init is input to the iterative loop of the al- 
gorithm and serves as the first "current estimate" M •st of the true solution 
M true. For now we assume that the initial model vector M init is known. 
However, more will be said on the selection of the initial model vector M 
in the case histories presented in Chapter 4. 

With the current estimate of the model vector M est known, the first 
step is to use the forward modeling problem defined by equation (25) to 
determine a predicted data vector ppre. This step is carried out by applying 
the linear operator S (determined by some ray tracing technique of personal 
choice) defined by equation (28) to the estimated model vector M •s•, 

ppr• = SM•t. (30) 

In the second step the predicted data vector PPr• is compared with 
the observed data vector pob, by taking the difference between the two. A 
small difference or good agreement between the predicted and observed data 
vectors implies good agreement between the estimated model vector M • 
and the true model vector M t•"•. Thus, if the difference is smaller than a 
specified tolerance, then the current estimate of the model vector M •t is 
output as the solution to equation (29) in the final step of the algorithm. 
The selection of a suitable tolerance for the difference is discussed with the 
case histories in Chapter 4. 

The third step of the iterative portion of Kaczmarz' method comes into 
play when the difference between the predicted and observed data vec- 
tors is larger than the specified tolerance. This important step essentially 
makes use of the difference information, pob• _ pp,.e, to update the cur- 
rent estimated model vector M • with a new estimate of the model vector 
M("ew) • which hopefully is closer to the true model vector M •r"•. This 
third step is written in equation form as 

M ("•w)•t = M e'• + A/M, (31) 
fori - 1,...,I, 

Ill conditioned means small changes in S produce large changes in the model function 
true or in S-g however you wish to look at it 
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Step 1 

Initial estimate 
Minit 

currenf estimafe est 

Step 2 

Step 3 

predicted observed 
data vector data vector 

P pre pObS 

FIG. 11. Flow chart for Kaczmarz' method. M i"i' is the initial estimate 
of the model vector; M e'• is the current updated estimate of the model 
vector; ppre is the predicted data vector from the forward modeling given 
by equation (30); and pobo is the observed data vector. M eø• is iteratively 
updated until ppre matches pobo to within a specified tolerance. 
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where AiM represents the incremental update to the current estimate of 
the model vector and superscript i means applying equation (31) when the 
ith row of the pob• and ppre vectors are compared. The new estimate 
M (new)e•t is then taken as the current estimate for the next iteration. As 
you will soon see, equation (31) brings the current model estimate toward 
the true solution, at least in theory. 

The method of computing AiM in equation (31) is obviously a crucial 
'method. Kaczmarz' method computes factor in the success of Kaczmarz 

AiM with the equation' 

where 

AiM1 
A i M2 

- . , (32) 
ß 

AiMj 

pi .øb s __ piP r e 
- 

(33) 

Note that the summation in the numerator is just the predicted data vector 
ppre found in the forward modeling in equation (30). 

Now we will geometrically derive equation (33) and show the conver- 
gence of Kaczmarz' method through a simple example. Let two rays (I = 2) 
travel through a two-cell model (J = 2) so that the vector equation (29) 
for the problem can be written as 

p•,b, = Sll M1 + S12M2, for ray 1, and (34) 
p•b, __ S21 M1 + S22M2, for ray 2, (35) 

where P•'b• and P•*• are observed data and M1 and M2 are unknown TM. 
Remember that $i1 is just the ith ray's path length through the jth cell 
and is generally known from the forward modeling. We plot equations (34) 
and (35)in Figure 12 as lines (hyperplanes) on a 2-D space with axes M1 
and M2 .12 The solution to the equations occurs at point X where the two 

• • Here M• and M2 are unknown and therefore defined as independent variables. Only 
when the solution is found are they referred to as M[ •ue and M• •ue as in equation (29). 

•2If I = 3 and J = 3, then we would be looking for the intersection point of three 
planes in a 3-D model space. For situations where J > 3, equation (29) represents a 
J-dimensionM space and we would look for the solution at the intersection of I = J 
hyperplanes where a hyperplane has J - 1 dimensions. Note that we must have at least 
I = J hyperplanes to solve equation (29) and generally I > J. 
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(1.33) 
 

 
Τώρα η εξίσωση (1.33) µπορεί να παραγωγιστεί γεωµετρικά και να δειχθεί η σύγκλιση 
της µεθόδου µέσω ενός απλού παραδείγµατος. 
Έστω δύο ακτίνες (Ι=2) που ταξιδεύουν µέσα από ένα µοντέλο δύο κελιών,(J=2), έτσι 
ώστε η εξίσωση (1.29) για το πρόβληµα αυτό να γράφεται ως: 
 

για την ακτίνα 1 (1.34) 
για την ακτίνα 2(1.35) 

 
Όπου Ρ1

obs και P2
obs είναι οι παρατηρήσεις και Μ1 και Μ2 οι άγνωστοι. 

Σχεδιάζονται οι εξισώσεις (1.34) και (1.35) στην εικόνα 1.12 σαν γραµµές σε ένα 
δισδιάστατο χώρο µε άξονες Μ1 και Μ2 .Η λύση της εξίσωσης προκύπτει στο σηµείο Χ 
όπου οι δυο γραµµές τέµνονται. 

 
Εικόνα 1: 12 Για δυο ακτίνες (Ι=2) σε ένα µοντέλο 2 κελιών (J=2), πιθανές τιµές για τα Μ1 και Μ2 ορίζονται από τις 

δυο γραµµές. (Lo) 

Αφού η λύση στο σηµείο Χ µε συντεταγµένες (M1
true ,M2

true) είναι άγνωστη, η διαδικασία 
πρέπει να ξεκινήσει µε µια αρχική εκτίµηση στο σηµείο Α µε συντεταγµένες (Μ1

Α,Μ2
Α). 

Η αρχική εκτίµηση γίνεται η τρέχουσα εκτίµηση όπως φαίνεται στο διάγραµµα ροής 
(Εικόνα 1.11). 
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where AiM represents the incremental update to the current estimate of 
the model vector and superscript i means applying equation (31) when the 
ith row of the pob• and ppre vectors are compared. The new estimate 
M (new)e•t is then taken as the current estimate for the next iteration. As 
you will soon see, equation (31) brings the current model estimate toward 
the true solution, at least in theory. 

The method of computing AiM in equation (31) is obviously a crucial 
'method. Kaczmarz' method computes factor in the success of Kaczmarz 

AiM with the equation' 

where 

AiM1 
A i M2 

- . , (32) 
ß 

AiMj 

pi .øb s __ piP r e 
- 

(33) 

Note that the summation in the numerator is just the predicted data vector 
ppre found in the forward modeling in equation (30). 

Now we will geometrically derive equation (33) and show the conver- 
gence of Kaczmarz' method through a simple example. Let two rays (I = 2) 
travel through a two-cell model (J = 2) so that the vector equation (29) 
for the problem can be written as 

p•,b, = Sll M1 + S12M2, for ray 1, and (34) 
p•b, __ S21 M1 + S22M2, for ray 2, (35) 

where P•'b• and P•*• are observed data and M1 and M2 are unknown TM. 
Remember that $i1 is just the ith ray's path length through the jth cell 
and is generally known from the forward modeling. We plot equations (34) 
and (35)in Figure 12 as lines (hyperplanes) on a 2-D space with axes M1 
and M2 .12 The solution to the equations occurs at point X where the two 

• • Here M• and M2 are unknown and therefore defined as independent variables. Only 
when the solution is found are they referred to as M[ •ue and M• •ue as in equation (29). 

•2If I = 3 and J = 3, then we would be looking for the intersection point of three 
planes in a 3-D model space. For situations where J > 3, equation (29) represents a 
J-dimensionM space and we would look for the solution at the intersection of I = J 
hyperplanes where a hyperplane has J - 1 dimensions. Note that we must have at least 
I = J hyperplanes to solve equation (29) and generally I > J. 
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where AiM represents the incremental update to the current estimate of 
the model vector and superscript i means applying equation (31) when the 
ith row of the pob• and ppre vectors are compared. The new estimate 
M (new)e•t is then taken as the current estimate for the next iteration. As 
you will soon see, equation (31) brings the current model estimate toward 
the true solution, at least in theory. 

The method of computing AiM in equation (31) is obviously a crucial 
'method. Kaczmarz' method computes factor in the success of Kaczmarz 

AiM with the equation' 

where 

AiM1 
A i M2 

- . , (32) 
ß 

AiMj 

pi .øb s __ piP r e 
- 

(33) 

Note that the summation in the numerator is just the predicted data vector 
ppre found in the forward modeling in equation (30). 

Now we will geometrically derive equation (33) and show the conver- 
gence of Kaczmarz' method through a simple example. Let two rays (I = 2) 
travel through a two-cell model (J = 2) so that the vector equation (29) 
for the problem can be written as 

p•,b, = Sll M1 + S12M2, for ray 1, and (34) 
p•b, __ S21 M1 + S22M2, for ray 2, (35) 

where P•'b• and P•*• are observed data and M1 and M2 are unknown TM. 
Remember that $i1 is just the ith ray's path length through the jth cell 
and is generally known from the forward modeling. We plot equations (34) 
and (35)in Figure 12 as lines (hyperplanes) on a 2-D space with axes M1 
and M2 .12 The solution to the equations occurs at point X where the two 

• • Here M• and M2 are unknown and therefore defined as independent variables. Only 
when the solution is found are they referred to as M[ •ue and M• •ue as in equation (29). 

•2If I = 3 and J = 3, then we would be looking for the intersection point of three 
planes in a 3-D model space. For situations where J > 3, equation (29) represents a 
J-dimensionM space and we would look for the solution at the intersection of I = J 
hyperplanes where a hyperplane has J - 1 dimensions. Note that we must have at least 
I = J hyperplanes to solve equation (29) and generally I > J. 
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where AiM represents the incremental update to the current estimate of 
the model vector and superscript i means applying equation (31) when the 
ith row of the pob• and ppre vectors are compared. The new estimate 
M (new)e•t is then taken as the current estimate for the next iteration. As 
you will soon see, equation (31) brings the current model estimate toward 
the true solution, at least in theory. 

The method of computing AiM in equation (31) is obviously a crucial 
'method. Kaczmarz' method computes factor in the success of Kaczmarz 

AiM with the equation' 

where 

AiM1 
A i M2 

- . , (32) 
ß 

AiMj 

pi .øb s __ piP r e 
- 

(33) 

Note that the summation in the numerator is just the predicted data vector 
ppre found in the forward modeling in equation (30). 

Now we will geometrically derive equation (33) and show the conver- 
gence of Kaczmarz' method through a simple example. Let two rays (I = 2) 
travel through a two-cell model (J = 2) so that the vector equation (29) 
for the problem can be written as 

p•,b, = Sll M1 + S12M2, for ray 1, and (34) 
p•b, __ S21 M1 + S22M2, for ray 2, (35) 

where P•'b• and P•*• are observed data and M1 and M2 are unknown TM. 
Remember that $i1 is just the ith ray's path length through the jth cell 
and is generally known from the forward modeling. We plot equations (34) 
and (35)in Figure 12 as lines (hyperplanes) on a 2-D space with axes M1 
and M2 .12 The solution to the equations occurs at point X where the two 

• • Here M• and M2 are unknown and therefore defined as independent variables. Only 
when the solution is found are they referred to as M[ •ue and M• •ue as in equation (29). 

•2If I = 3 and J = 3, then we would be looking for the intersection point of three 
planes in a 3-D model space. For situations where J > 3, equation (29) represents a 
J-dimensionM space and we would look for the solution at the intersection of I = J 
hyperplanes where a hyperplane has J - 1 dimensions. Note that we must have at least 
I = J hyperplanes to solve equation (29) and generally I > J. 
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M 2 

o\ 

H 

obs 

M2 = P1 ,,....__/ S12 

• obs 

12M2 

FIG. 12. For two rays (I = 2) in a two-cell model (d = 2), possible values 
for M• and M2 are defined by [he two lines (hyperplanes). p•,b, and 
are [he observed data from [he two rays. Point X represents [he desired 
model values which lie at the intersection of the two hyperplanes. A• M• and 
A•M2 for ray 1 are geometrically derived so that point B is the projection 
of point A onto the hyperplane defined by equation (34). The result of this 
geometrical derivation is equation (33). 
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Το γεωµετρικό βήµα στην εικόνα 1.12 είναι να βρεθεί η κάθετη προβολή του σηµείο Α 
στην γραµµή που ορίζεται από την εξίσωση (1.34) στο σηµείο Β. 
Μαθηµατικά αυτό το βήµα περιγράφεται από: 

και (1.36) 

     (1.37) 
όπου Δ1Μ1 και Δ2Μ2 οι διορθώσεις που αναζητούνται γεωµετρικά και ορίζονται από την 
εξίσωση (1.33) για i=1 και j=1,2.  
Η πρώτη γεωµετρική σχέση από την εικόνα 1.12 είναι η οµοιότητα των τριγώνων ABC, 
FED και GEH, Χρησιµοποιώντας αυτές τις οµοιότητες: 

και (1.38) 

(1.39) 
Τώρα, πρέπει να προσδιοριστούν τα 𝐸𝐹, 𝐺𝐻/𝐺𝐸 και 𝛦𝛨/𝐺𝐸 στις εξισώσεις (1.38) και 
(1.39). Στο ευθύγραµµο τµήµα 𝐸𝐹, το σηµείο Ε βρίσκεται στο (Μ1=Ρ1

obs/S11,M2=0). Το 
σηµείο F είναι η τοµή µε τον άξονα Μ1 και µιας ευθείας παράλληλης στην εξίσωση (1.34) 
και περιέχει τα σηµεία (Μ1

Α,Μ2
Α). Η εξίσωση για αυτή την ευθεία είναι: 

(1.40) 
Από την εξίσωση (1.40) προσδιορίζονται οι συντεταγµένες του σηµείο F κατά µήκος του 
άξονα Μ1 ως: 

 
 
Τελικά το µήκος του ευθύγραµµου τµήµατος EF δίνεται από:  

 (1.41) 
Ο λόγος 𝐺𝐻/𝐺𝐸 είναι απλά: 

(1.42) 
Παρόµοια το 𝛦𝛨/𝐺𝐸 δίνεται από:  

(1.43) 
Αντικαθιστώντας τις εξισώσεις (1.41), (1.42) και (1.43) στις εξισώσεις (1.38) και (1.39) 
οδηγεί στις διορθώσεις του µοντέλου λόγου της πρώτης ακτίνας: 

 (1.44)  
και 
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lines (hyperplanes) intersect. 
Since the solution at point X with coordinates (M•"•'e,M• "•'e) is un- 

known, we must start with an initial estimate at point A given by the 
coordinates (M1 A, M• A). This initial estimate becomes the current estimate 
as shown in the flow chart for Kaczmarz' method in Figure 11. The geo- 
metrical step in Figure 12 is to find the perpendicular projection of point A 
onto the hyperplane •:• defined by equation (34) at point B. Mathematically 
this step is given by, 

s = M+AM,and (36) 

where A•M• and A•M2 are the corrections sought geometrically and de- 
fined by equation (33) for i- 1 and j- 1,2. 

The first geometrical relationship to note in Figure 12 is the similarity 
of triangles AABC, AFED, and AGEH. Using these similarities we can 
immediately write 

AIM• = AB cosc• = DFcos c• 

A • M2 = AB sin c• = DF sin c• 

= EF cos 2 c• 

__GH • 
= EF and 

'•E:Z ' 
= EF cos c• sin c• 

(38) 

--GH EH 

= EFG---•- • . (39) 
Our task now is to determine EF, GH/•--•, and EH/GE in equa- 

tions (38) and (39). On the line segment EF, point E is located at 
(M• = P•'b'/sI•, M2 = 0). Point F is the intersection with the M•-axis of 
a line which is parallel to equation (34) and contains the point (MIA,M•). 
The equation for this line is 

S11M• A + S• 2M• A - S• • M1 + S1 :• (40) 

From equation (40) we determine the coordinate of point F along the M•- 
axis as (M• - (SI•M1A + S•2M•A)/S•I, M2 - 0). Thus, the length of the 
line segment EF is given by 

1 
(41) 

laAlthough equations (34) and (35) both represent lines, we will continue to refer to 
them as hyperplanes since that is what they are called when J > 3. 
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lines (hyperplanes) intersect. 
Since the solution at point X with coordinates (M•"•'e,M• "•'e) is un- 

known, we must start with an initial estimate at point A given by the 
coordinates (M1 A, M• A). This initial estimate becomes the current estimate 
as shown in the flow chart for Kaczmarz' method in Figure 11. The geo- 
metrical step in Figure 12 is to find the perpendicular projection of point A 
onto the hyperplane •:• defined by equation (34) at point B. Mathematically 
this step is given by, 

s = M+AM,and (36) 

where A•M• and A•M2 are the corrections sought geometrically and de- 
fined by equation (33) for i- 1 and j- 1,2. 

The first geometrical relationship to note in Figure 12 is the similarity 
of triangles AABC, AFED, and AGEH. Using these similarities we can 
immediately write 

AIM• = AB cosc• = DFcos c• 

A • M2 = AB sin c• = DF sin c• 

= EF cos 2 c• 

__GH • 
= EF and 

'•E:Z ' 
= EF cos c• sin c• 

(38) 

--GH EH 

= EFG---•- • . (39) 
Our task now is to determine EF, GH/•--•, and EH/GE in equa- 

tions (38) and (39). On the line segment EF, point E is located at 
(M• = P•'b'/sI•, M2 = 0). Point F is the intersection with the M•-axis of 
a line which is parallel to equation (34) and contains the point (MIA,M•). 
The equation for this line is 

S11M• A + S• 2M• A - S• • M1 + S1 :• (40) 

From equation (40) we determine the coordinate of point F along the M•- 
axis as (M• - (SI•M1A + S•2M•A)/S•I, M2 - 0). Thus, the length of the 
line segment EF is given by 

1 
(41) 

laAlthough equations (34) and (35) both represent lines, we will continue to refer to 
them as hyperplanes since that is what they are called when J > 3. 
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2.3. SERIES EXPANSION METHODS 33 

The ratio GH/GE is simply, 

GH 

GE 

ß (42) 

Similarly, EH/GE is given by, 

EH P•ø/Szz 
+ 

= S12 . (43) 
+ 

results in the model corrections due to the first ray, 

p•b• I:•p re •_--' i and (44) AiM1 -- •'! 1 S121 .•. S122 
p•bs I•Pr ß - -• (45) AiM2 - $1• $•---•+$• , 

where ,rre _ SzzMi • + $z•M• t Equations (44) and (45) are the same as a I ß 

equation (33) when i = 1 and j = 1,2. Thus, we see that equation (33) 
simply determines the projection of a model estimate onto one of the hy- 
perplanes defined by equation (29). 

Carrying this example one step further, we can determine point I in Fig- 
ure 12, the projection of point B onto hyperplane 2 defined by equation (35) 
for the second ray using the indices i - 2, j - 1, 2 in equation (33). If we 
alternate projections of the model estimates between the two hyperplanes, 
then the updated model estimates (step 3 in Figure 11) must converge on 
point X as depicted in Figure 13. Thus, Kaczmarz' method will converge 
to the solution of equation (29). 

2.3.3 ART and SIRT 

The algebraic reconstruction technique (ART) and the simultaneous 
iterative reconstruction technique (SIRT) are the two common implemen- 
tations of Kaczmarz' method in seismic ray tomography. This section de- 
scribes the basic features of both algorithms. 

ART is a computational algorithm for solving equation (29) that directly 
uses Kaczmarz' method. Thus, the ART algorithm is comprised of the 

D
ow

nl
oa

de
d 

06
/2

1/
14

 to
 1

34
.1

53
.1

84
.1

70
. R

ed
ist

rib
ut

io
n 

su
bj

ec
t t

o 
SE

G
 li

ce
ns

e 
or

 c
op

yr
ig

ht
; s

ee
 T

er
m

s o
f U

se
 a

t h
ttp

://
lib

ra
ry

.se
g.

or
g/

2.3. SERIES EXPANSION METHODS 33 

The ratio GH/GE is simply, 

GH 

GE 

ß (42) 

Similarly, EH/GE is given by, 

EH P•ø/Szz 
+ 

= S12 . (43) 
+ 

results in the model corrections due to the first ray, 

p•b• I:•p re •_--' i and (44) AiM1 -- •'! 1 S121 .•. S122 
p•bs I•Pr ß - -• (45) AiM2 - $1• $•---•+$• , 

where ,rre _ SzzMi • + $z•M• t Equations (44) and (45) are the same as a I ß 

equation (33) when i = 1 and j = 1,2. Thus, we see that equation (33) 
simply determines the projection of a model estimate onto one of the hy- 
perplanes defined by equation (29). 

Carrying this example one step further, we can determine point I in Fig- 
ure 12, the projection of point B onto hyperplane 2 defined by equation (35) 
for the second ray using the indices i - 2, j - 1, 2 in equation (33). If we 
alternate projections of the model estimates between the two hyperplanes, 
then the updated model estimates (step 3 in Figure 11) must converge on 
point X as depicted in Figure 13. Thus, Kaczmarz' method will converge 
to the solution of equation (29). 

2.3.3 ART and SIRT 

The algebraic reconstruction technique (ART) and the simultaneous 
iterative reconstruction technique (SIRT) are the two common implemen- 
tations of Kaczmarz' method in seismic ray tomography. This section de- 
scribes the basic features of both algorithms. 

ART is a computational algorithm for solving equation (29) that directly 
uses Kaczmarz' method. Thus, the ART algorithm is comprised of the 

D
ow

nl
oa

de
d 

06
/2

1/
14

 to
 1

34
.1

53
.1

84
.1

70
. R

ed
is

tri
bu

tio
n 

su
bj

ec
t t

o 
SE

G
 li

ce
ns

e 
or

 c
op

yr
ig

ht
; s

ee
 T

er
m

s o
f U

se
 a

t h
ttp

://
lib

ra
ry

.se
g.

or
g/

2.3. SERIES EXPANSION METHODS 33 

The ratio GH/GE is simply, 

GH 

GE 

ß (42) 

Similarly, EH/GE is given by, 

EH P•ø/Szz 
+ 

= S12 . (43) 
+ 

results in the model corrections due to the first ray, 

p•b• I:•p re •_--' i and (44) AiM1 -- •'! 1 S121 .•. S122 
p•bs I•Pr ß - -• (45) AiM2 - $1• $•---•+$• , 

where ,rre _ SzzMi • + $z•M• t Equations (44) and (45) are the same as a I ß 

equation (33) when i = 1 and j = 1,2. Thus, we see that equation (33) 
simply determines the projection of a model estimate onto one of the hy- 
perplanes defined by equation (29). 

Carrying this example one step further, we can determine point I in Fig- 
ure 12, the projection of point B onto hyperplane 2 defined by equation (35) 
for the second ray using the indices i - 2, j - 1, 2 in equation (33). If we 
alternate projections of the model estimates between the two hyperplanes, 
then the updated model estimates (step 3 in Figure 11) must converge on 
point X as depicted in Figure 13. Thus, Kaczmarz' method will converge 
to the solution of equation (29). 

2.3.3 ART and SIRT 

The algebraic reconstruction technique (ART) and the simultaneous 
iterative reconstruction technique (SIRT) are the two common implemen- 
tations of Kaczmarz' method in seismic ray tomography. This section de- 
scribes the basic features of both algorithms. 

ART is a computational algorithm for solving equation (29) that directly 
uses Kaczmarz' method. Thus, the ART algorithm is comprised of the 

D
ow

nl
oa

de
d 

06
/2

1/
14

 to
 1

34
.1

53
.1

84
.1

70
. R

ed
is

tri
bu

tio
n 

su
bj

ec
t t

o 
SE

G
 li

ce
ns

e 
or

 c
op

yr
ig

ht
; s

ee
 T

er
m

s o
f U

se
 a

t h
ttp

://
lib

ra
ry

.se
g.

or
g/



	

(1.45) 
 
όπου 𝑃@

AB = 𝑆@@𝑀@
E + 𝑆@G𝑀G

E. Οι εξισώσεις (1.44) και (1.45) είναι οι ίδιες µε την εξίσωση 
(1.33) όταν i=1 και j=1,2. 
Έτσι φαίνεται ότι η εξίσωση (1.33) απλά αντιπροσωπεύει την προβολή της εκτίµησης 
του µοντέλου σε ένα από τα υπερ-επίπεδα που ορίστηκαν από την εξίσωση (1.29). 
Συνεχίζοντας αυτό το παράδειγµα ένα βήµα παραπέρα, δύναται να προσδιοριστεί το 
σηµείο I στην εικόνα 1.12, την προβολή του σηµείου Β στο υπερ-επίπεδο 2 που ορίζεται 
από την εξίσωση (1.35) για την δεύτερη ακτίνα χρησιµοποιώντας τους δείκτες i=2 και j= 
1,2 στην εξίσωση (1.33). 
Εάν εναλλαχθούν οι προβολές των εκτιµήσεων του µοντέλου µεταξύ των δυο υπερ. 
επιπέδων, τότε οι ενηµερωµένες εκτιµήσεις του µοντέλου πρέπει να συγκλίνουν στο 
σηµείο Χ όπως φαίνεται στην εικόνα 1.13. Άρα, η µέθοδος Kaczmarz θα συγκλίνει στην 
λύση της εξίσωσης (1.29). (Lo) 

 

2. ΤΕΧΝΗΤΑ ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ 
	

2.1 ΕΙΣΑΓΩΓΗ 
Όπως αναφέρθηκε και σε προηγούµενο κεφαλαίο το πρόβληµα της επιλογής των πρώτων 
αφίξεων είναι αρκετά σηµαντικό καθώς είναι πολύ χρονοβόρο. Στον κλάδο της 
γεωφυσικής µπορεί κανείς να βρει αρκετές εφαρµογές των τεχνητών νευρωνικών 
δικτύων, σε περιορισµένη όµως έκταση καθώς είναι ένα σχετικά καινούργιο 
επιστηµονικό αντικείµενο. Στο παρόν κεφάλαιο θα γίνει µια συνοπτική αναφορά στην 
θεωρία πίσω από την κατασκευή ενός νευρωνικό δικτύου καθώς και στον αλγόριθµο 
εκπαίδευσης αυτού.  

2.1.1 ΤΙ ΟΝΟΜΑΖΕΤΑΙ ΝΕΥΡΩΝΙΚΟ ΔΙΚΤΥΟ 
Ο νευρώνας(neuron) είναι ένα κύτταρο στον εγκέφαλο µε κύρια λειτουργία του, την 
συγκέντρωση, επεξεργασία και διάδοση ηλεκτρικών σηµάτων. Η δυνατότητα 
επεξεργασίας πληροφοριών του εγκέφαλου θεωρείται ότι απορρέει κυρίως από δίκτυα 
τέτοιων νευρώνων. Η Εικόνα 2.1 δείχνει ένα απλό µαθηµατικό µοντέλο του νευρώνα, το 
οποίο επινοήθηκε από τους McCulloch και Pitts (1943). Γενικά µιλώντας, ο νευρώνας 
«πυροδοτείται» όταν ένας γραµµικός συνδυασµός εισόδων του, υπερβαίνει ένα κατώφλι. 
Τεχνητά νευρωνικά δίκτυα ή νευρωνικά δίκτυα ονοµάζονται τα µαθηµατικά µοντέλα που 
βασίζονται στην θεώρηση ότι ο τρόπος επεξεργασίας πληροφοριών του εγκεφάλου, µέσω 
των νευρώνων, είναι σαφώς ταχύτερος από ψηφιακούς υπολογιστές σε κοµµάτια που 
αφορούν την αντίληψη και την αναγνώριση µοτίβων. (Russel Stuart, 2010) 
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Carrying this example one step further, we can determine point I in Fig- 
ure 12, the projection of point B onto hyperplane 2 defined by equation (35) 
for the second ray using the indices i - 2, j - 1, 2 in equation (33). If we 
alternate projections of the model estimates between the two hyperplanes, 
then the updated model estimates (step 3 in Figure 11) must converge on 
point X as depicted in Figure 13. Thus, Kaczmarz' method will converge 
to the solution of equation (29). 

2.3.3 ART and SIRT 

The algebraic reconstruction technique (ART) and the simultaneous 
iterative reconstruction technique (SIRT) are the two common implemen- 
tations of Kaczmarz' method in seismic ray tomography. This section de- 
scribes the basic features of both algorithms. 

ART is a computational algorithm for solving equation (29) that directly 
uses Kaczmarz' method. Thus, the ART algorithm is comprised of the 
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Εικόνα 2. 1: Ένα απλό µαθηµατικό µοντέλο νευρώνα 

 
2.1.2 ΜΟΝΑΔΕΣ ΣΤΑ ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ  
Τα νευρωνικά δίκτυα αποτελούνται από κόµβους η µονάδες (units) που συνδέονται µε 
κατευθυνόµενους συνδέσµους (links). Ο σύνδεσµος από µια µονάδα j στη µονάδα i 
εξυπηρετεί στη διάδοση ενεργοποίησης (activation) aj από το j στο i. Με κάθε σύνδεσµο 
συσχετίζεται επίσης ένα αριθµητικό βάρος (weight) Wj,i, το οποίο προσδιορίζει την ισχύ 
και το πρόσηµο της σύνδεσης. Κάθε µονάδα i υπολογίζει πρώτα ένα σταθµισµένο 
άθροισµα των εισόδων (inputs) της:  

ini= Wj,iaj
n
j=0                                         (2.1) 

Στην συνέχεια εφαρµόζεται µια συνάρτηση ενεργοποίησης (activation function) g σε 
αυτό το άθροισµα για να παραχθεί η έξοδος (output):  

𝑎I = 𝑔 𝑖𝑛 = 𝑔 𝑊N,I𝑎NO
N2P                (2.2) 

Η συνάρτηση ενεργοποίησης g είναι σχεδιασµένη έτσι ώστε να εξυπηρετεί  δυο βασικούς 
σκοπούς. Αρχικά η µονάδα να είναι «ενεργή» (κοντά στο +1) όταν δίνονται οι «σωστές» 
είσοδοι και «ανενεργή» όταν δίνονται οι λανθασµένες. Πρέπει επίσης η ενεργοποίηση να 
είναι µη γραµµική, αλλιώς το συνολικό νευρωνικό δίκτυο θα εκφυλίζεται σε µια απλή 
γραµµική συνάρτηση. Δυο επιλογές για την συνάρτηση g είναι η συνάρτηση κατωφλίου 
(threshold) και η σιγµοειδής συνάρτηση (sigmoid function). Η σιγµοειδής συνάρτηση 
έχει το πλεονέκτηµα να είναι διαφορίσιµη, γεγονός σηµαντικό για τον αλγόριθµο 
µάθησης των βαρών. Σηµαντικό είναι επίσης, ότι, και οι δύο συναρτήσεις έχουν κατώφλι 
(είτε άκαµπτο είτε εύκαµπτο). Στο µηδέν το βάρος πόλωσης Wo,i , ορίζει το πραγµατικό 
κατώφλι για την µονάδα, µε την έννοια ότι η µονάδα ενεργοποιείται όταν το σταθµισµένο 
άθροισµα των εισόδων  𝑊N,I𝑎NO

N2P  (µε εξαίρεση της εισόδου πόλωσης) υπερβαίνει το 

Wo,i. (Russel Stuart, 2010) 



	

 

Εικόνα 2. 2: (α) Η συνάρτηση ενεργοποίησης κατωφλίου η οποία έχει έξοδο 1 όταν η είσοδος είναι θετική και 0 
διαφορετικά (β) η σιγµοειδής συνάρτηση 

2.2 ΔΟΜΕΣ ΔΙΚΤΥΟΥ 
Υπάρχουν δυο κύριες κατηγορίες δοµών νευρωνικών δικτύων: τα µη κυκλικά ή δίκτυα 
µε προς τα εµπρός τροφοδότηση του σήµατος (feed-forward networks), και τα κυκλικά 
ή αναδροµικά δίκτυα (recurrent networks). Ένα δίκτυο µε προς τα εµπρός τροφοδότηση 
του σήµατος αναπαριστά µια συνάρτηση των τρεχουσών εισόδων του, µε συνέπεια, να 
µην έχει άλλη εσωτερική κατάσταση πέρα από τα ίδια τα βάρη. Για να γίνει αυτό πιο 
κατανοητό, θεωρείται το απλό δίκτυο που παρουσιάζεται στην Εικόνα 2.3. Το δίκτυο 
αυτό αποτελείται από δυο µονάδες εισόδου, δυο κρυφές µονάδες και µια µονάδα εξόδου 
(για χάρη απλότητας έχουν παραλειφθεί σε αυτό το παράδειγµα οι µονάδες πόλωσης). 
Με δεδοµένο ένα διάνυσµα εισόδου x=(x1,x2), οι ενεργοποιήσεις των µονάδων εισόδου 
ορίζονται στο (α1,α2)=(x1,x2) και το δίκτυο υπολογίζει: 

𝛼R = 𝑔 𝑊S,R𝑎S + 𝑊T,R𝑎T = 𝑔 𝑊S,R𝑔 𝑊@,S𝑎@ + 𝑊G,S𝑎G + 𝑊T,R𝑔 𝑊@,T𝑎@ + 𝑊G,T𝑎G    (2. 1) 

Αυτό σηµαίνει ότι, µε την έκφραση της εξόδου κάθε κρυφής µονάδας ως συνάρτηση των 
εισόδων της, δείχθηκε ότι η έξοδος του συνόλου του δικτύου, α5, είναι συνάρτηση των 
εισόδων του δικτύου. Επιπλέον γίνεται προφανές ότι τα βάρη στο δίκτυο λειτουργούν ως 
παράµετροι αυτής της συνάρτησης. Αν οι παράµετροι αυτοί µετονοµαστούν σε W, το 
δίκτυο υπολογίζει µια συνάρτηση hw(x). Αν αλλαχθούν τα βάρη, αλλάζει µε την σειρά 
της η συνάρτηση που αντιπροσωπεύει το δίκτυο. Αυτός είναι και ο τρόπος µε τον οποίο 
συµβαίνει η µάθηση στα νευρωνικά δίκτυα. 

 

Εικόνα 2. 3 Ένα απλό νευρωνικό δίκτυο µε δύο εισόδους, ένα κρυφό επίπεδο δύο µονάδων και µία έξοδο. 



	

Το νευρωνικό δίκτυο µπορεί να χρησιµοποιηθεί για ταξινόµηση ή παλινδρόµηση. Τα 
δίκτυα µε προς τα εµπρός τροφοδότηση του σήµατος είναι συνήθως διατεταγµένα σε 
επίπεδα (layers), έτσι ώστε κάθε µονάδα να λαµβάνει είσοδο µόνο από τις µονάδες στο 
αµέσως προηγούµενο επίπεδο.  

2.2.1 ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ ΕΝΟΣ ΕΠΙΠΕΔΟΥ ΜΕ ΠΡΟΣ 
ΣΤΑ ΕΜΠΡΟΣ ΤΡΟΦΟΔΟΤΗΣΗ ΤΟΥ ΣΗΜΑΤΟΣ 
(perceptrons)  
 

Ένα δίκτυο του οποίου όλες οι είσοδοι είναι άµεσα συνδεδεµένες στις εξόδους 
ονοµάζεται νευρωνικό δίκτυο ενός επιπέδου. (single layer neural network) ή δίκτυο 
αισθητήρα.  

 

 

Εικόνα 2. 4(a) Ένα δίκτυο το οποίο αποτελείται από τρείς µονάδες εξόδου που µοιράζονται πέντε εισόδους. (β) 
Γράφηµα της εξόδου µιας µονάδας αισθητήρα δύο εισόδων µε σιγµοειδή ενεργοποίηση. (Russel Stuart, 2010) 

Θα ακολουθήσει µια σύντοµη περιγραφή του χώρου υποθέσεων που µπορεί να 
αναπαραστήσει ένας αισθητήρας. Με µία συνάρτηση ενεργοποίησης κατωφλίου , 
θεωρείται ότι ο αισθητήρας αναπαριστά µια «Boolean» συνάρτηση. Εκτός από τις 
στοιχειώδεις Boolean συναρτήσεις AND, OR, NOT, ένας αισθητήρας µπορεί να 
αναπαραστήσει µε σαφήνεια και αρκετά «πολύπλοκες» συναρτήσεις. Για παράδειγµα, η 
συνάρτηση πλειοψηφίας, η οποία έχει έξοδο 1 µόνο εάν περισσότερες από τις µισές των 
n εισόδων της έχουν τιµή 1, δύναται να αναπαρασταθεί από έναν αισθητήρα µε Wi=1 και 
κατώφλι W0=n/2 . Από την άλλη υπάρχουν και πολλές Boolean συναρτήσεις που δεν 
γίνεται να αναπαρασταθούν από τον αισθητήρα κατωφλίου. Εξετάζοντας την εξίσωση 
2.2, γίνεται φανερό ότι ο αισθητήρας επιστρέφει την τιµή 1 αν και µόνο αν το 



	

σταθµισµένο άθροισµα των εισόδων του (συµπεριλαµβανοµένης και της πόλωσης) είναι 
θετικό: 

𝑊NO
N2P 𝑥N > 0	ή	𝑊 ∗ 𝑥 > 0						              (2.4) 

Τώρα η εξίσωση W*x=0 ορίζει ένα υπερεπίπεδο στο χώρο εισόδου, έτσι ώστε ο 
αισθητήρας επιστρέφει την τιµή 1 αν και µόνο αν η είσοδος βρίσκεται στην µία πλευρά 
αυτού του υπερεπιπέδου. Για τον λόγο αυτό ο αισθητήρας κατωφλίου ονοµάζεται και 
γραµµικός διαχωριστής Οι εικόνες 2.5(a) και 2.5(b) δείχνουν αυτό το υπερεπίπεδο (µια 
ευθεία γραµµή, στις δύο διαστάσεις) για τις αναπαραστάσεις αισθητήρα των 
συναρτήσεων AND και OR µε δύο εισόδους. Οι µαύρες κουκκίδες δείχνουν ένα σηµείο 
στο χώρο εισόδου όπου η τιµή της συνάρτησης είναι 1, ενώ οι λευκές κουκκίδες 
υποδηλώνουν ένα σηµείο στο οποίο η τιµή είναι 0. Ο αισθητήρας µπορεί να 
αναπαραστήσει αυτές τις συναρτήσεις επειδή υπάρχει µια ευθεία στο χώρο που 
διαχωρίζει όλες τις λευκές από τις µαύρες κουκκίδες . Οι συναρτήσεις αυτές ονοµάζονται 
και γραµµικά διαχωρίσιµες. (linearly separable) Η εικόνα 2.5(c) δείχνει ένα παράδειγµα 
συνάρτησης που δεν είναι γραµµικά διαχωρίσιµη τη συνάρτηση XOR. Προφανώς δεν 
υπάρχει τρόπος ώστε να µπορεί ένας αισθητήρας κατωφλίου να διδαχτεί αυτή την 
συνάρτηση. Γενικά, οι αισθητήρες κατωφλίου µπορούν να αναπαραστήσουν µόνο 
γραµµικά διαχωρίσιµες συναρτήσεις. Οι σιγµοειδείς αισθητήρες έχουν παρόµοιους 
περιορισµούς µε την έννοια ότι αναπαριστούν µόνο «εύκαµπτους» γραµµικούς 
διαχωριστές.  

 

Εικόνα 2. 5 Γραµµική διαχωρισηµότητα σε αισθητήρες κατωφλίου 

Παρά την περιορισµένη τους εκφραστική δύναµη, οι αισθητήρες κατωφλίου διατηρούν 
ορισµένα σηµαντικά πλεονεκτήµατα. Πιο συγκεκριµένα, υπάρχει ένας απλός αλγόριθµος 
µάθησης που προσαρµόζει έναν αισθητήρα κατωφλίου σε οποιοδήποτε γραµµικά 
διαχωρίσιµο σύνολο εκπαίδευσης. Η κεντρική ιδέα πίσω από αυτόν τον αλγόριθµο όπως 
και από τους περισσότερους αλγορίθµους µάθησης στα νευρωνικά δίκτυα, είναι η 
προσαρµογή των βαρών του δικτύου ώστε να ελαχιστοποιηθεί κάποιο µέτρο του 
σφάλµατος στο σύνολο εκπαίδευσης. Κατά συνέπεια η µάθηση διατυπώνεται ως 
αναζήτηση βελτιστοποίησης στο χώρο βαρών (weight space). Η «κλασσική» µέτρηση 



	

του σφάλµατος είναι το άθροισµα των τετραγώνων των σφαλµάτων(sum of squared 
errors). Το τετράγωνο του σφάλµατος για ένα και µόνο παράδειγµα εκπαίδευσης µε 
είσοδο x και έξοδο y γράφεται ως: 

𝐸 = @
G
𝐸𝑟𝑟G == @

G
𝑦 − ℎ](𝑥) G               (2.5) 

όπου hw(x) είναι η έξοδος του αισθητήρα. 

 

Για να µειωθεί το τετράγωνο των σφαλµάτων, χρησιµοποιείται η µέθοδος κατάβασης 
πλαγιάς (gradient descent), υπολογίζοντας την µερική παράγωγο του Ε ως προς κάθε 
βάρος: 

                    (2.6)   

όπου g’ είναι η πρώτη παράγωγος της συνάρτησης ενεργοποίησης, που για την 
σιγµοειδή δίνεται από το g’=g’(1-g). Στον αλγόριθµο κατάβασης πλαγιάς που 
ζητούµενο είναι η µείωση του Ε, το βάρος µετατρέπεται όπως φαίνεται παρακάτω: 

𝑊N (𝑊N + 𝑎 ∗ 𝐸𝑟𝑟 ∗ 𝑔^ 𝑖𝑛 ∗ 𝑥N)             (2.7) 

όπου α είναι ο ρυθµός µάθησης (learning rate). Ο πλήρης αλγόριθµος παρουσιάζεται 
στην Εικόνα 2.6. Διατρέχει ένα-ένα τα παραδείγµατα εκπαίδευσης στο δίκτυο, 
ρυθµίζοντας ελαφρώς τα βάρη µετά από κάθε επανάληψη ώστε να µειωθεί το σφάλµα. 
Κάθε κύκλος επαναλήψεων ονοµάζεται εποχή (epoch). Οι εποχές επαναλαµβάνονται 
µέχρι την επίτευξη κάποιου κριτηρίου παύσης-συνήθως, ότι οι αλλαγές βάρους έχουν 
γίνει πολύ µικρές. Άλλες µέθοδοί υπολογίζουν την κλίση για όλο το σύνολο εκπαίδευσης 
προσθέτοντας όλες τις συνεισφορές κλίσης στην εξίσωση 2.7 πριν από την ενηµέρωση 
των βαρών. Η µέθοδος στοχαστικής κλίσης (stochastic gradient) επιλέγει µε τυχαίο τρόπο 
παραδείγµατα από το σύνολο εκπαίδευση, αντί να κάνει κύκλους µέσα σε αυτά.  
 

∂E
∂Wj

= Err * ∂Err
∂Wj

=

Err * ∂
∂Wj

y − g( Wjx j
j=1

n

∑ )
⎡

⎣
⎢

⎤

⎦
⎥ = −Err * g '(in)* x j



	

 
Εικόνα 2. 6 Ο αλγόριθµος µάθησης κατάβασης πλαγιάς για αισθητήρες, αν θεωρήσουµε µια διαφορίσηµη 

συνάρτηση ενεργοποίησης g. 

2.2.2 ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ ΠΟΛΛΩΝ ΕΠΙΠΕΔΩΝ ΜΕ 
ΠΡΟΣ ΤΑ ΕΜΠΡΟΣ ΤΡΟΦΟΤΗΣΗ ΤΟΥ ΣΗΜΑΤΟΣ  
 
Στο σηµείο αυτό θα παρουσιαστούν συνοπτικά δίκτυα µε κρυφές µονάδες. Η πιο 
συνηθισµένη περίπτωση περιλαµβάνει ένα και µόνο κρυφό επίπεδο, όπως στην Εικόνα 
2.8. Το πλεονέκτηµα της προσθήκης κρυφών επιπέδων είναι η αύξηση του µεγέθους του 
χώρου υποθέσεων που µπορεί να αναπαραστήσει το δίκτυο. (Russel Stuart, 2010) Έστω 
ότι κάθε κρυφή µονάδα είναι ένας αισθητήρας που αναπαριστά µια εύκαµπτη συνάρτηση 
κατωφλίου στο χώρου εισόδου όπως παρουσιάζεται στην εικόνα 2.4 (β). Στην συνέχεια, 
έστω ότι η µονάδα εξόδου είναι ένα εύκαµπτο κατώφλι, γραµµικός συνδυασµός πολλών 
τέτοιων συναρτήσεων. Για παράδειγµα εάν προστεθούν δυο συναρτήσεις εύκαµπτου 
κατωφλίου µε αντίθετη κατεύθυνση και βρεθεί το κατώφλι του αποτελέσµατος, είναι 
δυνατόν να εξαχθεί µια συνάρτηση «κορυφογραµµής» όπως φαίνεται στην Εικόνα 2.7 
(α). Εάν συνδυαστούν δυο τέτοιες κορυφογραµµές σε ορθή γωνία µεταξύ τους (δηλαδή 
αν συνδυαστούν οι έξοδοι τεσσάρων κρυφών µονάδων), δηµιουργείται µια προεξοχή 
όπως φαίνεται στην Εικόνα 2.7 (β). 
 
 

 
Εικόνα 2. 7 (α) Το αποτέλεσµα του συνδιασµού δυο συναρτήσεων εύκαµπτου κατωφλίου µε αντίθετη κατεύθυνση 
για την δηµιουργία µιας κορυφογραµµής. (β) Το αποτέλεσµα συνδιασµού δυο κορυφογραµµών για την δηµιουργία 

µιας προεξοχής. (Russel Stuart, 2010) 

Σε περίπτωση που υπάρχουν περισσότερες κρυφές µονάδες, είναι δυνατόν να 
δηµιουργηθούν περισσότερες προεξοχές διαφορετικού µεγέθους και σε διαφορετικές 
θέσεις. Στην πραγµατικότητα, µε ένα και µόνο επαρκώς µεγάλο κρυφό επίπεδο είναι 
δυνατή η αναπαράσταση οποιασδήποτε συνεχής συνάρτησης των εισόδων µε αυθαίρετη 



	

ακρίβεια, µε δύο επίπεδα µπορούν να αναπαρασταθούν ακόµα και οι ασυνεχείς 
συναρτήσεις.  
Οι αλγόριθµοι µάθησης για δίκτυα πολλών επιπέδων είναι παρόµοιοι µε τον αλγόριθµο 
µάθησης αισθητήρα όπως παρουσιάστηκε στην Εικόνα 2.6. Μια µικρή διαφορά είναι η 
δυνατότητα πολλών εξόδων, λαµβάνοντας έτσι το διάνυσµα hw(x) αντί για µια και µόνο 
τιµή και κάθε παράδειγµα έχει διάνυσµα εξόδου y. Η κύρια διαφορά είναι ότι, ενώ το 
σφάλµα y-hw στο επίπεδο εξόδου είναι ξεκάθαρο, το σφάλµα στο κρυφό επίπεδο είναι 
ασαφές καθώς τα δεδοµένα εκπαίδευσης δεν δείχνουν την τιµή που θα πρέπει να έχουν 
οι κρυφοί κόµβοι. Αποδεικνύεται ότι το σφάλµα εξόδου µπορεί να οπισθιοδιαθοθεί 
(back-propagate) από το επίπεδο εξόδου στα κρυφά επίπεδα. Η διαδικασία αυτή, της 
οπισθοδιάδοσης προκύπτει άµεσα από την διαφόριση της κλίσης του συνολικού 
σφάλµατος. (Russel Stuart, 2010) 
 

 
Εικόνα 2. 8 Ένα νευρωνικό δίκτυο πολλών επιπέδων µε ένα κρυφό επίπεδο και 10 εισόδους. (Russel Stuart, 2010) 

Στο επίπεδο εξόδου ο κανόνας ενηµέρωσης του βάρους είναι πανοµοιότυπος µε την 
Εξίσωση 2.7. Έχοντας πολλές µονάδες εξόδου, έστω Erri η i-οστή συνιστώσα του 
διανύσµατος σφάλµατος y-hw. Είναι επίσης χρήσιµο να οριστεί ένα τροποποιηµένο 
σφάλµα Δi= Erri*g’(ini), έτσι ώστε ο κανόνας ενηµέρωσης βάρους να γίνει: 

𝑊N,I 𝑊N,I + (𝑎 ∗ 𝑎N𝛥I)                  (2.8) 
Για την ενηµέρωση των συνδέσεων µεταξύ των µονάδων εισόδου και των κρυφών 
µονάδων, είναι απαραίτητο να οριστεί µια µεταβλητή αντίστοιχη µε τον όρο σφάλµατος 
των κόµβων εξόδου. Εδώ είναι που θα γίνει και η οπισθοδιάδοση του σφάλµατος. Η 
βασική αρχή είναι ότι ο κρυφός κόµβος j είναι «υπεύθυνος» για κλάσµα του σφάλµατος 
Δi σε κάθε έναν από τους κόµβους µε τους οποίους συνδέεται. Έτσι, οι τιµές Δi  
διαιρούνται ανάλογα µε την ισχύ της σύνδεσης µεταξύ του κρυφού κόµβου και του 
κόµβου εξόδου και στην συνέχεια διαδίδονται προς τα πίσω για να δώσουν τις τιµές του 
Δi που αντιστοιχούν στο κρυφό επίπεδο. Ο κανόνας διάδοσης για τις τιµές του Δ είναι ο:  

𝛥N = 𝑔′(𝑖𝑛N) 𝑊N,II 𝛥I                 (2.9) 
Έτσι ο κανόνας ενηµέρωσης βάρους για τα βάρη µεταξύ των εισόδων και του κρυφού 
επιπέδου είναι σχεδόν πανοµοιότυπος µε τον κανόνα ενηµέρωσης για το επίπεδο εξόδου 

𝑊a,N 𝑊a,N + (𝑎 ∗ 𝑎a𝛥N)             (2.10) 
Η διαδικασία της οπισθοδιάδοσης δύναται να συνοψισθεί ως εξής: (Russel Stuart, 2010) 

• Υπολογίζονται οι τιµές του Δ για τις µονάδες εξόδου χρησιµοποιώντας το 
παρατηρηθέν σφάλµα. 



	

• Ξεκινώντας µε το επίπεδο εξόδου, επαναλαµβάνεται η παρακάτω διαδικασία 
για κάθε επίπεδο του δικτύου µέχρι το πρώτο κρυφό επίπεδο. 

o Οι τιµές του Δ διαδίδονται πίσω στο προηγούµενο επίπεδο 
o Τα βάρη µεταξύ των δύο επιπέδων ενηµερώνονται  

 

 
Εικόνα 2. 9 Ο αλγόριθµος οπισθοδιάδοσης για µάθηση σε δίκτυα πολλών επιπέδων 

 
 
 
Στην συνέχεια θα παρατεθούν οι εξισώσεις οπισθοδιάδοσης από τις βασικές αρχές. Το 
τετράγωνο των σφαλµάτων σε ένα και µόνο παράδειγµα ορίζεται ως: 

𝐸 = @
G

𝑦I − 𝑎I G
I                (2.11) 

 
όπου το άθροισµα εφαρµόζεται στους κόµβους του επιπέδου εξόδου. Για να 
προσδιοριστεί η κλίση ως προς ένα συγκεκριµένο βάρος Wj,i στο επίπεδο εξόδου, 
χρειάζεται µόνο η ανάπτυξη της ενεργοποίησης αi καθώς οι υπόλοιποι του αθροίσµατος 
δεν επηρεάζονται από το Wj,i. 

 

          (2.12) 

 
Με το Δi να ορίζεται όπως και προηγουµένως. Για να προσδιοριστεί η κλίση ως προς τα 
βάρη Wk,j που συνδέουν το επίπεδο εισόδου µε το κρυφό επίπεδο, πρέπει να διατηρηθεί 
ολόκληρη η άθροιση πάνω στο i καθώς η κάθε τιµή της εξόδου αi µπορεί να επηρεαστεί 
από τις αλλαγές στο Wk,j. Πρέπει επίσης να αναπτυχθούν οι ενεργοποιήσεις αj. 

 



	

(2.13) 
Όπου και πάλι το Δj ορίζεται όπως και προηγουµένως. Έτσι προσδιορίζονται οι κανόνες 
ενηµέρωσης. Είναι σαφές ότι η διαδικασία µπορεί να επεκταθεί σε δίκτυα µε 
περισσότερα από ένα κρυφά επίπεδα, γεγονός που αιτιολογεί τον γενικό αλγόριθµο που 
παρουσιάστηκε στην Εικόνα 2.9  
Στην εικόνα 2.10 παρουσιάζονται δυο καµπύλες. Η πρώτη είναι µια καµπύλη 
εκπαίδευσης (training curve), η οποία δείχνει το µέσο τετράγωνο των σφαλµάτων κατά 
τη διάρκεια της διαδικασίας ενηµέρωσης βάρους σε ένα δεδοµένο σύνολο εκπαίδευσης 
µε 100 παραδείγµατα. Το συµπέρασµα που εξάγεται είναι ότι το δίκτυο πραγµατικά 
συγκλίνει σε τέλεια προσαρµογή στα δεδοµένα εκπαίδευσης. Η δεύτερη καµπύλη είναι 
η συνήθης καµπύλη µάθησης για τα δεδοµένα που χρησιµοποιήθηκαν..  

 
Εικόνα 2. 10 Καµπύλη εκπαίδευσης που δείχνει τη σταδικακή µείωση του σφάλµατος, (β) Συγκριτικές καµπύλες 

µάθησης (Russel Stuart, 2010) 

Τα νευρωνικά έχουν φυσικά την δυνατότητα εκτέλεσης πιο πολύπλοκων εργασιών 
µάθησης, παρόλο που απαιτούνται αρκετές µικρό ρυθµίσεις προκειµένου να είναι σωστή 
η δοµή του δικτύου και να επιτευχθεί σύγκλιση σε κάτι κοντινό του καθολικά βέλτιστου 
στο χώρο των βαρών. 

 
 
2.3 ΜΑΘΗΣΗ ΔΟΜΩΝ ΝΕΥΡΩΝΙΚΩΝ  
Μέχρι τώρα εξετάστηκαν προβλήµατα µάθησης και προσαρµογής βαρών µε δεδοµένη 
µια σταθερή δοµή δικτύου, θα πρέπει λοιπόν να βρεθεί ένας τρόπος για τον προσδιορισµό 
της βέλτιστης δοµής δικτύου. Αν επιλεχθεί ένα υπερβολικά µεγάλο δίκτυο, θα µπορεί 
µεν να αποστηθίσει όλα τα παραδείγµατα σχηµατίζοντας έναν µεγάλο πίνακα 
αναζήτησης ,αλλά αυτό δεν σηµαίνει κατ’ ανάγκην ότι θα γενικεύει ικανοποιητικά για 



	

εισόδους που δεν έχει ξανασυναντήσει. Έχει παρατηρηθεί ότι τα πολύ µεγάλα δίκτυα 
πράγµατι γενικεύουν καλά εφόσον τα βάρη διατηρούνται µικρά. Αυτός ο περιορισµός 
διατηρεί τις τιµές ενεργοποίησης στη γραµµική περιοχή της σιγµοειδούς συνάρτησης 
g(x) οπού το x είναι πολύ κοντά στο µηδέν. Αυτό µε τη σειρά του, σηµαίνει ότι το δίκτυο 
συµπεριφέρεται σαν γραµµική συνάρτηση µε πολύ λίγες παραµέτρους. Με άλλα λόγια, 
όπως όλα τα στατιστικά µοντέλα, τα νευρωνικά δίκτυα υπόκεινται σε υπερπροσαρµογή 
(overfitting) όταν υπάρχουν υπερβολικά πολλές παράµετροι στο µοντέλο.  
Δίνοντας έµφαση στα πλήρως συνδεδεµένα δίκτυα, οι µόνες επιλογές που πρέπει να 
γίνουν αφορούν τον αριθµό των κρυφών επιπέδων και τα µεγέθη τους. Η πιο 
συνηθισµένη προσέγγιση είναι η δοκιµή πολλών και η επιλογή του βέλτιστου. Έτσι οι 
τεχνικές της διασταυρωµένης επικύρωσης (cross validation) είναι απαραίτητες για την 
αποφυγή του κρυφοκοιτάγµατος (peeking) στο σύνολο ελέγχου, Επιλέγεται δηλαδή η 
αρχιτεκτονική δικτύου που δίνει την µεγαλύτερη ακρίβεια πρόβλεψης στα σύνολα 
επικύρωσης. 
 
2.4 Ο ΑΛΓΟΡΙΘΜΟΣ ΕΚΠΑΙΔΕΥΣΗΣ LEVENBERG-
MARQUARDT  
 
Ο αλγόριθµος Levenberg–Marquardt, αναπτύχθηκε από τους Kenneth Levenberg και  
Donald Marquardt και παρέχει µια αριθµητική λύση στο πρόβληµα της ελαχιστοποίησης 
του Ε το οποίο περιγράφεται από µια µη-γραµµική συνάρτηση. Ο αλγόριθµος αυτός είναι 
γρήγορος και παρουσιάζει σταθερή σύγκλιση. Ο αλγόριθµος είναι κατάλληλος για 
εκπαίδευση µεσαίου µεγέθους δικτύων. (Hao Yu, 2011) 
 
2.4.1 ΠΡΟΕΛΕΥΣΗ  
Ο αλγόριθµος Levenberg–Marquardt είναι αποτέλεσµα του συνδυασµού της µεθόδου 
Steepest Descent και της µεθόδου Gauss–Newton (παράρτηµα Ι κεφάλαιο 7). Διαθέτει 
το πλεονέκτηµα της ταχύτητας από την Gauss–Newton και την σταθερότητα της Steepest 
Descent. Είναι πιο εύρωστος (robust) από την Gauss–Newton, επειδή, σε πολλές 
περιπτώσεις συγκλίνει καλά ακόµα και αν η επιφάνεια του σφάλµατος περιγράφεται από, 
πιο πολύπλοκη της τετραγωνικής, µη γραµµική συνάρτηση. Παρόλο που η Levenberg–
Marquardt τείνει να είναι πιο αργή από την Gauss–Newton (σε περιπτώσεις σύγκλισης), 
συγκλίνει πολύ πιο γρήγορα από την Steepest Descent.  
Η βασική αρχή της Levenberg–Marquardt είναι ότι εκτελεί µια συνδυασµένη 
εκπαίδευση. (Hao Yu, 2011) Γύρω από την περιοχή µε πολύπλοκη καµπυλότητα, ο 
αλγόριθµος Levenberg–Marquardt αλλάζει σε Steepest Descent µέχρι η τοπική 
καµπυλότητα να είναι αρκετή ώστε να γίνει µια τετραγωνική εκτίµηση και τελικά 
µετατρέπεται σε σχεδόν αλγόριθµο Gauss–Newton (σε περιπτώσεις σύγκλισης), το οποίο 
επιταχύνει σηµαντικά την διαδικασία της σύγκλισης.  
 
 
  



	

2.4.2 Ο ΑΛΓΟΡΙΘΜΟΣ  
 
Για να εξασφαλιστεί ότι ο Εσσιανός πίνακας που προσεγγίζεται (approximated Hessian 
matrix) JTJ: είναι αντιστρέψιµος, στα πλαίσια του αλγορίθµου Levenberg–Marquardt 
εισάγεται µια καινούργια προσέγγιση στον Εσσιανό πίνακα:  

𝐻 ∶= 𝐽d𝐽 + 𝜇𝐼         (2.14) 
όπου: µ πάντα θετικό και καλείται συντελεστής συνδυασµού (combination coefficient) 
και Ι ο ταυτοτικός πίνακας)  
Από την εξίσωση 2.14  µπορεί να παρατηρηθεί ότι τα στοιχεία της κύριας διαγώνιου του 
προς προσέγγιση Εσσιανού πίνακα θα είναι µεγαλύτερα του µηδενός. Έτσι µε αυτήν την 
προσέγγιση, γίνεται σίγουρο ότι ο πίνακας H θα είναι πάντα αντιστρέψιµος. 
Συνδυάζοντας  τον βασικό κανόνα για τον αλγορίθµου Gauss–Newton: 

 
 

(2.15) 
 
 
 
και την 2.14 ο κανόνας για την Levenberg–Marquardt γράφεται ως : 

             

             (2.16) 
 
Όπως αναφέρθηκε παραπάνω, σαν συνδυασµός του Steepest Descent και του Gauss–
Newton, ο Levenberg–Marquardt αλλάζει µεταξύ των δυο αλγορίθµων κατά την διάρκεια 
της εκπαίδευσης. Όταν ο συντελεστής συνδυασµού µ είναι πολύ µικρός (σχεδόν µηδέν), 
χρησιµοποιείται η Gauss–Newton. Αντίστοιχα όταν ο συντελεστής συνδυασµού είναι 
πολύ µεγάλος η 2.16 τείνει στην: 

 

(2.17) 
και χρησιµοποιείται η Steepest Descent µε τον µ να ερµηνεύεται ως συντελεστής 
µάθησης στην Steepest Descent α=1/µ (Hao Yu, 2011) 
 
2.4.3 ΕΦΑΡΜΟΓΗ ΤΟΥ ΑΛΓΟΡΙΘΜΟΥ  
Για να εφαρµοσθεί ο αλγόριθµος στην εκπαίδευση νευρωνικού δικτύου πρέπει να 
αντιµετωπιστούν δυο προβλήµατα: πώς µπορεί να υπολογιστεί ο Ιακωβιανός πίνακας και 
πώς µπορεί να οργανωθεί επαναληπτικά  η διαδικασία εκπαίδευσης για την ενηµέρωση 
των βαρών. Στην συνέχεια αυτού του κεφαλαίου η εφαρµογή του αλγορίθµου 
Levenberg–Marquardt θα γίνει σε δύο µέρη, αρχικά θα παρουσιαστεί ο τρόπος 
υπολογισµού του Ιακωβιανού πίνακα και στην συνέχεια ο σχεδιασµός της διαδικασίας 
εκπαίδευσης.  
 
2.4.4 ΥΠΟΛΟΓΙΣΜΟΣ ΤΟΥ ΙΑΚΩΒΙΑΝΟΥ ΠΙΝΑΚΑ  
 
Στον υπολογισµό που ακολουθεί, τα  j και k χρησιµοποιούνται ως δείκτες των νευρώνων, 
από το 1 έως nn, όπου nn είναι ο αριθµός των νευρώνων που περιέχονται σε µια 



	

τοπολογία δικτύου. Ως i ορίζεται ο δείκτης των νευρώνων εισόδου, από 1 έως ni, όπου 
ni είναι ο αριθµός των εισόδων και µπορεί να διαφέρει για διαφορετικούς νευρώνες. 
Σαν εισαγωγή στις βασικές έννοιες της εκπαίδευσης νευρωνικών δικτύων, θεωρείται 
ένας νευρώνας j µε είσοδο ni, όπως φαίνεται στην Εικόνα 2.11 Εάν ο νευρώνας j 
βρίσκεται στο πρώτο επίπεδο, όλες οι είσοδοι του θα συνδεθούν µε τις εισόδους του 
δικτύου, αλλιώς οι είσοδοι του µπορούν να συνδεθούν µε τις εξόδους άλλων νευρώνων 
ή µε τις εισόδους των δικτύων εάν επιτρέπονται συνδέσεις µεταξύ των επιπέδων. 
Ο κόµβος y είναι µια σηµαντική και ευέλικτη ιδέα. Μπορεί να γραφτεί ως yj,i, που 
αναφέρεται στην είσοδο i του νευρώνα j. Μπορεί επίσης να γραφεί ως yj για να καθορίσει 
την έξοδο του νευρώνα j.  
Στην συνέχεια θα χρησιµοποιείται µε τρόπο τέτοιο ώστε, εάν ο κόµβος y έχει ένα δείκτη 
τότε θα χρησιµοποιείται ως κόµβος εξόδου νευρώνων, αλλά αν έχει δύο δείκτες 
(νευρώνας και είσοδος), είναι ένας κόµβος εισόδου νευρώνων. (Hao Yu, 2011) 
Ο κόµβος εξόδου του νευρώνα j υπολογίζεται χρησιµοποιώντας την  

𝑦I = 𝑓I(𝑛𝑒𝑡N)              (2.18) 
όπου f η συνάρτηση ενεργοποίησης του νευρώνα j και netj το άθροισµα των 
σταθµισµένων εισόδων των κόµβων(sum of weighted inputs nodes of neuron j) του 
νευρώνα j:  

𝑛𝑒𝑡N = 𝑤N,I𝑦N,I + 𝑤N,P
Ok
I2@         (2.19) 

όπου yj,i το i-οστη είσοδος του κόµβου του νευρώνα j σταθµισµένη κατά wj,i και wj,0 η 
τάση στάθµισης του νευρώνα j.  
 

 
Εικόνα 2. 11 Σύνδεση ενός νευρώνα j µε το υπόλοιπο δίκτυο 

 
Χρησιµοποιώντας την 2.19  προκύπτει ότι η παράγωγος του 𝑛𝑒𝑡N  ισούται µε: 

 (2.20) 
 
και η κλίση sj τής συνάρτησης ενεργοποίησης fj είναι  

(2.21) 
 
Μεταξύ του κόµβου εξόδου yi  ενός κρυφού νευρώνα j και της εξόδου οm του δικτύου 
υπάρχει µια πολύπλοκη µη-γραµµική σχέση (Εικόνα 2.11) 

𝑜m = 𝐹m,N(𝑦I)          (2.22) 
όπου οm η m-ιοστή έξοδος του δικτύου. 
Η πολυπλοκότητα αυτής της µη γραµµικής συνάρτησης 𝐹m,N(𝑦I) εξαρτάται από τον 
αριθµό των νευρώνων που βρίσκονται µεταξύ του νευρώνα j και της εξόδου του δικτύου 
m.Τα στοιχεία του Ιακωβιανού πίνακα στην:  

∂net j
∂wj ,i

= y j ,i

sj =
∂y j
∂net j

=
∂ fi(net j )
∂net j



	

 

 
µπορούν να υπολογιστούν ως: 

(2.23) 
Συνδυάζοντας τις εξισώσεις 2.18 2.19 2.20 2.21 η 2.22 γράφεται ως : 
 
 

(2.24) 
όπου F’mj η πρώτη παράγωγος της συνάρτησης που συνδέει τον νευρώνα j και την έξοδο 
m. Η υπολογιστική διαδικασία για τον προσδιορισµό του Ιακωβιανού πίνακα µπορεί να 
οργανωθεί σύµφωνα µε τις αρχές της οπισθοδιάδοσης των υπολογισµών για πρώτης 
τάξης αλγόριθµους (όπως στον EBP). Υπάρχουν όµως και σηµαντικές διαφορές.  
 
Κατ’ αρχήν για κάθε παράδειγµα στον EBP, χρειάζεται µόνο µία διαδικασία 
οπισθοδιάδοσης, ενώ, για τον Levenberg–Marquardt η διαδικασία αυτή πρέπει να 
επαναληφθεί για κάθε έξοδο ξεχωριστά ώστε να εξαχθούν συνεχόµενες στήλες του 
Ιακωβιανού πίνακα. 
Μια άλλη διαφορά είναι ότι, η αρχή της οπισθοδιάδοσης της παραµέτρου δ πρέπει να 
τροποποιηθεί. Στον αλγόριθµο EPB, τα σφάλµατα εξόδου συµπεριλαµβάνονται στην δ: 

𝛿N = 𝑠N 𝐹′mN𝑒mp
m2@        (2.25) 

Στην Levenberg–Marquardt, οι παράµετροι δ υπολογίζονται για κάθε νευρώνα και έξοδο 
m, ξεχωριστά. Επίσης κατά την οπισθοδιάδοση, τα σφάλµατα αντικαθίστανται από µια 
τιµή µονάδας (unit value). 
 

𝛿m,N = 𝑠N𝐹′mN         (2.26) 
Συνδυάζοντας τις εξισώσεις 2.24 και 2.25 τα στοιχεία του Ιακωβιανού πίνακα µπορούν 
να υπολογιστούν από το: 

 (2.27) 
 

∂ep,m
∂wi, j

= −δm, j yi, j



	

 
Εικόνα 2. 12 Δίκτυο αισθητήρων τριών επιπέδων 

Στην εξίσωση 2.27 για τον υπολογισµό του Ιακωβιανού υπάρχουν δυο άγνωστοι. Ο 
κόµβος εισόδου yj,i, µπορεί να υπολογιστεί στον προς τα εµπρός υπολογισµό (forward 
computation) (το σήµα διαδίδεται από τις εισόδους στις εξόδους), ενώ το δm,j λαµβάνεται 
από τον προς τα πίσω υπολογισµό (backward computation), ο οποίος ορίζεται ως 
σφάλµατα που οπισθοδιαδίδονται από νευρώνες εξόδου (επίπεδο εξόδου) σε νευρώνες 
εισόδου (επίπεδο εισόδου). Στον νευρώνα εξόδου m(j=m), δm,j=sm 
Για καλύτερη ερµηνεία των προς τα εµπρός και προς τα πίσω υπολογισµών, θεωρείται 
ένα πολύ επίπεδο δίκτυο τριών επιπέδων(Εικόνα 2.12) σαν παράδειγµα. Για ένα δοσµένο 
µοτίβο (pattern) ο προς τα εµπρός υπολογισµός µπορεί να συνοψισθεί στα ακόλουθα 
βήµατα: (Hao Yu, 2011) 
 
α)Υπολογίζονται οι τιµές, κλίσεις και όλες οι έξοδοι (net values, slopes outputs) για 
όλους τους νευρώνες του πρώτου επιπέδου: 
 

(2.28) 
 
όπου: 
Ii οι είσοδοι του δικτύου, ο εκθέτης «1» σηµαίνει επίπεδο 1 και,  
j ο δείκτης των νευρών του πρώτου επιπέδου  
 
β)Χρησιµοποιώντας τις εξόδους των νευρώνων του πρώτου επιπέδου σαν εισόδους όλων 
των νευρώνων του δευτέρου επιπέδου, γίνεται ένας παρόµοιος υπολογισµός των τιµών 
κλίσεων και εξόδων: 
 



	

 

 

(2.29) 
γ) Χρησιµοποιώντας τις εξόδους των νευρώνων του δευτέρου επιπέδου σαν εισόδους 
όλων των νευρώνων του τρίτου επιπέδου, γίνεται ένας παρόµοιος υπολογισµός των τιµών 
κλίσεων και εξόδων: 

 

 
 

(2.30) 
 
Μετά τον προς τα εµπρός υπολογισµό, ο πίνακας των κόµβων (node array) και ο πίνακας 
των κλίσεων (slope array) µπορούν να προσδιοριστούν για όλους τους νευρώνες µε το 
συγκεκριµένο µοτίβο( given pattern)  
Με τα αποτελέσµατα από τον προς τα εµπρός υπολογισµό, για µία συγκεκριµένη έξοδο 
j, ο προς τα πίσω υπολογισµός µπορεί να οργανωθεί ως: 
 
δ)Υπολογίζεται το σφάλµα στην έξοδο j και το αρχικό δ σαν η κλίση της εξόδου j: 

𝑒N = 𝑑N − 𝑜N (2.31) 
 

𝛿N,NS = 𝑠NS (2.32) 
 

𝛿N,aS = 0 (2.33) 
 
όπου : 
dj: η επιθυµητή έξοδος στην έξοδο j 
οj: η πραγµατική έξοδος στην έξοδο j, από τον προς τα εµπρός υπολογισµό 
𝛿N,NS : η αυτό-οπισθοδιάδοση (self-backpropagation) 



	

𝛿N,aS : η οπισθοδιάδοση από άλλους νευρώνες στο ίδιο επίπεδο (επίπεδο εξόδου) 
 
ε)Το δ οπισθοδιαδίδεται από το τις εισόδους του τρίτου επιπέδου στις εξόδους του 
δευτέρου επιπέδου: 

𝛿N,NG = 𝑤N,aS 𝛿N,NS  (2.34) 
όπου k ο δείκτης των νευρώνων του δευτέρου επιπέδου, από 1 έως n2. 
 
στ) Το δ οπισθοδιαδίδεται από το τις εξόδους του δευτέρου επιπέδου στις εισόδους του 
δευτέρου επιπέδου: 

𝛿N,rG = 𝛿N,aG 𝑠aG	(2.35) 
όπου k ο δείκτης των νευρώνων του δευτέρου επιπέδου, από 1 έως n2. 
 
ζ) Το δ οπισθοδιαδίδεται από το τις εισόδου του δευτέρου επιπέδου στις εξόδους του 
πρώτου επιπέδου: 

𝛿N,r@ = 𝑤N,IG
Os
t2@ 𝛿N,IG  (2.36) 

όπου k ο δείκτης των νευρώνων του πρώτου επιπέδου, από 1 έως n1. 
 
 
 
η) Το δ οπισθοδιαδίδεται από το τις εξόδους του πρώτου επιπέδου στις εισόδους του 
πρώτου επιπέδου: 

𝛿N,r@ = 𝛿N,a@ 𝑠a@ (2.37) 
όπου k ο δείκτης των νευρώνων του δευτέρου επιπέδου, από 1 έως n1. 
 
Για την οπισθοδιάδοση άλλων εξόδων, επαναλαµβάνονται  τα βήµατα (δ)-(η). Με το να 
εφαρµόζεται προς τα εµπρός και προς τα πίσω υπολογισµός, µπορούν να υπολογιστούν 
ολόκληροι οι πίνακες δ και y  για το δοσµένο µοτίβο. Για άλλα µοτίβα, ολόκληρος ο 
Ιακωβιανός πίνακας µπορεί να προσδιοριστεί, επαναλαµβάνοντας τον προς τα εµπρός 
και προς τα πίσω υπολογισµό.  
 
 
 

 
Εικόνα 2. 13 Ψευδο κώδικας για τον προς τα εµπρός και πίσω υπολογισµό 



	

 
2.5 ΣΧΕΔΙΑΣΜΟΣ ΤΗΣ ΔΙΑΔΙΚΑΣΙΑΣ ΕΚΠΑΙΔΕΥΣΗΣ 
 
Μετά την αναβάθµιση του κανόνα για την Levenberg–Marquardt και τον υπολογισµό 
του Ιακωβιανού πίνακα, το επόµενο βήµα είναι ο σχεδιασµός της διαδικασίας 
εκπαίδευσης. Σύµφωνα µε τον καινούργιο κανόνα, εάν το σφάλµα µειωθεί, που σηµαίνει 
τιµή σφάλµατος µικρότερη από την πιο πρόσφατη τιµή σφάλµατος, η τετραγωνική 
προσέγγισή στην συνάρτηση ολικού σφάλµατος λειτουργεί και η σταθερά συνδυασµού 
µ µπορεί να λάβει µικρότερη τιµή για να µειωθεί η επήρεια της µεθόδου Gauss-Newton 
(αύξηση στην ταχύτητα). Από την άλλη, εάν το σφάλµα αυξηθεί, που σηµαίνει τιµή 
σφάλµατος µεγαλύτερη από την πιο πρόσφατη τιµή σφάλµατος, κρίνεται απαραίτητο να 
βρεθεί περιοχή µε καλύτερη καµπυλότητα για την εφαρµογή της τετραγωνικής 
προσέγγισης, έτσι η σταθερά συνδυασµού λαµβάνει µεγαλύτερες τιµές.  
 
Τελικά, η διαδικασία εκπαίδευσης µε την χρήση του αλγορίθµου Levenberg-Marquardt 
µπορεί να συνοψισθεί ως εξής: (Hao Yu, 2011) 

1. Με τα αρχικά βάρη (τυχαία κατασκευασµένα (randomly generated)) εκτιµάται το 
συνολικό σφάλµα (SSE) 

2. Γίνεται ενηµέρωση σύµφωνα µε την εξίσωση 2.16 για να προσαρµοστούν τα 
βάρη. 

3. Με τα καινούργια βάρη εκτιµάται ξανά το συνολικό σφάλµα  
4. Εάν το τρέχον ολικό σφάλµα αυξηθεί λόγω της ενηµέρωσης, τότε γίνεται ένα 
βήµα πίσω (όπως η επιστροφή των τιµών του διανύσµατος βαρών στις αµέσως 
προηγούµενες) και αυξάνεται η τιµή της σταθεράς συνδυασµού µ, µε ένα 
παράγοντα της τάξης του 10 ή κάποιου άλλου παράγοντα. Στην συνέχεια γίνεται 
επιστροφή στο βήµα 2 και ξαναγίνεται δοκιµή ενηµέρωσης των βαρών. 

5. Εάν το συνολικό σφάλµα µειωθεί σαν αποτέλεσµα της αναβάθµισης, το βήµα 
γίνεται δεκτό (οι καινούργιες τιµές του διανύσµατος των βαρών γίνονται δεκτές) 
και η τιµή της σταθεράς συνδυασµού µειώνεται µε παράγοντα ανάλογο αυτού 
που χρησιµοποιήθηκε στο βήµα 4. 

6. Επιστροφή στο βήµα 2 µε τις νέες τιµές των βαρών και επανάληψη της 
διαδικασίας µέχρι η τιµή του συνολικού σφάλµατος να είναι η επιθυµητή. 



	

 
Εικόνα 2. 14 Διάγραµµα εκπαίδευσης για τον αλγόριθµο Levenberg–Marquardt 

 
2.6 ΣΥΝΟΨΗ ΓΙΑ ΤΟΝ ΑΛΓΟΡΙΘΜΟ ΕΚΠΑΙΔΕΥΣΗΣ 
Levenberg–Marquardt  

 
Καταληκτικά, ο αλγόριθµος Levenberg–Marquardt λύνει υπάρχοντα προβλήµατα των 
µεθόδων Gauss-Newton και Steepest Descent για εκπαίδευση νευρωνικών δικτύων, µε 
το συνδυασµό των δύο αλγορίθµων. Θεωρείται ένας από τους πιο αποδοτικούς 
αλγόριθµους για εκπαίδευση (Hao Yu, 2011). 
Ωστόσο υπάρχουν και κάποια ελαττώµατα. Ένα από αυτά τα προβλήµατα είναι ότι η 
αντιστροφή του Εσσιανού πίνακα πρέπει να υπολογίζεται κάθε φορά µετά την 
αναβάθµιση των βαρών, και µπορεί να υπάρξουν αρκετές αναβαθµίσεις σε κάθε 
επανάληψη. 
Για δίκτυα µικρού µεγέθους, ο υπολογισµός είναι αποτελεσµατικός, αλλά, για µεγάλα 
δίκτυα, όπως αυτά που κατασκευάζονται για την αναγνώριση εικόνων η αντιστροφή θα 
είναι προβληµατική µε συνέπεια ο χρόνος που εξοικονοµείται µε την αύξηση της 
ταχύτητας να χάνεται, στην περίπτωση αυτή ο Levenberg–Marquardt ίσως να είναι πιο 
αργός ακόµα και από άλλες µεθόδους. 
Ακόµα ένα πρόβληµα είναι ότι ο Ιακωβιανός πίνακας πρέπει να αποθηκεύεται για τον 
υπολογισµό και το µέγεθος του είναι PxMxN, όπου Ρ ο αριθµός των µοτίβων (patterns) 
Μ ο αριθµός των εξόδων και Ν ο αριθµός των βαρών. Για µεγάλου µεγέθους µοτίβα 
εκπαίδευσης το κόστος σε µνήµη για την αποθήκευση του Ιακωβιανού πίνακα είναι τόσο 
µεγάλο που δεν καθιστά τη µέθοδο πρακτική. 
Τελικά παρόλα τα προβλήµατα που αναφέρθηκαν η Levenberg–Marquardt, για δίκτυα 
µικρού- µεσαίου µεγέθους, αποτελεί µια πολύ καλή και αποδοτική µέθοδο εκπαίδευσης 
και για αυτό επιλέχθηκε για την εκπαίδευση των δικτύων που κατασκευάστηκαν για την 
εργασία αυτή.  



	

ΚΕΦΑΛΑΙΟ 3: ΕΦΑΡΜΟΓΗ ΤΗΣ ΜΕΘΟΔΟΛΟΓΙΑΣ, ΓΙΑ 
ΤΗΝ ΑΥΤΟΜΑΤΗ ΕΠΙΛΟΓΗ ΠΡΩΤΩΝ ΑΦΙΞΕΩΝ. 
 
3.1 ΕΙΣΑΓΩΓΗ 
 
Για τους σκοπούς αυτής της εργασίας, επεξεργάστηκαν δεδοµένα που αντιπροσωπεύουν 
σεισµικά ίχνη σε µορφή «.dat», µετατράπηκαν σε µορφή πινάκων ώστε να είναι συµβατά 
για επεξεργασία σε περιβάλλον Matlab και, βάσει θεωρίας, ερµηνεύθηκαν και 
επιλέχθηκαν τα κελιά των πινάκων που αντιστοιχούν στις θέσεις των πρώτων αφίξεων. 
Στην συνέχεια χρησιµοποιώντας τις θέσεις των πρώτων αφίξεων (όπως αυτές 
επιλέχθηκαν από των συγγραφέα),δηµιουργήθηκε και εκπαιδεύτηκε νευρωνικό δίκτυο 
ικανό να αναγνωρίζει µε σχετικά µεγάλη ακρίβεια τη θέση και τη χρονική στιγµή των 
πρώτων αφίξεων. Στη συνέχεια του κεφαλαίου που ακολουθεί παρουσιάζεται µια 
αναλυτική περιγραφή της µεθοδολογίας για τη διαδικασία που ακολουθήθηκε  
 
3.2 ΠΡΟΕΛΕΥΣΗ ΤΩΝ ΔΕΔΟΜΕΝΩΝ  
 
Τα δεδοµένα σεισµικής τοµογραφίας µεταξύ γεωτρήσεων που χρησιµοποιήθηκαν, 
αποτελούν προϊόν συνεργασίας του Εργαστηρίου Εφαρµοσµένης Γεωφυσικής του 
Πολυτεχνείου Κρήτης υπό τον καθηγητή Αντώνη Βαφείδη σε συνεργασία µε την εταιρία 
ΓΕΩΤΕΚ Α.Τ.Ε  για την επέκταση της γραµµής 2 του αττικού µετρό στην περιοχή Ίλιον-
Αργυρούπολη. Τα δεδοµένα αυτά προκύπτουν από το έργο για το οποίο σχεδιάστηκε 
σεισµική γεωφυσική διασκόπηση µεταξύ των προκαθορισµένων σηµείων των 
γεωτρήσεων σε περιοχές που υποδείχθηκαν κατά µήκος της νέας χάραξης για την 
επέκταση της γραµµής 2 του Αττικού Μετρό στο τµήµα «Ανθούπολη- Ίλιον». Η 
γεωφυσική αυτή́ διασκόπηση περιλαµβάνει συνολικά, την διεξαγωγή́ έντεκα σεισµικών 
τοµογραφιών µεταξύ́ εννιά́ γεωτρήσεων. Για κάθε εφαρµογή της µεθόδου της σεισµικής 
τοµογραφίας χρησιµοποιήθηκε ηλεκτροµηχανική́ σφυρά αµφίδροµης οριζόντιας 
κρούσης σε ισαποστάσεις των 2 m ως πηγή́ για την σεισµική́ διέγερση. Συστοιχία δώδεκα 
υδροφώνων σε ισαποστάσεις του ενός µέτρου για την καταγραφή των σεισµικών 
κυµάτων καθώς και σεισµογράφος δώδεκα καναλιών µε εύρος µετατροπέα αναλογικού́ 
σε ψηφιακό́ σήµα (Α/D converter) 24 bit. Συνολικά́, διασκοπήθηκαν τοµές µήκους 225.3 
µέτρων (m) και βάθους 520 µέτρων (m), οριοθετώντας µια έκταση σεισµικών 
τοµογραµµάτων που υπερβαίνει τα 117000 m2. 
Η αρχική µορφή των δεδοµένων όπως αναφέρθηκε και στην εισαγωγή του κεφαλαίου 
ήταν .dat. Για την µετατροπή τους χρησιµοποιήθηκε ο αλγόριθµος krisis, ο οποίος 
αναπτύχθηκε από τον Δρ. Γ. Κρητικάκη. 
 
 

3.3 ΔΙΑΔΙΚΑΣΙΑ ΜΕΤΑΤΡΟΠΗΣ ΤΩΝ ΔΕΔΟΜΕΝΩΝ 
 
Η διαδικασία που ακολουθήθηκε σε αυτό το κοµµάτι είναι σχετικά απλή καθώς, αρχικά 
επιλέγεται το είδος των, προς µετατροπή, δεδοµένων (.dat) και στην συνέχεια 
«τρέχοντας» και ακολουθώντας το interface του αλγορίθµου Krisis (Εικόνα 3.1, Εικόνα 
3.2) εισάγονται τα προς µετατροπή δεδοµένα, επεξεργάζονται (Εικόνα 3.3, Εικόνα 3.4) 
και τελικά µετατρέπονται στην επιθυµητή µορφή εξόδου (output), στην προκειµένη 



	

περίπτωση, σε µορφή πινάκων της Matlab (cell array). Κάθε στήλη του πίνακα 
αντιστοιχεί σε µία θέση πηγής (Εικόνα 3.5). 
 
 

 
Εικόνα 3. 1 Ο αλγόριθµος Krisis για την µετατροπή των δεδοµένων 

 
Εικόνα 3. 2 Γραφικό interface(GUI) του  αλγορίθµου Krisis 



	

 
Εικόνα 3. 3 Επιλογή του είδους των δεδοµένων για µετατροπή από τον αλγόριθµο Krisis 

 

 
Εικόνα 3. 4 Επιλογή των προς µετατροπή .dat αρχείων 



	

 
Εικόνα 3. 5 Τελικό αποτέλεσµα του αλγορίθµου, πίνακες και σεισµόγραµµα 

3.4 ΔΗΜΙΟΥΡΓΙΑ ΤΟΥ ΠΙΝΑΚΑ ΤΩΝ ΔΕΔΟΜΕΝΩΝ 
ΕΚΠΑΙΔΕΥΣΗΣ (training data set) 
 
Για την δηµιουργία του συνόλου εκπαίδευσης (training data set) επιλέγονται τα δεδοµένα 
όπως αυτά µετασχηµατίστηκαν παραπάνω, και στην συνέχεια τα δεδοµένα από τις 
σεισµικές καταγραφές, οµαδοποιούνται σε έναν µεγαλύτερο πίνακα, που περιέχει 
συγκεντρωτικά τα δεδοµένα από όλες τις προς µελέτη καταγραφές (Εικόνα 3.6). 
Δηµιουργείται έτσι ένας πίνακας που περιέχει πληροφορίες σχετικά µε τις πρώτες αφίξεις 
σε όλα τα σηµεία της προς µελέτη περιοχής. 



	

 
Εικόνα 3. 6 Δηµιουργία πίνακα µε το σύνολο εκπαίδευσης 

 
 
 

3.5 ΕΠΙΛΟΓΗ ΤΩΝ ΠΡΩΤΩΝ ΑΦΙΞΕΩΝ ΚΑΙ ΔΗΜΙΟΥΡΓΙΑ 
ΤΟΥ ΣΥΝΟΛΟΥ ΣΤΟΧΩΝ (targets)  
 
Η επιλογή των πρώτων αφίξεων έγινε εµπειρικά σύµφωνα µε την κρίση του συγγραφέα.  
Τα δεδοµένα αναπαρίστανται µε την µορφή σηµάτων µε την εντολή plot της Matlab 
(Εικόνα 3.7) και οπτικά επιλέγονται τα σηµεία των πρώτων αφίξεων (Εικόνα 3.8). Τελικά 
εντοπίζεται και αποθηκεύεται το κελί του πίνακα στο οποίο αντιστοιχεί η κάθε 
διαφορετική πρώτη άφιξη. 



	

 
Εικόνα 3. 7  Παράδειγµα σεισµικής καταγραφής 

 
 
 

 
Εικόνα 3. 8 Οπτική επιλογή πρώτης άφιξης 

 



	

Αφού επιλεχθούν οι θέσεις των πρώτων αφίξεων για τα δεδοµένα µελέτης δηµιουργείται 
πίνακας ο οποίος περιέχει τα κελιά που βρίσκονται οι πρώτες αφίξεις για κάθε γραµµή 
µελέτης. Στην συνέχεια οι επί µέρους πίνακες ενώνονται σε έναν που περιέχει τις θέσεις 
όλων των πρώτων αφίξεων, αυτός θα είναι και ο πίνακας που αντιστοιχεί στους στόχους 
για την εκπαίδευση του τεχνητού νευρωνικού δικτύου.  

3.6 ΔΗΜΙΟΥΡΓΙΑ ΚΑΙ ΕΚΠΑΙΔΕΥΣΗ ΤΩΝ ΝΕΥΡΩΝΙΚΩΝ 
ΔΙΚΤΥΩΝ 
 
Για την επιλογή της γεωµετρίας του δικτύου και του τρόπου εκπαίδευσης καθώς και για 
την τυχαία διαίρεση των δειγµάτων χρησιµοποιήθηκε το nftool του πακέτου machine 
learning and deep learning της Matlab. Ακολουθεί µια συνοπτική περιγραφή του τρόπου 
εργασίας στο πακέτο αυτό µε τελικό αποτέλεσµα την κατασκευή ενός δικτύου 
ενδιαφέροντος. 
 
Αρχικά επιλέγεται το σετ δεδοµένων εκπαίδευσης το οποίο κατασκευάστηκε µε τον 
τρόπο που παρουσιάστηκε παραπάνω. Το σύνολο αυτό αποτελείται από όλα τα δεδοµένα 
από όλες τις καταγραφές και λειτουργεί ως input του δικτύου. Στην συνέχεια, εισάγεται 
ο πίνακας που περιέχει τα targets, η κατασκευή του οποίου περιγράφεται επίσης 
παραπάνω (Εικόνα 3.9). Ο πίνακας αυτός είναι και ο πίνακας που περιέχει τις θέσεις των 
πρώτων αφίξεων όπως αυτές επιλέχθηκαν από τον συγγραφέα.  
 

 
Εικόνα 3. 9 Επιλογή εισόδων και στόχων του νευρωνικού δικτύου 

 
Το επόµενο βήµα στην διαδικασία είναι ο διαχωρισµός του αρχικού σετ δεδοµένων σε 
τρία, αυτό της εκπαίδευσης (training), της επαλήθευσης (validation) και του ελέγχου 
(testing), ο διαχωρισµός αυτός γίνεται τυχαία, και µετά από δοκιµές. Με το σετ 
εκπαίδευσης να αντιστοιχεί στο 70%, το επαλήθευσης στο 15% του αρχικού και το 
ελέγχου σε 15% του αρχικού. (Εικόνα 3.10) 



	

Στη συνέχεια ορίζεται ο αριθµός των νευρώνων για το κρυφό επίπεδο και καθορίζεται η 
γεωµετρία του δικτύου (Εικόνα 3.11). 
 

 
Εικόνα 3. 10 Τυχαιος διαχωρισµός του αρχικού σετ δεδοµένων εκπαίδευσης 

 

 
Εικόνα 3. 11 Επιλογή της γεωµετρίας του δικτύου 

 
Τελικά επιλέγεται ο τρόπος εκπαίδευσης, για τον οποίο χρησιµοποιείται ο αλγόριθµος 
Levenberg-Marquardt  του οποίου τα χαρακτηριστικά περιγράφονται αναλυτικά στο 
Κεφάλαιο 2 (Εικόνα 3.12). 
 



	

 
Εικόνα 3. 12 Επιλογή του αλγορίθµου Levenberg-Marquardt ως αλγόριθµο εκπαίδευσης 

 

3.7 ΣΥΝΟΨΗ 
 
Στα πλαίσια αυτής εργασίας δηµιουργήθηκαν σύµφωνα µε την µεθοδολογία που 
παρουσιάστηκε παραπάνω, δίκτυα µε διαφορετικές παραµέτρους και γεωµετρίες, µε 
σκοπό την σύγκριση των αποδόσεων αυτών µεταξύ τους. 
Τα χαρακτηριστικά των δικτύων συγκρίνονται µεταξύ τους και εξάγονται συµπεράσµατα 
σχετικά µε το βέλτιστο µέγεθος δείγµατος και γεωµετρίας. Τα αποτελέσµατα που 
προκύπτουν από τα πιο σταθερά δίκτυα συγκρίνονται και µε αποτελέσµατα που 
επεξεργάστηκαν χειροκίνητα από διαφορετικούς ανθρώπους.  
Τα αποτελέσµατα και τα χαρακτηριστικά των δικτύων που αναπτύχθηκαν 
παρουσιάζονται αναλυτικά στο επόµενο κεφάλαιο. 

4: ΠΑΡΟΥΣΙΑΣΗ ΤΩΝ ΑΠΟΤΕΛΕΣΜΑΤΩΝ  

4.1 ΕΙΣΑΓΩΓΗ 
Στο κεφάλαιο αυτό θα γίνει η παρουσίαση και ο σχολιασµός των χαρακτηριστικών των 
δικτύων που προέκυψαν κατά την διαδικασία της εκπαίδευσης µε την χρήση 
διαφορετικών γεωµετριών, και διαφορετικών µεγεθών δειγµάτων, τα οποία 
δηµιουργήθηκαν σύµφωνα µε την µεθοδολογία που αναφέρθηκε στο κεφάλαιο 3. 
Ακολουθεί δηλαδή η διαδικασία για την σταδιακή βελτίωση των χαρακτηριστικών των 
µοντέλων που κατασκευάστηκαν, µε την επανάληψη της διαδικασίας για τα διάφορα 
δίκτυα και για διαφορετικούς αριθµούς κόµβων. 
 
4.1.2 ΧΑΡΑΚΤΗΡΙΣΤΙΚΑ ΔΙΚΤΥΩΝ 
 
Τα στατιστικά χαρακτηριστικά τα οποία παρουσιάζονται και θα µελετηθούν στην 
συνέχεια, τα οποία χρησιµοποιούνται ως κριτήρια για την ευστάθεια και την 
αποτελεσµατικότητα των τεχνητών νευρωνικών δικτύων που εκπαιδεύτηκαν είναι το 
µέσο τετραγωνικό σφάλµα (Mean Squared Error, MSE) και ο συντελεστής 
παλινδρόµηση (Regression, R).  
Το µέσο τετραγωνικό σφάλµα ορίζεται ως η διαφορά µεταξύ των αποτελεσµάτων εξόδου 
του δικτύου (outputs) και των στόχων που είχαν τεθεί κατά την εκπαίδευση (targets), 



	

υψωµένη στο τετράγωνο. Χαµηλότερες τιµές του µέσου τετραγωνικού σφάλµατος είναι 
επιθυµητές καθώς όσο πιο πολύ τείνει στο µηδέν τόσο µικρότερη είναι η απόκλιση των 
τιµών εξόδου από τις επιθυµητές. 
Ο συντελεστής παλινδρόµησης αναφέρεται στην συσχέτιση µεταξύ των αποτελεσµάτων 
και των στόχων. Τιµές του συντελεστή κοντά στην µονάδα υποδεικνύουν µια καλή 
συσχέτιση, ενώ κοντά στο µηδέν µια τυχαία συσχέτιση.   
Παρακάτω παρουσιάζονται οι τιµές µέσου τετραγωνικού σφάλµατος, συντελεστή 
παλινδρόµησης και τα ιστογράµµατα σφαλµάτων κατά την διαδικασία της επιλογής του 
βέλτιστου νευρωνικού δίκτυού.  
Οι τιµές που παρουσιάζονται στους πίνακες που ακολουθούν αναφέρονται σε θέσεις 
κελιών πινάκων όπου βρίσκονται τα δεδοµένα που επεξεργάστηκαν και για αυτό δεν 
αναφέρονται συγκεκριµένες µονάδες.  
 
4.2.1 ΔΕΙΓΜΑ 1, 8 ΚΟΜΒΟΙ 
 
Για το πρώτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 2680 και 
για την γεωµετρία επιλέχθηκαν 8 κόµβοι, δηλαδή το κρυφό επίπεδο περιέχει 8 νευρώνες. 
Παρατηρούνται πολύ υψηλές τιµές µέσου τετραγωνικού σφάλµατος και τιµές 
συντελεστή παλινδρόµησης που απέχουν από την µονάδα. (Πίνακας 4.1). Επίσης 
παρατηρείται µεγάλη απόκλιση των αποτελεσµάτων (outputs) σε σχέση µε την ευθεία 
y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) 
(Εικόνα 4.1), πράγµα που επιβεβαιώνεται και από την µορφή του ιστογράµµατος 
σφαλµάτων (Εικόνα 4.2). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
είναι αποτελεσµατική και απορρίπτεται. 
 
 
 
 
 
 
 

SAMPLE 1 
number of 
nodes 8 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 1876 95866.57e-0 9.07e-1 
Validation 402 112804.54e-0 8.79e-1 
Testing 402 79468.15e-0 9.22e-1 
Πίνακας 4. 1 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 2680 και 8 κόµβους 



	

 
Εικόνα 4. 1 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 2680 δείγµατα και 8 κόµβους σε σχέση µε τους 

στόχους 

 

 
Εικόνα 4. 2 Ιστόγραµµα σφαλµάτων δικτύου µε 2680 δείγµατα και 8 κόµβους 

 
4.2.2 ΔΕΙΓΜΑ 1, 9 ΚΟΜΒΟΙ 
 
Για το δεύτερο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε ξανά δείγµα µε πληθυσµό 
2680 για την γεωµετρία αυτή την φορά επιλέχθηκαν 9 κόµβοι. Παρατηρούνται πολύ 
υψηλές τιµές µέσου τετραγωνικού σφάλµατος και τιµές συντελεστή παλινδρόµησης που 
απέχουν από την µονάδα (Πίνακας 4.2). Επίσης παρατηρείται απόκλιση των 
αποτελεσµάτων (outputs) σε σχέση µε την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως 
προς τις επιθυµητές τιµές (outputs-targets) (Εικόνα 4.3), πράγµα που επιβεβαιώνεται και 
από την µορφή του ιστογράµµατος σφαλµάτων (Εικόνα 4.4). 



	

Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
είναι αποτελεσµατική και απορρίπτεται. 
 

SAMPLE 1 
number of 
nodes 9 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 1876 44072.24e-0 9.58e-1 
Validation 402 52091.06e-0 9.50e-1 
testing 402 44498.42e-0 9.53e-1 

Πίνακας 4. 2 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 2680 και 9 κόµβους 

 

 
Εικόνα 4. 3 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 2680 δείγµατα και 9 κόµβους σε σχέση µε τους 

στόχους 

 

 
Εικόνα 4. 4 Ιστόγραµµα σφαλµάτων δικτύου µε 2680 δείγµατα και 9 κόµβους 



	

 
4.2.3 ΔΕΙΓΜΑ 1, 10 ΚΟΜΒΟΙ  
 
Για το τρίτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε ξανά δείγµα µε πληθυσµό 2680 
για τη γεωµετρία αυτή την φορά επιλέχθηκαν 10 κόµβοι. Για ακόµη µια φορά 
παρατηρούνται πολύ υψηλές τιµές µέσου τετραγωνικού σφάλµατος και τιµές συντελεστή 
παλινδρόµησης που απέχουν από την µονάδα (πίνακας 4.3). Επίσης παρατηρείται 
απόκλιση των αποτελεσµάτων (outputs) σε σχέση µε την ευθεία y=x στο διάγραµµα 
αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) (Εικόνα 4.5), πράγµα που 
επιβεβαιώνεται και από την µορφή του ιστογράµµατος σφαλµάτων (Εικόνα 4.6). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
είναι αποτελεσµατική και απορρίπτεται. 
 

SAMPLE 
1 number 
of nodes 
10 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 1876 28235.40e-0 9.73e-1 
Validation 402 37624.16e-0 9.669e-1 
testing 402 35874.31e-0 9.665e-1 

Πίνακας 4. 3 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 2680 και 10 κόµβους 

 
Εικόνα 4. 5 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 2680 δείγµατα και 10 κόµβους σε σχέση µε τους 

στόχους 

 



	

 
Εικόνα 4. 6 Ιστόγραµµα σφαλµάτων δικτύου µε 2680 δείγµατα και 10 κόµβους 

4.2.4 ΔΕΙΓΜΑ 1, 11 ΚΟΜΒΟΙ 
 
Για το τέταρτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε ξανά δείγµα µε πληθυσµό 
2680 για την γεωµετρία αυτήν τη φορά επιλέχθηκαν 11 κόµβοι. Για ακόµη µια φορά 
παρατηρούνται πολύ υψηλές τιµές µέσου τετραγωνικού σφάλµατος και τιµές συντελεστή 
παλινδρόµησης που απέχουν από την µονάδα (Πίνακας 4.4), πρέπει όµως να σηµειωθεί 
η σηµαντική βελτίωση σε σχέση µε το πρώτο δίκτυο (4.2.1). Επίσης παρατηρείται 
απόκλιση των αποτελεσµάτων (outputs) σε σχέση µε την ευθεία ) σε σχέση µε την ευθεία 
y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) 
(εικόνα 4.7), πράγµα που επιβεβαιώνεται και από την µορφή του ιστογράµµατος 
σφαλµάτων (εικόνα 4.8). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
είναι αποτελεσµατική και απορρίπτεται. Στην συνέχεια δοκιµάζεται ο διπλασιασµός του 
µεγέθους του δείγµατος, καθώς από ότι φαίνεται η αύξηση του αριθµού των κόµβων δεν 
µειώνει το σφάλµα µε έναν ικανοποιητικά υψηλό ρυθµό. 
 

SAMPLE 1 
number of 
nodes 11 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 1876 6133.01e-0 9.94e-1 
Validation 402 6570.79e-0 9.93e-1 
testing 402 5700.84e-0 9.95e-1 

Πίνακας 4. 4 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 2680 και 11 κόµβους 

 



	

 
Εικόνα 4. 7 Γραφική απεικόνιση των αποτελεσµάτων του δικτύου µε 2680 δείγµατα και 11 κόµβους σε σχέση µε 

τους στόχους 

 
Εικόνα 4. 8 Ιστόγραµµα σφαλµάτων δικτύου µε 2680 δείγµατα και 11 κόµβους 

4.2.5 ΔΕΙΓΜΑ 2, 10 ΚΟΜΒΟΙ  
 
Για το πέµπτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 5360 και 
για την γεωµετρία επιλέχθηκαν 10 κόµβοι. Παρατηρούνται υψηλές τιµές µέσου 
τετραγωνικού σφάλµατος, αλλά επίσης ότι, τα αποτελέσµατα είναι πολύ βελτιωµένα σε 
σχέση µε το προηγούµενο αντίστοιχο δίκτυο (4.2.3). Ο συντελεστής συσχέτισης αρχίζει 



	

να πλησιάζει την µονάδα (τέλεια συσχέτιση) (πίνακας 4.5). Επίσης παρατηρείται σχετική 
απόκλιση της κατανοµής των αποτελεσµάτων (outputs) σε σχέση µε την ευθεία σε σχέση 
µε την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-
targets) (εικόνα 4.9), πράγµα που επιβεβαιώνεται και από την µορφή του ιστογράµµατος 
σφαλµάτων(εικόνα:4.10). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
είναι αποτελεσµατική και απορρίπτεται.  
 
 
 
 
 
 
 
 

Πίνακας 4. 5 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 5360 και 10 κόµβους 

 
Εικόνα 4. 9 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 5360 δείγµατα και 10 κόµβους σε σχέση µε τους 

στόχους 

SAMPLE 
2 of 
number of 
nodes 10 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 3752 833.41e-0 9.99e-1 
Validation 804 2191.37e-0 9.98e-1 
testing 804 1181.22e-0 9.98e-1 



	

 
Εικόνα 4. 10 Ιστόγραµµα σφαλµάτων δικτύου µε 5360 δείγµατα και 10 κόµβους 

4.2.6 ΔΕΙΓΜΑ 2, 11 ΚΟΜΒΟΙ  
 
Για το έκτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 5360 και 
για την γεωµετρία επιλέχθηκαν 11 κόµβοι. Παρατηρούνται ξανά υψηλές τιµές µέσου 
τετραγωνικού σφάλµατος µεγαλύτερες απ’ ότι στο προηγούµενο δίκτυο και ταυτόχρονα 
οι τιµές του συντελεστή παλινδρόµησης ,µειώθηκαν  (Πίνακας 4.6). Επίσης παρατηρείται 
σχετική απόκλιση των αποτελεσµάτων (outputs) σε σχέση µε την ευθεία y=x στο 
διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) (Εικόνα 4.11), 
πράγµα που επιβεβαιώνεται και από την µορφή του ιστογράµµατος σφαλµάτων (εικόνα 
4.12). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
είναι αποτελεσµατική και απορρίπτεται.  
 
 

SAMPLE 
2 number 
of nodes 
11 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 3725 2297.66e-0 9.97e-1 
Validation 804 3824.78e-0 9.96e-1 
testing 804 2168.36e-0 9.98e-1 

Πίνακας 4. 6 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 5360 και 11 κόµβους 

 



	

 
Εικόνα 4. 11 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 5360 δείγµατα και 11 κόµβους σε σχέση µε τους 

στόχους 

 

 
Εικόνα 4. 12 Ιστόγραµµα σφαλµάτων δικτύου µε 5360 δείγµατα και 11 κόµβους 

4.2.7 ΔΕΙΓΜΑ 2, 12 ΚΟΜΒΟΙ  
 
Για το έβδοµο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 5360 και 
για την γεωµετρία επιλέχθηκαν 12 κόµβοι. Παρατηρούνται υψηλές τιµές µέσου 
τετραγωνικού σφάλµατος και τιµές συντελεστή παλινδρόµησης µικρότερες από το 
προηγούµενο δίκτυο (Πίνακας 4.7). Επίσης παρατηρείται απόκλιση των αποτελεσµάτων 
(outputs) σε σχέση µε την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως προς τις 
επιθυµητές τιµές (outputs-targets) (Εικόνα 4.13), πράγµα που επιβεβαιώνεται και από την 
µορφή του ιστογράµµατος σφαλµάτων (σχήµα 4.14). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
είναι αποτελεσµατική και απορρίπτεται. 
Στην συνέχεια θα γίνει διπλασιασµός του δείγµατος για ακόµη µια φορά καθώς φαίνεται 
ότι η αύξησή του µεγέθους συνεφέρει θετικά σε αντίθεση µε την αύξηση των κόµβων σε 
αυτό το σηµείο που δείχνει να µην προσφέρει µεγάλη βελτίωση στα αποτελέσµατα. 



	

 
SAMPLE 2 
number of 
nodes 12 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 3752 2158.71e-0 9.97e-1 
Validation 804 4009.46e-0 9.96e-1 
testing 804 5507.88e-0 9.94e-1 

Πίνακας 4.7 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 5360 και 12 κόµβους 

 

 
Εικόνα 4. 13 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 5360 δείγµατα και 12 κόµβους σε σχέση µε τους 

στόχους 

 

 



	

 
Εικόνα 4. 14 Ιστόγραµµα σφαλµάτων δικτύου µε 5360 δείγµατα και 12 κόµβους 

4.2.8 ΔΕΙΓΜΑ 3, 8 ΚΟΜΒΟΙ  
 
Για το όγδοο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 10720 και 
για την γεωµετρία επιλέχθηκαν 8 κόµβοι. Παρατηρούνται τιµές µέσου τετραγωνικού 
σφάλµατος αρκετά µειωµένες σε σχέση µε προηγούµενα δίκτυα και τιµές συντελεστή 
παλινδρόµησης που δεν απέχουν από την µονάδα. (Πίνακας 4.8). Επίσης παρατηρείται 
κατανοµή των αποτελεσµάτων (outputs) σε ταύτιση µε την ευθεία y=x στο διάγραµµα 
αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) (Εικόνα 4.15), πράγµα που 
επιβεβαιώνεται µερικώς και από την µορφή του ιστογράµµατος σφαλµάτων (Εικόνα 
4.16). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δίνει 
σχετικά καλά αποτελέσµατα αλλά φαίνεται ότι µπορεί να βελτιωθεί και άλλο και έτσι 
συνεχίζεται η διαδικασία.  
 

SAMPLE 
3 of 
number of 
nodes 8 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 7504 52.92e-0 9.99950e-1 
Validation 1608 61.91e-0 9.99942e-1 
testing 1608 57.97e-0 9.99945e-1 

Πίνακας 4. 8 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 10720 και 8 κόµβους 



	

 
Εικόνα 4. 15 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 10720 δείγµατα και 8 κόµβους σε σχέση µε τους 

στόχους 

 
 
 

 
Εικόνα 4. 16 Ιστόγραµµα σφαλµάτων δικτύου µε 10720 δείγµατα και 8 κόµβους 

	



	

4.2.8 ΔΕΙΓΜΑ 3, 9 ΚΟΜΒΟΙ  
 
Για το ένατο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 10720 και 
για την γεωµετρία επιλέχθηκαν 9 κόµβοι. Παρατηρούνται τιµές µέσου τετραγωνικού 
σφάλµατος αρκετά µειωµένες σε σχέση µε προηγούµενα δίκτυα και τιµές συντελεστή 
παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα (Πίνακας 4.9). Επίσης 
παρατηρείται κατανοµή των αποτελεσµάτων (outputs) σε σχεδόν ταύτιση µε την ευθεία 
y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) 
(Εικόνα 4.17), πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του 
ιστογράµµατος σφαλµάτων (εικόνα 4.18). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δίνει 
ακόµα καλύτερα αποτελέσµατα αλλά φαίνεται επίσης ότι µπορεί να βελτιωθεί 
περισσότερο και έτσι συνεχίζεται η διαδικασία.  

SAMPLE 
3 number 
of nodes 9 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 7504 21.02e-0 9.99980e-1 
Validation 1608 26.52e-0 9.99975e-1 
testing 1608 30.68e-0 9.99971e-1 

Πίνακας 4. 9 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 10720 και 9 κόµβους 

 
Εικόνα 4. 17 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 10720 δείγµατα και 9 κόµβους σε σχέση µε τους 

στόχους 



	

 
Εικόνα 4. 18 Ιστόγραµµα σφαλµάτων δικτύου µε 10720 δείγµατα και 9 κόµβους 

 
4.2.8 ΔΕΙΓΜΑ3, ΚΟΜΒΟΙ 10  
 
Για το δέκατο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 10720 
και για την γεωµετρία επιλέχθηκαν 10 κόµβοι. Παρατηρούνται τιµές µέσου 
τετραγωνικού σφάλµατος αρκετά µειωµένες σε σχέση µε προηγούµενα δίκτυα και τιµές 
συντελεστή παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα. (Πίνακας 
4.10). Επίσης παρατηρείται κατανοµή των αποτελεσµάτων (outputs) σε σχεδόν ταύτιση 
µε την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-
targets) (Εικόνα 4.19), πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του 
ιστογράµµατος σφαλµάτων (Εικόνα 4.20). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δίνει 
ακόµα καλύτερα αποτελέσµατα αλλά φαίνεται επίσης  ότι µπορεί να βελτιωθεί 
περισσότερο και έτσι συνεχίζεται η διαδικασία προχωρώντας σε ακόµα µια αύξηση 
κόµβων. 
 

SAMPLE 
3 number 
of nodes 
10 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 7504 18.11e-0 9.99982e-1 
Validation 1608 24.92e-0 9.99976e-1 
testing 1608 27.28e-0 9.99974e-1 

Πίνακας 4. 10 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 10720 και 10 κόµβους 



	

 
Εικόνα 4. 19 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 10720 δείγµατα και 10 κόµβους σε σχέση µε τους 

στόχους 

 

 
Εικόνα 4. 20 Ιστόγραµµα σφαλµάτων δικτύου µε 10720 δείγµατα και 10 κόµβους 



	

4.2.8 ΔΕΙΓΜΑ 3, 11 ΚΟΜΒΟΙ 
 
Για το ενδέκατο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 10720 
και για την γεωµετρία επιλέχθηκαν 11 κόµβοι. Παρατηρούνται τιµές µέσου 
τετραγωνικού σφάλµατος αυξηµένες σε σχέση µε το προηγούµενο δίκτυο και τιµές 
συντελεστή παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα (Πίνακας 4.11). 
Επίσης παρατηρούνται αποτελέσµατα (outputs) σε σχεδόν ταύτιση µε την ευθεία y=x στο 
διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) (Εικόνα 4.21), 
πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του ιστογράµµατος σφαλµάτων 
(Εικόνα 4.22). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
δίνει καλύτερα αποτελέσµατα και φαίνεται επίσης  ότι η αύξηση των κόµβων δεν 
συνείσφερε θετικά στα αποτελέσµατα. Ακολουθεί ακόµα µια αύξηση του αριθµού των 
κόµβων για επιβεβαίωση αυτού του συµπεράσµατος. 
 

SAMPLE 
3 number 
of nodes 
11 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 7504 39.34e-0 9.99962e-1 
Validation 1608 49.90e-0 9.99952e-1 
testing 1608 50.33e-0 9.99953e-1 

Πίνακας 4. 11 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 10720 και 11 κόµβους 

 
Εικόνα 4. 21 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 10720 δείγµατα και 11 κόµβους σε σχέση µε τους 

στόχους 



	

 
Εικόνα 4. 22 Ιστόγραµµα σφαλµάτων δικτύου µε 10720 δείγµατα και 11 κόµβους 

 
4.2.8 ΔΕΙΓΜΑ 3, 12 ΚΟΜΒΟΙ  
 
Για το δωδέκατο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 10720 
και για την γεωµετρία επιλέχθηκαν 11 κόµβοι. Παρατηρούνται µεγάλες τιµές µέσου 
τετραγωνικού σφάλµατος και αυξηµένες σε σχέση µε προηγούµενα δίκτυα και τιµές 
συντελεστή παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα. (Πίνακας 
4.12).  
Επίσης παρατηρείται κατανοµή των αποτελεσµάτων (outputs) που αρχίζει να απέχει από 
την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-
targets) (Εικόνα 4.23), πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του 
ιστογράµµατος σφαλµάτων (Εικόνα 4.24). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η συγκεκριµένη γεωµετρία δικτύου δεν 
δίνει καλύτερα αποτελέσµατα και φαίνεται επίσης ότι η αύξηση των κόµβων τελικά δεν 
συνείσφερε θετικά στα αποτελέσµατα. Ακολουθεί ένας τελευταίος διπλασιασµός του 
µεγέθους του δείγµατος και επί µέρους δοκιµές µε διαφορετικές γεωµετρίες δικτύων. 
 

SAMPLE 
3 number 
of nodes 
12 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 7504 640.17e-0 9.99399e-1 
Validation 1608 1061.90e-0 9.99015e-1 
testing 1608 550.79e-0 9.99463e-1 

Πίνακας 4. 12 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 10720 και 12 κόµβους 



	

 
Εικόνα 4. 23 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 10720 δείγµατα και 12 κόµβους σε σχέση µε τους 

στόχους 

 
Εικόνα 4. 24 Ιστόγραµµα σφαλµάτων δικτύου µε 10720 δείγµατα και 12 κόµβους 

	 	



	

4.2.13 ΔΕΙΓΜΑ 4,8 ΚΟΜΒΟΙ  
 
Για το δέκατο τρίτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 
21440 και για την γεωµετρία επιλέχθηκαν 8 κόµβοι. Παρατηρούνται µειωµένες τιµές 
µέσου τετραγωνικού σφάλµατος σε σχέση µε το προηγούµενο δίκτυο και τιµές 
συντελεστή παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα. (Πίνακας 
4.13). Επίσης παρατηρείται κατανοµή των αποτελεσµάτων (outputs) που δεν απέχει από 
την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-
targets) (Εικόνα 4.8), πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του 
ιστογράµµατος σφαλµάτων (Εικόνα 4.9). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι ο τελευταίος διπλασιασµός επηρέασε 
θετικά τα αποτελέσµατα και τα έφερε σε αποδεκτά επίπεδα. Ακολουθεί ακόµα µια 
αύξηση του αριθµού των κόµβων για να ελεγχθεί πως αυτό θα επηρεάσει τα 
αποτελέσµατα. 
 

SAMPLE 
4 number 
of nodes 8 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 15008 51.09e-0 9.99951e-1 
Validation 3216 63.70e-0 9.99939e-1 
testing 3216 59.69e-0 9.99944e-1 

Πίνακας 4. 13 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 21440 και 8 κόµβους 

 

 
Εικόνα 4. 25 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 21440 δείγµατα και 8 κόµβους σε σχέση µε τους 

στόχους 

 



	

 
Εικόνα 4. 26 Ιστόγραµµα σφαλµάτων δικτύου µε 21440 δείγµατα και 8 κόµβους 

4.2.14 ΔΕΙΓΜΑ 4, 9 ΚΟΜΒΟΙ 
 
Για το δέκατο τέταρτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 
21440 και για την γεωµετρία επιλέχθηκαν 9 κόµβοι. Παρατηρούνται µειωµένες τιµές 
µέσου τετραγωνικού σφάλµατος σε σχέση µε προηγούµενα δίκτυα και τιµές συντελεστή 
παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα. (Πίνακας 4.14). Επίσης 
παρατηρείται κατανοµή των αποτελεσµάτων (outputs) που δεν απέχει από την ευθεία 
y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) 
(Εικόνα 4.27), πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του 
ιστογράµµατος σφαλµάτων (Εικόνα 4.28). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η αύξηση των κόµβων έφερε πολύ καλά 
αποτελέσµατα, µε το µικρότερο έως τώρα µέσο τετραγωνικό σφάλµα. Ακολουθούν και 
άλλες αυξήσεις στον αριθµό των κόµβων για να εξεταστεί το κατά πόσο ακόµα µπορούν 
να βελτιωθούν τα αποτελέσµατα.  
 
 
 
 
 
 
 
 
 
 

Πίνακας 4. 14 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 21440 και 9 κόµβους 

 
 
 
 

SAMPLE 
4 number 
of nodes 9 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 15008 19.90e-0 9.99981e-1 
Validation 3216 27.14e-0 9.99974e-1 
Testing 3216 27.10e-0 9.99974e-1 



	

 
Εικόνα 4. 27 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 21440 δείγµατα και 9 κόµβους σε σχέση µε τους 

στόχους 

 

 

Εικόνα 4. 28 Ιστόγραµµα σφαλµάτων δικτύου µε 21440 δείγµατα και 9 κόµβους  



	

4.2.15 ΔΕΙΓΜΑ 4, 10 ΚΟΜΒΟΙ  
 
Για το δέκατο πέµπτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 
21440 και για την γεωµετρία επιλέχθηκαν 10 κόµβοι. Παρατηρούνται αυξηµένες τιµές 
µέσου τετραγωνικού σφάλµατος σε σχέση µε προηγούµενα δίκτυα και τιµές συντελεστή 
παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα. (πίνακας 4.15). Επίσης 
παρατηρείται κατανοµή των αποτελεσµάτων (outputs) που δεν απέχει από την ευθεία 
y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-targets) 
(Εικόνα 4.29), πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του 
ιστογράµµατος σφαλµάτων (Εικόνα 4.30). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η αύξηση των κόµβων δεν έφερε  
καλύτερα αποτελέσµατα, σε σχέση µε την προηγούµενη γεωµετρία, ακολουθεί ακόµα 
µια αύξηση στον αριθµό των κόµβων για την µελέτη των αποτελεσµάτων. 
 
 

SAMPLE 
4 number 
of nodes 
10 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 15008 40.15e-0 9.99961e-1 
Validation 3216 41.00e-0 9.99962e-1 
testing 3216 46.00e-0 9.99957e-1 

Πίνακας 4. 15 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 21440 και 10 κόµβους 

 
Εικόνα 4. 29 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 21440 δείγµατα και 10 κόµβους σε σχέση µε τους 

στόχους 



	

 
Εικόνα 4. 30 Ιστόγραµµα σφαλµάτων δικτύου µε 21440 δείγµατα και 10 κόµβους 

 
 
4.2.16 ΔΕΙΓΜΑ 4, 11 ΚΟΜΒΟΙ  
 
Για το δέκατο έκτο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 
21440 και για την γεωµετρία επιλέχθηκαν 11 κόµβοι. Παρατηρούνται ακόµα 
περισσότερο αυξηµένες τιµές µέσου τετραγωνικού σφάλµατος σε σχέση µε προηγούµενα 
δίκτυα και τιµές παλινδρόµησης που δεν απέχουν σηµαντικά από την µονάδα. (Πίνακας 
4.16). Επίσης παρατηρείται κατανοµή των αποτελεσµάτων (outputs) που δεν απέχει από 
την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως προς τις επιθυµητές τιµές (outputs-
targets) (Εικόνα 4.31), πράγµα που επιβεβαιώνεται µερικώς και από την µορφή του 
ιστογράµµατος σφαλµάτων (Εικόνα 4.32). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η αύξηση των κόµβων δεν έφερε  
καλύτερα αποτελέσµατα, αντιθέτως αύξησε σηµαντικά το µέγεθος του σφάλµατος σε 
σχέση µε την προηγούµενη γεωµετρία. Αυτή τη φόρα ακολουθεί ακόµα µια σηµαντική 
αύξηση στον αριθµό των κόµβων. 
 
 
 
 
 
 
 
 
 
 
 

Πίνακας 4. 16 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 21440 και 11 κόµβους 

SAMPLE 
4 number 
of nodes 
11 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 15008 238.77e-0 9.99776e-1 
Validation 3216 314.61e-0 9.99704e-1 
testing 3216 297.62e-0 9.99716e-1 



	

 
Εικόνα 4. 31 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 21440 δείγµατα και 11 κόµβους σε σχέση µε τους 

στόχους 

 
Εικόνα 4. 32 Ιστόγραµµα σφαλµάτων δικτύου µε 21440 δείγµατα και 11 κόµβους 

 

 



	

4.2.17 ΔΕΙΓΜΑ 4, 20 ΚΟΜΒΟΙ 
 
Για το δέκατο έβδοµο δίκτυο που εκπαιδεύτηκε, χρησιµοποιήθηκε δείγµα µε πληθυσµό 
21440 και για την γεωµετρία επιλέχθηκαν 20 κόµβοι. Παρατηρούνται οι χαµηλότερες 
µέχρι στιγµής τιµές µέσου τετραγωνικού σφάλµατος σε σχέση µε προηγούµενα δίκτυα 
και τιµές συντελεστή παλινδρόµησης που απέχουν ελάχιστα από την µονάδα. (Πίνακας 
4.17). Επίσης παρατηρείται κατανοµή των αποτελεσµάτων (outputs) που δεν απέχει 
σχεδόν καθόλου από την ευθεία y=x στο διάγραµµα αποτελεσµάτων ως προς τις 
επιθυµητές τιµές (outputs-targets) (Εικόνα 4.33), πράγµα που επιβεβαιώνεται µερικώς 
και από την µορφή του ιστογράµµατος σφαλµάτων (Εικόνα 4.34). 
Βάσει των παρατηρήσεων αυτών προκύπτει ότι η αύξηση των κόµβων έφερε  καλύτερα 
αποτελέσµατα. Η διαδικασία σταµατάει εδώ καθώς προέκυψαν αρκετά αποτελέσµατα 
για να εξαχθεί ένα γενικό συµπέρασµα 
 

SAMPLE 
4 number 
of nodes 
20 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 15008 15.04e-0 9.99985e-1 
Validation 3216 17.19e-0 9.99983e-1 
Testing 3216 16.55e-0 9.99984e-1 

Πίνακας 4. 17 Χαρακτηριστικά στοιχεία δικτύου για πληθυσµό 21440 και 20 κόµβους 

 

 
Εικόνα 4. 33 Γραφική απεικόνιση των αποτελεσµάτων δικτύου µε 21440 δείγµατα και 20 κόµβους σε σχέση µε τους 

στόχους 



	

 
Εικόνα 4. 34 Ιστόγραµµα σφαλµάτων δικτύου µε 21440 δείγµατα και 8 κόµβους 

4.3 ΣΥΓΚΡΙΣΗ ΑΠΟΤΕΛΕΣΜΑΤΩΝ ΑΠΟ ΝΕΥΡΩΝΙΚΟ 
ΔΙΚΤΥΟ ΜΕ ΑΠΟΤΕΛΕΣΜΑΤΑ ΑΠΟ ΕΞΕΙΔΙΚΕΥΜΕΝΟ 
ΧΡΗΣΤΗ 
 

Σε αυτό το σηµείο ακολουθεί µια σύγκριση των πρώτων αφίξεων όπως αυτές 
επιλέγονται από το νευρωνικό δίκτυο σε αντιδιαστολή µε τις θέσεις των πρώτων 
αφίξεων όπως αυτές επιλέχθηκαν από έναν έµπειρο και εξειδικευµένο χρήστη, 
Δρ Γ. Κρητικάκη.  

 
4.3.1 ΔΙΑΔΙΚΑΣΙΑ ΣΥΓΚΡΙΣΗΣ 
 
Για τη σύγκριση επιλογών µεταξύ του νευρωνικού και του χρήστη ακολουθήθηκε η εξής 
διαδικασία:  
 

• Αρχικά επιλέγονται τα δεδοµένα που θα επεξεργαστούν και συγκεντρώνονται σε 
πίνακα αντίστοιχο µε αυτόν που χρησιµοποιήθηκε για την εκπαίδευση του 
δικτύου.  

• Χρησιµοποιείται το βέλτιστο νευρωνικό, του οποίου η δηµιουργία 
παρουσιάστηκε παραπάνω και οι πρώτες αφίξεις αποθηκεύονται σε µορφή 
χρόνων διαδροµής (ms). 

• Το επόµενο βήµα είναι η σύγκριση των τιµών του νευρωνικού και του χρήστη, 
για το σκοπό αυτό δηµιουργείται πίνακας που περιέχει τις διαφορές των τιµών 
αυτών. 

• Τελικά µε την χρήση των τιµών των διαφορών κατασκευάζεται το ιστόγραµµα 
σφαλµάτων (Εικόνα 4.35).  



	

 
Εικόνα 4. 35 Ιστόγραµµα σφαλµάτων για την σύγκριση των αποτελεσµάτων δικτύου-χρήστη σε ms 

Στο ιστόγραµµα αυτό παρατηρείται µια κανονική κατανοµή γύρω από την ευθεία που 
αντιστοιχεί στο µηδενικό σφάλµα, αυτό σηµαίνει ότι δεν υπάρχει συστηµατικό σφάλµα. 
Παρατηρούνται επίσης κάποιες αρκετά αυξηµένες τιµές σφάλµατος (έως και 8ms), αυτό 
οφείλεται στον διαφορετικό τρόπο επιλογής των πρώτων αφίξεων µεταξύ του συγγραφέα 
βάσει του οποίου εκπαιδεύτηκε το νευρωνικό και του εξειδικευµένου χρήστη. 
 

5 ΣΥΜΠΕΡΑΣΜΑΤΑ ΚΑΙ ΜΕΛΛΟΝΤΙΚΕΣ ΠΡΟΤΑΣΕΙΣ  
 
5.1 ΕΙΣΑΓΩΓΗ  
 
Ο σκοπός της εργασίας αυτής  όπως αναφέρθηκε και σε προηγούµενα κεφάλαια ήταν η 
επιβεβαίωση του κατά πόσον είναι δυνατό να υπάρξει µια αυτόµατη διαδικασία επιλογής 
πρώτων αφίξεων µε την χρήση τεχνητών νευρωνικών δικτύων. Τα αποτελέσµατα που 
προέκυψαν όπως θα φανεί και παρακάτω είναι αρκετά ενθαρρυντικά ώστε να δικαιώσουν 
την ιδέα και να δηµιουργήσουν την ανάγκη για εκτενέστερη µελέτη του αντικειµένου 
στο µέλλον. 
 
5.2 ΣΥΜΠΕΡΑΣΜΑΤΑ  
 
Προέκυψαν αρκετά και ενδιαφέροντα συµπεράσµατα. Όσον αφορά το γενικό κοµµάτι 
της εργασίας, αποδείχτηκε ότι η χρήση νευρωνικών δικτυών και εργαλείων τεχνητής 
νοηµοσύνης βρίσκει σηµαντική εφαρµογή στα κοµµάτια της γεωφυσικής. Τα µοντέλα 
που αναπτυχθήκαν για την επιλογή των πρώτων αφίξεων δίνουν αξιόλογα αποτελέσµατα 
και επιβεβαιώνουν την ιδέα καθώς και ενθαρρύνουν την περαιτέρω εφαρµογή αυτών και 
ίσως, την ενσωµάτωση τους σε διαδικασίες επιλογής πρώτων αφίξεων. Όπως φαίνεται 
και παρακάτω (Εικόνα 5.1) το βέλτιστο δίκτυο που προέκυψε από δοκιµές έχει πολύ καλά 
στατιστικά χαρακτηριστικά και τα αποτελέσµατα του είναι πολύ κοντά σε αυτά που 
προέρχονται από έναν έµπειρο χρήστη(Εικόνα 5.2) 
 



	

SAMPLE 
4 
population 
of number 
of nodes 
20 

Sample 
size 

MSE (mean 
squared error) 

R(regression) 

Training 15008 15.04100e-0 9.99985e-1 
Validation 3216 17.19121e-0 9.99983e-1 
Testing 3216 16.55102e-0 9.99984e-1 

Εικόνα 5. 1 Χαρακτηριστικά βέλτιστου δικτύου 

 
 

 
Εικόνα 5. 2 Σύγκριση Νευρωνικού δικτύου µε εξειδικευµένο χρήστη  

 
Όσον αφορά τα κοµµάτια των νευρωνικών δικτυών εξήχθησαν δυο βασικά 
συµπεράσµατα. Το πρώτο είναι ότι το µέγεθος του δείγµατος επηρεάζει σηµαντικά  το 
µοντέλο καθώς όπως φάνηκε µε µεγαλύτερο πλήθος παρατηρήσεων, υπάρχει σηµαντική 
βελτίωση στα αποτελέσµατα. Το δεύτερο συµπέρασµα είναι ότι ο αριθµός των κόµβων 
φαίνεται να επηρεάζει θετικά τα αποτελέσµατα όταν αυτός αυξάνεται, αλλά όταν 
ξεπεραστεί ένα συγκεκριµένο σηµείο δεν υπάρχει βελτίωση στα αποτελέσµατα.  
 
5.3 ΠΡΟΒΛΗΜΑΤΑ  
Τα δύο σηµαντικά προβλήµατα που εντοπίστηκαν είναι ότι ένα νευρωνικό δίκτυο 
εκπαιδεύεται µε βάση δεδοµένα που προέκυψαν από κάποιο ανθρώπινο χρήστη, πράγµα 
που σηµαίνει ότι το δίκτυο είναι πιθανό να υποπέσει στα ίδια λάθη που θα έκανε και ο 
χρήστης βάσει του οποίου εκπαιδεύτηκε. Το δεύτερο πρόβληµα που προκύπτει είναι η 
περιορισµένη βάση δεδοµένων που υπάρχει αυτήν τη στιγµή όσον αφορά την επιλογή 
πρώτων αφίξεων, µια διαδικασία τεχνικά δύσκολη και αρκετά χρονοβόρα. 
 
5.4 ΜΕΛΛΟΝΤΙΚΕΣ ΠΡΟΤΑΣΕΙΣ 
Γενικά, προτείνεται η δοκιµαστική εφαρµογή των τεχνητών  νευρωνικών δικτύων και σε 
αλλά προβλήµατα στο αντικείµενο της γεωφυσικής καθώς είναι µια τεχνολογία που 
βοηθάει σηµαντικά στην εξοικονόµηση του χρόνου που χρειάζεται για την επίλυση 



	

κάποιων από αυτών, στην κατηγορία αυτή εµπίπτουν όλα τα προβλήµατα που 
σχετίζονται µε αναγνώριση µοτίβων (pattern recognition), για παράδειγµα στην ανάλυση 
ταχυτήτων.  
 
Ειδικά, προτείνεται η ενσωµάτωση της αυτόµατης πρόβλεψης µε χρήση τεχνητών 
νευρωνικών δικτύων σε γεωφυσικές διασκοπήσεις, σαν µια πρώτη εικόνα και σε 
συνδυασµό µε τον ανθρώπινο παράγοντα δηµιουργείται µια µέθοδος που εξοικονοµεί 
σηµαντικά χρόνο. 
 
Επίσης προτείνεται η δηµιουργία βάσης δεδοµένων από επιλογή πρώτων αφίξεων, η 
οποία θα συµβάλει στην καλύτερη εκπαίδευση των µελλοντικών δικτύων. 
 
Τέλος µε την χρήση απλών δοµών τεχνητών νευρωνικών δικτύων ανοίγει ο δρόµος για 
την δηµιουργία δικτύων βαθιάς µάθησης (deep neural networks) για την πλήρη 
αυτοµατοποίηση της διαδικασίας επεξεργασίας σεισµικών δεδοµένων. 
 

6 ΚΩΔΙΚΑΣ MATLAB ΓΙΑ ΤΗΝ ΔΗΜΙΟΥΡΓΙΑ 
ΝΕΥΡΩΝΙΚΟΥ ΔΙΚΤΥΟΥ  
 
function [Y,Xf,Af] = nnet(X,~,~) 
% 
% 
% [Y] = myNeuralNetworkFunction(X,~,~) takes these arguments: 
% 
%   X = 1xTS cell, 1 inputs over TS timesteps 
%   Each X{1,ts} = 6400xQ matrix, input #1 at timestep ts. 
% 
% and returns: 
%   Y = 1xTS cell of 1 outputs over TS timesteps. 
%   Each Y{1,ts} = 1xQ matrix, output #1 at timestep ts. 
% 
% where Q is number of samples (or series) and TS is the number of timesteps. 
  
%#ok<*RPMT0> 
  
% ===== NEURAL NETWORK CONSTANTS ===== 
 
% Input 1 
x1_step1.xoffset = …. 
x1_step1.gain =…. 
x1_step1.ymin = -1; 
 
% Layer 2 
b2 = 0.50352337330744523225; 
LW2_1 =… 
% Output 1 
y1_step1.ymin = -1; 
y1_step1.gain = 0.000800320128051221; 
y1_step1.xoffset = 1; 
  
% ===== SIMULATION ======== 
  
% Format Input Arguments 
isCellX = iscell(X); 



	

if ~isCellX 
    X = {X}; 
end 
  
% Dimensions 
TS = size(X,2); % timesteps 
if ~isempty(X) 
    Q = size(X{1},2); % samples/series 
else 
    Q = 0; 
end 
  
% Allocate Outputs 
Y = cell(1,TS); 
  
% Time loop 
for ts=1:TS 
     
    % Input 1 
    Xp1 = mapminmax_apply(X{1,ts},x1_step1); 
     
    % Layer 1 
    a1 = tansig_apply(repmat(b1,1,Q) + IW1_1*Xp1); 
     
    % Layer 2 
    a2 = repmat(b2,1,Q) + LW2_1*a1; 
     
    % Output 1 
    Y{1,ts} = mapminmax_reverse(a2,y1_step1); 
end 
  
% Final Delay States 
Xf = cell(1,0); 
Af = cell(2,0); 
  
% Format Output Arguments 
if ~isCellX 
    Y = cell2mat(Y); 
end 
end 
  
% ===== MODULE FUNCTIONS ======== 
  
% Map Minimum and Maximum Input Processing Function 
function y = mapminmax_apply(x,settings) 
y = bsxfun(@minus,x,settings.xoffset); 
y = bsxfun(@times,y,settings.gain); 
y = bsxfun(@plus,y,settings.ymin); 
end 
  
% Sigmoid Symmetric Transfer Function 
function a = tansig_apply(n,~) 
a = 2 ./ (1 + exp(-2*n)) - 1; 
end 
  
% Map Minimum and Maximum Output Reverse-Processing Function 
function x = mapminmax_reverse(y,settings) 
x = bsxfun(@minus,y,settings.ymin); 



	

x = bsxfun(@rdivide,x,settings.gain); 
x = bsxfun(@plus,x,settings.xoffset); 
end  
 

7 Παράρτηµα Ι-Αλγόριθµοι: Steepest descent, Newton, Gauss-
Newton  
 
7.1 Αλγόριθµος Steepest descent 
 
Ο αλγόριθµος αυτός είναι ένας πρώτης τάξης αλγόριθµος. Χρησιµοποιεί την πρώτη 
παράγωγο της συνάρτησης του  ολικού σφάλµατος για να βρει την ελάχιστη τιµή στον 
χώρο λαθών. Φυσιολογικά, η κλίση g ορίζεται ως η πρώτη παράγωγος της συνάρτησης 
ολικού σφάλµατος:  
 
 

(7.1) 
Με τον ορισµό της κλίσης g στην 7.1 ο κανόνας για την µέθοδο Steepest descent µπορεί 
να γραφτεί ως:	 

 (7.2) 
Όπου α είναι η σταθερά εκπαίδευσης.  
Η µέθοδος εκπαίδευσης Steepest descent παρουσιάζει ασυµποτική κάλυψη. Γύρω από 
την λύση όλα τα στοιχεία του διανύσµατος της κλίσης θα είναι πολύ µικρά και θα υπάρχει 
πολύ µικρή αλλαγή στα βάρη.  
 
 
7.2 Μέθοδος Newton  
 
Η µέθοδος Newton υποθέτει ότι όλα τα στοιχεία της κλίσης g1,g2,...,gn είναι συναρτήσεις 
των βαρών και όλα τα βάρη είναι γραµµικά ανεξάρτητα: 

(7.3) 
Όπου F1,F2, ..., FN είναι µη-γραµµικές σχέσεις µεταξύ των βαρών και τον σχετιζόµενων 
στοιχείων των βαρών. Η (7.3) αναπτύσσεται ως σειρά Taylor και στην συνέχεια 
λαµβάνεται η προσέγγισή πρώτης τάξης: 
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12.2.1  Steepest Descent Algorithm

The steepest descent algorithm is a first-order algorithm. It uses the first-order derivative of total error 
function to find the minima in error space. Normally, gradient g is defined as the first-order derivative 
of total error function (12.1):
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With the definition of gradient g in (12.3), the update rule of the steepest descent algorithm could be 
written as

 w wk k+ = −1 αgk  (12.4)

where α is the learning constant (step size).
The training process of the steepest descent algorithm is asymptotic convergence. Around the solu-

tion, all the elements of gradient vector would be very small and there would be a very tiny weight 
change.

12.2.2  Newton’s Method

Newton’s method assumes that all the gradient components g1, g2, …, gN are functions of weights and all 
weights are linearly independent:
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where F1,F2, …, FN are nonlinear relationships between weights and related gradient components.
Unfold each gi (i = 1, 2,…, N) in Equations 12.5 by Taylor series and take the first-order approximation:
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By combining the definition of gradient vector g in (12.3), it could be determined that
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(7.4) 

Συνδυάζοντας τον ορισµό της κλίσης από την (7.1) προκύπτει ότι: 

(7.5) 

Αντικαθιστώντας την (7.5) στην (7.4): 

(7.6) 

Συγκριτικά µε τον αλγόριθµο steepest descent πρέπει να υπολογιστούν οι δεύτερες 
παράγωγοι της συνάρτησης ολικού σφάλµατος για κάθε στοιχείο του διανύσµατος 
κλίσης. Για να προκύψει το ελάχιστο της συνάρτησης ολικού σφάλµατος Ε, κάθε 
στοιχείο του διανύσµατος κλίσης πρέπει να είναι 0. Έτσι τα αριστερά µέλη της εξίσωσης 
(7.6) είναι όλα 0 και:  

(7.7) 

Συνδυάζοντας τις εξισώσεις (7.1) και (7.7) προκύπτει: 
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where F1,F2, …, FN are nonlinear relationships between weights and related gradient components.
Unfold each gi (i = 1, 2,…, N) in Equations 12.5 by Taylor series and take the first-order approximation:
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By combining the definition of gradient vector g in (12.3), it could be determined that
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12.2.1  Steepest Descent Algorithm

The steepest descent algorithm is a first-order algorithm. It uses the first-order derivative of total error 
function to find the minima in error space. Normally, gradient g is defined as the first-order derivative 
of total error function (12.1):
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With the definition of gradient g in (12.3), the update rule of the steepest descent algorithm could be 
written as

 w wk k+ = −1 αgk  (12.4)

where α is the learning constant (step size).
The training process of the steepest descent algorithm is asymptotic convergence. Around the solu-

tion, all the elements of gradient vector would be very small and there would be a very tiny weight 
change.

12.2.2  Newton’s Method

Newton’s method assumes that all the gradient components g1, g2, …, gN are functions of weights and all 
weights are linearly independent:
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where F1,F2, …, FN are nonlinear relationships between weights and related gradient components.
Unfold each gi (i = 1, 2,…, N) in Equations 12.5 by Taylor series and take the first-order approximation:
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By combining the definition of gradient vector g in (12.3), it could be determined that
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By inserting Equation 12.7 to 12.6:
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Comparing with the steepest descent method, the second-order derivatives of the total error function 
need to be calculated for each component of gradient vector.

In order to get the minima of total error function E, each element of the gradient vector should be 
zero. Therefore, left sides of the Equations 12.8 are all zero, then
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By combining Equation 12.3 with 12.9

 

− ∂
∂

= − ≈ ∂
∂

+ ∂
∂ ∂

+ + ∂
∂ ∂

− ∂
∂

=

E
w

g E
w

w E
w w

w E
w w

w

E
w

N
N

1
1 0

2

1
2 1

2

1 2
2

2

1

2

, ∆ ∆ ∆!

−− ≈ ∂
∂ ∂

+ ∂
∂

+ + ∂
∂ ∂

− ∂
∂

= −

g E
w w

w E
w

w E
w w

w

E
w

g

N
N

N
N

2 0

2

2 1
1

2

2
2 2

2

2

0

,

,

∆ ∆ ∆!

!

≈≈ ∂
∂ ∂

+ ∂
∂ ∂

+ + ∂
∂

⎧

⎨

⎪
⎪
⎪
⎪

⎩

⎪
⎪
⎪
⎪

2

1
1

2

2
2

2

2
E

w w
w E

w w
w E

w
w

N N N
N∆ ∆ ∆!

 (12.10)

There are N equations for N parameters so that all Δwi can be calculated. With the solutions, the weight 
space can be updated iteratively.

Equations 12.10 can be also written in matrix form
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By inserting Equation 12.7 to 12.6:
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Comparing with the steepest descent method, the second-order derivatives of the total error function 
need to be calculated for each component of gradient vector.

In order to get the minima of total error function E, each element of the gradient vector should be 
zero. Therefore, left sides of the Equations 12.8 are all zero, then
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By combining Equation 12.3 with 12.9
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There are N equations for N parameters so that all Δwi can be calculated. With the solutions, the weight 
space can be updated iteratively.

Equations 12.10 can be also written in matrix form
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(7.8) 

Υπάρχουν Ν εξισώσεις για Ν αγνώστους, έτσι ώστε να µπορούν να υπολογιστούν όλα τα 
Δwi. Με τις λύσεις ο χώρος τον βαρών µπορεί να ενηµερώνεται επαναληπτικά. Η 
εξίσωση (7.8) γράφεται µε µορφή πινάκων:  

(7.9) 

Όπου ο τετραγωνικός πίνακας είναι ο Εσσιανός: 

 (7.10) 

Συνδυάζοντας τις (7.1), (7.10) και (7.9): 

    (7.11) 

και: 

(7.12) 

Έτσι ο ενηµερωµένος κανόνας για την µέθοδο είναι: 

(7.13) 
Σαν οι δεύτερες παράγωγοι της συνάρτησης ολικού σφάλµατος. Ο Εσσιανός πίνακας 
δίνει µια σωστή εκτίµηση για την αλλαγή του διανύσµατος κλίσης.  
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Comparing with the steepest descent method, the second-order derivatives of the total error function 
need to be calculated for each component of gradient vector.

In order to get the minima of total error function E, each element of the gradient vector should be 
zero. Therefore, left sides of the Equations 12.8 are all zero, then
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By combining Equation 12.3 with 12.9
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There are N equations for N parameters so that all Δwi can be calculated. With the solutions, the weight 
space can be updated iteratively.

Equations 12.10 can be also written in matrix form
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Comparing with the steepest descent method, the second-order derivatives of the total error function 
need to be calculated for each component of gradient vector.

In order to get the minima of total error function E, each element of the gradient vector should be 
zero. Therefore, left sides of the Equations 12.8 are all zero, then
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By combining Equation 12.3 with 12.9
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There are N equations for N parameters so that all Δwi can be calculated. With the solutions, the weight 
space can be updated iteratively.

Equations 12.10 can be also written in matrix form
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By combining Equations 12.3 and 12.12 with Equation 12.11

 − =g H w∆  (12.13)

So

 ∆w H g= − −1  (12.14)

Therefore, the update rule for Newton’s method is

 w w H gk k k k+
−= −1

1  (12.15)

As the second-order derivatives of total error function, Hessian matrix H gives the proper evaluation 
on the change of gradient vector. By comparing Equations 12.4 and 12.15, one may notice that well-
matched step sizes are given by the inverted Hessian matrix.

12.2.3  Gauss–Newton Algorithm

If Newton’s method is applied for weight updating, in order to get Hessian matrix H, the second-order 
derivatives of total error function have to be calculated and it could be very complicated. In order to 
simplify the calculating process, Jacobian matrix J is introduced as
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By combining Equations 12.3 and 12.12 with Equation 12.11

 − =g H w∆  (12.13)

So

 ∆w H g= − −1  (12.14)

Therefore, the update rule for Newton’s method is
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As the second-order derivatives of total error function, Hessian matrix H gives the proper evaluation 
on the change of gradient vector. By comparing Equations 12.4 and 12.15, one may notice that well-
matched step sizes are given by the inverted Hessian matrix.
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By combining Equations 12.3 and 12.12 with Equation 12.11

 − =g H w∆  (12.13)

So

 ∆w H g= − −1  (12.14)

Therefore, the update rule for Newton’s method is

 w w H gk k k k+
−= −1

1  (12.15)

As the second-order derivatives of total error function, Hessian matrix H gives the proper evaluation 
on the change of gradient vector. By comparing Equations 12.4 and 12.15, one may notice that well-
matched step sizes are given by the inverted Hessian matrix.
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By combining Equations 12.3 and 12.12 with Equation 12.11

 − =g H w∆  (12.13)

So

 ∆w H g= − −1  (12.14)

Therefore, the update rule for Newton’s method is

 w w H gk k k k+
−= −1

1  (12.15)

As the second-order derivatives of total error function, Hessian matrix H gives the proper evaluation 
on the change of gradient vector. By comparing Equations 12.4 and 12.15, one may notice that well-
matched step sizes are given by the inverted Hessian matrix.
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7.3 Αλγόριθµος Gauss-Newton  
 
Εάν εφαρµοσθεί η µέθοδος Newton για τον υπολογισµό των βαρών, για να υπολογιστεί 
ο Εσσιανός πίνακας Η, θα πρέπει να υπολογιστούν οι δεύτερες παράγωγοι της 
συνάρτησης ολικού σφάλµατος κάτι που θα είναι πολύ πολύπλοκο. Για την απλοποίησης 
της υπολογιστικής διαδικασίας εισάγεται ο Ιακωβιανός πίνακας J ως:  
 

(7.14) 
Ολοκληρώνοντας την εξίσωση 12.1 και την εξίσωση του αθροιστικού τετραγωνικού 
σφάλµατος: 

(7.15) 
το διάνυσµα κλίσης υπολογίζεται ως: 
 

(7.16) 
Συνδυάζοντας την (7.14) και την (7.16) η σχέση µεταξύ Ιακωβιανού πίνακα J και του 
διανύσµατος κλίσης g θα είναι: 

(7.17) 
Όπου το διάνυσµα σφάλµατος e έχει την µορφή  

(7.18) 
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By combining Equations 12.3 and 12.12 with Equation 12.11

 − =g H w∆  (12.13)

So
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Therefore, the update rule for Newton’s method is
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As the second-order derivatives of total error function, Hessian matrix H gives the proper evaluation 
on the change of gradient vector. By comparing Equations 12.4 and 12.15, one may notice that well-
matched step sizes are given by the inverted Hessian matrix.
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12-2 Intelligent Systems

The Levenberg–Marquardt algorithm blends the steepest descent method and the Gauss–Newton 
algorithm. Fortunately, it inherits the speed advantage of the Gauss–Newton algorithm and the stability 
of the steepest descent method. It’s more robust than the Gauss–Newton algorithm, because in many 
cases it can converge well even if the error surface is much more complex than the quadratic situation. 
Although the Levenberg–Marquardt algorithm tends to be a bit slower than Gauss–Newton algorithm 
(in convergent situation), it converges much faster than the steepest descent method.

The basic idea of the Levenberg–Marquardt algorithm is that it performs a combined training process: 
around the area with complex curvature, the Levenberg–Marquardt algorithm switches to the steepest 
descent algorithm, until the local curvature is proper to make a quadratic approximation; then it approx-
imately becomes the Gauss–Newton algorithm, which can speed up the convergence significantly.

12.2  Algorithm Derivation
In this part, the derivation of the Levenberg–Marquardt algorithm will be presented in four parts: 
(1) steepest descent algorithm, (2) Newton’s method, (3) Gauss–Newton’s algorithm, and (4) Levenberg–
Marquardt algorithm.

Before the derivation, let us introduce some commonly used indices:
• p is the index of patterns, from 1 to P, where P is the number of patterns.
• m is the index of outputs, from 1 to M, where M is the number of outputs.
• i and j are the indices of weights, from 1 to N, where N is the number of weights.
• k is the index of iterations.

Other indices will be explained in related places.
Sum square error (SSE) is defined to evaluate the training process. For all training patterns and net-

work outputs, it is calculated by
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x w e,
11

( ) =
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p m,  (12.1)

where
x is the input vector
w  is the weight vector
ep,m is the training error at output m when applying pattern p and it is defined as

 e d op m p m p m, , ,= −  (12.2)

where
d is the desired output vector
o is the actual output vector

EBP algorithm with
small constant step

size

EBP algorithm with
large constant step

size

FIGURE 12.1 Searching process of the steepest descent method with different learning constants: yellow trajec-
tory is for small learning constant that leads to slow convergence; purple trajectory is for large learning constant 
that causes oscillation (divergence).
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By integrating Equations 12.1 and 12.3, the elements of gradient vector can be calculated as
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Combining Equations 12.16 and 12.17, the relationship between Jacobian matrix J and gradient vector 
g would be

 g Je=  (12.18)

where error vector e has the form
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Inserting Equation 12.1 into 12.12, the element at ith row and jth column of Hessian matrix can be 
calculated as
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where Si,j is equal to

 S e
w w

ei j
p m

i j
p m

m

M

p

P

,
,

,=
∂

∂ ∂
==

∑∑
2

11

 (12.21)

As the basic assumption of Newton’s method is that Si,j is closed to zero [TM94], the relationship between 
Hessian matrix H and Jacobian matrix J can be rewritten as

 H J J≈ T  (12.22)

By combining Equations 12.15, 12.18, and 12.22, the update rule of the Gauss–Newton algorithm is 
presented as

 w w J J J ek k k
T

k k k+
−

= − ( )1
1

 (12.23)
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Combining Equations 12.16 and 12.17, the relationship between Jacobian matrix J and gradient vector 
g would be
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Inserting Equation 12.1 into 12.12, the element at ith row and jth column of Hessian matrix can be 
calculated as
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where Si,j is equal to
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As the basic assumption of Newton’s method is that Si,j is closed to zero [TM94], the relationship between 
Hessian matrix H and Jacobian matrix J can be rewritten as

 H J J≈ T  (12.22)

By combining Equations 12.15, 12.18, and 12.22, the update rule of the Gauss–Newton algorithm is 
presented as
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Combining Equations 12.16 and 12.17, the relationship between Jacobian matrix J and gradient vector 
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Inserting Equation 12.1 into 12.12, the element at ith row and jth column of Hessian matrix can be 
calculated as
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where Si,j is equal to

 S e
w w

ei j
p m

i j
p m

m

M

p

P

,
,

,=
∂

∂ ∂
==

∑∑
2

11

 (12.21)

As the basic assumption of Newton’s method is that Si,j is closed to zero [TM94], the relationship between 
Hessian matrix H and Jacobian matrix J can be rewritten as

 H J J≈ T  (12.22)

By combining Equations 12.15, 12.18, and 12.22, the update rule of the Gauss–Newton algorithm is 
presented as
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Εισάγοντας την εξίσωση (7.1) στην (7.10), το στοιχείο στην ι-οστή σειρά και j-οστή 
στήλη του Εσσιανού πίνακα µπορεί να υπολογιστεί ως: 

(7.19) 
Όπου το Si,j ισούται µε: 

(7.20) 
Καθώς η βασική υπόθεση της µεθόδου Newton είναι ότι το Si,j είναι κοντά στο 0, η σχέση 
µεταξύ του Εσσιανού και του Ιακωβιανού πίνακα µπορεί να γραφτεί ως: 
 

(7.21) 
Συνδυάζοντας τις σχέσεις (7.13), (7.17) και (7.21) ο κανόνας για την Gauss-Newton 
γράφεται ως: 

(7.22) 
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By integrating Equations 12.1 and 12.3, the elements of gradient vector can be calculated as
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Combining Equations 12.16 and 12.17, the relationship between Jacobian matrix J and gradient vector 
g would be

 g Je=  (12.18)

where error vector e has the form
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Inserting Equation 12.1 into 12.12, the element at ith row and jth column of Hessian matrix can be 
calculated as
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where Si,j is equal to
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As the basic assumption of Newton’s method is that Si,j is closed to zero [TM94], the relationship between 
Hessian matrix H and Jacobian matrix J can be rewritten as

 H J J≈ T  (12.22)

By combining Equations 12.15, 12.18, and 12.22, the update rule of the Gauss–Newton algorithm is 
presented as

 w w J J J ek k k
T

k k k+
−

= − ( )1
1

 (12.23)

K10149_C012.indd   6 9/3/2010   2:22:39 PM

12-6 Intelligent Systems

By integrating Equations 12.1 and 12.3, the elements of gradient vector can be calculated as
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Combining Equations 12.16 and 12.17, the relationship between Jacobian matrix J and gradient vector 
g would be

 g Je=  (12.18)

where error vector e has the form

 e =

⎡

⎣

⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢

⎤

⎦

⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥

e
e

e

e
e

e

M

P

P

P M

1 1

1 2

1

1

2

,

,

,

,

,

,

!

!

!

⎥⎥

 (12.19)

Inserting Equation 12.1 into 12.12, the element at ith row and jth column of Hessian matrix can be 
calculated as
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where Si,j is equal to
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As the basic assumption of Newton’s method is that Si,j is closed to zero [TM94], the relationship between 
Hessian matrix H and Jacobian matrix J can be rewritten as

 H J J≈ T  (12.22)

By combining Equations 12.15, 12.18, and 12.22, the update rule of the Gauss–Newton algorithm is 
presented as

 w w J J J ek k k
T

k k k+
−

= − ( )1
1

 (12.23)
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By integrating Equations 12.1 and 12.3, the elements of gradient vector can be calculated as
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Combining Equations 12.16 and 12.17, the relationship between Jacobian matrix J and gradient vector 
g would be

 g Je=  (12.18)

where error vector e has the form
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Inserting Equation 12.1 into 12.12, the element at ith row and jth column of Hessian matrix can be 
calculated as
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where Si,j is equal to
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As the basic assumption of Newton’s method is that Si,j is closed to zero [TM94], the relationship between 
Hessian matrix H and Jacobian matrix J can be rewritten as

 H J J≈ T  (12.22)

By combining Equations 12.15, 12.18, and 12.22, the update rule of the Gauss–Newton algorithm is 
presented as
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Combining Equations 12.16 and 12.17, the relationship between Jacobian matrix J and gradient vector 
g would be
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where error vector e has the form
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Inserting Equation 12.1 into 12.12, the element at ith row and jth column of Hessian matrix can be 
calculated as
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where Si,j is equal to
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As the basic assumption of Newton’s method is that Si,j is closed to zero [TM94], the relationship between 
Hessian matrix H and Jacobian matrix J can be rewritten as

 H J J≈ T  (12.22)

By combining Equations 12.15, 12.18, and 12.22, the update rule of the Gauss–Newton algorithm is 
presented as
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T

k k k+
−

= − ( )1
1

 (12.23)
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