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Περίληψη

Η παρούσα διατριβή παρουσιάζει µια συγκριτική µελέτη των νευρωνικών δικτύων που
ϐασίζονται σε ϕυσικούς νόµους (PINNs) και των απλών νευρωνικών δικτύων για την
πρόβλεψη της ϑέσης ενός αρµονικού ταλαντωτή. Τα PINNs είναι ένα είδος νευρωνικού
δικτύου που ενσωµατώνει ϕυσικούς νόµους και περιορισµούς ως µέρος της διαδικασίας
εκπαίδευσης, επιτρέποντας την ενσωµάτωση της ϕυσικής γνώσης που σχετίζεται µε το
πρόβληµα το οποίο επιλύεται (χαρακτηριστική διαφορική εξίσωση). Τα απλά νευρωνικά
δίκτυα, από την άλλη πλευρά, δεν ενσωµατώνουν ϱητά τέτοια γνώση και ϐασίζονται
αποκλειστικά στα δεδοµένα για την εκπαίδευση.

Πραγµατοποιήθηκαν δύο πειράµατα για τη σύγκριση της απόδοσης αυτών των δικτύων.
Το πρώτο πείραµα αφορούσε την πρόβλεψη της ϑέσης ενός µόνο αρµονικού ταλαντωτή
δεδοµένου ενός περιορισµένου σετ παρατηρήσεων σε συγκεκριµένα χρονικά σηµεία.
Το δεύτερο πείραµα αφορούσε ένα πρόβληµα πολλαπλών διαστάσεων και είχε ως στόχο
την πρόβλεψη της ϑέσης τεσσάρων διαφορετικών αρµονικών ταλαντωτών µε διαφορετικά
χαρακτηριστικά.

Τα αποτελέσµατα έδειξαν ότι τα PINNs υπερτερούν των απλών νευρωνικών δικτύων
σε απόδοση και ακρίβεια πρόβλεψης δεδοµένων. Η χρήση των PINNs ϐελτιώνει την
απόδοση του µοντέλου λόγω της ενσωµάτωσης περιορισµών και γνώσης σχετικά µε το
πρόβληµα της ταλάντωσης.

Συνολικά, η παρούσα διατριβή αποδεικνύει ότι η χρήση των PINNs είναι ένα αποδοτικό
και ακριβές εργαλείο για την πρόβλεψη της ϑέσης του αρµονικού ταλαντωτή και άλλων
σχετικών προβληµάτων.



Abstract

This thesis presents a comparative study of physics-informed neural networks (PINNs)
and simple neural networks for the prediction of the position of a harmonic oscillator.
PINNs are a type of neural network that incorporates physical laws and constraints
as part of the training process, allowing for the incorporation of domain-specific
knowledge into the model. Simple neural networks, on the other hand, do not ex-
plicitly incorporate such knowledge and rely on data alone for training.

Two experiments were conducted to compare the performance of these networks. The
first experiment involved predicting the position of a single oscillator given a limited
set of observed positions at specific timestamps. For this experiment, a simple
feedforward neural network and a PINN were trained using data generated by solving
the underlying differential equation governing the motion of the oscillator.

In the second experiment, a multidimensional problem was considered, involving
the prediction of the positions of four oscillators. A PINN was again trained on
data generated by solving the differential equations governing the oscillators’ motion,
while a feedforward neural network was trained on the raw input data.

The results of these experiments showed that PINNs outperformed simple neural
networks in both cases, achieving higher accuracy and lower mean squared error.
Furthermore, the PINN was able to learn the underlying physical laws governing
the motion of the oscillators, while the simple neural network was not. This indi-
cates that PINNs are more suitable for learning from limited data and can provide
more accurate predictions in cases where physical constraints and domain-specific
knowledge are important.

Overall, this study contributes to the understanding of the capabilities of PINNs
and simple neural networks for the prediction of complex systems. The results
suggest that PINNs are a promising approach for predicting the behavior of nonlinear
dynamical systems and may have practical applications in fields such as physics and
engineering.
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Κεφάλαιο 1

Μηχανική Μάθηση

1.0.1 Εισαγωγή στη Μηχανική Μάθηση

Από τότε που εφευρέθηκαν οι ηλεκτρονικοί υπολογιστές οι άνθρωποι αναρωτιούνται,
πότε ϑα είναι ικανοί να µαθαίνουν λειτουργίες και να αποκτήσουν δεξιότητες χρήσι-
µες για την καθηµερινή Ϲωή των ανθρώπων. Ροµπότ που µιλάνε και κάνουν δουλειές
του νοικοκυριού, αυτοκίνητα που οδηγούν µόνα τους κ.α. είναι µερικά από τα και-
νοτόµα µηχανήµατα που πολλοί έχουν οραµατιστεί. Με κίνητρο τέτοια επιστηµονικά
οράµατα άρχισε σιγά σιγά να αναπτύσσεται ένας νέος επιστηµονικός κλάδος : αυτός
της Μηχανικής Μάθησης (Machine Learning). Οι επιστήµονες συνειδητοποίησαν ότι
η εξέλιξη της τεχνολογίας και πολλές εκφάνσεις της καθηµερινότητας των ανθρώπων
ϑα έµπαιναν σε µία ϱαγδαία τροχιά, εάν µπορούσαµε να προγραµµατίσουµε τα µηχα-
νήµατα να µαθαίνουν αυτοβούλως και µέσα από την εµπειρία. ΄Ετσι, οι ερευνητές µε
γνώµονα την πρόοδο της ανθρωπότητας οραµατιστήκαν την κατασκευή υπολογιστών,
που ϑα µαθαίνουν από τα ιατρικά αρχεία ποία ϑεραπεία είναι πιο αποτελεσµατική για
νέες ασθένειες ή ακόµα και σπιτιών που ϑα µπορούν εµπειρικά να ϐελτιστοποιούν το
ενεργειακό τους κόστος, ϐασισµένα στις ανάγκες του κάθε ιδιοκτήτη. Μέσα λοιπόν
από την επιτυχηµένη εκπαίδευση των υπολογιστών ϑα γεννηθούν νέες χρήσεις τους,
δίνοντας λύσεις σε διάφορα Ϲητήµατα, που αντιµετωπίζει ο άνθρωπος στη σύγχρονη
εποχή. Επιπρόσθετα, η λεπτοµερής κατανόηση των πληροφοριών των αλγορίθµων επε-
ξεργασίας για τη Μηχανική Μάθηση, ίσως οδηγήσουν στην εµβάθυνση και κατανόηση
των ανθρώπινων ικανοτήτων µάθησης σε όλα τα ηλικιακά στάδια. Με την εξέλιξη της
Μηχανικής Μάθησης ως επιστηµονικού κλάδου της αποδόθηκαν ποικίλοι ορισµοί µε
ϐάση την οπτική που σηµαντικοί επιστήµονες ανέπτυξαν µε τη διαχρονική ενασχόληση
πάνω σε αυτήν. ΄Ετσι, γενικά αναφέρουµε ότι : Η Μηχανική Μάθηση είναι ένα πε-
δίο της Επιστήµης των Υπολογιστών που αναπτύχθηκε µέσα από την ενασχόληση και
τη µελέτη της αναγνώρισης προτύπων και της υπολογιστικής µάθησης στην Τεχνητή
Νοηµοσύνη. Πραγµατεύεται δηλαδή µεθόδους και τεχνικές που επιτρέπουν στους υ-
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πολογιστές να ’µαθαίνουν’. Το 1959 η Μηχανική Μάθηση ορίζεται από τον Arthur
Samuel ως το πεδίο µελέτης που δίνει στους υπολογιστές τη δυνατότητα να µαθαίνουν
χωρίς να έχουν προγραµµατιστεί ϱητά. Η Μηχανική Μάθηση ορίζεται ουσιαστικά ως
ένα σύνολο µεθόδων, οι οποίες µπορούν αυτόµατα να ανιχνεύουν µοτίβα σε δεδοµένα
και στη συνέχεια να χρησιµοποιούν τα άγνωστα µοτίβα για να προβλέπουν µελλοντι-
κά δεδοµένα. Εξετάζει µε πιο απλά λόγια τη µελέτη και κατασκευή αλγορίθµων, που
µαθαίνουν µέσα από µια ϐάση δεδοµένων και µπορούν να κάνουν προβλέψεις σχετικά
µε αυτά. Επίσης, η Μηχανική Μάθηση είναι στενά συνυφασµένη µε την Υπολογιστική
Στατιστική, έναν επιστηµονικό κλάδο, που οµοίως χρησιµοποιεί τους υπολογιστές για
να κάνει προβλέψεις. Ακόµα, συνεργάζεται στενά µε τη Μαθηµατική Βελτιστοποίηση,
η οποία παρέχει τις µεθόδους, τη ϑεωρία και τους τοµείς εφαρµογής. Ουσιαστικά, η
χρήση της Μηχανικής Μάθησης αποκτά νόηµα µέσα από την αδυναµία τόσο του ϱη-
τού προγραµµατισµού των αλγόριθµων να υλοποιήσουν µια σειρά από υπολογιστικές
εργασίες, όσο και της αντίστοιχης αδυναµίας που παρουσιάζει ο σχεδιασµός των εργα-
σιών αυτών. Παραδείγµατα τέτοιων εργασιών αποτελούν : οι µηχανές αναζήτησης, τα
ϕίλτρα (spam filtering), η υπολογιστική όραση και η οπτική αναγνώριση χαρακτήρων
(Pattern Recognition). Εργασίες όπου η Μηχανική Μάθηση αναλαµβάνει να επινοήσει
πολύπλοκα µοντέλα και αλγορίθµους µέσα από τους οποίους, ερευνητές, αναλυτές δε-
δοµένων καθώς και µηχανικοί ϑα οδηγούνται στην αξιόπιστη πρόβλεψη. Μέσα στην
πληθώρα επιστηµόνων, οι οποίοι ασχολήθηκαν µε την Επιστήµη των Υπολογιστών και
ιδιαίτερα της Μηχανικής Μάθησης ο Tom M.Mitchell πρότεινε έναν πιο επίσηµο ορισµό
για τη Μηχανική Μάθηση σύµφωνα µε τον οποίο : ΅Ενα πρόγραµµα υπολογιστή λέγεται
ότι µαθαίνει από την εµπειρία Ε ως προς µια κλάση εργασιών Τ και ένα µέτρο επίδο-
σης Π, αν η επίδοση του σε εργασίες της κλάσης Τ, όπως αποτιµάται από το µέτρο Π,
ϐελτιώνεται µε την εµπειρία Ε¨. Με αυτόν τον ορισµό ο Mitchell δηµιουργεί τις ϐάσεις
για τον καθορισµό της Μηχανικής Μάθησης σε ϐασικό λειτουργικό πλαίσιο χωρίς τη
χρήση γνωστικών όρων, ϐαδίζοντας στα χνάρια του Alan Turing στο επιστηµονικό του
έργο Ϋπολογιστικές Μηχανές και Νοηµοσύνη¨, όπου το ερώτηµα αν µπορούν οι µη-
χανές να σκεφτούν, αντικαθίσταται µε το ερώτηµα αν µπορούν οι µηχανές να κάνουν
αυτό, που οι άνθρωποι ως σκεπτόµενα πλάσµατα κάνουµε. Σύµφωνα µε όλα τα παρα-
πάνω, λοιπόν, γίνεται εύκολα αντιληπτό ότι ένας υπολογιστής λέµε ότι καθίσταται πιο
αποτελεσµατικός ή ότι µαθαίνει µε ϐάση την εµπειρία που αποκτάει µέσα από τους
αλγόριθµους, τους οποίους τρέχει κατά τη διαδικασία της µάθησης. ΄Ετσι, η Μηχανική
Μάθηση κατηγοριοποιείται ευρέως σε Επιβλεπόµενη Μάθηση (Supervised Learning),
σε Μη-Επιβλεπόµενη Μάθηση (Unsupervised Learning) και στην Ενισχυτική Μάθηση
(Reinforcement Learning), ανάλογα µε το είδος της εµπειρίας που προσφέρεται στον
υπολογιστή, κατά τη διαδικασία της µάθησης. Η Επιβλεπόµενη Μάθηση (Supervised
Learning) στοχεύει στην εκµάθηση µίας χαρτογράφησης από εισόδους (inputs) x και
από εξόδους (outputs) y, δεδοµένης µίας γνωστής σειράς Ϲευγών από εισόδους και ε-
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ξόδους D = (xi , yi), i = 1, . . . , N . Εδώ το D ονοµάζεται εκπαιδευτικό σύνολο (training
set) από εισόδους-εξόδους και Ν είναι ο αριθµός των εκπαιδευτικών παραδειγµάτων,
που χρησιµοποιεί ο ¨δάσκαλος¨ κατά τη διαδικασία µάθησης του υπολογιστή. ΄Ετσι,
αναφέρουµε ότι, στην Επιβλεπόµενη Μάθηση ο υπολογιστής δέχεται τις παραδειγµα-
τικές εισόδους x και τα επιθυµητά αποτελέσµατα y από έναν ¨δάσκαλο¨, µε στόχο να
µάθει έναν γενικό κανόνα (αλγόριθµο), προκειµένου να αντιστοιχίσει τις εισόδους µε
τα αντίστοιχα αποτελέσµατα τους. Στην πιο απλή µορφή, κάθε εκπαιδευτική είσοδος
(training input) xi είναι ένα διάνυσµα αποτελούµενο από αριθµούς, όπως το ύψος και
το ϐάρος ενός ανθρώπου, τα οποία ονοµάζονται χαρακτηριστικά ή γνωρίσµατα. Γενικά,
όµως, τα γνωρίσµατα αυτά µπορεί να αποτελούν ένα σύνθετα δοµηµένο αντικείµενο,
όπως για παράδειγµα µία εικόνα, µία πρόταση, µία χρονοσειρά, ένα γράφηµα κ.α.
Οµοίως, η µορφή των εξόδων yi, γνωστές και ως µεταβλητές απόκρισης, µπορεί να είναι
οτιδήποτε. Παρόλα αυτά οι περισσότερες µέθοδοι υποθέτουν ότι οι έξοδοι yi, είναι µία
κατηγορηµατική ή ονοµαστική µεταβλητή από κάποιο πεπερασµένο σύνολο yi 1, ..., C ∈

(άντρας ή γυναίκα) ή ότι τα yi είναι µίας πραγµατικής αξίας ϐαθµωτά µεγέθη, όπως
το εισόδηµα ενός νοικοκυριού. ΄Οταν οι έξοδοι yi είναι κατηγορηµατικές µεταβλητές,
το πρόβληµα είναι γνωστό ως Ταξινόµηση (Classification) ή ως αναγνώριση προτύπων
(Pattern Recognition). Ενώ όταν οι έξοδοι yi αποτελούν πραγµατικά ϐαθµωτά µεγέθη
το πρόβληµα ονοµάζεται Οπισθοδρόµηση (Regression). Στη Μη-Επιβλεπόµενη Μάθη-
ση (Unsupervised Learning), τώρα, παρέχονται στον εκπαιδευόµενο υπολογιστή µόνο
είσοδοι D = xi , i = 1, . . . , N και ο στόχος είναι να ϐρεθούν ¨ενδιαφέροντα µοτίβα¨ στη
ϐάση δεδοµένων του διανύσµατος D. Η διαδικασία αυτή ονοµάζεται ¨Ανακάλυψη της
γνώσης¨, καθώς σε αντίθεση µε την Επιβλεπόµενη Μάθηση, όπου ο ¨δάσκαλος¨ προ-
σφέρει στον εκπαιδευόµενο υπολογιστή Ϲεύγη εισόδων-εξόδων και αυτός ψάχνει να ϐρει
τον αλγόριθµο, ο οποίος συνδέει τις γνωστές εισόδους µε τις αντίστοιχες εξόδους, εδώ ο
υπολογιστής γνωρίζει µόνο το διάνυσµα των εισόδων και προσπαθεί να ϐρει κρυµµένα
µοτίβα στη ϐάση δεδοµένων των εισόδων που γνωρίζει. Καταλήγουµε στο συµπέρα-
σµα, λοιπόν, ότι η ΜηΕπιβλεπόµενη Μάθηση δεν είναι ένα καλά ορισµένο πρόβληµα,
καθώς δε γνωρίζουµε τι είδους µοτίβων αναζητάµε και άρα δεν υπάρχει προφανές σφάλ-
µα µέτρησης για να χρησιµοποιήσουµε στην αξιολόγηση των πιθανών λύσεων. Εκτός
από τις δύο κατηγορίες Μηχανικής Μάθησης, οι οποίες παρουσιάστηκαν παραπάνω
υπάρχει και η λεγόµενη Ενισχυτική Μάθηση (Reinforcement Learning), η οποία είναι
λιγότερη διαδεδοµένη. Η Ενισχυτική Μάθηση παρουσιάζεται ως µια οµάδα τεχνικών
σύµφωνα µε τις οποίες ένα σύστηµα µάθησης προσπαθεί να εκπαιδευτεί µέσα από την
αλληλεπίδραση µε το περιβάλλον του. Η Ενισχυτική Μάθηση ως µέθοδος είναι εµπνευ-
σµένη από τα µοντέλα της µάθησης µε επιβράβευση και τιµωρία, που συναντώνται στην
εκπαίδευση των έµβιων όντων π.χ. σκύλος, γάτα. Ο έλεγχος της κίνησης ϱοµπότ, η
ϐελτιστοποίηση των εργασιών σε εργοστάσια, καθώς και η εκµάθηση επιτραπέζιων παι-
χνιδιών, όπως το σκάκι, από έναν υπολογιστή αποτελούν παραδείγµατα εφαρµογών και
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χρήσης της Ενισχυτικής Μάθησης. Το σύστηµα δεν καθοδηγείται από κάποιον εξω-
τερικό επιβλέποντα για το ποια ενέργεια πρέπει να εκτελέσει, αλλά είναι ελεύθερο να
ανακαλύψει µόνο του τις ενέργειες, που ϑα του αποφέρουν το µέγιστο κέρδος. Με τη
χρήση των παραπάνω µεθόδων έχουµε ϕτάσει ένα ϐήµα πιο κοντά στο ερώτηµα του
Alan Turing, εάν οι µηχανές ϑα µπορούν να κάνουν αυτό που οι άνθρωποι ως νοήµον
όντα µπορούν. Υπολογιστές νικάνε µερικούς από τους καλύτερους παίκτες σκάκι στον
κόσµο, αυτοκίνητα µαθαίνουν να ¨οδηγούν¨ µε χαρακτηριστικό παράδειγµα το σύστη-
µα ALVINN του Pomerleau (1993), αλλά και άλλα τεχνολογικά επιτεύγµατα, τα οποία
παρότι δεν έχουν ϕτάσει όλα στο τελικό στάδιο εφαρµογής τους, δείχνουν την τεράστια
εξέλιξη, καθώς και τις δυνατότητες που η Μηχανική Μάθηση µπορεί να προσφέρει στην
ανθρωπότητα. Συνοψίζοντας, λοιπόν, καταλήγουµε στο συµπέρασµα ότι η Μηχανική
Μάθηση έχει αποκτήσει περίοπτη ϑέση στην επιστηµονική κοινότητα, γεγονός που δια-
ϕαίνεται και από την αύξηση του αριθµού των επιστηµόνων που ασχολούνται µε τον
τοµέα αυτόν.
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Κεφάλαιο 2

Τα Τεχνητά Νευρωνικά ∆ίκτυα

(ΤΝ∆)

2.0.1 Μηχανική Μάθηση και Νευρωνικά ∆ίκτυα

Η Μηχανική Μάθηση προσφέρει τεχνικές επίλυσης προβληµάτων προσανατολισµένες
στα δεδοµένα (data driven), οι οποίες ϐασίζονται κατά κύριο λόγο στην ικανότητα των
συστηµάτων που αναπτύσσονται, προσαρµόζονται µε ϐάση τα εκάστοτε δεδοµένα. Ο
συνδυασµός του εύρους των ικανοτήτων του πεδίου της Μηχανικής Μάθησης και η
αδυναµία των αυστηρών αλγοριθµικών µεθόδων να αντιµετωπίσουν προβλήµατα υψη-
λότερου επιπέδου, όπως η ταξινόµηση οδήγησαν στις τεχνικές της Μηχανικής Μάθησης.
Μία από της πιο σηµαντικές µεθόδους της Μηχανικής Μάθησης, είναι τα Τεχνητά Νευ-
ϱωνικά ∆ίκτυα (ΤΝ∆), τα οποία προσεγγίζουν τη λειτουργία του ανθρώπινου εγκεφάλου.
Μέχρι σήµερα, χρησιµοποιούνται σε ένα ευρύ ϕάσµα επιστηµονικών περιοχών για την
επίλυση προβληµάτων ταξινόµησης ή πρόβλεψης, όπως η Ιατρική, η Βιολογία, η Γεωλο-
γία και η Φυσική. Η αρχιτεκτονική τους στηρίζεται στην αρχιτεκτονική των ϐιολογικών
νευρωνικών δικτύων και έτσι είναι ικανά να εκτελούν υπολογισµούς µε µαζικό τρόπο.
Σκοπός των ΤΝ∆ είναι να µπορούν να εκτελέσουν τους υπολογισµούς, που εκτελεί ο
ανθρώπινος εγκέφαλος, δηλαδή να µπορούν να µεταδίδουν πληροφορίες σχετικά µε
τα ερεθίσµατα που λαµβάνουν. Τα ΤΝ∆ εκπαιδεύονται είτε µε επίβλεψη (Supervised
Learning) είτε χωρίς επίβλεψη (Unsupervised Learning).Τα Νευρωνικά ∆ίκτυα δεν είναι
αποτελεσµατικά σε προβλήµατα, όπου η αριθµητική ακρίβεια καθίσταται σηµαντικός
παράγοντας. Υπάρχουν πολλά µοντέλα νευρωνικών δικτύων ανάλογα µε την αρχιτε-
κτονική τους, τον τρόπο λειτουργίας και εκπαίδευσης τους. Η ανάπτυξη του τοµέα των
ΤΝ∆ έχει περάσει διαχρονικά από διάφορες ϕάσεις µε αξιοσηµείωτα και ενδιαφέροντα
επιτεύγµατα. ΄Ετσι, τα τελευταία 30 χρόνια και µέσα από τη συνεχή εξέλιξή του, συνα-
ντάµε αυτόν τον επιστηµονικό κλάδο, ολοένα και περισσότερο σε διάφορους τοµείς της
Ϲωής, όπως στην οικονοµία, στην ασφάλεια και στην εκπαίδευση.
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2.0.2 Εισαγωγή στα Νευρωνικά ∆ίκτυα

Τα Τεχνητά Νευρωνικά ∆ίκτυα, αποτελούν απλοποιηµένα µοντέλα του κεντρικού νευρι-
κού συστήµατος των Ϲώντων οργανισµών και ειδικότερα του ανθρώπου. Οι λειτουργίες
τους, µιµούνται αυτή των ϐιολογικών νευρώνων του εγκεφάλου και τη δοµή των ϐιο-
λογικών Νευρικών ∆ικτύων. Επιχειρούν δηλαδή, να συνδυάσουν τη λειτουργία του
ανθρώπινου εγκεφάλου, µε τον αυστηρά αφηρηµένο µαθηµατικό τρόπο σκέψης. ΄Ετσι,
για παράδειγµα, ένα Νευρωνικό ∆ίκτυο είναι ικανό να µαθαίνει, να εκπαιδεύεται, να
ϑυµάται µία αριθµητική παράσταση κ.λ.π, πράξεις που µέχρι πρότινος αποδίδαµε µόνο
στην ανθρώπινη σκέψη και ικανότητα. Επιπλέον, καθίστανται ικανά να µαθαίνουν πο-
λύπλοκες συναρτήσεις και άλλα σύνθετα αντικείµενα της µαθηµατικής Ανάλυσης. Ειδι-
κότερα, αποτελούνται από διασυνδεδεµένα υπολογιστικά στοιχεία, τα οποία είναι ικανά
να ανταποκρίνονται σε ερεθίσµατα που δέχονται στην είσοδο τους και να µαθαίνουν να
προσαρµόζονται στο περιβάλλον τους. ΄Οπως γίνεται αντιληπτό, πηγή έµπνευσης στην
έρευνα των ΤΝ∆, αποτελεί η Βιολογία και η Ιατρική. Οι Ϲωντανοί οργανισµοί, από τους
πιο απλούς µέχρι τον πιο σύνθετο, εκτελούν διάφορες καθηµερινές διεργασίες, όπως
είναι η επαφή µε τον εξωτερικό κόσµο, η µάθηση και η µνήµη. Υπεύθυνο για την ε-
κτέλεση αυτών των εργασιών, είναι το Νευρικό Σύστηµα, που όλοι οι έµβιοι οργανισµοί
εκτός από τα ϕυτά διαθέτουν. Το νευρικό σύστηµα των οργανισµών, αποτελείται από
πολλά νευρωνικά δίκτυα, που είναι εξειδικευµένα σε διάφορες εργασίες. Τα νευρω-
νικά δίκτυα αυτά, τα ονοµάζουµε ϐιολογικά νευρωνικά δίκτυα, καθώς είναι τα πρώτα
δίκτυα που µελετήθηκαν και υπάρχουν στους Ϲώντες οργανισµούς. Πυρήνας του νευ-
ϱικού συστήµατος των οργανισµών αποτελεί ο εγκέφαλος, ο οποίος επίσης αποτελείται
από νευρωνικά δίκτυα. Κάθε νευρωνικό δίκτυο αποτελείται από ένα µεγάλο αριθµό
µονάδων, που ονοµάζονται νευρώνες ή νευρώνια (Neurons). Οι νευρώνες αποτελούν το
ϐασικό δοµικό στοιχείο του εγκεφάλου. Είναι δηλαδή, η πιο µικρή ανεξάρτητη µονάδα
του ∆ικτύου, όπως το άτοµο είναι η πιο µικρή µονάδα της ύλης. Οι Νευρώνες επεξερ-
γάζονται πληροφορίες συνεχώς και ασταµάτητα, παίρνοντας και στέλνοντας ηλεκτρικά
σήµατα σε άλλους νευρώνες. Κίνητρο για την έρευνα και τη µελέτη του νευρώνα και
του νευρωνικού δικτύου, αποτέλεσε η ελπίδα ανακάλυψης ενός νέου πρότυπου υπολο-
γιστικού µοντέλου µε δικτυακή δοµή, όµοια µε αυτή του εγκεφάλου. Με αφετηρία τον
στόχο της ανακάλυψης αυτής, δηµιουργήθηκε µια καινοτόµα υπολογιστική πλατφόρ-
µα γνωστή ως Connectionist Model, κατάλληλη για την ανάπτυξη ευφυών αλγόριθµων
και διαδικασιών, όπως η µάθηση και η αποµνηµόνευση. Μέσα από αυτό το µοντέλο
συνδέονται διάφοροι κλάδοι επιστηµών όπως η Ψυχολογία, η Νευρολογία, η Ανθρωπο-
λογία κ.α. πλάθοντας µε αυτό τον τρόπο τη Γνωσιακή Επιστήµη (Cognitive Science)
και κατέπέκταση το παραπάνω µοντέλο, το οποίο προσπαθεί να ενώσει τον ψυχικό
κόσµο των έµβιων οργανισµών και τη νοηµοσύνη, σε έναν υπολογιστή µε τη χρήση των
ΤΝ∆. Τα πιο διαδεδοµένα Τεχνητά Νευρωνικά ∆ίκτυα, χρησιµοποιούν πολύ απλοποι-
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ηµένα µοντέλα νευρώνων, µε συνέπεια να διατηρούν µόνο τα κύρια χαρακτηριστικά
των µοντέλων που υπάρχουν στη Νευρολογία. ΄Ετσι, καταλήγουµε στο συµπέρασµα,
ότι τα Τεχνητά Νευρωνικά Μοντέλα έχουν ελάχιστη σχέση µε τα αντίστοιχα Βιολογικά
Νευρωνικά ∆ίκτυα. Ωστόσο, στην κατανόηση της ευφυούς συµπεριφοράς των Βιολογι-
κών Νευρωνικών ∆ικτύων, οι διαφορές αυτές στα χαρακτηριστικά, δεν έχουν ιδιαίτερη
αξία. Παρόλα αυτά, ακόµα, και τα απλά µοντέλα είναι ικανά να δηµιουργήσουν εν-
διαφέροντα δίκτυα, µε την προϋπόθεση ότι πληρούν δύο ϐασικά χαρακτηριστικά : 1.
Οι νευρώνες τους πρέπει να διαθέτουν κατάλληλες παραµέτρους, ώστε να γίνεται πιο
εύκολη διαδικασία της µάθησης. 2.Το ∆ίκτυο είναι αναγκαίο να δοµείται από πολλούς
νευρώνες, έτσι ώστε να είναι εφικτός ο παραλληλισµός της επεξεργασίας και η κατα-
νοµή της πληροφορίας. Συνοψίζοντας όλα τα παραπάνω, µπορούµε να ορίσουµε τα
Τεχνητά Νευρωνικά ∆ίκτυα ως ένα κύκλωµα διασυνδεδεµένων νευρώνων, το οποίο µε
την ανάπτυξη κατάλληλων αλγόριθµων εκπαίδευσης είναι ικανό να προσοµοιώσει ευ-
ϕυείς διαδικασίες. ΄Οµως, για την υλοποίηση της διαδικασίας που ορίσαµε παραπάνω,
είναι απαραίτητο να καθορίσουµε το περιβάλλον εκπαίδευσης.

2.0.3 Ιστορική Αναδροµή

Η πηγαία ανάγκη του ανθρώπου για συνεχή εξέλιξη, σε συνδυασµό µε την εφευρε-
τικότητα οδήγησαν στη σταδιακή δηµιουργία µίας νέας επιστηµονικής περιοχής, τα
λεγόµενα Νευρωνικά ∆ίκτυα. Η ανάπτυξη αυτού του κλάδου ξεκίνησε σε παγκόσµιο
επίπεδο, µόλις τις τελευταίες δεκαετίες του 20ού αιώνα, γνωρίζοντας µεγαλύτερη ανα-
γνώριση στο κοινό µετά το 1980. Στηριζόµενοι στην ανάπτυξη του υλικού των Η/Υ,
όσο και στην ανάπτυξη νέων αλγόριθµων εκπαίδευσης, οι επιστήµονες κατόρθωσαν να
ϐάλουν τα ϑεµέλια στον τοµέα των νευρωνικών δικτύων. Το 1943 ο νευροφυσιολόγος
McCulloch και ο 18χρονος πρωτοετής ϕοιτητής µαθηµατικών Pitts, παρουσιάζουν το
πρώτο µοντέλο νευρωνικού δικτύου, στο οποίο προτείνουν τους νευρώνες, ως τη ϐασι-
κή µονάδα του δικτύου. Μάλιστα, οι επιστήµονες παροµοίασαν τον τρόπο λειτουργίας
των νευρώνων και των συνδέσεων τους, µε αυτή του ηλεκτρικού ϱεύµατος. Με ϐάση
την εργασία των δύο ερευνητών, εισάγεται για πρώτη ϕόρα η ιδέα ότι ένα νευρωνικό
δίκτυο, αποτελείται από µια συλλογή µεγάλου αριθµού νευρώνων. Επιπρόσθετα, τεκ-
µηριώνεται ο τρόπος µε τον οποίο ϑα µπορούσαν να λειτουργούν οι νευρώνες, µε τις
διασυνδέσεις τους. Αυτή είναι η πρώτη ιστορικά καταγεγραµµένη εικόνα, ενός νευρω-
νικού δικτύου. Οι McCulloch και Pitts, δεν εφησυχάστηκαν στην πρώτη τους επιτυχία,
συνέχισαν την ενασχόληση τους µε τα νευρωνικά δίκτυα και κατόρθωσαν το 1947 να
ϕτάσουν σε ένα νέο πιο εξελιγµένο πρότυπο, για την αναγνώριση σχηµάτων. Στο και-
νούργιο αυτό µοντέλο, ο νευρώνας ϑεωρείται, ότι µπορεί να έχει δύο µόνο καταστάσεις.
Ο κάθε νευρώνας επιτρέπεται να δέχεται πολλές εισόδους, αλλά µπορεί να δίνει απο-
κλειστικά µόνο µία έξοδο. Οι πληροφορίες της εξόδου ενός νευρώνα, δεν επιτρέπεται
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να συνδεθούν µε την έξοδο άλλου νευρώνα, αλλά κατευθύνονται ϱητά, σε είσοδο άλλου
νευρώνα. Οι απολήξεις των νευρώνων διαχωρίζονται σε διεγερτικές ή ανασταλτικές. ∆η-
λαδή, ένας νευρώνας µπορεί είτε να πυροδοτεί, είτε να ϐρίσκεται σε ηρεµία. ΄Οταν ένας
νευρώνας διεγείρεται, στέλνει έναν παλµό µε πληροφορίες, οι οποίες ελέγχονται µέσα
στον νευρώνα, από τις πύλες. Οι πύλες είναι διεγερτικές ή ανασταλτικές, όπως και η
έξοδος του εκάστοτε νευρώνα. Οι λειτουργίες που περιέγραψαν στη δεύτερη εργασία
τους για τα νευρωνικά δίκτυα, οι δύο ερευνητές, αναφέρεται ότι γίνονται σε διακριτό
χρόνο και έτσι ϑεωρητικά, όλοι οι νευρώνες αποκρίνονται ταυτόχρονα. ΄Αρα, το σύστηµα
δρα συγχρονισµένα. Τα δίκτυα των McCulloch-Pitts, προσπαθούν να εισάγουν και να
εξηγήσουν για πρώτη ϕορά, πως λειτουργεί η µνήµη. Η ιδέα για τη λειτουργία του µη-
χανισµού µνήµης, είναι η ύπαρξη κλειστών διαδρόµων του σήµατος µέσα στο δίκτυο.
Αν δεν υπάρχει καµία τέτοια κλειστή διαδροµή, τότε το δίκτυο παραµένει σε κατάσταση
ηρεµίας. Πιο συγκεκριµένα, δηµιουργείται ένας µηχανισµός ανάδρασης (feedback),
σύµφωνα µε τον οποίο, µία ίνα, συνδέει την απόληξη ενός κυττάρου, µε την είσοδο
του ίδιου κυττάρου. Με αυτό τον τρόπο, αποστέλλονται οι πληροφορίες στις πύλες του
κυττάρου και άρα επανατροφοδοτούνται στον νευρώνα. Αυτή η ϱοή δεδοµένων στον
νευρώνα, αποτελεί τον πρώτο µηχανισµό µνήµης. Λίγα χρόνια αργότερα, ο J. Von
Neumann, χρησιµοποίησε τις εργασίες των McColluch και Pitts, ως παράδειγµα για
υπολογιστικές µηχανές, ωθώντας ουσιαστικά στην άντληση πληροφοριών από τα ϐιολο-
γικά δίκτυα και τη δηµιουργία των πρώτων νευρωνικών δικτύων. Σηµαντικό στίγµα στην
εξέλιξη των νευρωνικών δικτύων άφησε ο D.Hebb, ο οποίος το 1949 µε το ϐιβλίο του
”The Organization of Behavio” εισήγαγε τον κανόνα µάθησης του Hebb. Στο έργο του
ο Hebb, αποτυπώνει σαν πυρήνα, τις συνδέσεις µεταξύ των µονάδων του συστήµατος,
δηλαδή των νευρώνων. Σύµφωνα µε τον κανόνα µάθησης του Hebb, κάθε ϕορά που το
δίκτυο χρησιµοποιεί τις νευρωνικές του συνδέσεις, αυτές ενισχύονται και το δίκτυο πλη-
σιάζει όλο και πιο πολύ, στο να µάθει το πρότυπο, την επιθυµητή διεργασία. Το 1957,
ο F. Rosenblatt, παρουσίασε για πρώτη ϕορά το µοντέλο του αισθητήρα (Perceptron).
Το µοντέλο αυτό, είχε µόνο δύο επίπεδα, ένα εισόδου και ένα εξόδου, µέσα στα οποία
το σήµα διέρχεται από την είσοδο στην έξοδο. Οι ερευνητές αυτοί, στο ϐιβλίο τους ”Pe-
rceptrons”, κατορθώνουν να εκφράσουν τη χρησιµότητα του προτύπου του αισθητήρα,
καταγράφοντας µαζί και τους περιορισµούς που αυτό έχει. Την ίδια περίπου εποχή, µε
την ανάπτυξη του µοντέλου του Perceptron, δύο άλλοι επιστήµονες, οι Widrow και H-
off, ανέπτυξαν δύο νέα µοντέλα, το Adaline και το Madaline. Τα µοντέλα αυτά, ήτανε τα
πρώτα που χρησιµοποιήθηκαν σε πρακτικά προβλήµατα της καθηµερινότητας, όπως η
εξάλειψη της ηχώ, στις τηλεφωνικές γραµµές. Για τα επόµενα 20 χρόνια, οι περιορισµοί
και οι δυσκολίες που δηµιουργούσαν αυτοί στην ανάπτυξη των νευρωνικών δικτύων, α-
πέτρεψε πληθώρα ερευνητών να ασχοληθούν µε το πεδίο αυτό. Το 1982, η ώθηση που
ϑα έβαζε τέλος στο ερευνητικό τέλµα στο πεδίο των νευρωνικών δικτύων, δόθηκε από
τον J.Hopfield. Ο Hopfield, έδειξε στο έργο του µε αυστηρά µαθηµατική απόδειξη, πως
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ένα νευρωνικό δίκτυο, µπορεί να χρησιµοποιηθεί ως αποθηκευτικός χώρος (storage
device), όπως επίσης πως µπορεί ένα δίκτυο να επανακτήσει όλη την πλατφόρµα ενός
συστήµατος, ακόµα και εάν δεν του δοθεί ολόκληρο το σύστηµα, παραµόνο µερικά
τµήµατα. ΄Ενα επόµενο σηµαντικό ϐήµα, στην ανάπτυξη των νευρωνικών δικτύων, ήταν
η πρόοδος που επιτελέσθηκε, στη διαδικασία εκπαίδευσης των δικτύων, όταν επινοήθη-
κε ο κανόνας διόρθωσης του σφάλµατος (error correction learning). Σύµφωνα µε τον
κανόνα αυτόν λοιπόν, κατά την εκπαίδευση ενός δικτύου, σε όποια κατάσταση και αν
ϐρίσκεται αυτό, µια δεδοµένη στιγµή, σηµασία έχει η απόκλιση που δίνει στην έξοδο
του το δίκτυο από την αναµενόµενη τιµή ή τον στόχο που έχουµε ϑέσει. Η διαφορά που
παράγει το δίκτυο τη δεδοµένη στιγµή, ονοµάζεται σφάλµα και ενεργοποιεί έναν µηχα-
νισµό ελέγχου, µε στόχο να επιφέρει µια σειρά από διορθωτικές αλλαγές στα ϐάρη των
νευρώνων. Μέσα από αυτές τις αλλαγές αυτοβελτίωσης, το δίκτυο έρχεται ένα ϐήµα πιο
κοντά στην εκπαίδευσή του. Το 1986, οι McClelland και Rumelhart, δηµοσιεύουν το
ϐιβλίο τους ”Parallel Distributed Processing”, στο οποίο εκφράζουν την καινοτόµα ιδέα
τους, κατά την οποία ένα νευρωνικό δίκτυο, µπορεί να ϑεωρηθεί και να χρησιµοποιηθεί
ως παράλληλος επεξεργαστής. ΄Ενα ϐήµα πιο πέρα από το µοντέλο Perceptron, το έργο
αυτό, επιτρέπει την ύπαρξη και άλλων επίπεδων νευρώνων, εκτός από την είσοδο και
την έξοδο, που αποτελούν την εσωτερική δοµή του δικτύου. Ως απόρροια των παρα-
πάνω εξελίξεων στα δίκτυα, εισάγεται το 1986 µία νέα µέθοδος εκπαίδευσης, γνωστή
και ως back-propagation. Ο αλγόριθµος µάθησης, Back Propagation, αποτελεί µέχρι
και σήµερα την πιο χρήσιµη τεχνική εκπαίδευσης των δικτύων. Η ϱαγδαία εξέλιξη
του πεδίου των νευρωνικών δικτύων, δε ϑα µπορούσε στην εποχή της πληροφορίας και
της ανάπτυξης, να µην έχει τη ϑέση που της αρµόζει στον επιστηµονικό κλάδο. Από
το 1985 και µετά, καθιερώθηκαν συνέδρια, αφιερωµένα αποκλειστικά στα νευρωνικά
δίκτυα, δηµιουργήθηκαν περιοδικά µε επίκεντρο τα νευρωνικά δίκτυα και εταιρείες
κολοσσοί, οι οποίες προώθησαν τα προϊόντα τους στην αγορά.

2.0.4 Βιολογικά Νευρωνικά ∆ίκτυα

Σηµαντικό πυλώνα, στην ανάπτυξη των Τεχνητών Νευρωνικών ∆ικτύων, αποτέλεσε η
κατανόηση της δοµής και της λειτουργίας των Βιολογικών Νευρωνικών ∆ικτύων και ει-
δικότερα του ανθρώπινου εγκεφάλου. Ακόµα και µικρά παιδιά, είναι ικανά να εκτελούν
απλές διεργασίες, τις οποίες ένας Η/Υ, παρά τις τεράστιες ταχύτητες που διαθέτει σε
σχέση µε τον άνθρωπο, δυσκολεύεται. ΄Ετσι, η δοµή και η λειτουργία των Βιολογικών
Νευρωνικών ∆ικτύων, αποτέλεσε πηγή έµπνευσης και ϐασικό συστατικό στην εξέλιξη
των ΤΝ∆. Κρίνεται, λοιπόν, απαραίτητο να κατανοήσουµε ορισµένα κύρια σηµεία στη
δοµή και τη λειτουργία των Βιολογικών Νευρωνικών ∆ικτύων, πριν αναφερθούµε στην
αντίστοιχη των Τεχνητών Νευρωνικών ∆ικτύων. Το ανθρώπινο νευρικό σύστηµα, έχει ως
δοµική µονάδα του, τον νευρώνα. Ο νευρώνας, είναι ένα εξειδικευµένο είδος κυττάρου
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που αποτελεί τον πυρήνα των συστηµάτων επεξεργασίας πληροφοριών που απαρτίζουν
το ανθρώπινο κεντρικό νευρικό σύστηµα. Καθίσταται το ϐασικό δοµικό στοιχείο του
εγκεφάλου, τόσο του ανθρώπου, όσο και των Ϲώων. Υπολογίζεται ότι ο εγκέφαλος ε-
νός ενήλικα, αποτελείται περίπου από 100 δισεκατοµµύρια νευρώνες, κάθε ένας από
τους οποίους συνδέεται, µε περίπου 10.000 άλλους νευρώνες, µέσω των συνδέσεων. Οι
συνδέσεις αυτές, ονοµάζονται συνάψεις και ο αριθµός τους δεν είναι σταθερός, αλλά
διαφέρει από κύτταρο σε κύτταρο. ΄Ενα σύνολο νευρώνων µαζί µε τις συνάψεις τους, α-
ποτελούν ένα νευρωνικό δίκτυο (neural net) και όλο το πλήθος των νευρωνικών δικτύων
που υπάρχουν σε έναν άνθρωπο, απαρτίζουν το λεγόµενο Κεντρικό Νευρικό Σύστηµα
(Central Nervous System). Τα κύτταρα των νευρώνων, είναι κοινά αποδεκτό, ότι δεν
πολλαπλασιάζονται, ούτε αναπαράγονται.΄Ετσι, κάθε υγιής ενήλικας, χάνει καθηµερινά
έναν αριθµό νευρώνων, η ποσότητα των οποίων, επηρεάζεται κυρίως από την ηλικία
και το αλκοόλ. Αντίθετα, µε τους νευρώνες, οι συνάψεις ϐρίσκονται συνεχώς σε ισορ-
ϱοπία, καθώς δηµιουργούνται νέες και καταστρέφονται παλιές. Με τους νευρώνες ως
δοµικά στοιχεία του νευρικού συστήµατος, ο εγκέφαλος µεταφέρει πληροφορίες στα
διάφορα άλλα συστήµατα που ο ανθρώπινος οργανισµός διαθέτει, όπως για παράδειγ-
µα το πεπτικό σύστηµα. Η ανατοµία του νευρώνα, δεν παρουσιάζει καµία διαφορά σε
σχέση µε τα υπόλοιπα κύτταρα του ανθρώπινου οργανισµού. Αποτελείται λοιπόν, από
το σώµα, τον πυρήνα, τους δενδρίτες, τον άξονα και τις συνάψεις. Πιο συγκεκριµένα,
το σώµα αποτελεί το κυρίως µέλος του νευρώνα, µέσα στο οποίο ϐρίσκεται ο πυρήνας
του κυττάρου. Στον πυρήνα υπάρχουν όλες οι πληροφορίες, του γεννητικού υλικού
του οργανισµού. Οι δενδρίτες, είναι το σηµείο εισόδου των πληροφοριών, όπου ο κάθε
νευρώνας δέχεται από τους γειτονικούς του νευρώνες. Η ϱοή δεδοµένων, εισέρχεται
στον κάθε νευρώνα και µέσω των δενδριτών, µε τη µορφή ηλεκτρικών παλµών. Η ει-
σερχόµενη στον εκάστοτε νευρώνα πληροφορία, εξέρχεται από αυτόν, µέσω ηλεκτρικών
σηµάτων, µε τη λειτουργία του σηµείου εξόδου του νευρώνα, τον άξονα. Κλείνοντας
τη ϐασική δοµή ενός νευρώνα, οι συνάψεις, είναι τα απειροελάχιστα κενά, στα οποία
ενώνονται οι διακλαδώσεις του άξονα ενός νευρώνα, µε τους δενδρίτες άλλων γειτονι-
κών του. Η αµεσότητα, µε την οποία µεταδίδεται η ηλεκτρική δραστηριότητα από έναν
άξονα-αποστολέα στους δενδρίτες-παραλήπτες, εξαρτάται από το πλάτος της σύναψης
και από την πυκνότητα του ηλεκτροχηµικού υλικού. Η ποσότητα του ηλεκτρικού παλ-
µού που µεταφέρεται τελικά στους δενδρίτες του νευρώνα - παραλήπτη, ονοµάζεται
συναπτικό ϐάρος.

Οι νευρώνες παρουσιάζουν, δύο πιθανές καταστάσεις. Κατά τη λειτουργία, του ένας
νευρώνας µπορεί να είναι ενεργός ή µη-ενεργός. ΄Οταν λέµε ότι ένας νευρώνας είναι
ενεργός, εννοούµε ότι πυροδοτεί ένα ηλεκτρικό σήµα, µέσω του οποίου, µεταφέρονται
τα δεδοµένα που υπάρχουν στον νευρώνα, σε κάποιον γειτονικό του. Αντίστοιχα, όταν
ένας νευρώνας παραµένει αδρανής, δηλαδή είναι µη-ενεργός, δεν παράγει ηλεκτρικό
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Σχήµα 2.1: Βιολογικός νευρώνας

σήµα. Μέσω αυτής της ευαισθησίας του νευρώνα, να αντιδράει σε εξωτερικά ερεθίσµατα
(ηλεκτροµαγνητικά, χηµικά, ϑερµικά κ.α. ), παράγονται οι ηλεκτρικοί παλµοί που µε-
ταφέρουν τις πληροφορίες. Ο εκάστοτε νευρώνας, συλλέγει όλο το ηλεκτρικό ϕορτίο που
παραλαµβάνει, από όλες τις συνάψεις του, στους δενδρίτες του. ΄Οσο πιο ισχυρός είναι
ο δεσµός, σε µία σύναψη δύο νευρώνων, τόσο πιο έντονα συµµετέχει το συγκεκριµένο
παραγόµενο ϕορτίο εισόδου, στο συνολικό άθροισµα ϕορτίου. ΄Ενας νευρώνας είναι ε-
νεργός, δηλαδή παράγει ηλεκτρικούς παλµούς, εάν το συνολικό άθροισµα του ϕορτίου
του, είναι µεγαλύτερο από ένα κατώφλι. Σε αντίθετη περίπτωση, ο νευρώνας καθίσταται
αδρανής. ΄Ετσι, αναφέρουµε ότι ο νευρώνας, είναι ένα δυαδικό στοιχείο.

2.0.5 Το Μοντέλο του Τεχνητού Νευρώνα

Η πολυπλοκότητα που το ανθρώπινο νευρικό σύστηµα παρουσιάζει, ϕανερώνει τις δυ-
σκολίες που δηµιουργούνται στην προσπάθεια απόδοσης του, στα ΤΝ∆. Παρόλα αυτά,
οι επιστήµονες, µε πηγή έµπνευσης τη δοµή του ϐιολογικού νευρώνα, έχουν καταφέρει
να δηµιουργήσουν, ένα αντίστοιχο πρότυπο, το λεγόµενο µοντέλο του τεχνητού νευ-
ϱώνα (artificial neuron). ΄Ενας απλοποιηµένος ϐιολογικός νευρώνας, λαµβάνει στους
δενδρίτες του, σήµατα εισόδου σε µορφή ηλεκτρικών παλµών, τα επεξεργάζεται και
τέλος τα µεταφέρει µέσω του άξονα και των συνάψεων σε άλλους γειτονικούς νευρώνες,
εάν ϐρίσκεται σε ενεργή κατάσταση. Στο αντίστοιχο µαθηµατικό µοντέλο, ο νευρώνας
λαµβάνει στους δενδρίτες του κάποια σήµατα εισόδου x1, x2, . . . , xn, τα οποία παίρνει
από τον άξονα του προηγούµενου νευρώνα, πολλαπλασιαστικά και µέσω των συνάψεων
(ϐάρη) wi. Ο ϱόλος των συναπτικών ϐαρών, είναι αντίστοιχος των συνάψεων του ϐιο-
λογικού µοντέλου. Τα συναπτικά ϐάρη είναι εκπαιδεύσιµα και ελέγχουν την επιρροή,
που ασκεί ένας νευρώνας σε έναν άλλο. Ανάλογα µε τις τιµές των ϐαρών, ϑετικές ή
αρνητικές, η λειτουργία ενός νευρώνα είναι διεγερτική ή ανασταλτική αντίστοιχα, όσον
αφορά τη µεταφορά των δεδοµένων, ή όχι. Το παρακάτω σχήµα, παρουσιάζει το µοντέλο
του τεχνητού νευρώνα.
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Σχήµα 2.2: Το µοντέλο του τεχνητού νευρώνα

Η επεξεργασία των σηµάτων, γίνεται στο σώµα του νευρώνα, όπου στα απλά τεχνητά
νευρωνικά δίκτυα, χωρίζεται σε δύο µέρη: τον αθροιστή (sum) και τη συνάρτηση ενερ-
γοποίησης (activation function). Ο αθροιστής, αθροίζει τα επηρεασµένα από τα ϐάρη
σήµατα εισόδου, παράγοντας ένα άθροισµα S. Η συνάρτηση ενεργοποίησης f, είναι ένα
είδος ϕίλτρου που υπολογίζει την τελική τιµή του σήµατος εξόδου y, συναρτήσει της
ποσότητας S και της τιµής κατωφλιού ϑ. Ανάλογα µε την τελική τιµή y του νευρώνα,
ένας νευρώνας ϐρίσκεται σε ενεργή ή αδρανή κατάσταση, αντίστοιχα. Η τελική τιµή
εξόδου y που µεταφέρει ένας ενεργός νευρώνας είναι µοναδική. Η µοναδικότητα των
ηλεκτρικών σηµάτων εξόδου, αφορά την τελική τιµή της και δεν έχει καµία σχέση µε
το πλήθος των γειτονικών νευρώνων, που λαµβάνουν το σήµα. ∆ηλαδή, ένας νευρώνας,
είναι δυνατόν να έχει πολλές εξόδους µεταφοράς του σήµατος σε γειτονικούς νευρώνες,
αλλά όλες οι έξοδοι, ϑα έχουν την ίδια τελική τιµή.

2.0.6 Συνάρτηση Ενεργοποίησης

Η ϑεώρηση της µετάδοσης του ηλεκτρικού σήµατος από έναν νευρώνα σε έναν άλλον,
όπως περιγράφηκε παραπάνω, είναι γενική για όλα τα απλά τεχνητά νευρωνικά δίκτυα
και δε µεταβάλλεται. Το µοναδικό κοµµάτι που µπορεί να διαφέρει στη διαδικασία
αυτή, είναι η συνάρτηση ενεργοποίησης του εκάστοτε νευρώνα, σύµφωνα µε την οποία
παράγει την τελική τιµή εξόδου του. Παρακάτω, παρατίθενται µερικές από τις πιο
διαδεδοµένες συναρτήσεις ενεργοποίησης και παρουσιάζονται ϑετικές και αρνητικές
πτυχές, που αυτές έχουν στα Τεχνητά Νευρωνικά ∆ίκτυα:

1. Βηµατική Συνάρτηση Ενεργοποίησης:

Η Βηµατική, είναι µια συνάρτηση η οποία χρησιµοποιείται αρκετά, σε νευρωνικά
δίκτυα µε ένα µόνο νευρώνα. Η γενική της µορφή είναι η εξής : f (net) = a αν
net < c ή b αν net > c Η τιµή της ποσότητας net, πολλές ϕορές είναι ίση µε το
α, άλλες ϕορές ορίζεται ίση µε το ϐ και κάποιες άλλες µε το a+b

2 . Οι πιο συνη-

15



ϑισµένες τιµές των α, ϐ, ς είναι : a = 0, b = 1, c = 0 ή a = −1, b − 1, c = 0. Η
δεύτερη περίπτωση Βηµατικής συνάρτησης ονοµάζεται και συνάρτηση Πρόσηµου
((Signum Function). Η ϐηµατική συνάρτηση, παρουσιάζει µία πολύ απλή λογική
και γι’αυτό ϐρίσκει εφαρµογή σε απλά µοντέλα ενός νευρώνα. Ειδικότερα, αυτές
οι συναρτήσεις, δοµούνται στην ιδέα ύπαρξης ενός κατωφλιού c. ΄Ετσι, όταν η τιµή
της τελικής εξόδου του δικτύου είναι µικρότερη από την τιµή του κατωφλιού, τότε
ο νευρώνας παραµένει αδρανής. Από την άλλη πλευρά, όταν η τιµή της τελικής
απόκρισης του δικτύου, είναι µεγαλύτερη του κατωφλιού, τότε ο νευρώνας είναι
ενεργός και διαδίδει το σήµα του, στους γειτονικούς νευρώνες. Παρ΄όλη την απλή
ιδέα και λειτουργία της, η Βηµατική συνάρτηση δε ϑεωρείται χρήσιµη στα ΤΝ∆,
καθώς παρουσιάζει σύµφωνα µε τον Απειροστικό Λογισµό, ένα πολύ σηµαντικό
µειονέκτηµα: Η παράγωγος της απειρίζεται. Για τον λόγο αυτόν οι ερευνητές
στράφηκαν σε συναρτήσεις, των οποίων οι γραφικές παραστάσεις, προσεγγίζουν
την αντίστοιχη της Βηµατικής, αλλά είναι συνεχείς και παραγωγίσιµες στο πε-
δίο ορισµού τους. Χαρακτηριστικό παράδειγµα τέτοιας συνάρτησης, αποτελεί η
σιγµοειδής συνάρτηση (Sigmoid function).

Σχήµα 2.3: Βηµατική Συνάρτηση µε a=0, b=1 και c=3

2. Σιγµοειδής Συνάρτηση Ενεργοποίησης:

Ο γενικός τύπος της σιγµοειδούς συνάρτησης είναι : s(t) = L/(1+ e−k(t−t0)) , όπου
L είναι η µέγιστη τιµή της συνάρτησης, t0 το κεντρικό σηµείο της καµπύλης και
k µία παράµετρος, που καθορίζει την καµπυλότητα της γραφικής παράστασης
της. Το σύνολο τιµών της, δηλαδή το σύνολο των σηµάτων εξόδου που παράγει
ένας νευρώνας µε χρήση της σιγµοειδούς είναι το [0, L]. Είναι γνησίως αύξουσα
και διαφορίσιµη συνάρτηση στο πεδίο ορισµού της, καλύπτοντας έτσι το κενό που
αφήνει η Βηµατική συνάρτηση. Στα νευρωνικά δίκτυα χρησιµοποιείται ευρέως
µια ειδική περίπτωση της σιγµοειδούς, για L = 1, t0 = 0, k = 1, σύµφωνα µε
την οποία η συνάρτηση παίρνει την τελική µορφή : σ(t) = 1/(1 + et), µε σύνολο
τιµών το [0, 1]. Η σιγµοειδής συνάρτηση, αποτελεί την πιο ευρέως διαδεδοµένη
συνάρτηση ενεργοποίησης στα νευρωνικά δίκτυα, καθώς παραπέµπει µέσω του
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συνόλου τιµών της, στις δύο καταστάσεις, όπου ένας νευρώνας µπορεί να επέλθει.
΄Ετσι, έχουµε 0, όταν ο νευρώνας είναι πλήρως απενεργοποιηµένος και 1, όταν ο
νευρώνας είναι ενεργός στη µέγιστη συχνότητα. Στη σιγµοειδή συνάρτηση, η τιµή
εξόδου, που παίρνει ο νευρώνας δεν είναι κεντραρισµένη γύρω από το 0, γεγονός
το οποίο δηµιουργεί ορισµένα προβλήµατα. ∆ύο εκ των ϐασικών Ϲητηµάτων που
αντιµετωπίζονται στα νευρωνικά δίκτυα, µε τη χρήση της σιγµοειδούς συνάρτησης,
είναι τα εξής : α) Η συνάρτηση, παρουσιάζει όρια κορεσµού στο 0 και το 1, έτσι για
πολύ µικρές ή πολύ µεγάλες τιµές εισόδου, η κλίση στις οποίες, ϑα είναι περίπου
µηδέν. ΄Ετσι, κατά τη χρήση της µεθόδου εκπαίδευσης της οπισθοδρόµησης, (της
οποίας τα αποτελέσµατα ϑα µελετήσουµε αργότερα), η τοπική κλίση του νευρώνα,
ϑα έχει σχεδόν µηδενική τιµή, µε αποτέλεσµα να µη διαδίδεται το σήµα από τον
έναν νευρώνα στον άλλον προς τα πίσω, δηλαδή να σταµατάει η µάθηση. ϐ) Στη
σιγµοειδή συνάρτηση, η αρχικοποίηση των ϐαρών, επιβάλλεται να είναι άκρως
προσεκτική. Με ϐάση τον τύπο της, αν αρχικά οριστούν πολύ µεγάλες τιµές
ϐαρών (αρνητικές ή ϑετικές), τότε ο νευρώνας µπορεί να οδηγηθεί σε κορεσµό,
δηλαδή να παίρνει συνεχώς την τιµή 1 ως έξοδο.

Σχήµα 2.4: Η Σιγµοειδής Συνάρτηση

3. Υπερβολική Εφαπτοµένη Συνάρτηση Ενεργοποίησης:

Η Υπερβολική Εφαπτοµένη, αποτελεί µία συνεχής και διαφορίσιµη στο πεδίο ορι-
σµού της, συνάρτηση ενεργοποίησης. ΄Ετσι, οµοίως µε τη σιγµοειδή, ξεπερνάει το
εµπόδιο της απειρίζουσας παραγώγου, που παρουσιάζει η Βηµατική συνάρτηση
ενεργοποίησης. Ο τύπος της συνάρτησης είναι : tanh(t) = et − e−t/(et + e−t). Σε
αντίθεση µε τη σιγµοειδή συνάρτηση, η τιµή εξόδου που παράγει ένας νευρώνας
µε χρήση της υπερβολικής συνάρτησης ενεργοποίησης, παραµένει κεντραρισµένη
γύρω από το 0. Με ϐάση κυρίως το παραπάνω πλεονεκτήµατα, η υπερβολική συ-
νάρτηση προτιµάται, σε σχέση µε τη σιγµοειδή. Παρόλα αυτά, το γεγονός ότι
επέρχεται σε κορεσµό, οδήγησε µε τον καιρό και µε την ανάπτυξη νέων συναρ-
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τήσεων, στη σταδιακή εγκατάλειψη της χρήσης της υπερβολικής εφαπτοµένης, ως
συνάρτηση ενεργοποίησης.

Σχήµα 2.5: Η Υπερβολική Εφαπτοµένη

4. Ανορθωµένη Γραµµική ή Συνάρτηση Ράµπας (ReLU):

a(t) = max(0, t) (2.1)

Ο γενικός τύπος της συνάρτησης ϱάµπας, όπως δοµήθηκε, προσφέρει µε γρήγορο
και εύκολα υπολογίσιµο τρόπο την τελική τιµή εξόδου του νευρώνα. Η διαδικασία
αυτή, επιτυγχάνεται ουσιαστικά µε τη σύγκριση του αθροίσµατος Σ των γινοµένων
των ϐαρών, επί τις τιµές εισόδου του νευρώνα µε το 0. ΄Ετσι, σε αντίθεση µε τις
προηγούµενες πολύπλοκες συναρτήσεις που αναφέραµε (tanh, exp) η συνάρτηση
Ράµπας οδηγεί στην επιτυχή εκπαίδευση του νευρωνικού δικτύου. Ωστόσο, η συ-
νάρτηση ϱάµπας, εκτός από την πληθώρα πλεονεκτηµάτων που έχει, παρουσιάζει
ένα ϐασικό µειονέκτηµα. Εάν, κατά τη διαδικασία της µάθησης, εφαρµόζεται
συνεχής ανανέωση των συνοπτικών ϐαρών, τότε υπάρχει ενδεχόµενο να παραχθεί
αρνητικό άθροισµα εξόδου S, µε αποτέλεσµα ο νευρώνας να παραµένει συνεχώς
ανενεργός. Αυτό, γιατί στη σύγκριση µεταξύ του αρνητικού αθροίσµατος S και
του µηδενός, το µηδέν ϑα είναι πάντοτε µεγαλύτερο, από οποιαδήποτε αρνητική
ποσότητα. Ως εκ τούτου, ο κάθε νευρώνας του νευρωνικού δικτύου, ϑα δηµιουρ-
γεί µηδενική τιµή εξόδου, µε αποτέλεσµα ο νευρώνας να παραµένει πρακτικά
¨νεκρός¨ και να µη µαθαίνει

5. ∆ιαρρέουσα Ανορθωµένη Γραµµική (Leaky ReLU) και Παραµετροποιήσιµη Συ-

νάρτηση Ενεργοποίησης (pReLU):

λ(t) = max(0, t) +min(0, t) = at, αν t < 0 ή t ≥ 0 (2.2)

Στην προσπάθεια τους οι ερευνητές, να διορθώσουν το πρόβληµα των ’νεκρών’
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Σχήµα 2.6: Η συνάρτηση Ράµπας (ReLU)

νευρώνων, που παρουσιάστηκε στη συνάρτηση ενεργοποίησης της ϱάµπας, οδη-
γήθηκαν σε µία µικρή και συγχρόνως αποτελεσµατική τροποποίηση του τύπου
της συνάρτησης. ΄Ετσι, καταφέρανε να αντισταθµίσουν την ύπαρξη του αρνητι-
κού αθροίσµατος S που παρουσιάστηκε στη συνάρτηση ϱάµπας, προσθέτοντας
στο max(0, t) του ήδη υπάρχοντος τύπου το min(0, t) πολλαπλασιασµένο µε µία
επιλεγµένη σταθερά a. Η ποσότητα του a, προτάθηκε για πρώτη ϕορά ως µια
επιλεγµένη σταθερά στο ϐιβλίο ”Rectifier nonlinearities improve neural netw-
ork acoustic models” των Maas, Hannun και Ng. Σε µία περαιτέρω προσπάθεια
ϐελτίωσης του αλγόριθµου της διαδικασίας µάθησης, µία νέα οµάδα ερευνητών
παρουσίασε το a ως παράµετρο µάθησης του νευρωνικού δικτύου. Σύµφωνα µε
τους συγγραφείς της διαφορετικής αυτής ιδέας, ϑεωρήθηκε ότι µε τη χρήση της
ποσότητας του a ως παράµετρο, ϐελτιώνεται κατά πολύ η διαδικασία µάθησης. Η
χρήση της παραµέτρου a προσθέτει ένα µεγάλο σύνολο παραµέτρων προς µάθη-
ση.

Γενικά, υπάρχουν δύο µεγάλες κατηγορίες συναρτήσεων ενεργοποίησης, οι οπο-
ίες είναι οι Γραµµικές (Linear) και οι Μη-Γραµµικές (Non-Linear). Γραµµικές,
ονοµάζονται οι συναρτήσεις, των οποίων οι γραφικές παραστάσεις, αποτυπώνονται
µε µια ευθεία γραµµή. Από την άλλη, Μη Γραµµικές, ονοµάζονται οι συναρτήσεις
των οποίων οι γραφικές παραστάσεις, είναι σύνθετα σχήµατα. ΄Ετσι, λοιπόν, οι
συναρτήσεις των παραπάνω παραδειγµάτων, άλλες είναι γραµµικές (Βηµατική,
Ράµπας, PReLU) και άλλες είναι Μη-Γραµµικές, όπως η Σιγµοειδής και η Υπερ-
ϐολική Εφαπτοµένη.
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Σχήµα 2.7: Η συνάρτηση Leaky ReLU/PReLU

2.0.7 Αρχιτεκτονική Νευρωνικών ∆ικτύων

΄Ενα σύνολο νευρώνων, µαζί µε τις συνάψεις τους, δοµούν ένα ϐιολογικό νευρωνικό
δίκτυο. Μέσα από έναν τόσο απλό ορισµό και µε µια γρήγορη µατιά στα ϐιολογικά
νευρωνικά δίκτυα, µπορεί κανείς να λάβει µία πρώτη εικόνα, από τον κόσµο των τεχνη-
τών νευρωνικών δικτύων. Τα νευρωνικά δίκτυα, διαχωρίζονται µε ϐάση τη λειτουργία
τους, τη µέθοδο εκπαίδευσης και την αρχιτεκτονική τους. Ο όρος αρχιτεκτονική ενός
δικτύου, ορίζει µε ακρίβεια τον τρόπο διάταξης των συνδέσεων των νευρώνων, όπως
επίσης και τον αριθµό και τον τύπο τους. Σε ένα νευρωνικό δίκτυο, οι νευρώνες ορ-
γανώνονται σε µορφή επιπέδων και δοµούνται µε ϐάση τον αλγόριθµο µάθησης, που
χρησιµοποιείται κατά την εκπαίδευση του εκάστοτε δικτύου. Τελικά, προκύπτουν οι
παρακάτω κατηγορίες αρχιτεκτονικών δικτύων:

1. ∆ίκτυα πρόσθιας τροφοδότησης ενός επιπέδου (feedforward):

Τα δίκτυα αυτά, αποτελούν την πιο απλή µορφή που ένα δίκτυο µπορεί να πάρει.
Η δοµή τους, απαρτίζεται από ένα επίπεδο εισόδου, αποτελούµενο από πηγα-
ίους κόµβους και από ένα επίπεδο νευρώνων εξόδου. Το ηλεκτρικό σήµα, που
εισέρχεται στο επίπεδο εισόδου, µεταφέρεται µονόδροµα και προς το επίπεδο
νευρώνων εξόδου. Ο ϱόλος των νευρώνων εισόδου του δικτύου, περιορίζεται στη
µεταφορά του σήµατος στο επίπεδο εξόδου, χωρίς να πραγµατοποιούν κάποια
επεξεργασία στην πληροφορία που διαδίδεται. Ο χαρακτηρισµός ’ενός επιπέδου’
προσανατολίζεται στο επίπεδο εξόδου, όπου και υλοποιείται ο υπολογισµός της
τελικής τιµής, που το επίπεδο εξάγει. Η περιθωριοποίηση από τον χαρακτηρισµό
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αυτόν, του επιπέδου εισόδου, είναι πλήρως δικαιολογηµένη, καθώς ο µοναδικός
του ϱόλος είναι η απλή µεταφορά του σήµατος.

Στο σχήµα 2.8 παρουσιάζεται ένα δίκτυο πρόσθιας τροφοδότησης ενός επιπέδου:

Σχήµα 2.8: ∆ίκτυο πρόσθιας τροφοδότησης ενός επιπέδου

2. Πολυεπίπεδα δίκτυα πρόσθιας τροφοδότησης :

Η ιδέα των πολυεπίπεδων δικτύων, δοµήθηκε σε απόλυτη συνάφεια µε την α-
ντίστοιχη του δικτύου ενός επιπέδου, που µελετήσαµε παραπάνω, πραγµατο-
ποιώντας µια προσθήκη σε αυτό. Πιο συγκεκριµένα, ένα πολυεπίπεδο δίκτυο,
αποτελείται από τα επίπεδα εισόδου και εξόδου, µε την ενσωµάτωση ενός ή πε-
ϱισσότερων κρυφών επιπέδων. Οι νευρώνες των κρυφών επιπέδων, ονοµάζονται
κρυφοί. Σε κάθε επίπεδο, η είσοδος των νευρώνων, είναι τα σήµατα εξόδου του
προηγούµενου επιπέδου. Το σήµα, διαδίδεται µέσα στο δίκτυο, από το επίπεδο
εισόδου και µέσω των κρυφών επιπέδων, προς το τελικό επίπεδο εξόδου. ΄Οµοια
µε το δίκτυο πρόσθιας τροφοδότησης ενός επιπέδου, η λειτουργία των επιπέδων
εισόδου, περιορίζεται στη µεταφορά του σήµατος στα επόµενα επίπεδα, χωρίς να
πραγµατοποιούν καµία επεξεργασία. Αντίθετα, οι κρυφοί νευρώνες και οι νευ-
ϱώνες εξόδου, είναι οι υπολογιστικοί νευρώνες, που το µοντέλο ακολουθεί.

Σχήµα 2.9: ∆ίκτυο πρόσθιας τροφοδότησης πολλών επιπέδων
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2.0.8 ∆ιαδικασίες Μάθησης των ΤΝ∆

Πρωταρχικός στόχος της λειτουργίας των τεχνητών νευρωνικών δικτύων, είναι να
µπορούν να αντιµετωπίζουν συγκεκριµένα προβλήµατα, που τους ανατίθενται ή
να επιτελούν από µόνα τους ορισµένες διεργασίες, λόγου χάριν η αναγνώριση
εικόνων. ΄Ενα δίκτυο για να κατορθώσει να κατακτήσει την ικανότητα αυτή, ε-
πιβάλλεται να έχει εκπαιδευτεί κατάλληλα. Οι διαδικασίες της µάθησης ή της
εκπαίδευσης, αποτελούν και το κύριο χαρακτηριστικό των νευρωνικών δικτύων.
Τα ΤΝ∆, εκτελούν δύο ϐασικές λειτουργίες αυτές της µάθησης και της ανάκλασης.
Με τον όρο ανάκλαση, ορίζεται η διαδικασία του υπολογισµού ενός διανύσµατος
εξόδου, για δεδοµένο διάνυσµα εισόδου και τιµές συναπτικών ϐαρών. Από την
άλλη, µάθηση ονοµάζεται η διαδικασία, σύµφωνα µε την οποία πραγµατοποιείται
η τροποποίηση της τιµής των ϐαρών, µε σκοπό, δοθέντος συγκεκριµένης εισόδου,
να παραχθεί συγκεκριµένη έξοδος. Μέσα από τη µάθηση, επιδιώκεται η συνε-
χής ϐελτίωση, της απόδοσης των νευρωνικών δικτύων. ΄Ετσι, ένα δίκτυο ϕτάνει
στην κατάκτηση της µάθησης, µε τη χρήση παραδειγµάτων εκπαίδευσης και ενός
αλγόριθµου εκπαίδευσης. Υπάρχει πληθώρα αλγόριθµων µέσω των οποίων, ένα
δίκτυο επέρχεται σε σταδιακή µάθηση, όπως οι αλγόριθµοι οπισθοδρόµησης (Ba-
ck Propagation), Οµαδοποίησης (Clustering) και Decision Tree. Οι αλγόριθµοι
µάθησης, είναι επαναληπτικές διαδικασίες, µε στόχο τη µείωση του σφάλµατος,
µεταξύ της επιθυµητής και της πραγµατικής τιµής εξόδου, που το δίκτυο πα-
ϱάγει. Για την επίτευξη αυτού του στόχου, τα νευρωνικά δίκτυα εκπαιδεύονται µε
διάφορες µεθόδους, ώστε να αλλάζουν τις τιµές των ελεύθερων παραµέτρων του
δικτύου (ϐάρη, κατώφλια).

΄Ετσι, τα ΤΝ∆ ανάλογα µε τους διαφορετικούς τρόπους αλλαγής των παραµέτρων
που χρησιµοποιούνται, χωρίζονται σε 2 κατηγορίες µάθησης:

(αʹ) Επιβλεπόµενη Μάθηση (Supervised Learning)

(ϐʹ) Μη-Επιβλεπόµενη Μάθηση (Unsupervised Learning)

Επιγραµµατικά, η διαδικασία της µάθησης που ακολουθεί ένα ΤΝ∆, αποτελείται
από τα ακόλουθα ϐήµατα:

• Αρχικά το ΤΝ∆, διεγείρεται από το περιβάλλον του.

• Στη συνέχεια, το ΤΝ∆ ως αποτέλεσµα αυτής της διέγερσης, υλοποιεί µεταβο-
λές στις παραµέτρους του.

• Τέλος, το ΤΝ∆, αλληλεπιδρά µε το νέο περιβάλλον του µε καινούριο τρόπο,
λόγω των µεταβολών που επήλθαν, µέσω των αλλαγών των παραµέτρων του

Παρακάτω, περιγράφονται οι κατηγορίες µάθησης και ο τρόπος λειτουργίας τους :
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(αʹ) Η εποπτευόµενη µάθηση, αποτελεί την πιο διαδεδοµένη µέθοδο, στην εκ-
παίδευση των νευρωνικών δικτύων. Στην επιβλεπόµενη µάθηση, ο ’εκπαι-
δευτής’, παραθέτει στο δίκτυο τις τιµές των εισόδων και των στόχων, που
επιθυµεί να µάθει το δίκτυο. Οι τιµές των στόχων επίτευξης και των εισόδων
τους, αποτελούν τα λεγόµενα πρότυπα του εκπαιδεύσιµου νευρωνικού δι-
κτύου. Αρχικά, οι τιµές των συναπτικών ϐαρών w, είναι τυχαίες για τις τιµές
των εισόδων. Κατά τη διαδικασία της εκπαίδευσης του δικτύου, οι τιµές των
ϐαρών αλλάζουν, µε σκοπό να περιοριστεί τελικά το σφάλµα (η διαφορά),
που δηµιουργείται µεταξύ της εξόδου στόχου και της τρέχουσας τιµής ε-
ξόδου. Στην προσπάθεια ϐελτιστοποίησης της αποδοτικότητας του δικτύου,
επιβάλλεται µεγάλος αριθµός διαρθρώσεων στα ϐάρη και κατέπέκταση, α-
παιτείται µεγάλος υπολογιστικός χρόνος. Συνοψίζοντας, κατά τη µάθηση
ενός δικτύου µε επίβλεψη, ένας ’εκπαιδευτής’ διεγείρει το περιβάλλον του
δικτύου (ϐήµα 1), ωθώντας το σύστηµα ουσιαστικά να τροποποιηθεί (ϐήµα
2), έτσι ώστε να ϕτάσει στη µέγιστη απόδοση όπου το δίκτυο είναι ικανό να
ϕτάσει. (ϐήµα 3)

Σχήµα 2.10: Σχηµατική πορεία της Επιβλεποµένης Μάθησης

(ϐʹ) Στο µοντέλο της µη-επιβλεπόµενης µάθησης, καταργείται ο ϱόλος του ’εκ-
παιδευτή’, όπως καθιερώθηκε στο αντίστοιχο πρότυπο της επιβλεποµένης
µάθησης. Σε αντίθεση µε τη διαδικασία της επιβλεποµένης µάθησης, εδώ
εισάγεται η πληροφορία στο δίκτυο, χωρίς όµως να προσφέρονται οι στόχοι
εξόδων. Ως αποτέλεσµα αυτής της διαφοροποίησης, στη διαδικασία της εκ-
παίδευσης, δεν πραγµατοποιείται κανένας έλεγχος ή σύγκριση για την πο-
ϱεία του σφάλµατος. Το δίκτυο δε χρησιµοποιεί καµία εξωτερική παράµετρο
για την αλλαγή των ϐαρών, αλλά ακολουθεί µία συγκεκριµένη διαδικασία, η
οποία οδηγεί στην εκπαίδευση του δικτύου. Μέσω ενός εσωτερικού ελέγχου,
το δίκτυο ψάχνει να ϐρει κάποιες τάσεις/µοτίβα, στα σήµατα εισόδου και
στοχεύει οι έξοδοι να παρουσιάζουν τα ίδια χαρακτηριστικά, µε αυτά των ει-
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σόδων. Με χρήση αυτής της τεχνικής, το εκπαιδευόµενο δίκτυο, ελέγχει τον
εαυτό του και διορθώνει στον πιο αποδοτικό ϐαθµό, τα σφάλµατα στα δεδο-
µένα, µ΄έναν µηχανισµό ανάδρασης (feedback). ΄Ετσι ουσιαστικά, το δίκτυο
είναι αυτο-εκπαιδευόµενο, µεταβάλλοντας µόνο του τις τιµές των ϐαρών του.

2.0.9 Εφαρµογές των Νευρωνικών ∆ικτύων

Τα τελευταία χρόνια, τα τεχνητά νευρωνικά δίκτυα, ϐασιζόµενα στη δοµή και
τις λειτουργίες τους, κεντρίζουν ολοένα και περισσότερο το ενδιαφέρον των ερευ-
νητών µε τις χρησιµότητες τους. Σύµµαχοι στην ανάπτυξη των δικτύων, αποτε-
λούν οι υπολογιστικές της ταχύτητες, η δυνατότητα αντιµετώπισης πολύπλοκων
µη γραµµικών λειτουργιών, όπως επίσης και η ικανότητα αναγνώρισης σχέσεων,
ανάµεσα σε ποσότητες, που είναι δύσκολο να µοντελοποιηθούν. Η χρησιµοπο-
ίηση των τεχνητών νευρωνικών δικτύων σε διάφορες εφαρµογές τους, προσδίδει
ευκολία υλοποίησης, αρκετά µεγάλη αξιοπιστία στη λειτουργία τους, αλλά και
άµεση απόκριση εάν έχουν υλοποιηθεί σε hardware. Αρκετές από αυτές τις ε-
ϕαρµογές, υπάρχουν ήδη στην αγορά και είναι ιδιαίτερα διαδεδοµένες στη χρήση
τους. Μερικές από τις ικανότητες των νευρωνικών δικτύων, περιλαµβάνουν την
αναγνώριση προτύπων, τον υπολογισµό συναρτήσεων, την πρόβλεψη, τη ϐελτι-
στοποίηση αλλά και τον αυτόµατο έλεγχο. Παρακάτω, παρουσιάζονται µερικά
πεδία εφαρµογής των ΤΝ∆, όπως η Οικονοµία, η Επιστήµη των Υπολογιστών, Ε-
πεξεργασία Σηµάτων και η Ιατρική. Οικονοµία : ΄Ενας τοµέας που τα τεχνητά
νευρωνικά δίκτυα έχουν µεγάλη χρησιµότητα, προσφέροντας λύσεις σε σοβαρά
Ϲητήµατα, είναι η Οικονοµία. Συγκεκριµένα, ϐοηθούν στις τραπεζικές διεργασίες
να υπολογισθεί ο παράγοντας επικινδυνότητας στην παροχή στεγαστικών δανε-
ίων. Μία τράπεζα προκειµένου να εµπιστευτεί σε έναν δανειολήπτη τα χρήµατά
της, πρέπει να είναι σίγουρη για την ικανότητα του να αποπληρώσει το δάνειο.
Σε µια προσπάθεια να εκµηδενιστεί η πιθανότητα λάθους, η τράπεζα δηµιουρ-
γεί διαγράµµατα εισοδήµατος-ϕερεγγυότητας προσαρµοσµένα στα συγκεκριµένα
στοιχεία (οικονοµική επιφάνεια), του υποψήφιου δανειζόµενου. Στα διαγράµµατα
αυτά, υπάρχουν δύο αντιδιαµετρικά αντίθετες περιοχές. Στη µία, ο δανειολήπτης
έχει µεγάλο εισόδηµα και είναι πολύ ϕερέγγυος, οπότε η απόφαση να του παρα-
χωρηθεί το δάνειο, είναι προφανής, ενώ στην άλλη περιοχή, συµβαίνει ακριβώς
το αντίθετο. Οι δύο αυτές περιοχές των διαγραµµάτων, χωρίζονται στη µέση, α-
πό µια γκρίζα περιοχή, όπου η λήψη απόφασης για την παροχή του δανείου
ή όχι, είναι ιδιαίτερα πολύπλοκες. Στο σηµείο αυτό, εισέρχονται τα νευρωνικά
δίκτυα, για να δώσουν τη λύση. ΄Ενα πρόγραµµα νευρωνικού δικτύου που λέγε-
ται Νέστωρ (Nestor), εκπαιδεύεται σε χιλιάδες αιτήσεις δανείων, όπου οι µισές
έχουν εγκριθεί από τα στελέχη της τράπεζας και οι άλλες µισές απορρίφθηκαν.
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Το σύστηµα, συγκρίνει τα δεδοµένα µίας νέας αίτησης δανείου µε τη ϐάση δε-
δοµένων που έχει και αναζητεί να ϐρει στοιχεία για την επικινδυνότητα παροχής
του δανείου ή όχι, λαµβάνοντας τελικά µια απόφαση. Φυσικά, το πρόγραµµα
Νέστωρ, δεν είναι πάντα αποτελεσµατικό, αλλά γενικά κρίνεται ιδιαίτερα επιτυ-
χές για τις αποφάσεις που παίρνει. Επιστήµη των Υπολογιστών : Τα νευρωνικά
δίκτυα παρουσιάζουν µία πολύ επιτυχηµένη πορεία, στον τοµέα της επεξεργασίας
δεδοµένων. Η λειτουργία που εµπίπτει σε αυτή την περιοχή, είναι η αναγνώριση
προτύπων, εικόνων και κειµένων, γνωστή και ως αναγνώριση προτύπων (Pattern
Recognition). Χαρακτηριστικό παράδειγµα αυτού του τρόπου λειτουργίας των
νευρωνικών δικτύων, αποτελεί το πρόγραµµα Omnipage, που η εταιρεία Scansoft
προώθησε το 1994. Το πρόγραµµα αυτό υλοποιείται σε έναν απλό ηλεκτρονικό
υπολογιστή και προσανατολίζεται στην ανάγνωση κειµένων. ΄Ενας σαρωτής, δια-
ϐάζει το δοθέν κείµενο και η εφαρµογή το µετατρέπει στον πρότυπο κώδικα, για
ανταλλαγή πληροφοριών ASCII. Το Omnipage, παρουσιάζει ικανοποιητικά αποτε-
λέσµατα, ακόµα και αν τα γράµµατα είναι αλλοιωµένα. Εκτός από την εφαρµογή
της εταιρείας Scansoft, η εταιρεία Nestor, δηµιούργησε ένα άλλο µοντέλο που
αναγνωρίζει την ιαπωνική γραφή και τη µετατρέπει αυτόµατα σε αγγλικά. Στην
αρχική της εφαρµογή, το πρόγραµµα ήτανε ικανό να αναγνωρίζει 2500 λέξεις, µε
επιτυχία 92%. Τέλος, σταδιακά το πρόγραµµα αυτό, αναπτύχθηκε και για άλλες
γραφές, όπως το κυριλλικό και το εβραϊκό αλφάβητο. Στην επιστήµη των υπο-
λογιστών επίσης, παρουσιάζεται λύση, για το γνωστό πρόβληµα της µετατροπής
κειµένου σε ϕωνή και το αντίστροφο. Με τη χρήση των νευρωνικών δικτύων, γεν-
νήθηκε ένα καινοτόµο πρόγραµµα το NETtalk, που προσφέρει ακριβώς αυτές τις
δυνατότητες. Το πρόγραµµα αυτό, αποτελείται από ένα δίκτυο µε 309 νευρώνες,
18629 συνάψεις και 3 επίπεδα λειτουργίας. Στα πρώτα στάδια ανάπτυξης αυτής
της εφαρµογής, η οµιλία ήτανε ακατανόητη, µε την πάροδο των χρόνων όµως,
έφτασε στο επίπεδο να είναι κατανοητή και αναγνωρίσιµη σε ποσοστό 95%. Μία
πιο σύγχρονη εφαρµογή των νευρωνικών δικτύων στην επιστήµη των υπολογιστών
αποτελεί η ανάπτυξη της υπολογιστικής πλατφόρµας της Google : Google Neural
Machine Translation (GNMT). Η εφαρµογή αυτή παρουσιάστηκε τον Νοέµβριο
του 2016 και χρησιµοποιεί νευρωνικά δίκτυα µε σκοπό να αυξήσει την ακρίβεια
και την ευχέρεια του Google Translate στη µετάφραση όχι µόνο λέξεων, αλλά
και ολόκληρων προτάσεων ή και κειµένων. Επεξεργασία Σηµάτων: Μία ιδιαίτε-
ϱα χρήσιµη εφαρµογή των νευρωνικών δικτύων στην ανθρώπινη καθηµερινότητα,
καθίσταται η δυνατότητα που προσφέρουν, να καθαρίζει η τηλεφωνική γραµµή
από παρεµβολές (ηχώ). Για τη λειτουργία αυτή, τοποθετήθηκε ένα ϕίλτρο, το
οποίο συγχρόνως περιορίζει τα σφάλµατα. Το πρώτο τέτοιο ϕίλτρο, εφευρέθηκε
από τον ερευνητή B.Widrow και ονοµάζεται Adaline. Η εφαρµογή αυτή, δοµείται
µε ϐάση το µοντέλο του απλού αισθητήρα (Perceptron).
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Ιατρική: Τα νευρωνικά δίκτυα ακόµα, παρουσιάζουν λύσεις σε µία πολύ σηµαντική επι-
στήµη για την ανθρωπότητα, αυτή της Ιατρικής. Πιο συγκεκριµένα, χρησιµοποιούνται
µε µεγάλη επιτυχία στην εκτέλεση δύσκολων εγχειρήσεων, αλλά και για την ανάγνωση
ακτινογραφιών. Επιπρόσθετα, αποτελούν εξαιρετικό εργαλείο στα χέρια των καρδιο-
λόγων, καθώς έχουν καταφέρει να αναλύουν τα επίπεδα των ενζύµων της καρδιάς, όπως
επίσης και να αναγνωρίζουν διάφορα καρδιακά συµπτώµατα. Η έγκυρη διάγνωσή τους,
είναι σύµµαχος στην αντιµετώπισή τους, που πολλές ϕορές σώζει Ϲωές. Αξιοσηµείωτη
λειτουργία των δικτύων αυτών, καθίσταται επίσης η χρήση τους στην ανάλυση οµιλίας
για τη δηµιουργία ακουστικών ϐαρηκοΐας. Κλείνοντας, µία πολύ σηµαντική εφαρµο-
γή των ΤΝ∆ στην Ιατρική, είναι η ικανότητα να προβλέπει τις αντιδράσεις οργανισµών
σε διάφορες ϕαρµακευτικές αγωγές. Με οδηγό όλες τις παραπάνω ικανότητες και τα
πλεονεκτήµατα, που προσφέρει η χρήση των τεχνητών νευρωνικών δικτύων, γίνεται κα-
τανοητό ότι η επιστηµονική αυτή περιοχή, ϑα απασχολήσει σηµαντικά τον άνθρωπο και
την καθηµερινή του Ϲωή.
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Κεφάλαιο 3

Physics Informed Neural Networks

(PINNs)

3.0.1 Εισαγωγή στα PINN

Στο κεφάλαιο 2 αναφέρθηκαν λεπτοµερώς τα πεδία εφαρµογής των τεχνιτών νευρω-
νικών δικτύων καθώς και ο ϐασικός τρόπος λειτουργίας τους. Σε αυτό το κεφάλαιο
ϑα αναλυθεί πώς τα νευρωνικά δίκτυα µπορούν να επιλύσουν Ϲητήµατα ϕυσικής και
µαθηµατικών. Οι επιστήµονες διαρκώς αναζητούν νέους και ταυτόχρονα αποδοτικο-
ύς τρόπους να µοντελοποιήσουν το κόσµο µέσω µαθηµατικών έτσι ώστε να µπορέσουν
να τον µελετήσουν λεπτοµερώς. Για παράδειγµα, η γεννήσεις ενός πληθυσµού καθώς
και ο ϑάνατος τους επηρεάζεται από εξωτερικούς παράγοντες. Αν κάνεις καταφέρει να
συσχετίσει µε µαθηµατικό τρόπο αυτά τα δύο τότε µπορεί να κάνει µακροχρόνιες προ-
ϐλέψεις για το µέλλον συγκεκριµένων πληθυσµών στους διάφορους πλανήτες. Επίσης,
ένας πυρηνικός ϕυσικός γνωρίζοντας πώς αλληλεπιδρά το καύσιµο ενός πυρηνικού
αντιδραστήρα µε τη ϑερµοκρασία που περιβάλλοντος, ϑα µπορεί να διατηρεί την ασφα-
λή λειτουργία του πυρηνικού εργοστασίου στα επιθυµητά επίπεδα. Αυτά και πολλά
παραπάνω, µοντελοποιούνται µε χρήση συνήθων διαφορικών εξισώσεων. Οι διαφο-
ϱικές εξισώσεις προκύπτουν σε πολλά πλαίσια των µαθηµατικών και της επιστήµης
(κοινωνική καθώς και ϕυσική). Οι σύγχρονες µαθηµατικές περιγραφές αλλάζουν τη
χρήση των διαφορικών συµβολισµών. Πολλοί µαθηµατικοί έχουν µελετήσει τις δια-
ϕορικές εξισώσεις και συνέβαλαν στον τοµέα αυτό, µερικοί από αυτούς ήταν οι Isaac
Newton, Gottfried Wilhelm Leibniz, οικογένεια Bernoulli, Riccati, Clairaut, Jean le
Rond d’Alembert και Leonhard Euler. ΄Ενα απλό παράδειγµα είναι ο δεύτερος νόµος
του Νεύτωνα - η σχέση ανάµεσα στη µετατόπιση x και το χρόνο t ενός αντικειµένου µε
δύναµη F δίνεται από τη διαφορική εξίσωση

m
∂2x(t)

∂t2 = F (x(t)) (3.1)
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η οποία περιγράφει την κίνηση ενός σωµατιδίου σταθερής µάζας m. Σε γενικές γραµ-
µές, F είναι η συνάρτηση ϑέσης x(t) του σωµατιδίου στο χρόνο t. Η άγνωστη συνάρτηση
x(t) εµφανίζεται και στα δύο µέρη της διαφορικής εξίσωσης, και περιλαµβάνεται στην
παράσταση F (x(t)). Οι περισσότεροι από τους ϕυσικούς νόµους που διέπουν τη δυνα-
µική ενός συστήµατος µπορούν να περιγραφούν µε µερικές διαφορικές εξισώσεις. Για
παράδειγµα, οι εξισώσεις Navier–Stokes [1] είναι ένα σύνολο µερικών διαφορικών εξι-
σώσεων που προέρχονται από τους νόµους διατήρησης (δηλ. διατήρηση της µάζας, της
ορµής και της ενέργειας) που διέπουν τη µηχανική των ϱευστών. Η λύση των εξισώσεων
Navier-Stokes µε κατάλληλες αρχικές και οριακές συνθήκες επιτρέπει την ποσοτικο-
ποίηση της δυναµικής ϱοής σε µια επακριβώς καθορισµένη γεωµετρία. Ωστόσο, αυτές
οι εξισώσεις δεν µπορούν να λυθούν επακριβώς και εποµένως πρέπει να χρησιµοποι-
ηθούν αριθµητικές µέθοδοι (όπως πεπερασµένες διαφορές, πεπερασµένα στοιχεία και
πεπερασµένοι όγκοι). Σε αυτή τη ϱύθµιση, αυτές οι εξισώσεις που διέπουν πρέπει να
επιλυθούν λαµβάνοντας υπόψη τις προηγούµενες παραδοχές, τη γραµµικοποίηση και
την επαρκή διακριτοποίηση χρόνου και χώρου.

Πρόσφατα, η επίλυση των επιµέρους διαφορικών εξισώσεων των ϕυσικών ϕαινοµένων
µε τη χρήση ϐαθιάς µάθησης έχει εµφανιστεί ως νέο πεδίο επιστηµονικής µηχανι-
κής µάθησης (SciML), αξιοποιώντας την καθολική προσέγγιση (universal approxima-
tion) [2] και την υψηλή απόδοση των νευρωνικών δικτύων. Γενικά, τα ϐαθιά νευρωνικά
δίκτυα ϑα µπορούσαν να προσεγγίσουν οποιαδήποτε συνάρτηση υψηλών διαστάσεων
δεδοµένου ότι παρέχονται επαρκή δεδοµένα εκπαίδευσης [3]. Ωστόσο, τέτοια δίκτυα

δε λαµβάνουν υπόψη τα ϕυσικά χαρακτηριστικά που κρύβουν το πρόβληµα και

το επίπεδο ακρίβειας προσέγγισης που παρέχεται από αυτά εξακολουθεί να

εξαρτάται σε µεγάλο ϐαθµό από τις προδιαγραφές της γεωµετρίας του προ-

ϐλήµατος καθώς και από τις αρχικές και οριακές συνθήκες. Χωρίς αυτές τις

προκαταρκτικές πληροφορίες, η λύση δεν είναι µοναδική και µπορεί να χάσει

τη ϕυσική ορθότητα. Από την άλλη πλευρά, τα νευρωνικά δίκτυα µε πληροφόρηση
για τη ϕυσική (PINN) αξιοποιούν τις ϕυσικές εξισώσεις στην εκπαίδευση νευρωνικών
δικτύων. ∆ηλαδή, τα PINN έχουν σχεδιαστεί για να εκπαιδεύονται ώστε να ικανοποιούν
τα δεδοµένα εκπαίδευσης καθώς και τις επιβαλλόµενες εξισώσεις που διέπουν. Με αυ-
τόν τον τρόπο, ένα νευρωνικό δίκτυο µπορεί να καθοδηγηθεί µε δεδοµένα εκπαίδευσης
που δε χρειάζεται απαραίτητα να είναι µεγάλα και πλήρη. ∆υνητικά, µια ακριβής λύση
των µερικών διαφορικών εξισώσεων µπορεί να ϐρεθεί χωρίς να γνωρίζουµε τις οριακές
συνθήκες [4]. Εποµένως, µε κάποια γνώση σχετικά µε τα ϕυσικά χαρακτηριστικά του
προβλήµατος και κάποια µορφή δεδοµένων εκπαίδευσης (ακόµη και αραιά και ελλι-
πή), το PINN µπορεί να χρησιµοποιηθεί για την εύρεση µιας ϐέλτιστης λύσης µε υψηλή
πιστότητα.

Τα PINN επιτρέπουν την αντιµετώπιση ενός ευρέος ϕάσµατος προβληµάτων στην υπολο-
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γιστική επιστήµη και αντιπροσωπεύουν µια πρωτοποριακή τεχνολογία που οδηγεί στην
ανάπτυξη νέων κατηγοριών αριθµητικών επιλυτών για διαφορικές εξισώσεις (Partial
Defrential Equations (PDE) ). Συγκεκριµένα, το εκπαιδευµένο δίκτυο PINN µπορεί να
χρησιµοποιηθεί για την πρόβλεψη των τιµών σε πλέγµατα προσοµοίωσης διαφορετι-
κών αναλύσεων χωρίς να χρειάζεται επανεκπαίδευση [5]. Επιπλέον, επιτρέπουν την
εκµετάλλευση της αυτόµατης διαφοροποίησης (AD) [6] για τον υπολογισµό των απαι-
τούµενων παραγώγων στις µερικές διαφορικές εξισώσεις, µια νέα κατηγορία τεχνικών
διαφοροποίησης που χρησιµοποιούνται ευρέως για την εξαγωγή νευρωνικών δικτύων
που αξιολογούνται ως ανώτερα από την αριθµητική ή συµβολική διαφοροποίηση.

Σχήµα 3.1: Σχηµατική Αναπαράσταση ενός PINN

3.0.2 Ερευνητική δουλεία στα PINN

Στα σύγχρονα συγγράµµατα ως η πρώτη ολοκληρωµένη πρόταση της χρήσης ΤΝ∆ για
την επίλυση διαφορικών εξισώσεων, συνοδευόµενη από υλοποίηση, αναγνωρίζεται η ως
η εργασία µε τίτλο ”Artificial Neural Networks for Solving Ordinary and Partial Dif-
ferential Equations” (Lagaris, Likas, & Fotiadis, 1997) [7], από το τµήµα Επιστήµης
Ηλεκτρονικών Υπολογιστών του Πανεπιστηµίου Ιωαννίνων. Βέβαια, είναι σηµαντικό να
αναφερθεί ότι ή αρχική ιδέα της προσπάθειας να χρησιµοποιηθούν τα νευρωνικά δίκτυα
για την επίλυση διαφορικών εξισώσεων είχε προταθεί από τις αρχές τις δεκαετίας του
1990 µέσα από ϑεωρητικές εργασίες όπου ορισµένες από αυτές αναφέρονται στη ϐιβλιο-
γραφία. Ενδεικτικά ορισµένες από αυτές είναι η εργασία µε τίτλο ”Neural algorithms
for solving differential equations” (Lee & Kang, 1990) [8] και ”The numerical solution
of Linear Ordinary Differential Equations by Feedforward Neural networks” (Meade
Jr & Fernadez, 1994) [9]. Οι παραπάνω ερευνητές που αναφέρθηκαν προέρχονταν από
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επιστηµονικά πεδία κυρίως των εφαρµοσµένων µαθηµατικών και της επιστήµης υπο-
λογιστών. Η µέθοδος εισήχθη στο πεδίο της µηχανικής και συγκεκριµένα στο πεδίο
της ανάλυσης κατασκευών µέσα από την εργασία µε τίτλο ”A neural network approa-
ch to the modelling, calculation and identification of semi-rigid connections in steel
structures” (Stavroulakis, Avdelas, Abdalla, & Panagiotopoulos, 1997) [10]. Μια χα-
ϱακτηριστική εργασία η οποία παρουσιάζει τη µέθοδο PINNs µε τη µορφή που έχει
σήµερα, αποτελεί η εργασία µε τίτλο ”Physics Informed Deep Learning (Part I): Data
– driven Solutions of Nonlinear Partial Differential Equations” (Raissi, Perdikaris,
& Karniadakis, 2017) [11] στην οποία ορίζονται οι αρχές της µεθόδου, αναλύεται η
προγραµµατιστική υλοποίηση της και εφαρµόζεται στις µερικές διαφορικές εξισώσεις
Burger’s Equation και Schrödinger Equation. Η εργασία αυτή αποτελεί έναν πολύ
καλό οδηγό για κάποιον που επιθυµεί να ξεκινήσει την ενασχόλησή του µε το ϑέµα.
Οι παραπάνω συγγραφείς έχουν συµµετάσχει στη δηµοσίευση αρκετών εργασιών τα τε-
λευταία χρόνια, όπως επίσης ϕαίνεται ότι ασχολούνται συστηµατικά µε τη µέθοδο και
τις δυνατότητές της, ενώ δηλώνουν ιδιαίτερα αισιόδοξοι για την πορεία της. Πέρα όµως
από τους ερευνητές που συναντάει κανείς πιο συχνά κατά τη µελέτη της µεθόδου, πα-
ϱάλληλα έχουν δηµοσιευτεί και ορισµένες επιπλέον εργασίες. Ενδεικτικά µια ακόµα
εργασία πάνω στο ϑέµα έχει τίτλο ”IDRLnet: A Physics-Informed Neural Network Li-
brary” (Peng, και συν., 2021) [12] στην οποία µπορεί ένας αναγνώστης να ϐρει πιο
λεπτοµερείς πληροφορίες για την υλοποίηση της µεθόδου. - Physics Informed Neural
Networks (PINNs)

Η µελέτη της µεθόδου ϕαίνεται να παρουσιάζει ιδιαίτερη ακµή από το 2017 και µε-
τά, καθώς πέρα των χαρακτηριστικών εργασιών που αναφέρθηκαν παραπάνω, παράλ-
ληλα έχουν δηµοσιευτεί αρκετές επιπλέον, από ερευνητές από όλο τον κόσµο. Ως
πιο πρόσφατες εργασίες του τελευταίου χρόνου ενδεικτικά είναι η εργασία µε τίτλο
”Physics-informed machine learning” (Karniadakis, Kevrekidis, Lu, & Perdikaris,
2021) και ”Physics-Informed Neural Networks for elastic plate problems” (Muradova
& Stavroulakis, 2021) [13] όπου στην εργασία αυτή, εφαρµόζεται η µέθοδος για την
επίλυση της διαφορικής εξίσωσης που αφορά το πρόβληµα της πλάκας υπό κάµψη
(Kirchhoff Plate Bending). ΄Ολες οι παραπάνω εργασίες και ορισµένες επιπλέον απο-
τέλεσαν πηγή πληροφόρησης για την κατανόηση της µεθόδου, την εφαρµογή της και
για τη συγγραφή της παρούσας εργασίας.

3.0.3 Μοντελοποίηση και Υπολογισµός

Μια γενική µη γραµµική µερική διαφορική εξίσωση µπορεί να είναι :

ut + N[u; λ] = 0, x ∈ Ω, t ∈ [0, T ],

που u(t, x) υποδεικνύει τη λύση,N[.; λ] είναι ένας µη γραµµικός τελεστής µε παρα-
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µέτρους λ, και Ω είναι ένα υποσύνολο του RD. Αυτή η γενική µορφή εξισώσεων συ-
νοψίζει ένα ευρύ ϕάσµα προβληµάτων στη µαθηµατική ϕυσική, όπως οι κινητικές ε-
ξισώσεις. ∆εδοµένου του ϑορύβου των µετρήσεων ενός γενικού δυναµικού συστήµατος
που περιγράφεται από την παραπάνω εξίσωση, τα PINN µπορούν να σχεδιαστούν για
την επίλυση δύο κατηγοριών προβληµάτων:

• λύσεις οδηγούµενες από δεδοµένα

• εντοπισµός οδηγούµενος από δεδοµένα

των µερικών διαφορικών εξισώσεων.

Επίλυση µερικών διαφορικών εξισώσεων οδηγούµενες από δεδοµένα

Η λύση PDE [11] που ϐασίζεται σε δεδοµένα έχει ως αποτέλεσµα τον υπολογισµό της
άγνωστης κατάστασης u(t, x) του συστήµατος, δεδοµένου ότι υπάρχουν µετρήσεις z και
συγκεκριµένοι παράµετροι λ.

ut + N[u] = 0, x ∈ Ω, t ∈ [0, T ],

Ορίζουµε το f (t, x) ως:

f := ut + N[u] = 0 ,

και χρησιµοποιούµε νευρωνικό δίκτυο έτσι ώστε να ελαχιστοποιήσουµε τη συνάρτηση
κόστους Ltot:

Ltot = Lu + Lf

΄Οπου, Lu = u − z, όπου u, η έξοδος του νευρωνικού δικτύου και όπου z, οι πραγµατικές
µετρήσεις. Αντίστοιχα όπου Lf ορίζεται το µέσο τετραγωνικό σφάλµα που προκύπτει
από την αντικατάσταση των τιµών της εξόδου του νευρωνικού δικτύου στη διαφορική
εξίσωση.

Αυτή η στρατηγική επιτρέπει τη συνένωση υπολογιστικά αποδοτικών µοντέλων ϐασι-
σµένων στη ϕυσική, τα οποία µπορούν να ϐρουν εφαρµογή στην πρόβλεψη ϕυσικών
διεργασιών ϐάσει δεδοµένων [14].

Ανακάλυψη µερικών διαφορικών εξισώσεων ϐάσει δεδοµένων

∆εδοµένων των ελλιπών µετρήσεων z της κατάστασης του συστήµατος, η ϐασισµένη σε
δεδοµένα ανακάλυψη της PDE [15] έχει ως αποτέλεσµα τον υπολογισµό της άγνωστης
κατάστασης u(t, x) και παραµέτρους µοντέλου µάθησης λ που περιγράφουν δεδοµένα
που έχουν παρατηρηθεί. Η διαφορική εξίσωση είναι η εξής :

ut + N[u; λ] = 0, x ∈ Ω, t ∈ [0, T ],
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Ορίζουµε ως f (t, x) το,

f := ut + N[u; λ] = 0, και χρησιµοποιούµε νευρωνικό δίκτυο έτσι ώστε να ελαχιστοποι-
ήσουµε τη συνάρτηση κόστους Ltot:

Ltot = Lu + Lf

΄Οπου, Lu = u − z, όπου u, η έξοδος του νευρωνικού δικτύου και όπου z, οι πραγµατικές
µετρήσεις. Αντίστοιχα όπου Lf ορίζεται το µέσο τετραγωνικό σφάλµα που προκύπτει
από την αντικατάσταση των τιµών της εξόδου του νευρωνικού δικτύου στη διαφορική
εξίσωση.

Αυτή η στρατηγική επιτρέπει την ανακάλυψη δυναµικών µοντέλων που περιγράφο-
νται από µη γραµµικά PDE που συναρµολογούν υπολογιστικά αποδοτικά και πλήρως
διαφορίσιµα υποκατάστατα µοντέλα που µπορούν να ϐρουν εφαρµογή σε προβλήµατα
πρόβλεψης, τον έλεγχο και την κατανόηση δεδοµένων. [16] [17] [18]

32



Κεφάλαιο 4

Ορισµός προβλήµατος του

Αποσβενόµενου Αρµονικού

Ταλαντωτή

4.0.1 Αποσβενόµενος Αρµονικός Ταλαντωτής

Ο αποσβενόµενος αρµονικός ταλαντωτής είναι ένα κλασικό πρόβληµα στη µηχανική.
Περιγράφει την κίνηση ενός µηχανικού ταλαντωτή (π.χ. εκκρεµές ελατηρίου) υπό την
επίδραση µιας δύναµης επαναφοράς και της τριβής. Αυτό το υπό κεφάλαιο ασχολείται
µε την εξαγωγή της εξίσωσης ταλάντωσης για τον αποσβενόµενο ταλαντωτή.

Σχήµα 4.1: Σχηµατική αναπαράσταση αποσβενόµενου αρµονικού ταλαντωτή. πηγή :
https://beltoforion.de/en/harmonicoscillator/
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4.0.2 Η εξίσωση της κίνησης

Η εξίσωση κίνησης είναι µια µαθηµατική εξίσωση που περιγράφει πλήρως τη χωρική
και χρονική ανάπτυξη ενός δυναµικού συστήµατος υπό την επίδραση εξωτερικών δυ-
νάµεων. Κατά κανόνα, πρόκειται για διαφορικές εξισώσεις δεύτερης τάξης. Σε αυτή
την ενότητα, εξετάζουµε πρώτα τις δυνάµεις που επηρεάζουν την κίνηση του εκκρεµο-
ύς.

Η κίνηση του εκκρεµούς εξαρτάται από την ισορροπία τριών δυνάµεων: της αδράνειας,
της δύναµης επαναφοράς του ελατηρίου και της τριβής.

Σχήµα 4.2: Σχηµατική αναπαράσταση αποσβενόµενου αρµονικού ταλαντωτή. πηγή :
https://beltoforion.de/en/harmonicoscillator/

Ο δεύτερος νόµος του Νεύτωνα δηλώνει ότι οποιαδήποτε αλλαγή στην κίνηση ενός
σώµατος µε µάζα m είναι ανάλογη µε τη δύναµη που ασκείται σε αυτό και ότι αυτή
η αλλαγή στην κίνηση λαµβάνει χώρα πάντα στην ίδια κατεύθυνση στην οποία δρα η
δύναµη.

Σε ένα εκκρεµές έχουµε µια δύναµη επαναφοράς που δρα στον ταλαντωτή. Τραβάει τη
µάζα του εκκρεµούς προς τη ϑέση ηρεµίας. Αυτή η δύναµη είναι ευθέως ανάλογη µε
την απόκλιση του εκκρεµούς. Η διεύθυνση του είναι αντίθετη από την κατεύθυνση της
απόκλισης του εκκρεµούς. Η δύναµη αυτή του υπολογίζεται πολλαπλασιάζοντας την
απόσταση απόκλισης µε µια σταθερά ελατηρίου k που εξαρτάται από το υλικό.

Τέλος, το εκκρεµές ϑα αντιµετωπίσει τριβή. Η δύναµη τριβής είναι ανάλογη µε την
ταχύτητα του εκκρεµούς. Η διεύθυνση του είναι αντίθετη από τη ϕορά κίνησης του
εκκρεµούς. Η παράµετρος µ είναι ένας συντελεστής τριβής που εξαρτάται από το υλικό
και το σχήµα. Η αδρανειακή δύναµη εποµένως αντιτίθεται από δύο δυνάµεις :

m
dx2

dt
= −µ

dx

dt
− kx (4.1)

που µπορεί να µετατραπεί σε :

dx2

dt
+

µ

m

dx

dt
+

k

m
x = 0 (4.2)

Αυτή η εξίσωση είναι µια γραµµική, οµοιογενής, διαφορική εξίσωση δεύτερης τάξης µε
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σταθερούς συντελεστές. Ο προσδιορισµός του τύπου της διαφορικής εξίσωσης είναι ση-
µαντικός επειδή η προσέγγιση που είναι απαραίτητη για την επίλυσή της εξαρτάται από
αυτό. Το εκθετικό ansatz επιλέγεται συνήθως για την επίλυση διαφορικών εξισώσεων
αυτού του τύπου.

4.0.3 Ο Εκθετικός Ansatz

Η εξίσωση είναι µια οµοιογενής γραµµική διαφορική εξίσωση δεύτερης τάξης µε στα-
ϑερούς συντελεστές. Η υπόθεση είναι ότι η λύση σε µια τέτοια διαφορική εξίσωση είναι
µια εκθετική συνάρτηση. Αυτή η µέθοδος ήταν η πρώτη η οποία περιγράφεται από τον
Γερµανό µαθηµατικό Leonard Euler και ονοµάζεται ’εκθετικός Ansatz’.4.2

Ο εκθετικός ansatz δηλώνει ότι µια ειδική λύση στη διαφορική εξίσωση παίρνει τη
µορφή:

x(t) = Ceλt (4.3)

Σχηµατίζοντας την πρώτη και τη δεύτερη παράγωγο του 4.3 παίρνουµε:

dx

dt
= λCeλt ,

dx2

dt
= λ2Ceλt (4.4)

Εισάγοντας τις εξισώσεις 4.3 και 4.4 στη διαφορική εξίσωση 4.2 παίρνουµε:

λ2Ceλt +
µ

m
λCeλt +

k

m
Ceλt = 0

∆ιαιρώντας την πιο πάνω εξίσωση µε Ceλt απλοποιείται σε :

λ2 +
µ

m
λ +

k

m
= 0 (4.5)

Αυτή η εξίσωση ονοµάζεται επίσης χαρακτηριστική εξίσωση. Είναι µια τετραγωνική
εξίσωση σε κανονική µορφή. Ως εκ τούτου, υπάρχουν οι ακόλουθες δύο λύσεις για
λ:

λ1,2 = −
µ

2m
±

√( µ

2m

)2
−

k

m
(4.6)

Για περαιτέρω απλοποίηση εισάγουµε τις νέες σταθερές δ ,ω0 όπου:

δ =
µ

2m
, ω0 =

√
k

m

Ακολούθως εισάγοντας τις σταθερές δ και ω0 στην εξίσωση 4.6 παίρνουµε την απλοποι-
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ηµένη :

λ1,2 = −δ ±
√

δ2 − ω2
0 (4.7)

Η πιο πάνω λύση εξαρτάται από τις τιµές του λ1 και λ2 . Ο όρος µέσα στην τετραγω-
νική ϱίζα ονοµάζεται διακρίνουσα. Ανάλογα µε την επιλογή των σταθερών δ και ω0 η
διακρίνουσα µπορεί να είναι µεγαλύτερη από 0, µικρότερη από 0 ή ίση µε 0. Ως εκ
τούτου και µπορεί να είναι :

1. ∆ύο πραγµατικά πολύτιµες λύσεις που διαφέρουν µεταξύ τους.

2. ∆ύο συζυγείς σύνθετες λύσεις.

3. ∆ύο πανοµοιότυπες πραγµατικά πολύτιµες λύσεις.

Κάθε µία από τις τρεις επιλογές απαιτεί διαφορετική προσέγγιση στη λύση. Η γενική
λύση της οµοιογενούς διαφορικής εξίσωσης έχει τη µορφή:

x(t) = C1x1(t) + C2x2(t) (4.8)

Οι συναρτήσεις x1(t) και x2(t) καθορίζονται από την τιµή της διακρίνουσας στην ε-
ξίσωση. Ας εξετάσουµε τις διάφορες περιπτώσεις όπου η διακρίνουσα µπορεί να είναι
µεγαλύτερη από 0, µικρότερη από 0 ή ίση µε 0.

4.0.4 Υπερκρίσιµη απόσβεση

Εάν δ > ω0, έχουµε µια περίπτωση ισχυρής τριβής, τότε η διακρίνουσα στην εξίσωση
είναι ϑετική και υπάρχουν δύο διαφορετικές πραγµατικές λύσεις. Τότε η λύση της
διαφορικής εξίσωσης µοιάζει µε :

x1(t) = C1eλ1t , x2(t) = C2eλ2t

Εισάγοντας την πιο πάνω εξίσωση στην εξίσωση 4.8 λαµβάνουµε τη γενική λύση της
διαφορικής εξίσωσης :

x(t) = C1eλ1t + C2eλ2t

Επίσης, η πιο πάνω διαφορική µπορεί να µετασχηµατιστεί ως εξής εισάγοντας τα λ από
την εξίσωση 4.7

x(t) = C1e(−δ+
√

δ2−ω2
0) t + C2e(−δ−

√
δ2−ω2

0) t (4.9)
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Εποµένως, η εξίσωση 4.9 είναι µια προσθήκη δύο εκθετικά διασπώµενων συναρτήσεων,
αυτά Θα τα δούµε ξανά στο παρακάτω διάγραµµα. Για να απλοποιήσουµε την εξίσωση
ϑα αντικαταστήσουµε την τετραγωνική ϱίζα µε µια νέα σταθερά:

α =
√

δ2 − ω2
0 (4.10)

Μετά την εισαγωγή της νέας σταθεράς στην εξίσωση 4.9 µπορούµε να ξαναγράψουµε
την εξίσωση ως:

x(t) = e−δt
(
C1eαt + C2e−αt

)
(4.11)

Αυτή είναι η λύση για την υπερκρίσιµη απόσβεση. Οι σταθερές ολοκλήρωσης C1 και
C2 για ένα συγκεκριµένο πρόβληµα µπορεί να προσδιοριστούν από δεδοµένες αρχικές
συνθήκες. Για παράδειγµα, ϑα µπορούσε να δοθεί η ϑέση εκκίνησης και η αρχική
ταχύτητα του εκκρεµούς.

x(0) = x0 ,
dx

dt
(0) = v0 (4.12)

Η πιο κάτω γραφική, είναι η γραφική αναπαράσταση του γενικού αναλυτικού δια-
λύµατος του υπερκρίσιµου αρµονικού ταλαντωτή. Το διάγραµµα δείχνει την εκτροπή
του εκκρεµούς µε την πάροδο του χρόνου. Η ανοιχτοπράσινη καµπύλη είναι η δε-
ύτερη µερική λύση. Η µαύρη καµπύλη είναι το άθροισµα των δύο µερικών λύσεων
και αντιπροσωπεύει τη λύση της διαφορικής εξίσωσης του υπερενισχυµένου αρµονικού
ταλαντωτή για ένα δεδοµένο σύνολο αρχικών συνθηκών.C1e−λ1t C2e−λ2t
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Σχήµα 4.3: Overdamped Harmonic Oscillator

4.0.5 Περίπτωση µε κρίσιµη απόσβεση

Εάν δ = ω0 τότε µιλάµε για κρίσιµη απόσβεση. Σε αυτή την περίπτωση η εξίσωση έχει
µια ενιαία λύση για :

λ1 = λ2 = λ = −δ (4.13)

Η χρήση του εκθετικού Ansatz σε αυτή την περίπτωση παραπέµπει στη χρήση της
ακόλουθης προσέγγισης για την απόκτηση των δύο µερικών λύσεων στη διαφορική
εξίσωση:

x1(t) = C1eλtx2(t) = t C2eλt (4.14)

Η εισαγωγή της εξίσωσης 4.13 και 4.14 στη γενική λύση 4.8 δίνει τη λύση για την
κρίσιµα αποσβενόµενη περίπτωση:

x(t) = e−δt(C1 + t C2) (4.15)

΄Οπως και στην περίπτωση της Υπερφορτωµένης περίπτωσης οι σταθερές ολοκλήρωσης
C1 και C1 πρέπει να ληφθούν από δεδοµένες αρχικές συνθήκες ενός συγκεκριµένου
προβλήµατος.

x(0) = x0 ,
dx

dt
(0) = v0 (4.16)
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Σχήµα 4.4: Critically damped case

Γραφική αναπαράσταση της γενικής αναλυτικής λύσης της κρισίµως αποσβενόµενης
περίπτωσης. Το διάγραµµα δείχνει την εκτροπή του εκκρεµούς µε την πάροδο του
χρόνου για τις αρχικές συνθήκες που δίνονται στο πλάι.Οι λεπτοµέρειες για τον υπο-
λογισµό των σταθερών του πιο πάνω γραφήµατος ϕαίνονται στον σύνδεσµο Wolfarm
Alpha.

4.0.6 Υποκρίσιµη απόσβεση

Εάν δ < ω0,τότε έχουµε αποσβενόµενη ταλάντωση. Στην περίπτωση αυτή, η δια-
κρίνουσα στην εξίσωση είναι αρνητική, εποµένως λ1 και λ2 είναι µιγαδικοί αριθµοί.
Το εκθετικό ansatz χρησιµοποιείται και πάλι για την επίλυση της διαφορικής εξίσωσης
x(t) = Ceλt.

x1(t) = C1eλ1tx2(t) = C2eλ2t

Εισάγοντας το εκθετικό ansatz στην εξίσωση 4.8 και αντικαθιστώντας λ µε την εξίσωση
4.7 παίρνουµε το εξής :

x(t) = e−δt
(
C1e
√

δ2−ω2
0 t + C2e−

√
δ2−ω2

0 t
)

(4.17)

΄Εχουµε ήδη δει αυτή την εξίσωση σε µια ελαφρώς τροποποιηµένη µορφή ως εξίσωση
4.11. Είναι η γενική λύση στη διαφορική εξίσωση του αρµονικού ταλαντωτή. Τώρα
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έχουµε να κάνουµε µε µια σύνθετη λύση επειδή στην υποκρίσιµη απόσβεση ο όρος
κάτω από την τετραγωνική ϱίζα είναι αρνητικός. Εποµένως, οι σταθερές C1 και C2

έχουν µιγαδικές τιµές. Για την αντιµετώπιση µιγαδικών αριθµών χρησιµοποιούµε τον
τύπο του Euler. Αυτή η εξίσωση δηµιουργεί µια σύνδεση µεταξύ µιγαδικών εκθετικών
συναρτήσεων και τριγωνοµετρικών συναρτήσεων:

eiφ = cosφ + isinφ

Είναι χρήσιµο να αναδιατάξουµε την εξίσωση 4.17 µε τέτοιο τρόπο ώστε το ϕανταστικό
της µέρος να είναι αποµονωµένο :

√
δ2 − ω2

0 =

√
−1 ∗ (ω2

0 − δ2) = i
√

ω2
0 − δ2 (4.18)

Παίρνοντας έναν όρο iω που αποτελείται από τη ϕανταστική µονάδα πολλαπλασιασµένη
µε µια πραγµατική τετραγωνική ϱίζα, για να απλοποιήσουµε περαιτέρω υπολογισµούς
αντικαθιστούµε την τετραγωνική ϱίζα µε µια νέα σταθερά που ονοµάζεται :

ω =
√

ω2
0 − δ2 (4.19)

΄Οπως ϑα δούµε σύντοµα, αυτή η σταθερά αντιπροσωπεύει τη ϕυσική συχνότητα του
αρµονικού ταλαντωτή. Με τις σχέσεις από τις εξισώσεις4.18,4.19 και την εξίσωση 4.17
µπορεί τώρα να µετατραπούν σε :

x(t) = e−δt
(
C1eiωt + C2e−iωt︸              ︷︷              ︸

x̂(t)

)
(4.20)

Από ϕυσική άποψη, µόνο η καθαρά πραγµατική πολύτιµη λύση παρουσιάζει ενδια-
ϕέρον. Για να τα ϐρούµε αυτά πρέπει να διαχωρίσουµε τα πραγµατικά και τα ϕαντα-
στικά µέρη µεταξύ τους. ΄Οπως ήδη αναφέρθηκε οι C1 και C2 είναι µιγαδικές σταθερές.
Παρακάτω τα µετατρέπουµε στην πολική τους µορφή.

C1 = Ĉ1eiφ1 , C2 = Ĉ2eiφ2 (4.21)

Το πρώτο µέρος της εξίσωσης 4.20 είναι µια εκθετική συνάρτηση. Επειδή η σταθερά δ

δεν είναι µιγαδική τιµή, αυτό το µέρος της εξίσωσης δεν µπορεί να αποφέρει σύνθετα
αποτελέσµατα.Εστιάζουµε λοιπόν στο δεύτερο µέρος που ονοµάσαµε x̂(t) . Αντικαθι-
στούµε τις σταθερές C1 και C2 µε αυτές που είναι γραµµένες σε πολική µορφή 4.21
και εφαρµόζουµε τον τύπο του Euler.
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x̂(t) = Ĉ1eiφ1eiωt + Ĉ2eiφ2e−iωt

= Ĉ1ei(φ1+ωt) + Ĉ2ei(φ2−ωt)

= Ĉ1cos(φ1 + ωt) + iĈ1sin(φ1 + ωt) + Ĉ2cos(φ2 − ωt) + iĈ2sin(φ2 − ωt)

= Ĉ1cos(φ1 + ωt) + Ĉ2cos(φ2 − ωt) + i
(
Ĉ1sin(φ1 + ωt) + Ĉ2sin(φ2 − ωt)

)
(4.22)

Στην εξίσωση 4.22 διαχωρίζονται πραγµατικά και ϕανταστικά µέρη της εξίσωσης. Μας
ενδιαφέρουν µόνο οι λύσεις για τις οποίες εξαφανίζεται το ϕανταστικό µέρος. Αυτό
συµβαίνει όταν ισχύουν τα εξής :

Ĉ1sin(φ1 + ωt) + Ĉ2sin(φ2 − ωt) = 0

Ĉ1sin(φ1 + ωt) = −Ĉ2sin(φ2 − ωt)

Ĉ1sin(φ1 + ωt) = Ĉ2sin(−φ2 + ωt) (4.23)

΄Ετσι το ϕανταστικό µέρος της εξίσωσης 4.20 εξαφανίζεται αν :

Ĉ1 = Ĉ2 , φ1 = −φ2 (4.24)

΄Η µε άλλα λόγια, οι σταθερές C1 και C2 πρέπει να είναι σύνθετες συζυγείς :

C1 = C∗2

Εισάγοντας την εξίσωση4.24 στο υπόλοιπο πραγµατικό µέρος της εξίσωσης4.22 λαµ-
ϐάνουµε για x̂(t):

x̂(t) = Ĉ1cos(φ1 + ωt) + Ĉ1cos(−φ1 − ωt)

= Ĉ1cos(φ1 + ωt) + Ĉ1cos(φ1 + ωt)

= 2Ĉ1cos(φ1 + ωt) (4.25)

Χρησιµοποιώντας την εξίσωση 4.25 στην εξίσωση 4.20 λαµβάνουµε τη λύση της διαφο-
ϱικής εξίσωσης για την υποκρίσιµη απόσβεση:

x(t) = e−δt
(
2Acos(φ + ωt)

)
(4.26)

Οι σταθερές Ĉ1 και φ1 έχουν µετονοµαστεί σε Α και ϕ αντίστοιχα, όπου Α είναι ένα
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πλάτος και ϕ η γωνία ϕάσης. Οι σταθερές µπορούν να υπολογιστούν από ένα δεδοµένο
σύνολο αρχικών συνθηκών, όπως:

x(0) = x0 ,
dx

dt
(0) = v0 (4.27)

Σχήµα 4.5: Underdamped case

Γραφική αναπαράσταση της γενικής αναλυτικής λύσης της υποκρίσιµης απόσβεσης.
Το διάγραµµα δείχνει την παραµόρφωση του εκκρεµούς µε την πάροδο του χρόνου για
τις αρχικές συνθήκες που έχουν οριστεί στο πλαϊνό πλαίσιο. Οι λεπτοµέρειες για τον
υπολογισµό των σταθερών του πιο πάνω γραφήµατος ϕαίνονται στον σύνδεσµο Wolfarm
Alpha.
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Κεφάλαιο 5

Επίλυση διαφορικής εξίσωσης

Αποσβενόµενου Αρµονικού

Ταλαντωτή µε χρήση PINNs

Σε αυτό το κεφάλαιο ϑα αναπτύξουµε τα κατάλληλα νευρωνικά δίκτυα και PINNs έτσι
ώστε να επιλύσουµε το πρόβληµα του αποσβενόµενου αρµονικού ταλαντωτή για την υ-
ποκρίσιµη απόσβεση. Η λέξη ’επίλυση’ ίσως δεν είναι η κατάλληλη για να περιγράψει τη
διαδικασία που ϑα ακολουθήσει, διότι τα νευρωνικά δίκτυα δεν επιλύουν προβλήµατα
αλλά τείνουν να ελαχιστοποιήσουν το σφάλµα εκτίµησης. ΄Οπως αναφέραµε και παρα-
πάνω για να εκπαιδευτεί ένα οποιοδήποτε νευρωνικό δίκτυο µε επίβλεψη είναι αναγκαίο
να υπάρχουν δεδοµένα εκπαίδευσης, µε άλλα λόγια δεδοµένα που οδηγούν το µοντέλο
από µία συγκεκριµένη είσοδο σε µία καθορισµένη έξοδο. Στη δική µας περίπτωση τα
δεδοµένα εκπαίδευσης δηµιουργήθηκαν από την παρακάτω διαδικασία :

1. Κατασκευή προσοµοιωτή ενός αρµονικού ταλαντωτή της υποκρίσιµης απόσβεσης
µε είσοδο τους παραµέτρους και σταθερές του ταλαντωτή (w0,d) καθώς και τις
χρονικές στιγµές t για τις οποίες ϑα παρατηρήσουµε την ταλάντωση. Για ευκολία
οι χρονικές στιγµές αυτές ϑα κρατούνται σε ένα διάνυσµα t, όπου t = [t1, t2, . . . , tN ]

2. Καταγραφή της ϑέσης x του ταλαντωτή για όλες τις χρονικές στιγµές t στο διάνυ-
σµα x = [x(t1), x(t2), . . . , x(tN )]. Το διάνυσµα x αποτελεί την επιθυµητή έξοδο του
µοντέλου µηχανικής µάθησης.

3. ∆ειγµατοληψία m χρονικών του διανύσµατος t, όπου m < N και αποθήκευση
αυτών στο διάνυσµα t′ = [t1, t2, . . . , tm]. Το διάνυσµα t′ αποτελεί την είσοδο στο
µοντέλο µηχανικής µάθησης.

Ουσιαστικά, τα δειγµατοληπτηµένα σηµεία t′ ϑα πρέπει να µας οδηγούν στην εκτίµηση
όλων των σηµείων ταλάντωσης x. Με άλλα λόγια το νευρωνικό δίκτυο ή το PINN ϑα
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κατασκευάσει µέσω εκπαίδευσης µια συνάρτηση που ϑα προβάλει τα δεδοµένα από τον
διανυσµατικό χώρο της εισόδου στο διανυσµατικό χώρο της εξόδου, προσπαθώντας να
ελαχιστοποιήσει το σφάλµα αυτής της προβολής. Τα πειράµατα που ϑα ακολουθήσουν
δείχνουν την απόδοση του απλού νευρωνικού δικτύου καθώς και του PINN, έχοντας ως
µετρική το Root Mean Square Error (RMSE).

RMSE =

√
1
N
ΣN

i=1(x ′i − xi)2 (5.1)

όπου x ′i οι εκτιµώµενες ϑέσεις του ταλαντωτή, όπου xi οι πραγµατικές ϑέσεις του τα-
λαντωτή. Το απλό νευρωνικό δίκτυο που χρησιµοποιήθηκε έχει την παρακάτω µορφή
:

t1

t2

tN

...
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1

h(1)
2

h(1)
3

h(1)
l

...

h(2)
1

h(2)
2

h(2)
3

h(2)
l
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h(3)
1

h(3)
2

h(3)
3

h(3)
l

...

x1

x2

xN

...

Είσοδος

Ενδιάµεσοι κόµβοι

΄Εξοδος

Σχήµα 5.1: Νευρωνικό δίκτυο πειραµάτων

Το l αντιπροσωπεύει τον αριθµό των κρυφών νευρώνων ανά στρώµα (hidden layes)
που στα δικά µας πειράµατα είναι ίσως µε τριάντα δύο, ενώ ο αριθµός των κρυφών
στρωµάτων ή ενδιάµεσων κόµβων είναι τρεις. Σε όλους του κόµβους χρησιµοποιήθηκε
η υπερβολική εφαπτοµένη ως συνάρτηση ενεργοποίησης εκτός του κόµβων εξόδου. Για
την υλοποίηση του νευρωνικού δικτύου έγινε χρήση της ϐιβλιοθήκης pytorch.

΄Οπως αναφέρθηκε και παραπάνω, σε προβλήµατα ϕυσικής τα PINN µπορούν να απο-
δειχθούν µια εξαιρετική προσέγγιση, διότι συνδυάζουν την πρότερη γνώση που έχει ο
επιστήµονας για το πρόβληµα της αρµονικής ταλάντωσης, όπως για παράδειγµα τη δια-
ϕορική εξίσωση που περιγράφει το ϕαινόµενο, µε την αποτελεσµατικότητα των νευρω-
νικών δικτύων. Τα PINN δεν είναι τίποτα άλλο από µία επέκταση των απλών νευρωνικών
δικτύων στον τρόπο µε τον οποίο υπολογίζεται το σφάλµα. Στα απλά νευρωνικά δίκτυα
το σφάλµα εκτίµησης υπολογίζεται από τη γεωµετρική απόσταση που έχει η εκτιµώµενη
από την πραγµατική τιµή. Τα PINN υπολογίζουν επιπλέον το σφάλµα που προκύπτει
αντικαθιστώντας τις τυχαίες µεταβλητές της διαφορικής εξίσωσης που περιγράφει το
πρόβληµα, µε τις εξόδους του νευρωνικού δικτύου. Για παράδειγµα, στην περίπτωση
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Σχήµα 5.2: PINN για την επίλυση του προβλήµατος της αποσβενώµενης αρµονικής
ταλάντωσης

της υποκρίσιµης αρµονικής ταλάντωσης η οµογενής διαφορική εξίσωση είναι ίση µε
το µηδέν. Αν οι εκτιµώµενη ϑέση του ταλαντωτή για µία δεδοµένη χρονική στιγµή δεν
οδηγεί το αποτέλεσµα της διαφορικής εξίσωσης σε µηδέν, τότε αυτό είναι µια χρήσιµη
πληροφορία που το PINN την εκµεταλλεύεται για τον καλύτερο υπολογισµό των ϐαρών
των νευρώνων. Τεχνικά µιλώντας, το ολικό σφάλµα του PINN είναι το άθροισµα του
RMSE του νευρωνικού δικτύου (σφάλµα εκτίµησης) και το σφάλµα που προκύπτει από
τη διαφορική εξίσωση όπως ϕαίνεται στο σχήµα 5.2. Το νευρωνικό δίκτυο που χρη-
σιµοποιήθηκε για την κατασκευή του PINN έχει τριάντα δύο νευρώνες σε κάθε κρυφό
στρώµα, ενώ ο αριθµός των κρυφών στρωµάτων είναι τρεις, όπως ϕαίνεται στην εικόνα
5.2. Σε όλους του κόµβους χρησιµοποιήθηκε η υπερβολική εφαπτοµένη ως συνάρτηση
ενεργοποίησης εκτός του κόµβων εξόδου. Για την υλοποίηση του PINN έγινε χρήση της
ϐιβλιοθήκης pytorch.
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5.0.1 Μονοβάθµιο πρόβληµα αρµονικού ταλαντωτή

Σε αυτό το κεφάλαιο ϑα µελετήσουµε την απόδοση του NN και του PINN στην πρόβλεψη
της ϑέσης ενός ελατηρίου σε συγκεκριµένες χρονικές στιγµές.

∆ΕΙΓΜΑΤΑ ΝΝ-RMSE (%) PINN-RMSE (%)
∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
0.3 sec / πρόβλεψη 1 sec 58.79 0.4552

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
0.75 sec / πρόβλεψη 2 sec 76.37 6.927

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
1.1 sec / πρόβλεψη 3 sec 30.12 17.13

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
1.5 sec / πρόβλεψη 4 sec 26.53 22.77

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
1.9 sec / πρόβλεψη 5 sec 21.24 12.62

Ο πίνακας συγκρίνει την απόδοση δύο διαφορετικών µοντέλων, ενός απλού νευρωνικού
δικτύου και ενός νευρωνικού δικτύου µε πληροφορία ϕυσικής (PINN), µε δέκα οµοι-
όµορφα κατανεµηµένα δείγµατα ως είσοδο. Η απόδοση του κάθε µοντέλου µετριέται
χρησιµοποιώντας το ποσοστιαίο RMSE.

Ο πίνακας παρουσιάζει τα αποτελέσµατα των µοντέλων σε πέντε διαφορετικά σετ δειγ-
µάτων, το καθένα µε διαφορετικό χρόνο πρόβλεψης. Για κάθε σύνολο δειγµάτων, το
RMSE του απλού νευρωνικού δικτύου είναι σηµαντικά υψηλότερο από αυτό του PINN.
Για παράδειγµα, όταν τα δείγµατα ϐρίσκονται στα πρώτα 0,3 δευτερόλεπτα και ο χρόνος
πρόβλεψης είναι 1 δευτερόλεπτο, το απλό νευρωνικό δίκτυο έχει RMSE 58,79%, ενώ
το PINN έχει RMSE µόνο 0,4552%. Οµοίως, όταν τα δείγµατα είναι στα πρώτα 1,9
δευτερόλεπτα και ο χρόνος πρόβλεψης είναι 5 δευτερόλεπτα, το απλό νευρωνικό δίκτυο
έχει RMSE 21,24%, ενώ το PINN έχει RMSE 12,62%. Γενικά, όσο µεγαλύτερο είναι
το χρονικό διάστηµα των παρατηρήσεων, τόσο χαµηλότερη είναι το RMSE των δύο µο-
ντέλων. Αυτό οφείλεται στο γεγονός ότι οι εκτιµήσεις των νευρωνικών δεν είναι ακριβής
σε περιοχές που δεν υπάρχουν δείγµατα.

Συνολικά, αυτά τα αποτελέσµατα δείχνουν ότι το µοντέλο PINN είναι σηµαντικά πιο
ακριβές από το απλό νευρωνικό δίκτυο στην πρόβλεψη των αποτελεσµάτων των δειγ-
µάτων, ανεξάρτητα από το χρόνο πρόβλεψης. Αυτό υποδηλώνει ότι το µοντέλο PINN
είναι σε ϑέση να ενσωµατώσει καλύτερα τη γνώση των υποκείµενων ϕυσικών αρχών που
διέπουν το σύστηµα που µοντελοποιείται, οδηγώντας σε πιο ακριβείς προβλέψεις.
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του NN για πρόβλεψη 1
δευτερολέπτου

Σχήµα 5.3: Neural Network, Training step=500, Prediction period=1 sec

Σχήµα 5.4: Neural Network, Training step=1000, Prediction period=1 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του NN για πρόβλεψη 3
δευτερολέπτων

Σχήµα 5.5: Neural Network, Training step=500, Prediction period=3 sec

Σχήµα 5.6: Neural Network, Training step=1000, Prediction period=3 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του NN για πρόβλεψη 5
δευτερολέπτων

Σχήµα 5.7: Neural Network, Training step=500, Prediction period=5 sec

Σχήµα 5.8: Neural Network, Training step=1000, Prediction period=5 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του PINN για πρόβλεψη 1
δευτερολέπτου

Σχήµα 5.9: PINN, Training step=6000, Prediction period=1 sec

Σχήµα 5.10: PINN, Training step=12000, Prediction period=1 sec

Σχήµα 5.11: PINN, Training step=18000, Prediction period=1 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του PINN για πρόβλεψη 3
δευτερολέπτων

Σχήµα 5.12: PINN, Training step=6000, Prediction period=3 sec

Σχήµα 5.13: PINN, Training step=12000, Prediction period=3 sec

Σχήµα 5.14: PINN, Training step=18000, Prediction period=3 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του PINN για πρόβλεψη 5
δευτερολέπτων

Σχήµα 5.15: PINN, Training step=6000, Prediction period=5 sec

Σχήµα 5.16: PINN, Training step=12000, Prediction period=5 sec

Σχήµα 5.17: PINN, Training step=18000, Prediction period=5 sec
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5.0.2 Πολυβάθµιο πρόβληµα αρµονικού ταλαντωτή

Σε αυτό το πρόβληµα, η έξοδος των µοντέλων είναι η ϑέση τεσσάρων ανεξάρτητων αρ-
µονικών ταλαντωτών. Οι τέσσερις ταλαντωτές έχουν διαφορετικές παραµέτρους, µε τον
πρώτο ταλαντωτή να έχει λόγο απόσβεσης δ = 1 και συχνότητα w0 = 15, τον δεύτερο
ταλαντωτή να έχει δ = 1 και w0 = 10, τον τρίτο ταλαντωτή να έχει δ = 0,9 και w0 = 5,
και τέταρτος ταλαντωτής που έχει δ = 0,1 και w0 = 5. Αυτό σηµαίνει ότι το νευρωνικό
δίκτυο και το PINN πρέπει να µάθουν να προβλέπουν τη ϑέση κάθε ταλαντωτή ξεχω-
ϱιστά, µε ϐάση το χρόνο εισόδου και τις εσωτερικές παραµέτρους του µοντέλου. Αυτό
ϑέτει ένα πιο δύσκολο πρόβληµα σε σύγκριση µε την πρόβλεψη της ϑέσης ενός µεµο-
νωµένου ταλαντωτή, καθώς το νευρωνικό δίκτυο πρέπει να είναι σε ϑέση να καταγράφει
µε ακρίβεια τη διακριτή δυναµική κάθε ταλαντωτή µε τις µοναδικές του παραµέτρους.
Επιπροσθέτως, Επειδή οι ταλαντωτές είναι ανεξάρτητοι και δεν αλληλεπιδρούν µεταξύ
τους, το νευρωνικό δίκτυο πρέπει να µπορεί να γενικεύει τις προβλέψεις του σε νέους
συνδυασµούς παραµέτρων ταλαντωτή. Συνολικά, αυτό το πολυδιάστατο πρόβληµα α-
παιτεί από το νευρωνικό δίκτυο να έχει την ικανότητα να συλλαµβάνει πολύπλοκες
δυναµικές και να γενικεύει σε νέες καταστάσεις, οι οποίες µπορεί να είναι προκλητικές
για τα παραδοσιακά NN.

Για να απεικονίσουµε την ακρίβεια πρόβλεψης των µοντέλων νευρωνικών δικτύων, πα-
ϱουσιάζουµε 2 εικόνες που απεικονίζουν την εκτίµηση της ϑέσης για κάθε ταλαντωτή
από το απλό νευρωνικό δίκτυο στα ϐήµατα εκπαίδευσης 500 και 1000. Αυτές οι εικόνες
µας επιτρέπουν να δούµε πώς το νευρωνικό δίκτυο είναι σε ϑέση να χρησιµοποιήσει τα
δεδοµένα εκπαίδευσης και προβλέψει τη ϑέση των ταλαντωτών σε διαφορετικές χρονικές
κλίµακες. Επιπλέον, παρουσιάζουµε τέσσερις εικόνες που απεικονίζουν την εκτίµηση
της ϑέσης για κάθε ταλαντωτή από το PINN στα ϐήµατα εκπαίδευσης 10000, 40000
και 80000. Αυτές οι εικόνες παρέχουν πληροφορίες για τη µακροπρόθεσµη ακρίβεια
πρόβλεψης του PINN, καθώς και την ικανότητά του να αποτυπώνει τη ϑέση των ταλα-
ντωτών.
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του πολυβάθµιου NN για
πρόβλεψη 1 δευτερολέπτου

(αʹ) Neural Network, Training step=80000,
Prediction period=1 sec

(ϐʹ) PINN, Training step=80000, Prediction
period=1 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του πολυβάθµιου NN για
πρόβλεψη 2 δευτερολέπτων

(αʹ) Neural Network, Training step=80000,
Prediction period=2 sec

(ϐʹ) PINN, Training step=80000, Prediction
period=2 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του πολυβάθµιου NN για
πρόβλεψη 3 δευτερολέπτων

(αʹ) Neural Network, Training step=80000,
Prediction period=3 sec

(ϐʹ) PINN, Training step=80000, Prediction
period=3 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του πολυβάθµιου NN για
πρόβλεψη 4 δευτερολέπτων

(αʹ) Neural Network, Training step=80000,
Prediction period=4 sec

(ϐʹ) PINN, Training step=80000, Prediction
period=4 sec
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Τα παρακάτω γραφήµατα δείχνουν την πορεία εκπαίδευσης του πολυβάθµιου NN για
πρόβλεψη 5 δευτερολέπτων

(αʹ) Neural Network, Training step=80000,
Prediction period=5 sec

(ϐʹ) PINN, Training step=80000, Prediction
period=5 sec
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∆ΕΙΓΜΑΤΑ NN-RMSE (%) PINN-RMSE (%)
∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
0.3 sec / πρόβλεψη 1 sec 50.02 0.2791

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
0.75 sec / πρόβλεψη 2 sec 52.07 0.3182

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
1.1 sec / πρόβλεψη 3 sec 59.8 24.54

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
1.5 sec / πρόβλεψη 4 sec 106.1 22.15

∆έκα ισοκαταµεµηµένα δείγµατα στα πρώτα
1.9 sec / πρόβλεψη 5 sec 62.52 14.64

Αυτός ο πίνακας δείχνει τα αποτελέσµατα δύο διαφορετικών µοντέλων, ενός απλού νευ-
ϱωνικού δικτύου και ενός νευρωνικού δικτύου µε πληροφορίες ϕυσικής PINN για τον
υπολογισµό της ϑέσης 4 διαφορετικών ελατηρίων. Τα δείγµατα που αναλύθηκαν είναι
δείγµατα οµοιόµορφα κατανεµηµένα µέσα στα πρώτα 0,3, 0,75, 1,1, 1,5, 1,9 δευτε-
ϱόλεπτα παρατηρήσεων και η πρόβλεψη των µοντέλων είναι για µεγαλύτερο χρονικό
διάστηµα (1, 2, 3, 4, 5 δευτερόλεπτα αντίστοιχα). Το πεδίο ¨NN-RMSE¨ δείχνει την α-
κρίβεια του απλού νευρωνικού δικτύου και το πεδίο ¨PINN-RMSE¨ δείχνει την ακρίβεια
του νευρωνικού δικτύου µε πληροφορίες ϕυσικής. Η ακρίβεια µετράται χρησιµοποι-
ώντας το RMSE (Root Mean Squared Error), µια µέτρηση που µετρά τον µέσο όρο των
διαφορών στο τετράγωνο µεταξύ των προβλεπόµενων και των πραγµατικών τιµών.

Μπορούµε να δούµε ότι, γενικά, το νευρωνικό δίκτυο µε πληροφορία ϕυσικής έχει
µεγαλύτερη ακρίβεια από το απλό νευρωνικό δίκτυο. Αυτό είναι ιδιαίτερα εµφανές
στα δείγµατα µε παρατηρήσεις έως 0,75 δευτερόλεπτα και 1,1 δευτερόλεπτα, όπου το
νευρωνικό δίκτυο µε πληροφορία ϕυσικής έχει µηδενικό ή πολύ χαµηλό RMSE, ενώ το
απλό νευρωνικό δίκτυο έχει υψηλό RMSE. Γενικά, όσο αυξάνεται η χρονική περίοδος
των παρατηρήσεων, το RMSE και των δύο µοντέλων µειώνεται. Αυτό οφείλεται στο ότι
καθώς έχουµε περισσότερες πληροφορίες για τη διαδικασία που προβλέπουµε, γίνεται
ευκολότερο να προβλέψουµε το µέλλον.

Συνολικά, ϕαίνεται ότι το νευρωνικό δίκτυο µε πληροφορίες ϕυσικής αποδίδει σηµα-
ντικά καλύτερα από το απλό νευρωνικό δίκτυο, ιδιαίτερα για µικρότερες χρονικές πε-
ϱιόδους παρατηρήσεων. Το νευρωνικό δίκτυο που ενηµερώνεται για τη ϕυσική είναι σε
ϑέση να κάνει καλύτερες προβλέψεις επειδή λαµβάνει υπόψη ϕυσικούς περιορισµούς
και νόµους, οι οποίοι µπορεί να κάνουν τις προβλέψεις πιο ακριβείς. Από την άλλη
πλευρά, το απλό νευρωνικό δίκτυο µπορεί να είναι περιορισµένο στην ικανότητά του
να κάνει ακριβείς προβλέψεις επειδή δε λαµβάνει υπόψη ϕυσικούς περιορισµούς και
νόµους. Αξίζει επίσης να σηµειωθεί ότι υπάρχει σηµαντική διαφορά στο RMSE των δύο
µοντέλων για τα δείγµατα µε παρατηρήσεις έως 1,5 δευτερόλεπτο και 1,9 δευτερόλε-
πτα. Σε αυτές τις περιπτώσεις, το απλό νευρωνικό δίκτυο έχει πολύ χαµηλότερο RMSE
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από το νευρωνικό δίκτυο µε πληροφορίες ϕυσικής. Αυτό οφείλεται στην αύξηση της
πολυπλοκότητα του προβλήµατος που επιλύεται.

Συµπερασµατικά, το νευρωνικό δίκτυο µε πληροφορίες ϕυσικής αποδίδει σηµαντικά
καλύτερα από το απλό νευρωνικό δίκτυο για µικρότερες χρονικές περιόδους παρατη-
ϱήσεων, αλλά υπάρχει µια αξιοσηµείωτη διαφορά στο RMSE για µεγαλύτερες χρονικές
περιόδους. Συνολικά, αυτά τα αποτελέσµατα υποδηλώνουν ότι το νευρωνικό δίκτυο
που ενηµερώνεται για τη ϕυσική µπορεί να είναι µια πολλά υποσχόµενη προσέγγιση
για την πρόβλεψη ορισµένων τύπων διεργασιών, ιδιαίτερα εκείνων που υπόκεινται σε
ϕυσικούς περιορισµούς και νόµους.
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Κεφάλαιο 6

Μελλοντική εργασία

Στη διατριβή µας, έχουµε εξετάσει την απόδοση των PINNs και απλών νευρωνικών
δικτύων για την πρόβλεψη της ϑέσης ενός αρµονικού ταλαντωτή. Ενώ τα αποτελέσµατά
µας έχουν δείξει ότι τα PINNs υπερτερούν των απλών νευρωνικών δικτύων, υπάρχει
ακόµα πολλή δουλειά που πρέπει να γίνει σε αυτόν τον τοµέα.

Μια περιοχή για µελλοντική έρευνα είναι η επέκταση της ανάλυσής µας για να περι-
λάβει πιο περίπλοκα και ϱεαλιστικά σενάρια. Για παράδειγµα, ϑα ήταν ενδιαφέρον να
διερευνήσουµε πώς λειτουργούν τα PINNs όταν τα δεδοµένα εισόδου είναι ϑορυβώδη ή
όταν το σύστηµα που µοντελοποιείται είναι υπό την επίδραση εξωτερικών διαταραχών ή
αβεβαιοτήτων.

Μια άλλη κατεύθυνση για µελλοντική έρευνα είναι η εξερεύνηση του δυναµικού των
PINNs για άλλους τύπους ϕυσικών συστηµάτων. Η χρήση των PINNs ϑα µπορούσε να
είναι χρήσιµη σε πεδία όπως η µηχανική των ϱευστών, η ηλεκτροµαγνητική και η κβα-
ντοφυσική, όπου οι αναλυτικές λύσεις είναι δυσκολότερες ή αδύνατες να ϐρεθούν.

Επιπλέον, µια άλλη πιθανή κατεύθυνση είναι η εξέταση της απόδοσης των PINNs σε
προβλήµατα πολλαπλών ϕυσικών παραµέτρων. Αυτό µπορεί να επιτευχθεί µε την α-
νάπτυξη µιας µεθόδου που επιτρέπει την αποτελεσµατική παρακολούθηση πολλών µε-
ταβλητών εξόδου ταυτόχρονα.

Συνολικά, οι προτεινόµενες κατευθύνσεις µελλοντικής έρευνας ϑα µπορούσαν να ϐοη-
ϑήσουν στη ϐελτίωση της κατανόησης των PINNs και στην εξέταση της απόδοσής τους
σε διαφορετικά περιβάλλοντα και προβλήµατα.
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Παράρτηµα Αʹ

Ακρωνύµια και συντοµογραφίες

NN Neural Network

PINN Physical Informed Neural Network

RMSE Root Mean Square Error

PDE Partial Deferential Equations

ΤΝ∆ Τεχνητά Νευρωνικά ∆ίκτυα
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