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ΚΕΦΑΛΑΙΟ 1:  ΕΠΕΞΕΡΓΑΣΙΑ, ΑΝΑΛΥΣΗ ΚΑΙ 

ΤΜΗΜΑΤΟΠΟΙΗΣΗ ΕΙΚΟΝΑΣ 

1.1 ΒΑΣΙΚΑ ΒΗΜΑΤΑ ΣΤΗΝ ΕΠΕΞΕΡΓΑΣΙΑ ΕΙΚΟΝΑΣ 

Η ψηφιακή επεξεργασία εικόνας (Digital Image Processing) είναι το µέσο εκείνο µε 

το οποίο περνάµε από την περιοχή ενός προβλήµατος (problem domain),που φυσικά 

σχετίζεται µε εικόνα, στο τελικό αποτέλεσµα (βλ. σχήµα 1.1). Για παράδειγµα ας 

θεωρήσουµε το πρόβληµα της αυτόµατης ανάγνωσης διευθύνσεων πάνω σε φακέλους. 

Στην περίπτωση αυτή, η περιοχή του προβλήµατος µας είναι οι φάκελοι µε τις 

διευθύνσεις, και ο σκοπός είναι η ανάγνωση των διευθύνσεων που βρίσκονται πάνω 

στους φακέλους, τον οποίο βέβαια θα πετύχουµε µε την βοήθεια της ψηφιακής 

επεξεργασίας εικόνας. Οπότε, η επιθυµητή έξοδος (αποτέλεσµα) σ� αυτή την περίπτωση 

είναι µία σειρά από αλφαριθµητικούς χαρακτήρες (δηλαδή οι διευθύνσεις πάνω στους 

φακέλους).  
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Σχήµα 1.1  Βασικά βήµατα στην επεξεργασία εικόνας. 
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Στο σχήµα 1.1 βλέπουµε τα βασικά βήµατα της επεξεργασίας εικόνας [1].  Το πρώτο 

βήµα είναι η απόκτηση της εικόνας (Image acquisition). Αυτό απαιτεί την ύπαρξη 

αισθητηρίου εικόνας (imaging sensor) και τη δυνατότητα της ψηφιοποίησης του σήµατος 

που παίρνουµε από το αισθητήριο. Αφού λοιπόν  πάρουµε σε ψηφιακή µορφή την εικόνα 

την οποία θέλουµε,  το επόµενο βήµα έχει να κάνει µε την προεπεξεργασία της εικόνας 

(Image Preprocessing).  Η βασική λειτουργία της  προεπεξεργασίας είναι να βελτιώσει 

την εικόνα την οποία έχουµε πάρει, χρησιµοποιώντας τεχνικές τόνωσης της εικόνας 

(Image enhancement), αφαίρεσης του θορύβου κλπ.  Τα δύο πρώτα βήµατα, όπως 

φαίνεται και από το σχήµα 1.1, ανήκουν στο χαµηλό επίπεδο επεξεργασίας (Low level 

processing).  

Το επόµενο βήµα, το οποίο και µας αφορά περισσότερο, ασχολείται µε την 

τµηµατοποίηση της εικόνας (Image segmentation). Λέγοντας τµηµατοποίηση εννοούµε 

τον χωρισµό της εικόνας στα τµήµατα ή αντικείµενα από τα οποία αποτελείται. Γενικά, η 

τµηµατοποίηση είναι ένα από τα δυσκολότερα κοµµάτια της ψηφιακής επεξεργασίας 

εικόνας. Μία καλή διαδικασία τµηµατοποίησης συµβάλλει αποφασιστικά στην επίλυση 

ενός προβλήµατος εικόνας. Από την άλλη όµως, ένας προβληµατικός αλγόριθµος για 

segmentation µπορεί σχεδόν πάντα να εγγυηθεί αποτυχία στο τελικό αποτέλεσµα. 

Αναλυτικότερα για το πρόβληµα του segmentation, τις µεθόδους που έχουν κατά καιρούς 

προταθεί και τα αποτελέσµατα στα οποία αυτές οδηγούν, θα αναφερθούµε στο κεφάλαιο 

που ακολουθεί.  

Η έξοδος (το αποτέλεσµα) της διαδικασίας του segmentation είναι συνήθως 

ακατέργαστα δεδοµένα υπό τη µορφή pixels, τα οποία αποτελούν είτε τα σύνορα των 

περιοχών της εικόνας είτε ολόκληρο το εσωτερικό των περιοχών της εικόνας. Όµως σε 

κάθε περίπτωση είναι απαραίτητη η µετατροπή των δεδοµένων σε µία µορφή κατάλληλη 

για επεξεργασία από υπολογιστή. Περάσαµε δηλαδή στη φάση της αναπαράστασης και 

της περιγραφής των αντικειµένων της εικόνας, η οποία έχει να κάνει µε τον τρόπο 

αναπαράστασης των δεδοµένων του segmentation (αν δηλαδή θα αναπαριστούν σύνορα 

περιοχών ή τις ίδιες τις περιοχές) και την περιγραφή τους (σύµφωνα µε την οποία θα 

είµαστε σε θέση να πούµε σε ποια κλάση αντικειµένων ανήκει το συγκεκριµένο). Τα 

στάδια της τµηµατοποίησης, της αναπαράστασης και της περιγραφής ανήκουν, σύµφωνα 

µε το σχήµα, στο ενδιάµεσο επίπεδο επεξεργασίας.  
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Το τελευταίο βήµα του σχήµατος περιλαµβάνει την αναγνώριση και τη µετάφραση. 

Αναγνώριση είναι η διαδικασία µε την οποία αποδίδουµε ένα χαρακτηρισµό (label) σε 

ένα αντικείµενο σύµφωνα πάντα µε την πληροφορία την οποία έχουµε από το 

προηγούµενο στάδιο. Μετάφραση είναι η διαδικασία µε την οποία αποδίδουµε νόηµα σε 

ένα σύνολο από αναγνωρισµένα αντικείµενα. Τα δύο αυτά τελευταία στάδια ανήκουν (βλ. 

σχήµα) στο υψηλο επίπεδο επεξεργασίας. Τέλος, όπως φαίνεται από το σχήµα, όλα τα 

προηγούµενα στάδια αλληλεπιδρούν µε τη βάδη δεδοµένων του συστήµατος 

επεξεργασίας εικόνας µε την οποία ανταλλάσουν πληροφορίες,για την γρηγορότερη και 

ακριβέστερη προσέγγιση του τελικού αποτελέσµατος.  

 

1.2 ΤΕΧΝΗΤΗ ΟΡΑΣΗ 

Ο απώτερος σκοπός ενός µεγάλου αριθµού εφαρµογών επεξεργασία εικόνας είναι η 

εξαγωγή σηµαντικών χαρακτηριστικών από δεδοµένα εικόνας των οποίων η περιγραφή 

(description), µετάφραση (interpretation) και κατανόηση (understanding) µπορεί να γίνει 

κατόπιν από µία µηχανή. Για παράδειγµα, ένα σύστηµα τεχνητής όρασης(computer vision 

system) µπορεί να διαχωρίσει τα κοµµάτια σε µία γραµµή παραγωγής και να τα 

ταξινοµήσει ανάλογα µε τα χαρακτηριστικά τους (όπως το µέγεθος, το σχήµα κλπ).  Πιο 

εξελιγµένα συστήµατα τεχνητής όρασης µπορούν να µεταφράσουν τα αποτελέσµατα των 

αναλύσεων, να περιγράψουν τα διάφορα αντικείµενα και να βρουν τις σχέσεις τους µέσα 

στη σκηνή. Κατά αυτή την έννοια η ανάλυση της εικόνας (Image Analysis) είναι 

διαφορετική από άλλες λειτουργίες επεξεργασίας εικόνες όπως ανακατασκευή 

(restoration), τόνωση (enhancement) και κωδικοποίηση (coding). Η Ανάλυση Εικόνας 

(Image Analysis) βασικά περιλαµβάνει την εξαγωγή χαρακτηριστικών (feature 

extraction), την τµηµατοποίηση (segmentation), και την ταξινόµηση (classification).  

Σε ένα σύστηµα τεχνητής όρασης [3] όπως αυτό του σχήµατος 1.2, η εικόνα που 

δίνουµε σαν είσοδο, πρώτα θα υποστεί µία επεξεργασία η οποία προφανώς περιλαµβάνει 

ανακατασκευή ή τόνωση έτσι ώστε να αποκτήσουµε µία καλή αναπαράσταση της 

εικόνας. Κατόπιν, εφαρµόζοντας τεχνικές τµηµατοποίησης (segmentation), προσπαθούµε 

να εξάγουµε κάποια χαρακτηριστικά της εικόνας που συνήθως είναι κάποια 

περιγράµµατα ή αντικείµενα. Έπειτα, η τµηµατοποιηµένη εικόνα τροφοδοτείται σε ένα 

ταξινονοµητή ενός συστήµατος κατανόησης (image understanding system).  
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Σχήµα 1.2  Ένα σύστηµα τεχνητής όρασης. 

 

Με την ταξινόµηση οι περιοχές και τα τµήµατα της εικόνας αντιστοιχίζονται σε 

αντικείµενα στα οποία προσδίδονται και ονόµατα (labels). Αυτό δηλαδή που κάνει ένα 

σύστηµα ταξινόµησης, είναι να καθορίζει τις σχέσεις ανάµεσα σε διαφορετικά 

αντικείµενα σε µία σκηνή µε σκοπό να µας δώσει την περιγραφή τους. Στο σχήµα 1.2, 

µπορούµε να δούµε πια είναι η θέση της τµηµατοποίησης της εικόνας (Image 

Segmentation) σε ένα σύστηµα τεχνητής όρασης και ποια η σχέση της µε την διαδικασία 

της ανάλυσης της εικόνας (Image Analysis). Βλέπουµε δηλαδή ότι το κοµµάτι του 

segmentation, το οποίο είναι και αυτό που µας αφορά, αποτελεί µέρος της διαδικασίας 

της ανάλυσης της εικόνας η οποία µε τη σειρά της αποτελεί το πρώτο κοµµάτι ενός 

συτήµατος  τεχνητής όρασης.  

 

1.3 ΠΕΡΙΓΡΑΦΗ ΤΗΣ ∆ΙΠΛΩΜΑΤΙΚΗΣ ΕΡΓΑΣΙΑΣ 

Η συγκεκριµένη διπλωµατική εργασία µελετά τεχνικές τµηµατοποίησης εικόνας. 

Παρουσιάζονται κάποιες τεχνικές τµηµατοποίησης οι οποίες είναι παρµένες από κάποιες 

πρόσφατες αναφορές. Πρώτα, υλοποιώντας τις τεχνικές αυτές διαπιστώσαµε την πολύ 

καλή τους απόδοση, και κατόπιν, παρεµβαίνοντας στις τεχνικές αυτές τροποποιώντας ή 

προσθέτοντας κάποια επιπλεόν ιδέα στη λειτουργία των αλγορίθµων, µελετήσαµε και 

συγκρίναµε τα τελικά αποτελέσµατα. Μάλιστα σε κάποιες περιπτώσεις πετύχαµε 

βελτίωση ως προς το τελικό αποτέλεσµα, καθώς καταφέραµε να προσαρµόσουµε τον 
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αλγόριθµο στα µέτρα µας και να εντοπίσουµε περιοχές στην εικόνα για τις οποίες 

πραγµατικά ενδιαφερόµασταν.  

Ωστόσο, η µεγαλύτερη συµβολή µας στην περιοχή της τµηµατοποίησης και 

γενικότερα της επεξεργασίας εικόνας,  µπορεί να θεωρηθεί η προσπάθεια που έγινε για 

εφαρµογή της τµηµατοποίησης στο πεδίο του wavelet, προσπάθεια που σε κάποιες 

περιπτώσεις έδωσε ικανοποιητικά αποτελέσµατα και αν µη τι άλλο έδειξε ότι το 

συγκεκριµένο πεδίο είναι πολλά υποσχόµενο και στον τοµέα της τµηµατοποίησης 

εικόνας.  

Στα επόµενα κεφάλαια θα µελετήσουµε κάποιους αλγορίθµους για τµηµατοποίηση 

εικόνας, θα προτείνουµε κάποιους καινούριους και εφαρµόζοντας τους πάνω σε 

πραγµατικές εικόνες θα συγκρίνουµε και θα σχολιάζουµε τα εκάστοτε αποτελέσµατα. 

Στα σηµεία εκείνα στα οποία κρίθηκε ότι ήταν απαρίτητο, παρουσιάζουµε κάποια 

θεωρητικά κοµµάτια, τα οποία σκοπό έχουν να διευκολύνουν την οµαλή µετάβαση του 

αναγνώστη στα πιο εξειδικευµένα κοµµάτια που θα ακολουθήσουν. Ας γίνουµε όµως πιο 

συγκεκριµένοι.  

 Ήδη στο παρόν κεφάλαιο (Κεφάλαιο 1), προσδιορίσαµε το πρόβληµα του 

�segmentation� σαν ένα βασικό αλλά δύσκολο βήµα (στάδιο) στην επεξεργασία εικόνας. 

Στο Κεφάλαιο 2 θα παρουσιάσουµε κάποιες γενικές κατηγορίες segmentation και θα 

δούµε κάποιες µεθόδους από κάθε κατηγορία. Στο Κεφάλαιο 3 θα παρουσιάσουµε ένα 

αλγόριθµο για ανίχνευση ακµών σε µία εικόνα, ενώ στο Κεφάλαιο 4 θα παρουσιάσουµε 

ένα αλγόριθµο για ανίχνευση των βασικών περιοχών σε µία εικόνα (clustering algorithm). 

Στο Κεφάλαιο 5 θα κάνουµε µία εισαγωγή στο πεδίο του wavelet, ενώ στο Κεφάλαιο 6 

θα δούµε την εφαρµογή του clustering αλγόριθµου στο πεδίο του wavelet και θα 

προτείνουµε µία εναλλακτική µέθοδο για Image Segmentation της οποίας τα 

αποτελέσµατα θα µελετήσουµε και θα σχολιάσουµε. Στο τελευταίο κεφάλαιο 

(Κεφάλαιο 7), θα παρουσιάσουµε τα  συµπεράσµατα στα οποία καταλήξαµε µετά το 

πέρας της εργασίας αυτής και θα προτείνουµε κάποιες ιδέες για µελλοντική εξέλιξη της 

εργασίας.  
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ΚΕΦΑΛΑΙΟ 2:  ΤΕΧΝΙΚΕΣ ΤΜΗΜΑΤΟΠΟΙΗΣΗΣ 

Στο κεφάλαιο αυτό θα παρουσιάσουµε µερικές βασικές κατηγορίες µεθόδων για 

τµηµατοποίηση εικόνας [1]. Από κάθε κατηγορία θα παρουσιάσουµε τις βασικότερες 

µεθόδους, θα εξηγήσουµε τον τρόπο λειτουργίας τους, χωρίς ωστόσο να περάσουµε σε 

πολλές λεπτοµέρειες, µιας και οι µέθοδοι αυτοί  µας ενδιαφέρουν πιο πολύ για 

συγκρίσεις. 

 

2.1 ΕΙΣΑΓΩΓΗ 

Όπως είδαµε και στο Κεφάλαιο 1, µετά την προεπεξεργασία της εικόνας, το επόµενο 

βήµα στη διαδικασία της ανάλυσης της εικόνας, είναι η τµηµατοποίησή της 

(segmentation). Η τµηµατοποίηση διαιρεί την εικόνα στα κοµµάτια (ή αντικείµενα) τα 

οποία την αποτελούν. Ο βαθµός στον οποίο αυτή η υποδιαίρεση προχωρά, εξατάται από 

τις απαιτήσεις του εκάστοτε προβλήµατος. Γενικά το segmentation πρέπει να σταµατά 

όταν τα αντικείµενα �που ενδιαφέρουν� σε µία εικόνα έχουν αποµονωθεί (ανιχνευθεί).  

Γενικά, η διαδικασία του segmentation είναι ένα από τα δυσκολότερα βήµατα στην 

επεξεργασία εικόνας. Είναι το βήµα που θα καθορίσει, στο µεγαλύτερο ποσοστό, την 

τελική επιτυχία ή αποτυχία της ανάλυσης. Γι� αυτό, πρέπει να δίνεται ιδιαίτερη προσοχή, 

ώστε τα αποτελέσµατα του segmentation να είναι τα καλύτερα δυνατά, πράγµα το οποίο 

δεν εξαρτάται µόνο από τη σχεδίαση ενός καλού αλγορίθµου για segmentation αλλά και 

από την εκτέλεση των προηγούµενων του segmentation βηµάτων και από τις συνθήκες 

κάτω από τις οποίες θα εφαρµοστεί το segmentation.  

Οι αλγόριθµοι για segmentation µονόγχρωµων εικονών χωρίζονται γενικά σε δύο 

κατηγορίες: η πρώτη βασίζεται στην ιδιότητα της ασυνέχειας των τιµών του gray-level 

και η δεύτερη στην ιδιότητα της οµοιότητας των τιµών αυτών. Στην πρώτη κατηγορία, η 

ιδεά είναι να χωρίσουµε την εικόνα βασιζόµενοι σε απότοµες αλλαγές του gray-level. 

Βασικές µέθοδοι που ανήκουν στην κατηγορία αυτή, έχουν να κάνουν µε την ανίχνευση 

αποµονωµένων σηµείων, την ανίχνευση γραµµών και γενικότερα την ανίχνευση ακµών 

σε µία εικόνα. Στη δεύτερη κατηγορία η ιδέα είναι να οµαδοποιήσουµε γειτονικά pixels 
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µε παρόµοιο gray-level. Οι βασικές µέθοδοι της κατηγορίας αυτής έχουν να κάνουν µε τις 

τεχνικές thresholding, region growing, και region splitting and meging.  

Η ιδέα της τµηµατοποίησης της εικόνας µε βάση την ασυνέχεια ή την οµοιότητα των 

τιµών του gray-level (των pixels της εικόνας), βρίσκει εφαρµογή τόσο σε στατικές όσο 

και σε δυναµικές (time varying) εικόνες. Εµείς όµως, στο κεφάλαιο αυτό (όπως και στα 

επόµενα), θα ασχοληθούµε µόνο µε την περίπτωση των στατικών εικονών.  

 

2.2 ΑΝΙΧΝΕΥΣΗ ΑΣΥΝΕΧΕΙΩΝ 

Στην παράγραφο αυτή παρουσιάζουµε κάποιες τεχνικές για ανίχνευση των τριών 

βασικών τύπων ασυνεχειών σε µία εικόνα: τα σηµεία, τις γραµµές και τις ακµές. Στην 

πράξη ο πιο συνηθισµένος τρόπος να ψάξεις για ασυνέχειες είναι µέσω µίας µάσκας την 

οποία εφαρµόζεις στην εικόνα. Για παράδειγµα, χρησιµοποιώντας τη µάσκα 

 

 

 

 

 

και εφαρµόζοντας την σε κάθε σηµείο της εικόνας (συνήθως κεντράρουµε τη µάσκα στο 

σηµείο που µας ενδιαφέρει), η απόκριση της µάσκας είναι το άθροισµα R: 

                                                

R w z w z w z

w zi i
i

= + + +

=
=
∑

1 1 2 2 9 9

1

9

. . .

                                  (2.1)           

όπου  zi  είναι το gray level του pixel που σχετίζεται µε το συντελεστή µάσκας wi .  

 

2.2.1 Ανίχνευση σηµείου. 

Η ανίχνευση �αποµονωµένων� σηµείων (σηµείων δηλαδή που είναι διαφορετικά από 

ένα σταθερό background) είναι αρκετά απλή και συνήθως γίνεται εφαρµόζοντας τη 

w1 w2 w3 

w4 w5 w6 

w7 w8 w9 
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µάσκα του σχήµατος 2.1 στην εικόνα µας, οπότε λέµε ότι ένα σηµείο έχει αποµονωθεί 

όταν η απόκριση R της µάσκας στο σηµείο αυτό είναι 

|R| > T 

όπου Τ είναι ένα µη αρνητικό κατώφλι το οποίο καθορίζει το είδος των σηµείων που θα 

ανιχνέυσουµε (όσο πιο µικρό είναι το κατώφλι τόσο πιο �αποµονωµένο� θα πρέπει να 

είναι το σηµείο για ανιχνευθεί). Βασικά, η ιδέα είναι ότι το gray level ενός 

�αποµονωµένου� σηµείου θα είναι διαφορετικό από αυτό των γειτόνων του και αυτό 

ακριβώς θεωρεί το συγκεκριµένο φίλτρο το οποίο βλέπουµε ότι έχει µεγάλο και θετικό 

συντελεστή για το κεντρικό σηµείο ( 8 ) και µικρούς και αρνητικούς συντελεστές για 

τους γειτονες ( -1 ). 

 

 

  

 

Σχήµα 2.1  Η µάσκα που χρησιµοποιούµε για την ανίχνευση �αποµονωµένων� σηµείων 

σε µία εικόνα.  

 

2.2.2 Ανίχνευση γραµµών. 

Το επόµενο επίπεδο πολυπλοκότητας αφορά την ανίχνευση γραµµών σε µία εικόνα. 

Ας θεωρήσουµε το σχήµα της επόµενης σελίδας (σχ. 2.2) στο οποίο βλέπουµε τέσσερις 

διαφορετικές  µάσκες.   Αν µετακινούσαµε (εφαρµόζαµε)  την  πρώτη µάσκα  µέσα  στην  

  Οριζόντια     +450              κάθετη     -450 

Σχήµα 2.2  Μάσκες ανίχνευσης γραµµών διαφορετικών διευθύνσεων. 

-1 -1 -1 

-1  8 -1 

-1 -1 -1 

-1 -1 -1 

 2  2  2 

-1 -1 -1 

-1 -1  2 

-1  2 -1 

 2 -1 -1 

-1  2 -1 

-1  2 -1 

-1  2 -1 

 2 -1 -1 

-1  2 -1 

-1 -1  2 
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εικόνα, την υψηλότερη απόκριση θα την παίρναµε όταν η µάσκα περνούσε από γραµµές 

(µε πάχος ένα pixel)  µε οριζόντια διεύθυνση, καθώς όπως  βλέπουµε οι  συντελεστές της 

µάσκας µε υψηλή τιµή ( 2 ) βρίσκονται σε οριζόντια διάταξη. Οµοίως, συµπεραίνουµε ότι 

η δεύτερη µάσκα του σχήµατος 2.2 θα αποκρινόταν καλύτερα σε γραµµές µε διέυθυνση 

450, η τρίτη µάσκα θα αποκρινόταν καλύτερα σε γραµµές µε κάθετη διεύθυνση και η 

τέταρτη σε γραµµές µε διεύθυνση -450.  

Ας θεωρήσουµε τώρα ότι R1, R2, R3, R4 είναι οι αποκρίσεις των µασκών του 

σχήµατος 2.2 από αριστερά προς τα δεξιά. Αν εφαρµόσουµε κάθε µάσκα χωριστά σε µία 

εικόνα και για ένα συγκεκριµένο pixel βρούµε ότι ισχύει |Ri| > |Rj| για όλα τα i≠j τότε 

λέµε ότι το σηµείο αυτό είναι πιο πιθανό να ανήκει σε γραµµή µε διεύθυνση την 

διεύθυνση της µάσκας i. Υπό αυτή την έννοια δηλαδή θεωρούµε την ανίχνευση των 

γραµµών σε  µία εικόνα.  

 

2.2.3 Ανίχνευση ακµών. 

Στην πράξη η ανίχνευση των ακµών σε µία εικόνα είναι αυτή που ενδιαφέρει 

περισσότερο καθώς σπάνια θα συναντήσουµε αποµονωµένα σηµεία ή γραµµές σε µία 

εικόνα. Αντίθετα αυτό που µας απασχολεί περισσότερο είναι η ανίχνευση των ακµών της 

εικόνας, δηλαδή των �συνόρων� µεταξύ δύο περιοχών. Στο υπόλοιπο της παραγράφου, η 

υπόθεση η οποία κάνουµε είναι ότι οι περιοχές της εικόνας µας είναι αρκετά οµογενείς, 

ώστε η ανίχνευση της διαχωριστικής τους γραµµής να µπορεί να καθοριστεί 

αποκλειστικά και µόνο χρησιµοποιώντας το gray level των περιοχών. Στην πράξη αυτό 

κάνουµε προκειµένου να ανιχνεύσουµε τις ακµές σε µία εικόνα είναι να εφαρµόσουµε 

ένα διαφορικό τελεστή ο οποίος είναι σε θέση να ανιχνέυσει τις �διαφορές� ανάµεσα στις 

περιοχές, δηλαδή τις ακµές τις εικόνας.  

Ο διαφορικός τελεστής που ονοµάζεται και �gradient�, για µία εικόνα f(x,y) ορίζεται 

ως εξής:  

                                             ∇








f = 

G
G

x

y
 = 

∂
∂

∂
∂

f
x
f
y



















 (2.2) 
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Είναι γνωστό, ότι το παραπάνω διάνυσµα �δείχνει� προς την κατεύθυνση του 

µέγιστου ρυθµού αλλαγής της f στο (x,y). Στην ανίχνευση ακµών αυτό που µας 

ενδιαφέρει είναι το µέτρο (magnitude) του παραπάνω διανύσµατος (που συµβολίζεται µε 

∇f ) δηλαδη η ποσότητα:  

                                        ∇ ∇ +f = mag( ) = [G ]x
2 1/2f G y

2 .  (2.3) 

Αυτή η ποσότητα ισούται µε το µέγιστο ρυθµό αύξησης της f(x,y) ανά µονάδα µήκους 

στην κατεύθυνση του ∇f . Συνήθως αυτό που κάνουµε είναι να προσεγγίζουµε την 

παραπάνω ποσότητα µε απόλυτες τιµές (κάτι που διευκολύνει την υλοποίηση) ως εξής: 

                                                        ∇ ≈ +f G Gx y  (2.4) 

Όσο αφορά την υλοποίηση του παραπάνω τελεστή σε διακριτή µορφή υπάρχουν 

αρκετοί τρόποι. Για παράδειγµα ας θεωρήσουµε τους τελεστές Sobel που φαίνονται στο 

σχήµα 2.3 (β,γ). Χρησιµοποιώντας τις µάσκες (τελεστές) του σχήµατος αυτού, µπορούµε 

να υπολογίσουµε τις παραγώγους Gx και Gy (στο σηµείο z5) ως εξής: 

                                Gx = (z7 + 2z8 + z9) - (z1 + 2z2 + z3) (2.5) 

και  

                                Gx = (z3 + 2z6 + z9) - (z1 + 2z4 + z7) (2.6) 

όπου, όπως και πριν, zi είναι τα gray level των pixels (βλ. σχήµα 2.3(α)). Κατόπιν, για τον 

υπολογισµό του gradient στη θέση z5, απλά κάνουµε χρήση της εξίσωσης (2.4).  

 

              (α)                                          (β)                                         (γ) 

Σχήµα 2.3  (α) Μία 3 x 3 περιοχή εικόνας.  (β) Μάσκα που χρησιµοποιείται για τον 

υπολογισµό του Gx στο κεντρικό σηµείο (z5) της 3 x 3 περιοχής εικόνας.  (γ) Μάσκα για 

τον υπολογισµό του Gy στο ίδιο σηµείο.  

-1 -2 -1 

 0  0  0 

  1  2  1 

-1  0  1 

-2  0  2 

-1  0  1 

 z1  z2  z3 

 z4  z5  z6 

 z7  z8   z9 
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Την παραπάνω διαδικασία την εφαρµόζουµε για κάθε pixel της εικόνας µας και το 

αποτέλεσµα που παίρνουµε είναι η �gradient� εικόνα της αρχικής (που φυσικά έχει τις 

ίδιες διαστάσεις) και στην οποία έχουν ανιχνευθεί οι ακµές της εικόνας µας. 

Η τεχνική που είδαµε στην παράγραφο αυτή για την ανίχνευση των ακµών σε µία 

εικόνα, είναι ίσως η απλούστερη που µπορεί να εφαρµοστεί για τον συγκεκριµένο σκοπό. 

Στηρίζεται στην εφαρµογή (σε κάθε σηµείο της εικόνας) ενός φίλτρου του οποίου οι 

ιδιότητες ευνοούν την ανίχνευση των µεταβολών του gray level σε µία εικόνα. Για να 

δώσει ικανοποιητικά αποτελέσµατα η συγκεκριµένη τεχνική, πρέπει να εφαρµοστεί σε 

εικόνες µε σχετικά οµαλές περιοχές και απαλλαγµένες από θόρυβο. Κι αυτό γιατί, η µη 

οµαλότητα των περιοχών ή η παρουσία θορύβου, θα δηµιουργήσει µεταβολές στην 

εικόνα µας οι οποίες θα ανιχνευθούν από το φίλτρο, κάνοντας έτσι µη αποτελεσµατική τη 

χρήση του.  

Ωστόσο, το πλεονέκτηµα της τεχνικής είναι ότι δίνει αποτελέσµατα αρκετά γρήγορα, 

καθώς το µόνο που έχει να γίνει είναι η εφαρµογή του φίλτρου σε κάθε σηµείο της 

εικόνας και ο υπολογισµός της νέας τιµής. Συνοψίζοντας, θα λέγαµε ότι η συγκεκριµένη 

τεχνική συνήθως ενδείκνυται για την εφαρµογή της σε εικόνες µε σκοπό µία πρώτη 

εκτίµηση των ασυνεχειών (ακµών) της εικόνας, και όχι για την εξαγωγή αποτελεσµάτων 

για περαιτέρω επεξεργασία.  

 

2.3 THRESHOLDING 

Η τεχνική του thresholding είναι από τις πιο σηµαντικές προσεγγίσεις στην 

τµηµατοποιήση εικόνας. Η �λογική� της τεχνικής αυτής µπορεί να εξηγηθεί µε τη 

βοήθεια του σχήµατος 2.4. Στο σχήµα 2.4(α) βλέπουµε το πιθανό ιστόγραµµα µίας 

εικόνας µε ένα φωτεινό αντικείµενο σε ένα σκοτεινό background. Ένας προφανής τρόπος 

για να διαχωρίσουµε το αντικείµενο από το background, είναι να θεωρήσουµε ότι ένα 

σηµείο ανήκει στο αντικείµενο αν το gray level f(x,y) του σηµείου είναι µεγαλύτερο από 

ένα κατώφλι (threshold) T, ενώ αντίθετα να θεωρήσουµε ότι ένα σηµείο ανήκει στο 

background αν το gray level f(x,y) του σηµείου είναι µικρότερο από το κατώφλι T (βλ. 

σχήµα 2.4(α)).  
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 T              T1  T2 T1  

                     (α)                            (β) 

Σχήµα 2.4  Ιστογράµµατα εικονών που µπορεί να χωριστούν από (α) ένα threshold και 

(β) περισσότερα (εδώ 2) thresholds.  

 

Στην περίπτωση του σχήµατος 2.4(β), το οποίο είναι το πιθανό ιστόγραµµα µίας 

εικόνας µε δυό φωτεινά αντικείµενα σε ένα σκοτεινό background, βλέπουµε ότι τρεις 

είναι οι βασικές πειροχες του ιστογράµµατος τις οποίες µπορούµε να διαχωρίσουµε 

χρησιµοποιώντας δυό κατώφλια Τ1 και Τ2, όπως φαίνεται στο σχήµα. Μπορούµε δηλαδή 

να θεωρήσουµε ότι ένα σηµείο ανήκει στο πρώτο αντικείµενο αν για το gray level f(x,y) 

του σηµείου ισχύει Τ1 < f(x,y) ≤ T2. Επίσης ότι ανήκει στο δεύτερο αντικείµενο αν ισχύει 

f(x,y) > T2 και τέλος ότι ανήκει στο background αν ισχύει f(x,y) ≤ T1.  

Βασισµένο στα προηγούµενα παραδείγµατα, το thresholding µπορεί να θεωρηθεί 

σαν µία λειτουργία η οποία περιλαµβάνει έλεγχο µίας συνάρτησης Τ του τύπου 

                                           Τ = [x, y, p(x,y), f(x,y)] (2.7) 

όπου f(x,y) είναι το gray level του σηµείου (x,y), και p(x,y) δηλώνει κάποια τοπική 

ιδιότητα του σηµείου (για παράδειγµα το µέσο gray level της γειτονίας του (x,y)). Οπότε 

µία �thresholded� εικόνα θα ορίζεται ως εξής:  

                                               g(x,y) =
 1      if  f(x,y) > T
 0      if  f(x,y)  T.≤


  (2.8) 

Όταν το T εξαρτάται µόνο από το f(x,y) τότε το threshold λέγεται συνολικό (global). 

Όταν το T εξαρτάται και από το p(x,y) τότε το threshold λέγεται τοπικό (local). Τέλος αν 
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το Τ εξαρτάται και από τις συντεταγµένες (x,y) τότε το threshold λέγεται δυναµικό 

(dynamic).  

Από την παραπάνω ανάλυση, είναι φανερό ότι το πρόβληµα που έχουµε να 

αντιµετωπίσουµε όταν θα επιχειρήσουµε την εφαρµογή µίας �thresholding� τεχνικής, 

είναι η επιλογή του �threshold� ή των �thresholds� που θα χρησιµοποιήσουµε. Αν για 

παράδειγµα η εικόνα µας περιλαµβάνει οµαλές περιοχές, φανερά διαχωρίσιµες µεταξύ 

τους, τότε µπορούµε να επιλέξουµε τα thresholds µε απλή παρατήρηση του 

ιστογράµµατος της εικόνας. Αντίθετα, στην περίπτωση που οι περιοχές δεν είναι εντελώς 

οµαλές ή στην εικόνα µας υπάρχει θόρυβος, τότε χρειαζόµαστε επιπλεόν πληροφορία για 

την εικόνα, απώλεια της οποίας θα οδηγήσει σε µη ικανοποιητικά αποτελέσµατα.  

Συνήθως, thresholding τεχνικές χρησιµοποιούνται είτε σε συνδυασµό µε άλλες 

τεχνικές για την επίτευξη καλύτερων αποτελεσµάτων, ή ως πρώτο βήµα για την 

απόκτηση ενός αρχικού segmentation, το οποίο στη συνέχεια θα βελτιώσουµε 

χρησιµοποιώντας κάποια άλλη µέθοδο.  

 

2.4 �REGION ORIENTED� ΤΕΧΝΙΚΕΣ ΤΜΗΜΑΤΟΠΟΙΗΣΗΣ 

2.4.1 Ανάπτυξη περιοχής (Region Growing) µε ενοποίηση των pixels. 

Η µέθοδος αυτή, αυτό το οποίο κάνει είναι να οµαδοποιεί γειτονικά pixels ή και 

µικρές περιοχές (και να δώσει έτσι µεγαλύτερες περιοχές), ξεκινώντας από κάποια αρχικά 

σηµεία (seeds). Με βάση τα σηµεία αυτά, η µέθοδος ξεκινά, επισυνάπτοντας στα αρχικά 

σηµεία όλα τα γειτονικά τα οποία έχουν παρόµοιες ιδιότητες (χρώµα, υφή κλπ.). Για να 

γίνει κατανοητό αυτό ας θεωρήσουµε το σχήµα 2.5. 

 Στο σχήµα (2.5(α)) η αρχική εικόνα έχει αναπαρασταθεί µε τη µορφή πίνακα και οι 

τιµές του πίνακα είναι τα gray levels της εικόνας. Στην πρώτη περίπτωση, ξεκινώντας µε 

αρχικά σηµεία (seeds) αυτά που φαίνονται υπογραµµισµένα (το 1 και το 7), το 

αποτέλεσµα είναι ότι παίρνουµε δύο περιοχές, την R1 (τα σηµεία που ανήκουν σ� αυτήν 

συµβολίζονται µε α) και την R2 (τα σηµεία που ανήκουν σ� αυτήν συµβολίζονται µε β), 

(βλ. σχ.2.5(β)).  
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                          (α)              (β) 

 

 

 

 

 

 

              (γ) 

Σχήµα 2.5  (α) Αρχική εικόνα (σε µορφή πίνακα).  (β) αποτέλεσµα της τεχνικής 

χρησιµοποιώντας σαν κριτήριο οµοιότητας µία διαφορά µικρότερη από 3 επίπεδα του 

γκρι.  (γ) όπως και πριν µόνο που τώρα η διαφορά που χρησιµοποιούµε είναι 8 επίπεδα 

του γκρι. 

 

Το κριτήριο µε το οποίο ταξινοµούµε το κάθε σηµείο σε µία από τις δύο περιοχές, 

είναι ότι η απόλυτη τιµή της διαφοράς του gray level του σηµείου από το gray level του 

αρχικού σηµείου (seed) πρέπει να είναι µικρότερη από ένα κατώφλι Τ. Στην περίπτωση 

που το αποτέλεσµα είναι αυτό του σχήµατος 2.5(β), το κατώφλι που χρησιµοποιήσαµε 

ήταν Τ=3 (επίπεδα του γκρι).  

Στην περίπτωση του σχήµατος 2.5(γ), το κατώφλι που χρησιµοποιήσαµε ήταν Τ=8. 

Εδώ, όπως φαίνεται από το σχήµα, το αποτέλεσµα ήταν να πάρουµε µόνο µία περιοχή. 

Βλέπουµε δηλαδή, πως επηρεάζει το τελικό αποτέλεσµα η επιλογή του κατωφλίου Τ, 

  0   0   5   5    7 
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  0   1   6   7   7 

  2   0   7   6   6 

  0   1   5   6   5 
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καθώς παρότι ξεκινήσαµε από δυό αρχικά σηµεία το αποτέλεσµα ήταν να καταλήξουµε 

σε µία µόνο περιοχή (λόγω της υψηλής τιµής του Τ).  

Είναι φανερό, ότι εφαρµόζοντας την παραπάνω τεχνική, τρεις είναι οι πρωταρχικές 

δυσκολίες που θα συναντήσουµε. Τρία δηλαδή είναι τα προβλήµατα που θα 

αντιµετωπίσουµε, και τα οποία πρέπει να λύσουµε προκειµένου να καταλήξουµε σε ένα 

αποδεκτό αποτέλεσµα. Το πρώτη έχει να κάνει µε την επιλογή των αρχικών σηµείων 

(seeds) που θα χρησιµοποιήσουµε, καθώς θα πρέπει αυτά να είναι κατά το δυνατόν 

αντιπροσωπευτικά των περιοχών που θέλουµε να διαχωρίσουµε, πράγµα βέβαια το οποίο 

εξαρτάται από το είδος της εικόνας που έχουµε και συνεπώς από τη φύση του 

προβλήµατος που αντιµετωπίζουµε. Εκ των προτέρων γνώση σ� αυτές τις περιπτώσεις 

είναι ιδιαίτερα χρήσιµη. Η δεύτερη δυσκολία έχει να κάνει µε το κριτήριο το οποίο θα 

επιλέξουµε προκειµένου να συµπεριλάβουµε το κάθε σηµείο σε κάποια από τις περιοχές. 

Η επιλογή του κριτηρίου στην περίπτωση αυτή, εξαρτάται εκτός από τη φύση του 

προβλήµατος που αντιµετωπίζουµε, και από τον τύπο των  δεδοµένων εικόνας που 

έχουµε στη διάθεση µας. Τέλος η τρίτη δυσκολία έχει να κάνει µε τον τρόπο µε τον οποίο 

θα σαρώνουµε την εικόνα προκειµένου να οµαδοποιήσουµε τα γειτονικά pixels (όταν 

λέµε τρόπο εννοούµε την κατεύθυνση προς την οποία θα ξεκινάµε να οµαδοποιούµε, π.χ. 

από πάνω προς τα κάτω, από δεξιά προς αριστερά κλπ).  

 

2.4.2 Χώρισµα και συνένωση περιοχών (Region Splitting and Merging). 

Η τεχνική που παρουσιάσαµε στην προηγούµενη παράγραφο αυτό που κάνει είναι να 

�φτιάχνει�  περιοχές, ξεκινώντας από ένα σύνολο αρχικών σηµείων (seeds). Μία 

εναλλακτική µέθοδος είναι αρχικά να διασπάµε (σύµφωνα πάντα µε κάποιο κριτήριο) την 

εικόνα σε ένα σύνολο από επιµέρους περιοχές, και στη συνέχεια να προσπαθούµε να 

ενώσουµε κάποιες από αυτές τις περιοχές σύµφωνα πάλι µε κάποιο κριτήριο.  

Όσον αφορά τη διάσπαση της εικόνας (splitting), µία τεχνική η οποία συχνά 

χρησιµοποιείται είναι αυτή της διάσπασης της εικόνας σε τεταρτηµόρια (σε τέσσερις 

δηλαδή ίσες περιοχές). Για να γίνει κατανοητό αυτό ας παρατηρήσουµε το σχήµα 2.6.  
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 (δ) (α)  (γ) (β)

 

Σχήµα 2.6  Ένα παράδειγµα της διαδικασίας split-and-merge.  

 

Στην εικόνα 2.6(α) βλέπουµε ένα (σκοτεινό) µαύρο αντικείµενο σε ένα φωτεινό (άσπρο) 

background. Εφαρµόζοντας την τεχνική της διάσπασης βλέπουµε ότι η αρχική εικόνα 

διασπάται σε τέσσερα κοµµάτια. Η διάσπαση συνεχίζεται για την κάθε υποεικόνα που 

προκύπτει και κατοπιν για τις υπόλοιπες κ.ο.κ, αν και µόνο αν υπάρχουν διαφορές του 

gray level σ΄ αυτήν. Πιο απλά, στο συγκεκριµένο παράδειγµα, µία δεδοµένη υποεικόνα 

σε ένα ενδιάµεσο στάδιο θα υποστεί διάσπαση αν περιέχει και τα δύο χρώµατα. Σε 

αντίθετη περίπτωση (αν δηλαδή είναι όλη άσπρη ή όλη µαύρη) δε θα υποστεί διάσπαση.  

Τα παραπάνω αφορούν τη στρατηγική µε την οποία διασπάµε την εικόνα µας κάθε 

φορά. Παράλληλα όµως µε τη διάσπαση, πραγµατοποιούµε και µία συνένωση γειτονικών 

περιοχών µε το ίδιο χρώµα (άσπρο ή µαύρο). ∆ηλαδή, παράλληλα µε τον έλεγχο που 

κάνουµε κάθε φορά για να δούµε αν µία περιοχή χρειάζεται �σπάσιµο�, ελέγχουµε αν 

γειτονικές περιοχές µπορούν να ενωθούν σε µία περιοχή µε κριτήριο το gray level.  

Με βάση τα παραπάνω, ξεκινώντας από την αρχική εικόνα, φθάνουµε στο 

αποτέλεσµα της εικόνας 2.6(δ) όπου βλέπουµε ότι το σκοτεινό αντικείµενο διαχωρίστηκε 

από το φωτεινό  background. Αν και το συγκεκριµένο παράδειγµα είναι αρκετά απλό, 

ωστόσο επιδυκνύει τη στρατηγική των µεθόδων split and merge γενικότερα.  

Η παραπάνω προσέγγιση είναι µία από τις πολλές που υπάρχουν και ανήκουν στην 

κατηγορία µεθόδων split and merge. Οι παράµετροι που διαφοροποιούν τις µεθόδους 

αυτής της κατηγορίας και οι οποίες θα καθορίσουν την αποτελεσµατικότητα της 

µεθόδου είναι, πρώτον, ο τρόπος µε τον οποίο θα γίνει το spliiting της εικόνας σε 

περιοχές, δεύτερον, το κριτήριο σύµφωνα µε το οποίο θα γίνεται το spliiting και τρίτον, 

το κριτήριο σύµφωνα µε το οποίο θα γίνεται το merging. Ανάλογα πάντα µε την 

εφαρµογή, απαιτείται προσεκτική επιλογή των παραµέτρων που θα χρησιµοποιήσουµε, 
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ώστε το αποτέλεσµα να είναι το καλύτερο δυνατό. Όσον αφορά την πρώτη από τις 

παραµέτρους που αναφέραµε παραπάνω, δηλαδή τον τρόπο µε τον οποίο θα γίνει το 

spliiting, αυτό που θα πρέπει να επιλέξουµε είναι ο αριθµός και το είδος (σχήµα) των 

περιοχών που θα παίρνουµε µετά από κάθε διάσπαση. Στο παράδειγµα που 

χρησιµοποιήσαµε παραπάνω, ο αριθµός των περιοχών που παίρναµε µετά από κάθε 

διάσπαση ήταν τέσσερις ενώ το σχήµα των περιοχών ήταν τετράγωνο.  

Στο επόµενο κεφάλαιο θα παρουσιάσουµε µία τεχνική η οποία ανήκει στην 

κατηγορία των µεθόδων split and merge, και θα δούµε ποιά αποτελέσµατα έχει η επιλογή 

ενός συγκεκριµένου κριτηρίου για splitting ενώ θα δούµε επίσης και πως επηρεάζει την 

απόδοση της µεθόδου η επιλογή του κριτηριού για το merging των περιοχών.  

 

2.5 ΣΥΝΟΨΗ 

Στο κεφάλαιο αυτό παρουσιάσαµε κάποιες βασικές τεχνικές για τµηµατοποίηση 

εικόνας. Επισηµαίνουµε ότι οι τεχνικές που παρουσιάσαµε ήταν απλά αντιπροσωπευτικές 

των βασικών κατηγοριών τµηµατοποίησης. Ο αριθµός των µεθόδων που έχουν κατά 

καιρούς προταθεί είναι µεγάλος, αλλά όλες λίγο πολύ κάνουν χρήση των παραπάνω 

ιδεών, είτε συνδυάζοντας τις είτε διαφοροποιώντας τις ως προς κάποια χαρακτηριστικά. 

Συνήθως, κάθε προτεινόµενη µέθοδος εφαρµόζεται για µία ορισµένη κατηγορία εικόνων 

για την οποία και εγγυάται ικανοποιητικά αποτελέσµατα. ∆εν υπάρχουν τεχνικές 

τµηµατοποίησης που να βρίσκουν εφαρµογή σ� ολόκληρο το πεδίο των εικονών. Πάντα, 

ανάλογα µε το είδος της εικόνας την οποία θέλουµε να επεξεργαστούµε και ανάλογα µε 

το αποτέλεσµα στο οποίο θέλουµε να φτάσουµε σχεδιάζουµε την τεχνική µας έτσι ώστε 

να επιτυγχάνει (κατά το δυνατόν) τους παραπάνω στόχους.  

Έχοντας όλα τα παραπάνω υπόψη µας, υπενθυµίζουµε ότι σκοπός του κεφαλαίου 

αυτού ήταν η εισαγωγή στην έννοια της τµηµατοποίησης της εικόνας και η κατανόηση 

από τον αναγνώστη των βασικών συστατικών (αλλά και προβληµάτων) κάθε τεχνικής, 

ώστε να γίνει κατανοητή η παρουσίαση δύο βασικών προσεγγίσεων στην 

τµηµατοποίηση εικόνας (ανίχνευση ακµών και clustering) που θα ακολουθήσουν στα 

επόµενα κεφάλαια και κατόπιν συνεκτιµώντας τα αποτελέσµατα των δύο προσεγγίσεων 

να εξαχθούν κάποια χρήσιµα συµπεράσµατα.  
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ΚΕΦΑΛΑΙΟ 3:  ΕΝΑΣ ΑΛΓΟΡΙΘΜΟΣ ΓΙΑ ΑΝΙΧΝΕΥΣΗ 

ΑΚΜΩΝ 

Στο κεφάλαιο αυτό θα παρουσιάσουµε ένα αλγόριθµο για ανίχνευση των ακµών σε  

µία εικόνα. Ο αλγόριθµος, που είναι δανεισµένος από paper [12], δεν υλοποιήθηκε 

ακριβώς όπως παρουσιάστηκε στο paper, πρώτον γιατί η πολυπλοκότητα της 

προτεινόµενης υλοποίησης ήταν αρκετά µεγάλη ώστε να κάνει προβληµατική τη 

χρησιµοποίηση του και δεύτερο για λόγους σύγκρισης του αρχικού αλγορίθµου µε τη 

δικιά µας υλοποίηση. Άλλωστε, ο βασικός λόγος της υλοποίησης και παρουσίας του 

αλγορίθµου στο κεφάλαιο αυτό είναι η σύγκριση των αποτελεσµάτων που δίνει µε τα 

αποτελέσµατα κάποιων αλγορίθµων clustering που θα παρουσιάσουµε σε επόµενα 

κεφάλαια.  

 

3.1 ΕΙΣΑΓΩΓΗ 

Η απόδοση των κλασσικών µεθόδων segmentation βασισµένη την τεχνική Split-and-

Merge επηρεάζεται σοβαρά από την �άκαµπτη� διαδικασία του Split-and-Merge η οποία 

δεν φαίνεται να λαµβάνει υπόψη της τη σηµασιολογία της εικόνας (Image Semantics). Η 

τεχνική που παρουσιάζουµε εδώ προτείνει ενα επαρκή αλγόριθµο για τµηµατοποίηση 

εικόνας ο οποίος στηρίζεται στην ελαχιστοποίηση µιας συνάρτησης σφάλµατος η οποία 

ορίζεται στην επόµενη παράγραφο. Σκόπος είναι η ανίχνευση των τµηµάτων (Segments) 

της εικόνας αλλά και των ακµών της (Edge Detection). 

Ο αλγόριθµος(τουλάχιστον µε τον τρόπο που περιγράφεται στο paper) φαίνεται να 

δίνει ικανοποιητικά αποτελέσµατα αφού προσαρµόζεται στα σηµασιολογικά 

χαρακτηριστικά της εικόνας και συνεπώς βελτιώνει την απόδοση των ήδη υπάρχοντων 

µεθόδων. Επίσης, µε κατάλληλη υλοποίηση, ο χρόνος εκτέλεσης του αλγορίθµου µπορεί 

να γίνει αρκετά µικρός (όπως θα δούµε σε επόµενη παράγραφο) παρόλο που όπως θα 

φανεί και από την ανάλυση που θα ακολουθήσει ο αριθµός των υπολογισµών που 

απαιτούνται για να αλοκληρωθεί ο αλγόριθµος είναι πραγµατικά τεράστιος. Ωστόσο 

εκµεταλλευόµενοι την υπάρχουσα υπολογιστική ισχύ και εφαρµόζοντας ειδικές τεχνικές 
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βελτιστοποίησης, µπορούµε να πετύχουµε αρκετά χαµηλούς χρόνους εκτέλεσης του 

προγράµµατος.  

Στις επόµενες παραγράφους θα παρουσιάσουµε αναλυτικά τον προτεινόµενο 

αλγόριθµο (χωρίς ωστόσο να καταφύγουµε σε εξαντλητικές λεπτοµέρειες) και θα 

εστιάσουµε την προσοχή µας στο σηµείο εκείνο στο οποίο διαφοροποιηθήκαµε από την 

προτεινόµενη υλοποίηση. Προκαταβολικά αναφέρουµε ότι η διαφοροποίηση µας από την 

υλοποίηση που προτείνεται στο paper είναι το κριτήριο σύµφωνα µε το οποίο κάνουµε το 

merging των περιοχών, το οποίο θα δούµε τελικά πως επηρεάζει το τελικό αποτέλεσµα.  

 

3.2 Ο ΑΛΓΟΡΙΘΜΟΣ 

Ο αλγόριθµος που θα παρουσιάσουµε, ξεκινώντας από την αρχική εικόνα εκτελεί 

πρώτα το �σπάσιµο� (χώρισµα, splitting) της εικόνας σε µικρότερες περιοχές και στη 

συνέχεια εκτελεί τη συνένωση(merging) ορισµένων περιοχών. Τόσο το �splitting� όσο 

και το �merging� των περιοχών γίνεται σύµφωνα µε κάποια κριτήρια τα οποία θα 

παρουσιάσουµε στις αµέσως επόµενες παραγράφους. 

3.2.1 Η διαδικασία του splitting. 

Μία εικόνα µπορεί να παρουσιαστεί σαν µία συνάρτηση δύο µεταβλητών g(x,y)  που 

παίρνει ακέραιες τιµές και που ορίζεται σε ένα Nx x Ny πλέγµα G. Γενικά η ελαχίστων 

τετραγώνων σε Κ κοµµάτια προσέγγιση της συνάρτησης g(x,y) απαιτεί την 

ελαχιστοποίηση του συνολικού µέσου σφάλµατος: 

                            
E G g x y G

G G G G G
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K

i
x y Gi
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    (3.1)                      

όπου  Gi  είναι ένα Segment της εικόνας και  µ( ) ( , )/| |G g x y Gi G i
i

= ∑   είναι η µέση τιµή 

του intensity του Segment  Gi και E(Gi) είναι το τετραγωνικό λάθος στην προσέγγιση της 

g(x,y) στο Segment  Gi  από την σταθερά µ(Gi). 

Αυτό βέβαια είναι ένα εξαιρετικά δύσκολο πρόβληµα λόγω του τεράστιας 

ελευθερίας που υπάρχει όσων αφορά το χωρισµό της εικόνας σε κοµµάτια. Γι� αυτό 

επιλέγουµε το χωρισµό της εικόνας σε δύο κοµµάτια κάθε φορά, δηλαδή διαλέγουµε  
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Κ=2. Όµως και πάλι ο αριθµός των δυνατών χωρισµών της εικόνας σε δύο κοµµάτια 

είναι εξαιρετικά µεγάλος οπότε από όλους τους δυνατούς χωρισµούς, επιλέγουµε το 

σπάσιµο της εικόνας από οριζόντιες, κάθετες και διαγώνιες (450, 1350) γραµµές. 

Ανάµεσα σε όλα αυτά τα �σπασίµατα� της εικόνας σε κοµµάτια, επιλέγουµε εκείνο που 

ελαχιστοποιεί το άθροισµα  E(G1)+E(G2)  το οποίο ονοµάζεται και optimal four way cut. 

Με πιο απλά λόγια, αυτό το οποίο κάνουµε ξεκινώντας από την αρχική εικόνα, είναι 

να βρούµε ποιος από όλους τους δυνατούς τρόπους µε τους οποίους µπορεί να χωριστεί η 

αρχική εικόνα σε δύο κοµµάτια(χρησιµοποιώντας µόνο οριζοντιες, κάθετες ή διαγώνιες 

γραµµές µε κλίση 450 ή 1350) είναι ο καλύτερος δυνατός, από την άποψη βέβαια της 

ελαχιστοποίησης του αθροίσµατος (3.1). Στην ουσία, µε τον παραπάνω τρόπο 

προσπαθούµε να χωρίσουµε την εικόνα µας σε δύο κατά το δυνατόν οµοιόµορφα 

κοµµάτια. Αυτό σηµαίνει, πρακτικά, ελαχιστοποίηση του αθροίσµατος (3.1) για Κ=2 

τµήµατα.  

Αυτό το σπάσιµο λοιπόν χρησιµοποιούµε και χωρίζουµε την εικόνα σε δύο κατά το 

δυνατόν οµοιόµορφα κοµµάτια (όπως άλλωστε µας εξασφαλίζει και το κριτήτιο των 

ελάχιστων τετραγώνων). Κατόπιν εφαρµόζουµε την ίδια ακριβώς διαδικασία για κάθε µία 

από τις επιµέρους εικόνες, βρίσκουµε δηλαδή το βέλτιστο σπάσιµο για την κάθε 

υποεικόνα και οµοίως προχωράµε και για τις υποεικόνες που παράγονται. Βέβαια να 

πούµε εδώ ότι για προχωρήσουµε στο σπάσιµο µιας υποεικόνας Gi σε κοµµάτια, θα 

πρέπει το E(Gi) της εικόνας να είναι µεγαλύτερο από κάποιο κατώφλι  ε  γεγονός το 

οποίο εξασφαλίζει την ανοµοιοµορφία της υποεικόνας και µας οδηγεί σε περαιτέρω 

σπάσιµο. Η διαδικασία αυτή συνεχίζεται έως ότου καµία από τις υποεικόνες που 

πάράγονται να µην χρειάζεται περαιτέρω σπάσιµο (πράγµα που σηµαίνει είτε ότι   

E(Gi)<ε  είτε ότι  το  Gi  έχει γίνει ένα pixel). 

Η παραπάνω διαδικασία είναι αναδροµική και είναι γνωστή ως  Recursive- Optimal-

Four-way-Split (ROFS). Η αλγοριθµική της µορφή φαίνεται παρακάτω. 

 

procedure ROFS(G) 

begin 

    if E(G)<ε then return (G); 
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    else begin 

              partition G into G1 and G2 by minimizing 

                    [ ( , ) ì ( )]( , ) g x y G ix y Gi i
−

∈≤ ≤ ∑∑ 2
1 2

 
              over all possible 45-j degree cuts, j=0,1,2,3. 
 
              ROFS(G1);  

              ROFS(G2); 

    end; 

end. 

Είναι φανερό, ότι ο αριθµός των πολυγώνων από τα οποία  θα αποτελείται τελικά η 

εικόνα θα εξαρτάται από το κατώφλι  ε  το οποίο θα επιλέξουµε, καθώς όσο µικρότερο 

είναι αυτό τόσο µεγαλύτερη οµοιοµορφία θα απαιτείται και συνεπώς τόσο περισσότερο 

θα πρέπει να σπάµε την κάθε υποεικόνα προκειµένου να πετύχουµε την οµοιοµορφία 

αυτή. Επίσης, όπως φαίνεται και από το σχήµα 3.1, τα σχήµατα που προκύπτουν από το 

σπάσιµο της κάθε υποεικόνας σε νέες υποεικόνες, δεν είναι απλά τετράγωνα ή ορθογώνια 

όπως συνέβαινε σε άλλες περιπτώσεις splitting, αλλά µπορεί να είναι τρίγωνα, 

πεντάγωνα, εξάγωνα κ.λ π. 

 

Σχήµα 3.1  Πολύγωνα τα οποία προκύπτουν από τη διαδικασία του splitting. 

 

Αποδεικνύεται ότι τα πολύγωνα που προκύπτουν µε τη διαδικασία που αναφέραµε, 

είναι κυρτά n-γωνα όπου  3≤n≤8  και επίσης οι γωνίες που σχηµατίζουν οι ακµές αυτών 
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των πολυγώνων θα είναι  45j0  µοίρες όπου j=0,1,2,3.  Λεπτοµέρειες για την περιγραφή 

και τη διαχείριση των κανονικών πολυγώνων που προκύπτουν, υπάρχουν στην αναφορά 

[13], και λόγους πληρότητας τις παραθέτουµε και στο παράρτηµα στο τέλος του 

κεφαλαίου.  

Ακολουθούν τώρα κάποιες εικόνες που πήραµε εφραµόζοντας τον αλγόριθµο ROFS 

σε δύο αρχικές εικόνες. Η µία είναι µία εικόνα από µία ανθρώπινη κύστη (µε διαστάσεις 

112x84), (βλ. σχ. 3.2(α) ) και η άλλη είναι η γνωστή Lena (βλ. σχ. 3.3(α) ). Στο σχήµα 

3.2(β) φαίνεται το αποτέλεσµα της εφαρµογής του αλγορίθµου ROFS στην αρχική εικόνα 

(κύστη) χρησιµοποιώντας τιµή 20000 για το κατώφλι ε. Ο αριθµός των πολυγώνων που 

πήραµε στην περίπτωση αυτή ήταν 243. Στο σχήµα 3.2(γ) φαίνεται το αποτέλεσµα 

χρησιµοποιώντας όµως τιµή 2000 για το κατώφλι ε. Στην περίπτωση αυτή, ο αριθµός 

των πολυγώνων που πήραµε ήταν αρκετά µεγαλύτερος (1007), όπως άλλωστε 

αναµενότανε, καθώς το κατώφλι ε ήταν αρκετά µικρότερο.  

Στο σχήµα 3.3(β) φαίνεται το αποτέλεσµα της εφαρµογής του αλγορίθµου ROFS 

στην Lena (256x240), χρησιµοποιώντας τιµή 40000 για το κατώφλι ε. Ο αριθµός των 

πολυγώνων που προέκυψαν ήταν 930. Τέλος, στο σχήµα 3.3(γ) φαίνεται το αποτέλεσµα 

χρησιµοποιώντας τιµή 4000 για το κατώφλι ε. Ο αριθµός των πολυγώνων αυξήθηκε και 

έγινε 4521 στην περίπτωση αυτή.  

Από τα σχήµατα παρατηρούµε ότι µικραίνοντας την τιµή του κατωφλιού ε 

αυξάνεται ο αριθµός των πολυγώνων που µας δίνει η διαδικασία του splitting πράγµα που 

σηµαίνει καλύτερη (πιο ακριβής) προσέγγιση των ακµών της εικόνας και ανίχνευση 

περισσοτέρων λεπτοµερειών.  

 

                       

           (α)             (β)               (γ) 

Σχήµα 3.2  Αποτελέσµατα (β),(γ) της εφαρµογής του αλγορίθµου ROFS στην αρχική 

εικόνα της κύστης (α). 
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                                (α)                        (β)           

 

(γ) 

Σχήµα 3.3  Αποτελέσµατα (β),(γ) της εφαρµογής του αλγορίθµου ROFS στην αρχική 

εικόνα Lena (α).  

 

3.2.2 Η διαδικασία του merging. 

Ο αλγόριθµος που παρουσιάσαµε παραπάνω αυτό που κάνει είναι να προσεγγίζει τις 

ακµές τις εικόνας µε διαδοχικές οριζόντιες, κάθετες ή διαγώνιες γραµµές. Βέβαια όπως 

φαίνεται και από τις παραπάνω εικόνες το segmentaion στο οποίο οδηγεί η εφαρµογή του 

αλγορίθµου στις εικόνες µας δεν είναι έγκυρο. Για µεγαλύτερη ακρίβεια στον 

προσδιορισµό των ακµών και των τµηµάτων πρέπει να εκτελέσουµε ένα merging κατά το 

οποίο θα ενώνουµε γειτονικές περιοχές σύµφωνα µε κάποιο κριτήριο.  
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To κριτήριο µε το οποίο γίνεται το merging, σύµφωνα µε την αναφορά [12], είναι ότι 

το merging δύο γειτονικών περιοχών γίνεται αν και έφοσον µετά το merging η νέα 

περιοχή δεν υπερβαίνει κάποιο όριο λάθους (error threshold). Επίσης το merging που 

προτείνεται στην αναφορά δεν είναι εξαντλητικό, δηλαδή από όλα τα δυνατά mergings 

που µπορούν να γίνουν κάθε φορά, γίνεται µόνο αυτό που προκαλεί το µικρότερο λάθος. 

Επειδή κρίθηκε ότι η προτεινόµενη µέθοδος για το merging των περιοχών είχε µεγάλη 

πολυπλοκότητα, πράγµα που θα την έκανε προβληµατική στη χρήση της, γι� αυτό 

υλοποιήσαµε το merging µε άλλο τρόπο και σύµφωνα µε διαφορετικό κριτήριο. Αυτό 

που κάναµε δηλαδή, ήταν να κάνουµε εξαντλητικό merging µεν, αλλά µε κριτήριο την 

µέση τιµή των περιοχών που κάνουµε merge. ∆ηλαδή απλά ενώναµε δυό περιοχές κάθε 

φορά που η µέση τιµή της µιας απείχε από τη µέση τιµή της άλλης λιγότερο από µία τιµή 

-την οποία από δω και στο εξής θα ονοµάζουµε παράµετρο merging- την οποία εµείς 

καθορίζουµε και η οποία περνάει σαν παράµετρος στο πρόγραµµα µας (επίσης σαν 

παράµετρο στο πρόγραµµα περνάµε και το κατώφλι  ε ). 

Το κόστος που είχε βέβαια µια τέτοια υλοποίηση είναι φανερό στο αποτέλεσµα που 

παίρνουµε, το οποίο δεν είναι απόλυτα ικανοποιητικό, αφού εξαιτίας του κριτηρίου που 

χρησιµοποιούµε χάνουµε κάποιες ακµές (αφού γίνονται merge κάποιες περιοχές που δε 

θα έπρεπε να γίνονται). 

Στα σχήµατα 3.4 και 3.5 φαίνονται οι εικόνες που είδαµε στα σχήµατα 3.2(γ) και 

3.3(γ) αντίστοιχα, αλλά τώρα έχει γίνει και η φάση του merging. Και στις δύο 

περιπτώσεις η παράµετρος merging που χρησιµοποιήσαµε έχει τιµή 14 (πράγµα που 

σηµαίνει ότι το merging δύο γειτονικών περιοχών θα γίνεται µόνο αν η διαφορά των 

µέσων τιµών (του gray level) των περιοχών είναι µικρότερη ή ίση του 14). Είναι φανερό 

ότι όσο µεγαλώνει η τιµή της παραµέτρου merging τόσο µεγαλώνει και ο αριθµός των 

περιοχών (πολυγώνων) που γίνονται merge, πράγµα που σηµαίνει µείωση των ακµών που 

ανιχνεύει ο αλγόριθµος. ∆οκιµάζοντας 3 ή 4 διαφορετικές τιµές της παραµέτρου 

merging, µπορούµε εύκολα να βρούµε την τιµή εκείνη για την οποία παίρνουµε το 

καλύτερο αποτέλεσµα. Σε επόµενη παράγραφο παραθέτουµε κάποιους ενδεικτικούς 

χρόνους εκτέλεσης του προγράµµατος για την κάθε εικόνα αλλά και κάποια σχόλια γύρω 

από την απόδοση του συνολικού αλγορίθµου.  

 



  

 

25

 

                            

          (α)              (β)                (γ) 

Σχήµα 3.4 (α) Αρχική εικόνα.  (β) Η διαδικασία του splitting.  (γ) Η διαδικασία του 

merging. 

 

                              

           (α)         (β) 

 

(γ) 

Σχήµα 3.5 (α) Αρχική εικόνα.  (β) Η διαδικασία του splitting.  (γ) Η διαδικασία του 

merging.    
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3.3 ΠΕΙΡΑΜΑΤΙΚA ΑΠΟΤΕΛΕΣΜΑΤΑ ΚΑΙ ΑΠΟ∆ΟΣΗ ΤΟΥ ΑΛΓΟΡΙΘΜΟΥ 

   Παραθέτουµε τώρα τους χρόνους εκτέλεσης του προγράµµατος µας για τις 

παραπάνω δύο εικόνες. Υπενθυµίζουµε ότι οι διαστάσεις της πρώτης εικόνας (κύστη) 

είναι 112x84 ενώ της δεύτερης (Lena) είναι 256x240. Όλοι οι χρόνοι που δίνονται είναι 

σε seconds. Επίσης, το µηχάνηµα που χρησιµοποιήθηκε για να παρθούν οι µετρήσεις 

ήταν ένα SUN station µοντέλο Ultra 1 µε λειτουργικό Unix.  

 

Ο χρόνος εκτέλεσης του αλγορίθµου ROFS είναι γραµµικά ανάλογος της κάθε 

διάστασης της εικόνας πράγµα το οποίο είναι επιθυµητό. ∆ηλαδή, µε τον τρόπο που έγινε 

η υλοποίηση του αλγορίθµου, πετύχαµε ώστε ο χρόνος εκτέλεσης του αλγορίθµου ROFS 

να είναι ανάλογος του γινοµένου των διαστάσεων της εικόνας (δηλαδή του εµβαδού της 

εικόνας). Αν δηλαδή Nx είναι το µήκος της εικόνας και Ny το πλάτος της τότε η 

πολυπλοκότητα του αλγορίθµου µε τον τρόπο που υλοποιήθηκε είναι Ο(NxNy). Αυτό 

επαληθεύται και από τα δεδοµένα του παραπάνω πίνακα, καθώς παρατηρούµε ότι ο 

χρονος εκτέλεσης του αλγορίθµου ROFS για την δεύτερη εικόνα είναι περίπου 6.5 φορές 

µεγαλύτερος από αυτόν της πρώτης εικόνας, όσος είναι δηλαδή και ο λόγος των εµβαδών 

των δύο εικονών.  

   Όσον αφορά τώρα το στάδιο του merging, ο χρόνος εκτέλεσης του είναι ανάλογος 

µε το τετράγωνο του αριθµού των πολυγώνων που µας έδωσε το στάδιο του αλγορίθµου 

ROFS. Αν δηλαδή Ν είναι ο αριθµός των πολυγώνων που προέκυψε από την εκτέλεση 

του αλγορίθµου ROFS, τότε η πολυπλοκότητα του merging είναι Ο(Ν). Αυτό 

επαληθέυεται και πάλι από τα δεδοµένα του πίνακα, όπου παρατηρούµε ότι ο χρόνος του 

merging για την δέυτερη εικόνα είναι περίπου 20 φορές µεγαλύτερος από αυτόν της 

πρώτης εικόνας, όσο άλλωστε είναι και το τετράγωνο του λόγου των αριθµών των 

πολυγώνων για την κάθε περίπτωση ( (4521/1007)2 ≈ 20 ). Και βέβαια, ο αριθµός των 

 ROFS (1007πολύγωνα)       merging 

    Εικόνα 1 (κύστη)                 0.3          0.25 

 ROFS (4521 πολύγωνα)         merging 

    Εικόνα 2 (lena)         1.9       5 
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πολυγώνων που θα πάρουµε (για ένα δεδοµένο κατώφλι ε) εξαρτάται εκτός από τις 

διαστάσεις της εικόνας και από το περιεχόµενο της. 

Τα συµπεράσµατα που βγαίνουν από τους χρόνους εκτέλεσης του αλγορίθµου αλλά 

και από την παρατήρηση των αποτελεσµάτων που δίνει, είναι πρώτον ότι η ταχύτητα 

εκτέλεσης του αλγορίθµου είναι αρκετά ικανοποιητική, αν αναλογιστούµε τουλάχιστο ότι 

ο αριθµός των υπολογισµών που πρέπει να γίνουν είναι πραγµατικά τεράστιος, και 

δεύτερον ότι τα αποτελέσµατα που δίνει δεν είναι αρκετά ικανοποιητικά, σε σχέση 

τουλάχιστον µε αυτά που δίνει ο αλγόριθµος υλοποιούµενος µε τις προδιαγραφές της 

αναφοράς. Βλέπουµε δηλαδή πόσο καθοριστικό είναι το κριτήριο µε το οποίο κάνουµε το 

merging των περιοχών, καθώς αυτό είναι που εξασφαλίζει την ανίχνευση όλων των 

ακµών της εικόνας αλλά και τη συνέχεια αυτών, πράγµα το οποίο δε συµβαίνει στην 

περίπτωση µας καθώς όπως µπορούµε να δούµε οι ακµές της εικόνας που ανιχνεύονται 

δεν είναι συνεχείς αλλά σε κάποια σηµεία �σπάνε�.  

Στις προηγούµενες παραγράφους είδαµε κάποια αποτελέσµατα από την εφαρµογή 

του αλγορίθµου σε εικόνες χωρίς την παρουσία θορύβου. Εµείς µελετήσαµε την απόδοση 

του αλγορίθµου και παρουσία θορύβου και παραθέτουµε κάποια αποτελέσµατα. Στο 

σχήµα 3.6 βλέπουµε το αποτέλεσµα της εφαρµογής του αλγορίθµου στην Lena στην 

οποία όµως προσθέσαµε White Gaussian Noise µε τυπική απόκλιση σ=8. Το κατώφλι ε 

που χρησιµοποιήσαµε είχε τιµή 10000 ενώ για την παράµετρο merging 

χρησιµοποιήσαµε τιµή 18. Το αποτέλεσµα µπορεί να χαρακτηριστεί ικανοποιητικό µόνο 

αν συγκριθεί µε αυτό του σχήµατος 3.5 καθώς βλέπουµε ότι οι βασικές ακµές της εικόνας 

έχουν ανιχνευθεί σχεδόν όπως ανιχνεύθηκαν και στην περίπτωση που δεν είχαµε θόρυβο. 

Ο αλγόριθµος αυτός δηλαδή, παρουσιάζει �καλή σχετικά� απόδοση παρουσία θορύβου 

πράγµα το οποίο οφείλεται τόσο στο κριτήριο µε το οποίο κάνουµε το splitting της 

εικόνας όσο και στο κριτήριο µε το οποίο κάνουµε το merging των περιοχών. Ωστόσο 

αυτό δε σηµαίνει ότι η απόδοση του αλγορίθµου παραµένει καλή ακόµα και αν αυξηθεί 

πολύ η ποσότητα του θορύβου. Σε περιπτώσεις που η τυπική απόκλιση του θορύβου που 

προσθέτουµε στην εικόνα είναι 16 ή και µεγαλύτερη, ο αλγόριθµος αδυνατεί να δώσει 

ικανοποιητικά αποτελέσµατα καθώς ο θόρυβος αλλοιώνει τις πραγµατικές ακµές της 

εικόνας ενώ παράλληλα ενισχύει τις αντιθέσεις στα υπόλοιπα σηµεία της εικόνας, µε 

αποτέλεσµα αρκετές ακµές που ανιχνεύονται να είναι διακεκοµµένες.  
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Σχήµα 3.6  (α) Αρχική εικόνα µε  white gaussian noise (σ=8).  (β) Αποτέλεσµα της 

εφαρµογής του αλγορίθµου ανίχνευσης ακµών. 

 

3.4 ΣΥΝΟΨΗ 

Στις προηγούµενες παραγράφους παρουσιάσαµε ένα αλγόριθµο για ανίχνευση των 

ακµών σε µία εικόνα. Όπως αναφέραµε και στην αρχή, το πλεονέκτηµα του αλγορίθµου 

αυτού έναντι των κλασσικών split-and-merge, είναι ότι προσαρµόζεται καλύτερα στα 

σηµασιολογικά χαρακτηριστικα της εικόνας και προσεγγίζει καλύτερα τις ακµές της 

εικόνας χρησιµοποιώντας και διαγώνιες γραµµές. Η χρήση των διαγώνιων γραµµών το 

µόνο κόστος που έχει είναι στον υπολογιστικό χρόνο ενώ από την άλλη συµβάλλει και 

στη µείωση του αριθµού των παραγόµενων πολυγώνων, αλλά και των πολυγώνων που 

γίνονται merge. 

Όσων αφορά το κατώφλι  ε  και την παράµετρο merging, οι τιµές που θα δώσουµε 

εξαρτώνται (όπως ήδη έχουµε αναφέρει) από τις διαστάσεις τις εικόνας, από το 

περιεχόµενο της και από το αποτέλεσµα στο οποίο θελουµε να φτάσουµε. Για το κατώφλι  

ε  ενδεικτικές τιµές ξεκινάνε από 1000 και φτάνουν έως 40000,50000 ή και παραπάνω 

ανάλογα πάντα µε την εικόνα και το τι ανάλυση (σε πολύγωνα) ζητάµε. Για την 

παράµετρο merging ενδεικτικές τιµές ξεκινάνε από 5 ή 6 και φτάνουν σε 20 ή και 

παραπάνω ανάλογα µε το ποσοστό του merging που θέλουµε να πετύχουµε. Με λίγες 

δοκιµές µπορούµε εύκολα να βρούµε τον  συνδυασµό κατωφλιού ε και και παραµέτρου 

merging που δίνει το καλύτερο αποτέλεσµα.  
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Υπενθυµίζουµε για άλλη µία φορά ότι η µοναδική ίσως ουσιαστική απόκλιση από 

τον αλγόριθµο του paper, ήταν στο κριτήριο σύµφωνα µε το οποίο έγινε το merging (το 

οποίο είδαµε τελικά πόσο καθοριστικό ήταν) και στο οποίο οφείλονται τα όποια µη 

αποδεκτά κοµµάτια στο τελικό segmentation. Όπως όµως αναφέραµε και στην αρχή του 

κεφαλαίου, ο λόγος για τον οποίο υλοποιήσαµε το συγκεκριµένο αλγόριθµο, είναι γιατί 

θα µας χρειαστεί σε επόµενο κεφάλαιο, όταν θα συγκρίνουµε τα αποτελέσµατα του µε 

αυτά  που δίνουν κάποιοι αλγόριθµοι για clustering (βλ. Κεφάλαια 4,6) της εικόνας. Θα 

συγκρίνουµε δηλαδή την απόδοση των αλγορίθµων ανίχνευσης ακµών µε αυτή των 

αλγορίθµων clustering, µε κριτήριο τόσο την �χρησιµότητα� της τελικής εικόνας όσο και 

την αποτελεσµατικότητα τους σε περιβάλλον θορύβου.  
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ΠΑΡΑΡΤΗΜΑ 

Στην παράγραφο αυτή θα αναφέρουµε λεπτοµέρειες για τη γεωµετρία που 

χρησιµοποιούµε προκειµένου να διαχειριστούµε τα πολύγωνα που προκύπτουν από το 

χώρισµα της εικόνας µε οριζόντιες, κάθετες και διαγώνιες γραµµές.  

Όπως αναφέραµε σε προηγούµενη παράγραφο, τα πολύγωνα που προκύπτουν µε τη 

διαδικασία του splitting [14] είναι κανονικά κυρτά n-γωνα όπου  3≤n≤8. Είναι φανερό ότι 

το πιο πολύπλοκο πολύγωνο που µπορεί να προκύψει είναι ένα κυρτό οκτάγωνο. Έστω 

V={(υi,x , υi,y)}, 1≤i≤3, 3≤n≤8, το σύνολο των κορυφών του κανονικού πολυγώνου. Από 

τις κορυφές αυτές ορίζουµε τώρα τις top-left (TL), bottom-right (BR), left-bottom (LB) 

και right-top (RT) κορυφές ως εξής: 

TL õ TL õy V i y x õ TL i x
i y y

= =
∈ =

max{ }, min { },, ,
,V

  

BR õ BR õy V i y x õ BR i x
i y y

= =
∈ =

min{ }, max { },, ,
,V

 

LB õ LB õx V i x y õ LB i y
i x x

= =
∈ =

min{ }, min { },, ,
,V

 

RT õ RT õx V i x y õ RT i y
i x x

= =
∈ =

max{ }, max { },, ,
,V  

Οι κορυφές αυτές ονοµάζονται και κορυφές �κλειδιά� του πολυγώνου και φαίνονται 

στο σχήµα 3.7. Από τη στιγµή που ο αριθµός των κορυφών των πολυγώνων που 

προκύπτουν κυµαίνεται από 3 έως 8 είναι πιθανό κάποιες κορυφές �κλειδιά� να 

ταυτίζονται, όπως άλλωστε φαίνεται και από το σχήµα (περιπτώσεις γ,ε,στ�). 

   

TL

 LB

TL

 LB RT

BR

BR

TL

 LB

TL=LB

BR

BR

TL

LB=BR

TL=RT

 LB BR

RT

RT

RT

RT

(â)(á)

(ä)

(ã)

(å) (óô’)  

Σχήµα 3.7  Κανονικά πολύγωνα και οι κορυφές �κλειδιά� τους. 
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Αποδεικνύεται ότι τα πολύγωνα που προκύπτουν µε τη διαδικασία του splitting 

καθορίζονται µοναδικά από τις κορυφές �κλειδιά� τους. ∆ηλαδή γνωρίζοντας µόνο τις 

τέσσερις κορυφές �κλειδιά� ενός κανονικού πολυγώνου µπορούµε να βρούµε και τις 

υπόλοιπες κορυφές του (αν υπάρχουν, αν δηλαδή έχει παραπάνω από τέσσερις κορυφές 

το πολύγωνο). Οπότε αυτό που πρέπει να κάνουµε είναι να υπολογίζουµε τις κορυφές 

�κλειδιά� των πολυγώνων που προκύπτουν µετά από κάθε χώρισµα. Στο σχήµα 3.8 

φαίνονται η οριζόντια, η κατακόρυφη και η διαγώνια (450,1350) γραµµή σάρωσης της 

εικόνας (πολυγώνου). Επίσης φαίνονται και κάποιες µεταβλητές (l1 , l2 , Ai , Ai+1 , Bi , 

Bi+1 ) που θα εξηγήσουµε παρακάτω τι συµβολίζουν. Ο προσδιορισµός των σηµειών 

τοµής της γραµµής σάρωσης (καθώς αυτή κινείται µέσα στο πολύγωνο) µε τις ακµές του 

πολυγώνου περιγράφεται στο [15].  

TL

RT

LB

BR

  Ai

 Ai+1
Bi+1

Bil1 l2

      

TL

RT

LB

BR
  Ai

Ai+1

Bi+1

Bi

l1 l2

 

           (α)                (β) 

TL

RT

LB

BR Ai Ai+1

Bi+1 Bi

l1

l2

      

TL

RT

LB

BR
Ai

 Ai+1

Bi+1
  Bi

l1

l2

 

           (γ)                           (δ) 

Σχήµα 3.8  Χώρισµα κανονικού πολυγώνου από οριζόντιες (α), κάθετες (γ) και διαγώνιες 

γραµµές (β,δ).  
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Ας δούµε τώρα πως υπολογίζουµε τις κορυφές �κλειδιά� των πολυγώνων G1 και G2 

που προκύπτουν µε το χώρισµα του αρχικού πολυγώνου G από τη γραµµή σάρωσης AiBi. 

Στα σχήµατα, µε Ai+1Bi+1 συµβολίζουµε τη θέση της γραµµής σάρωσης την αµέσως 

επόµενη χρονική στιγµή. 

 Ξεκινώντας από την περίπτωση της οριζόντιας σάρωσης (τοµής) (βλ. σχ. 3.8(α) ) 

ορίζουµε l1 = LBy - BRy  και l2 = RTy - BRy. Ακολουθεί τώρα ο αλγόριθµος σύµφωνα µε 

τον οποίο υπολογίζουµε τις κορυφές �κλειδιά� των πολυγώνων που προκύπτουν από το 

χώρισµα του αρχικού χρησιµοποιώντας οριζόντια γραµµή χωρισµού. Χρησιµοποιούµε 

�δείκτες� 1 και 2 για να αναφερθούµε στις κορυφές �κλειδιά� των πολυγώνων που 

παράγονται.  

 

BR1 = BR;   TL1 = Ai ;   TL2 = TL;   BR2 = Bi+1 ; 

IF  i<l1  THEN BEGIN   LB1 = Ai ;   LB2 = LB   END 

ELSE BEGIN   LB1 =LB;  LB2 = Ai+1    END; 

IF  i<l2  THEN BEGIN   RT1 = Bi ;   RT2 = RT   END 

ELSE BEGIN   RT1 =RT;  RT2 = Bi+1    END. 

 

Ο αλγόριθµος για τον υπολογισµό των κορυφών �κλειδιά� στην περίπτωση της 

κάθετης σάρωσης (τοµής) (βλ. σχ. 3.8(γ) ) είναι συµµετρικός µε αυτόν της οριζόντιας 

περίπτωσης. Απλά αντικαθιστούµε το σηµείο αναφοράς BR µε το LB, οπότε τα l1 και l2 

ορίζονται τώρα l1 = BRx - LBx  και l2 = TLx - LBx. 

Στην περίπτωση τώρα της διαγώνιας σάρωσης (τοµής) (βλ. σχ. 3.8(β) ), και 

συγεκριµένα µε γωνία 450, η λογική µε την οποία καθορίζουµε τις κορυφές �κλειδιά� των 

πολυγώνων G1 και G2 που προκύπτουν είναι ανάλογη µε πριν. Απλά παρατηρούµε το 

σχήµα και εύκολα υπολογίζουµε τα σηµεία αυτά. Η µόνη διαφορά όµως είναι ότι η 

γεωµετρία που χρησιµοποιούµε αυτή τη φορά είναι λίγο πιο πολύπλοκη καθώς τα ακραία 

σηµεία των τοµών AiBi και Ai+1Bi+1  δεν πέφτουν απαραίτητα πάνω στα όρια του 

πολυγώνου G. Ο αριθµός των διαγώνιων θέσεων ξεκινώντας από το BR και φθάνοντας 

ως το TL είναι ||TL,BR||1  (η L1 απόσταση των pixels BR,TL). Ορίζουµε τώρα  l1 = 
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||LB,BR||1  να είναι ο αριθµός των βηµάτων (θέσεων) για να φτάσουµε µε διαγώνιες 

γραµµές από το BR στο LB. Επίσης, ορίζουµε  l2 = ||RT,BR||1 - 2(RTx - BRx) να είναι ο 

αριθµός των βηµάτων για να φτάσουµε µε διαγώνιες γραµµές από το BR στο RT 

αντίστοιχα.  

Βασισµένοι τώρα στους παραπάνω ορισµούς των l1 και l2 µπορούµε να δώσουµε τον 

αλγόριθµο για τον υπολογισµό των κορυφών �κλειδιά� των πολυγώνων που προκύπτουν 

για µία δεδοµένη διαγώνια (450) τοµή AiBi. Ο αλγόριθµος αυτός φαίνεται παρακάτω. 

 

BR1 = BR;   TL1=Bi ;   TL2 = TL;   BR2 = Ai+1 ; 

IF i<l1  THEN BEGIN 

 LB2 = LB; 

 IF Ai is on the boundary of G THEN  LB1 = Ai 

 ELSE BEGIN  LB1,x = Ai,x ;  LB1,y = Ai,y - 1  END 

END 

ELSE BEGIN  LB1 = LB;  LB2 = Ai+1  END; 

IF i<l2  THEN BEGIN  RT1 = Bi ;  RT2 = RT  END 

ELSE BEGIN 

 RT1 = RT; 

 IF Bi+1 is on the boundary of G THEN  RT2 = Bi+1 

 ELSE BEGIN  RT2,x = Bi+1,x ;  RT2,y = Bi+1,y + 1  END 

END. 

 

Ο αλγόριθµος για τον υπολογισµό των κορυφών �κλειδιά� στην περίπτωση της 

διαγώνιας σάρωσης (τοµής) µε γωνία 1350  (βλ. σχ. 3.8(δ) ) είναι συµµετρικός µε 

αυτόν της διαγώνιας περίπτωσης µε γωνία 450 που παρουσιάσαµε παραπάνω, µε µόνη 

διαφορά ότι το σηµείο LB θα είναι τώρα το σηµείο αναφοράς (αντί του BR) και τα l1 και 

l2 θα ορίζονται τώρα ως l1 = ||TL,LB||1  και l2 = ||BR,LB||1 - 2(LBy - BRy).  
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ΚΕΦΑΛΑΙΟ 4:  ΕΝΑΣ ΠΡΟΣΑΡΜΟΖΟΜΕΝΟΣ 

ΑΛΓΟΡΙΘΜΟΣ ΓΙΑ CLUSTERING ΕΙΚΟΝΑΣ 

Στο κεφάλαιο αυτό θα παρουσιάσουµε µία τεχνική για Image Segmentation και πιο 

συγκεκριµένα για Image Clustering. Η συγκεκριµένη τεχνική [16] δίνει αρκετά καλά 

αποτελέσµατα για µία µεγάλη γκάµα εικονών. Αρκετές δοκιµές έγιναν µε διάφορες τιµές 

των παραµέτρων της εικόνας, ενώ έγιναν και κάποιες τροποποιήσεις στον αλγόριθµο τις 

οποίες και θα παρουσιάσουµε αναλυτικότερα παρακάτω. Σκοπός ήταν πάντα η βελτίωση 

του τελικού αποτελέσµατος, πράγµα που σε µερικές περιπτώσεις επιτεύχθηκε. Το 

κεφάλαιο αυτό δεν είναι ανεξάρτητο από τα υπόλοιπα. Είναι µεν αυτοδύναµο αλλά 

εξυπηρετεί έναν σκοπό. Ο ρόλος του είναι η παρουσίαση ενός συγκεκριµένου 

αλγορίθµου τον οποίο θα χρησιµοποιήσουµε στο Κεφάλαιο 6 που, σε συνδυασµό µε τη 

θεωρία από το πεδίο των wavelets (Κεφάλαιο 5) θα παρουσιάσουµε µία εναλλακτική 

µέθοδο για Image Segmentation (Clustering) και θα µελετήσουµε την απόδοσή της. 

 

4.1 ΕΙΣΑΓΩΓΗ  

Θα παρουσιάσουµε µία τεχνική για Image Segmentation grayscale εικόνων (τυπικά 

256 επιπέδων του γκρι) σε περιοχές µε σταθερό η ελαφρά µεταβαλλόµενο intensity. H  

�τµηµατοποιηµένη�  εικόνα θα αποτελείται από λίγα επίπεδα του γκρι (συνήθως 2-4) 

κάθε ένα από τα οποία θα αναπαριστά και µία περιοχή. Θα αποτελεί στην ουσία ένα 

σκίτσο ή καρικατούρα της αρχικής εικόνας το οποίο θα διατηρεί τα σηµαντικότερα  

χαρακτηριστικά της ενώ δε θα διατηρεί τις όποιες λεπτοµέρειες τις εικόνας (το βαθµό 

στον οποίο θα διατηρούνται ή δε θα διατηρούνται οι λεπτοµέρειες θα είµαστε σε θέση να 

τον καθορίζουµε, µεταβάλλοντας την τιµή µιας παραµέτρου, όπως θα δούµε παρακάτω). 

Συνεπώς θα µπορεί να χρησιµοποιηθεί σαν ένα πρώτο στάδιο ενός συστήµατος για 

αναγνώριση εικονών (Image Recognition System). Τα πλεονεκτήµατα της 

�καρικατούρας� που παίρνουµε είναι αφενός µεν εύκολη εκτύπωση σε οποιδήποτε µέσο 

µε πολύ λίγα επίπεδα και αφετέρου  κωδικοποίηση και συµπίεση της εικόνας σε µεγάλο 

βαθµό αφού το µόνο που έχουµε να κωδικοποιήσουµε είναι οι µεταβολές ανάµεσα σε 

πολύ λίγα επίπεδα του γκρι.  
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Ο αλγόριθµος που παρουσιάζουµε κατανέµει τα pixels της εικόνας σε clusters, 

βασιζόµενος τόσο στο επίπεδο του γκρι που έχουν, όσο και στη σχετική τους θέση. Η 

υπόθεση είναι ότι οι εικόνες περιέχουν αντικείµενα µε οµαλές (λείες) επιφάνεις και όχι 

υφή (texture).  

Ένας γνωστος αλγόριθµος για clustering είναι ο K-means αλγόριθµος(βλ. 

Παράρτηµα). Όµως όταν εφαρµόζεται στην τµηµατοποίηση (segmentation) της εικόνας, 

παρουσιάζει δύο προβλήµατα: πρώτον δεν χρησιµοποιεί καθόλου χωρικούς περιορισµούς 

και δεύτερον υποθέτει ότι κάθε cluster χαρακτηρίζεται από σταθερό intensity. Η τεχνική 

που παρουσιάζουµε σ� αυτό το κεφάλαιο µπορεί να θεωρηθεί σαν µία γενίκευση του K-

means αλγορίθµου ως προς δύο χαρακτηριστικά: είναι προσαρµοζόµενη και λαµβάνει 

υπόψη της χωρικούς περιορισµούς.   

Όπως και ο K-means αλγόριθµος έτσι και αυτός που παρουσιάζουµε εδώ είναι ένας 

επαναληπτικός (iterative) αλγόριθµος. Κάθε περιοχή χαρακτηρίζεται από µία αργά 

µεταβαλλόµενη συνάρτηση έντασης (intensity).  ∆εδοµένης αυτής της συνάρτησης 

ορίζουµε την a posteriori συνάρτηση πυκνότητας πιθανότητας (probability density 

function ή pdf για συντοµία) για την κατανοµή των περιοχών µε δεδοµένη την αρχική 

παρατηρούµενη εικόνα. H pdf έχει δύο παράγοντες, ο ένας περιορίζει το intensity της 

περιοχής να είναι κοντά στα δεδοµένα και ο άλλος εξασφαλίζει χωρική συνέχεια.  

Ο αλγόριθµος εναλλάσεται ανάµεσα στη µεγιστοποίηση της a posteriori pdf και στον 

υπολογισµό των συναρτήσεων έντασης (intensity functions). Αρχικά οι συναρτήσεις 

έντασης είναι σταθερές σε κάθε περιοχή και ίσες µε τα κέντρα των clusters που έχουν 

προκύψει µε τον K-means αλγόριθµο. Καθώς ο αλγόριθµος προχωράει οι εντάσεις 

(intensities) ενηµερώνονται, παίρνοντας το µέσο όρο πάνω σε ένα κινούµενο παράθυρο 

του οποίου το µέγεθος σταδιακά µικραίνει. Έτσι ο αλγόριθµος ξεκινά µε κάποιους 

συνολικούς (global) υπολογισµούς και προοδευτικά προσαρµόζεται στα τοπικά 

χαρακτηριστικά της κάθε περιοχής.  

Ο αλγόριθµος δίνει πολύ καλά αποτελέσµατα, σαφώς ανώτερα από αυτά του K-

means, αλλά και από άλλες τεχνικές που έχουν κατά καιρούς προταθεί. Εφαρµόστηκε µε 

επιτυχία σε ένα µεγάλο αριθµό εικονών, διαφόρων ειδών και προελεύσεων. Τα 

αποτελέσµατα ήταν σε κάθε περίπτωση αρκετά ικανοποιητικά.  
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Το µοντέλο για την κλάση των εικονών που θεωρούµε παρουσιάζεται στην 

παράγραφο 4.2. Ο αλγόριθµος παρουσιάζεται στην παράγραφο 4.3. Στην παράγραφο 4.4 

παρουσιάζουµε τα αποτελέσµατα της εφαρµογής του αλγορίθµου πάνω σε διάφορες 

εικόνες. Στην παράγραφο 4.5 µελετάµε µία ιεραρχική υλοποίηση του αλγορίθµου και την 

συγκρίνουµε µε την αντίστοιχη απλή. Στην παράγραφο 4.6 παρουσιάζουµε τα 

συµπεράσµατα και κάποια σχόλια για τον αλγόριθµο που υλοποιήσαµε. Στο τέλος του 

κεφαλαίου ακολουθεί ένα παράρτηµα, στο οποίο παρουσιάζουµε την γενική λειτουργία 

του αλγορίθµου K-means και επεξηγούµε πως ακριβώς εφαρµόστηκε ο αλγόριθµος αυτός 

στην περίπτωση µας (δηλαδή τι τροποποιήσεις έγιναν στον αλγόριθµο προκειµένου αυτός 

να µπορέσει να εφαρµοστεί σε gray-level εικόνες).   

 

4.2 ΤΟ ΜΟΝΤΕΛΟ 

Αυτό που κάνουµε είναι να µοντελοποιήσουµε τις gray-scale εικόνες µας σαν µία 

συλλογή από περιοχές µε οµοιόµορφη ή ελαφρά µεταβαλλόµενη ένταση (intensity). Οι 

µοναδικές απότοµες µεταβολές στο gray level συµβαίνουν στα σύνορα των περιοχών. 

Έστω  y  η θεωρούµενη gray-scale εικόνα. Η ένταση ενός pixel στη θέση s θα 

συµβολίζεται µε  ys και θα παίρνει τιµές από 0 µέχρι 255. Μια τµηµατοποίηση 

(segmentation) της εικόνας σε περιοχές θα συµβολίζεται µε x  όπου xs = i  θα σηµαίνει 

ότι το pixel στη θέση s  ανήκει στην περιοχή  i. Ο αριθµός των διαφορετικών περιοχών 

είναι Κ.  

Σ� αυτήν την παράγραφο αναπτύσσουµε το µοντέλο για την a posteriori probability 

density function p(x|y). Από το θεώρηµα του Bayes έχουµε 

                                               p(x|y) ∝ p(y|x)p(x)                                                  (4.1) 

όπου p(x) είναι η a priori πυκνότητα (density) της διαδικασίας των περιοχών (region 

process) και p(y|x) είναι η πυκνότητα υπό συνθήκη της παρατηρούµενης εικόνας 

δεδοµένης της κατανοµής των περιοχών. 

Η διαδικασία των περιοχών µοντελοποιείται µε ένα τυχαίο πεδίο Markov (Markov 

random field   MRF). ∆ηλαδή αν Ns είναι µία γειτονιά ενός pixel στη θέση s τότε: 

                                      p x x all q s p x x q Ns q s q s( | , ) ( | , ).≠ = ∈                              (4.2) 
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Με απλά λόγια, αυτό που εκφράζει η παραπάνω εξίσωση είναι ότι η περιοχή (cluster) 

στην οποία θα ανήκει το pixel στη θέση s, θα εξαρτάται σε κάποιο βαθµό µόνο από τα 

pixels της γειτονίας Ns του pixel s και όχι από τα υπόλοιπα pixels της εικόνας.  

Θεωρούµε εικόνες που ορίζονται πάνω στο Καρτεσιανό πλέγµα και τη γειτονιά Ns  

ενός pixel  s  να αποτελείται από τα 8 κοντινότερα pixels. Σύµφωνα µε γνωστό θεώρηµα 

η πυκνότητα p(x) θα δίνεται από την πυκνότητα του Gibbs και θα έχει την ακόλουθη 

µορφή 

                                            p x
Z

V xs c s
C

( ) exp ( ) .= −








∑1                                       (4.3) 

Εδώ Ζ είναι µία σταθερά κανονικοποίησης(normalizing constant) και το άθροισµα γίνεται 

πάνω σε όλες τις �κλίκες� C. Μία �κλίκα� είναι ένα σύνολο από σηµεία που είναι 

γειτονικά το ένα στο άλλο. Τα δυναµικά των κλικών (Vc) εξαρτώνται µόνο από τα  pixels 

που ανήκουν στη κλίκα C.  

Το µοντέλο µας υποθέτει ότι τα µόνα µη µηδενικά δυναµικά είναι αυτά που 

αντιστοιχούν στις κλίκες ενός ή δύο σηµείων όπως φαίνεται στο σχήµα 4.1. Τα δυναµικά 

δύο σηµείων ορίζονται ως εξής:  

                                     V x
x x and s q C

if x x and s q CC s

s q

s q
( )

,
, .=

− = ∈

+ ≠ ∈





β,     if 
β,          (4.4) 

H παράµετρος β είναι θετική έτσι ώστε δύο γειτονικά pixels να είναι πιο πιθανό να 

ανήκουν στην ίδια κλάση (cluster) παρά σε διαφορετικές κλάσεις. Αυξάνοντας την τιµή 

του β έχει σαν αποτέλεσµα την αύξηση του µεγέθους των περιοχών και της εξοµάλυνση 

(smoothing) των συνόρων. Ουσιαστικά δηλαδή, αυξάνοντας την τιµή β ο αλγόριθµος 

προχωράει σε µεγαλύτερη οµαδοποίηση των γειτονικών pixels πράγµα το οποίο συντελεί 

στην εξοµάλυνση των περιοχών και στην εξάλειψη των µικρών περιοχών (λεπτοµερειών) 

της εικόνας. Τα δυναµικά κλίκας ενός σηµείου ορίζονται ως εξής:  

                                         V x if x i and s C all ic s
i

s( ) , , .= = ∈α                          (4.5)        

Όσο µικρότερη η τιµή του αi, τόσο πιο πιθανό είναι το pixel στη θέση s να ανήκει στο 

cluster i. Σηµειώνουµε ότι ο εκθέτης i δεν εκφράζει δύναµη του α αλλά απλά είναι ένας 

δείκτης. Αυτό που στην ουσία εκφράζουν οι παράµετροι αi  είναι η a priori γνώση µας της 

σχετικής πιθανότητας ύπαρξης των διαφορετικών περιοχών. Αν δηλαδή ξέραµε από πριν 
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ότι, από τις δύο πιθανές περιοχές µίας εικόνας η µία είχε πιθανότητα εµφάνισης 0.6 και η 

άλλη είχε 0.4, αυτή η πληροφορία θα καθόριζε και τις τιµές του αi. Και βέβαια η τιµή του 

αi για την περιοχή µε πιθανότητα εµφάνισης 0.6 θα ήταν µικρότερη από την τιµή του αi 

για την περιοχή µε πιθανότητα εµφάνισης 0.4. Εµείς όµως θα θεωρούµε από δω και στο 

εξής ότι όλες οι περιοχές έχουν την ίδια πιθανότητα εµφάνισης και γι� αυτό θα θέσουµε αi 

=0  για όλα τα i.  

 

Σχήµα 4.1  Κλίκες ενός και δύο σηµείων για την πυκνότητα Gibbs. 

 

Η πυκνότητα υπό συνθήκη p(y|x) µοντελοποιείται σαν µία  white Gaussian process 

µε µέση τιµή (mean) µi
s  και διασπορά (variance) σ2. Σηµειώνουµε και πάλι ότι ο εκθέτης 

i δεν συµβολίζει κάποια δύναµη αλλά είναι απλά ένας ακόµα δείκτης. Κάθε περιοχή i  

χαρακτηρίζεται από µία διαφορετική µi
s η οποία είναι µια αργά µεταβαλλόµενη 

συνάρτηση του s (µιας και έχουµε θεωρήσει ότι οι περιοχές µας θα είναι οµαλές). Έτσι η 

ένταση κάθε περιοχής µοντελοποιείται σαν ένα σήµα µi
s συν λευκό Gaussian θόρυβο µε 

διασπορά (variance) σ2. H a posteriori probability density function p(x|y) έχει συνεπώς 

την ακόλουθη µορφή: 

                                 p x y y V xs
s

C s
C

( | ) exp [ ] ( ) .∝ − − −








∑ ∑1
2 2

2

σ
µ s

xs  (4.6) 

Αυτό το οποίο εκφράζει η (6) είναι το γεγονός ότι για να βρούµε την κατανοµή των 

περιοχών x (δηλαδή το segmentation της εικόνας) µε δεδοµένη την αρχική εικόνα y, 

πρέπει να µεγιστοποιήσουµε το άθροισµα που βρίσκεται µέσα στις αγκύλες στο δεξί 

µέλος της (6). Αυτό όµως θα γίνει στην επόµενη παράγραφο.  

Παρατηρούµε από την (6) ότι η pdf p(x|y) έχει δύο συνιστώσες. Η µία (πρώτο 

κοµµάτι στο δεξί µέλος της αναλογίας) περιορίζει την ένταση της περιοχής να είναι κοντά 

στα δεδοµένα. Η άλλη (δεύτερο κοµµάτι στο δεξί µέλος της αναλογίας) επιβάλλει την 

απαραίτητη χωρική συνέχεια.  
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Παρατηρούµε επίσης, ότι αν οι συναρτήσεις έντασης  µi
s  δεν εξαρτώνταν από τη 

θέση s και αν θέταµε την παράµετρο β=0 τότε έχουµε την περίπτωση του K-means 

αλγόριθµου. Ο συγκεκριµένος αλγόριθµος δηλαδή είναι µία επέκταση του K-means σε 

δύο κατευθύνσεις, όπως άλλωστε είχαµε αναφέρει και στην προηγούµενη παράγραφο. 

Αν τώρα υποθέσουµε ότι η παράµετρος β και η διασπορά θορύβου (noise variance) 

είναι γνωστές τότε πρέπει να υπολογίσουµε την κατανοµή των περιοχών και τις 

συναρτήσεις έντασης  µi
s. Αυτό θα γίνει στην επόµενη παράγραφο.  

Μία παρατήρηση που πρέπει να κάνουµε πριν περάσουµε στην ανάλυση του 

αλγορίθµου, είναι ότι το τυχαίο πεδίο Gibbs είναι ένα καλό µοντέλο για τη διαδικασία 

των περιοχών αλλά µόνο αν έχουµε και ένα καλό µοντέλο για την πιθανότητα υπό 

συνθήκη. ∆ηλαδή το πεδίο Gibbs από µόνο του δεν είναι πολύ χρήσιµο. ∆ίνει όµως καλά 

αποτελέσµατα αν συνδυαστεί σωστά µε το µοντέλο που αναφέραµε παραπάνω.  

 

4.3 Ο ΑΛΓΟΡΙΘΜΟΣ 

Στην παράγραφο αυτή θα δείξουµε τον αλγόριθµο για τον υπολογισµό των 

συναρτήσεων έντασης µi
s και της κατανοµής των περιοχών x. Οι συναρτήσεις έντασης 

ορίζονται πάνω στο ίδιο πλέγµα όπως άλλωστε και η αρχική εικόνα µας αλλά και η 

κατανοµή των περιοχών x. Όπως προαναφέραµε ο αλγόριθµος µας είναι επαναληπτικός. 

Εναλλάσεται ανάµεσα στον υπολογισµό των συναρτήσεων έντασης µi
s και τον 

υπολογισµό της κατανοµής των περιοχών x (δηλαδή το segmentation της εικόνας). 

Πρώτα ας θεωρήσουµε το πρόβληµα του υπολογισµού των συναρτήσεων έντασης 

µi
s. Με τη δεδοµένη κατανοµή των περιοχών x, υπολογίζουµε την ένταση µi

s σε κάθε 

pixel s ως εξής: παίρνουµε το µέσο όρο των επιπέδων του γκρι όλων των pixels που 

ανήκουν στην περιοχή (cluster) i και βρίσκονται µέσα σε ένα παράθυρο πλάτους W το 

οποίο έχει κέντρο το σηµείο s, όπως φαίνεται στο σχήµα 4.2. Όσον αφορά το σχήµα αυτό, 

διευκρινίζουµε, ότι οι περιοχές (clusters) που συµβολίζουµε µε i στο σχήµα είναι 

διαφορετικές µεταξύ τους (δηλαδή, για κάθε περιοχή το i έχει διαφορετική τιµή), απλά 

χρησιµοποιούµε το ίδιο σύµβολο για λόγους γενικότητας. Όταν ο αριθµός των pixels 

τύπου i  µέσα στο παράθυρο µε κέντρο s είναι πολύ µικρός τότε ο υπολογισµός µi
s δεν 

είναι αξιόπιστος. Στα σηµεία αυτά η ένταση µi
s δεν ορίζεται και όταν συµβαίνει αυτό το 

xs δεν µπορεί να θεωρηθεί ότι ανήκει στο επίπεδο(cluster) i. Γι� αυτό πρέπει να 
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καθορίσουµε τον ελάχιστο αριθµό από pixels Tmin τα οποία είναι απαραίτητα για τον 

υπολογισµό των µi
s.  Είναι φανερό ότι περιοχές µε έκταση µικρότερη από το κατώφλι 

Tmin ίσως εξαφανιστούν. Μία λογική τιµή για το κατώφλι Tmin είναι η Tmin =W, δηλαδή 

να θέσουµε το Tmin ίσο µε το πλάτος του παραθύρου W. Αυτή η τιµή για το κατώφλι Tmin 

εγγυάται ότι µακρίες περιοχές µε φάρδος ένα pixel θα διατηρούνται.  

Είναι φανερό ότι πρέπει να κάνουµε υπολογισµούς για όλους τους τύπους των 

περιοχών i και για όλα τα pixels s. Και είναι επίσης φανερό ότι οι υπολογισµοί που 

χρειάζονται για κάτι τέτοιο είναι υπερβολικά πολλοί, ειδικά για µεγάλα µεγέθη 

παραθύρων. Αντί λοιπόν να κάνουµε εξαντλητικά όλους τους παραπάνω υπολογισµούς, 

υπολογίζουµε τα µεγέθη µi
s µόνο πάνω σε ένα πλέγµα σηµείων. Για τα ενδιάµεσα σηµεία 

χρησιµοποιούµε µία τεχνική που ονοµάζεται bilinear interpolation και υπολογίζουµε τις 

ενδιάµεσες τιµές. Η απόσταση των σηµείων του πλέγµατος διαλέγουµε ώστε  να   ισούται 

µε το µισό του πλάτους του παραθύρου έτσι ώστε να έχουµε  50% επικάλυψη.   Στο 

σχήµα 4.3 φαίνεται ένα παράθυρο και οι θέσεις των κέντρων των γειτονικών παραθύρων. 

Στο σχήµα, τα µικρά κυκλάκια συµβολίζουν τις δυνατές θέσεις των κεντρών των 

διαφόρων παραθύρων.  

 

 

                    

i

i

i

i
s

 

                               Σχήµα 4.2  Υπολογισµός των µ s
i .  
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Σηµειώνουµε εδώ ότι επειδή οι συναρτήσεις έντασης µi
s είναι οµαλές(smooth), οι τιµές 

που υπολογίζουµε µε το bilinear interpolation είναι καλές προσεγγίσεις των τιµών που θα 

παίρναµε µε ακριβείς (εξαντλητικούς) υπολογισµούς. Επίσης παρατηρούµε ότι όσο 

µεγαλύτερο είναι το µέγεθος του παραθύρου τόσο πιο smooth θα είναι οι συναρτήσεις µi
s 

ενώ παράλληλα θα µεγαλώνει και οι απόσταση των κέντρων των παραθύρων. Από την 

άλλη όµως, λόγω της εξάρτησης της παραπάνω απόστασης από το µέγεθος του 

παραθύρου W, συµπεραίνουµε ότι η ποσότητα των υπολογισµών είναι ανεξάρτητη από 

το µέγεθος του παραθύρου.  

 

 

                                            

       Σχήµα 4.3  Πλέγµα υπολογισµού των συναρτήσεων  µ s
i   και θέσεις των παραθύρων. 

 

Ας θεωρήσουµε τώρα το πρόβληµα του υπολογισµού της κατανοµής των περιοχών. 

Με δεδοµένες τις συναρτήσεις των εντάσεων µi
s, αυτό που θέλουµε είναι να 

µεγιστοποιήσουµε την a posteriori probability density (6)  για να βρούµε το βέλτιστο 

segmentation x. Όµως το να βρεις το συνολικό µέγιστο αυτής της συνάρτησης απαιτεί 

πάρα πολλούς υπολογισµούς. Μία τεχνική που µπορεί να χρησιµοποιηθεί για αυτό είναι 

το simulated annealing [17]. Ωστόσο αντί να εκτελέσουµε την παραπάνω διαδικασία, 

αυτό που κάνουµε είναι να µεγιστοποιήσουµε την πιθανότητα υπό συνθήκη σε κάθε 

σηµείο xs δεδοµένης της εικόνας y και του παρόντος segmentation σ� όλα τα υπόλοιπα 

σηµεία.  ∆ηλαδή για κάθε xs µεγιστοποιούµε την ακόλουθη συνάρτηση:  



  

 

42

 

                               

p x y x all q s
p x y x q N

y V x

s q

s s q s

s C s
x Cs

( | , , )
( | , , )

exp [ ] ( ) .

≠

= ∈

∝ − − −






∈

∑1
2 2

2

σ
µ s

xs

                            (4.7) 

Ουσιαστικά, για ένα συγκεκριµένο pixel, η (7) µεγιστοποιείται για την περιοχή εκείνη για 

την οποία, πρώτον η µέση τιµή της µi
s είναι αρκετά κοντά στην τιµή του pixel και 

δεύτερον τα γειτονικά pixel (όσο το δυνατό περισσότερα) να ανήκουν στην ίδια περιοχή. 

Η µεγιστοποίηση γίνεται για κάθε σηµείο της εικόνας και ο κύκλος επαναλαµβάνεται 

µέχρι να επιτευχθεί σύγκλιση. Η παραπάνω διαδικασία συγκλίνει σε ένα τοπικό µέγιστο. 

Η διαδικασία τερµατίζει όταν ο αριθµός των pixels που αλλάζουν σ� ένα κύκλο είναι 

µικρότερος από ένα κατώφλι (συνήθως Μ/10 για µία ΜxΜ εικόνα). Η σύγκλιση είναι 

αρκετά γρήγορη, συνήθως σε λιγότερους από πέντε κύκλους σύµφωνα µε τις  

παρατηρήσεις του Besag [18],[19]. 

           Ας µελετήσουµε τώρα τον συνολικό αλγόριθµο. Αρχικά παίρνουµε ένα αρχικό 

segmentation εφαρµόζοντας τον K-means αλγόριθµο στην αρχική εικόνα. Ξεκινώντας 

από αυτό το segmentation ο αλγόριθµος εναλλάσεται ανάµεσα στον υπολογισµό των 

συναρτήσεων έντασης µi
s και τον υπολογισµό της κατανοµής των περιοχών x. Ορίζουµε 

µία �επανάληψη� να αποτελείται από µία ενηµέρωση (υπολογισµό) των µi
s και µία 

ενηµέρωση (υπολογισµό) του x. Το µέγεθος του παραθύρου για τον υπολογισµό των µi
s 

διατηρείται σταθερό έως ότου η διαδικασία συγκλίνει (συνήθως σε λιγότερες από δέκα 

επαναλήψεις, αν και ο αριθµός αυτός εξαρτάται από το περιεχόµενο της εικόνας). Το 

κριτήριο σύγκλισης είναι ότι η τελευταία επανάληψη συγκλίνει σε ένα κύκλο. Κατόπιν η 

όλη διαδικασία επαναλαµβάνεται µε ένα καινούριο µέγεθος παραθύρου (µικρότερο). Η 

ικανότητα προσαρµογής του αλγορίθµου έγγειται στο γεγονός ότι το µέγεθος του 

παραθύρου µεταβάλλεται. Αρχικά το µέγεθος του παραθύρου είναι ίσο µε τις διαστάσεις 

τις εικόνας. Καθώς ο αλγόριθµος προχωράει το µέγεθος του παραθύρου σταδιακά 

µικραίνει. Ο λόγος για τον οποίο γίνεται αυτό είναι ότι στα πρώτα βήµατα του 

αλγορίθµου, το segmentation είναι �χοντροκοµµένο� και ένα µεγάλο παράθυρο είναι 

απαραίτητο για τον υπολογισµό των συναρτήσεων έντασης. Καθώς ο αλγόριθµος 

συνεχίζει το segmentation γίνεται καλύτερο, και µικρότερα παράθυρα δίνουν πιο 

αξιόπιστα αποτελέσµατα. Έτσι ο αλγόριθµος ξεκινώντας από συνολικούς (global) 
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υπολογισµούς, σιγά-σιγά προσαρµόζεται στα τοπικά χαρακτηριστικά της κάθε περιοχής. 

Ο αλγόριθµος τερµατίζει όταν φτάσει στο ελάχιστο επιτρεπτό µέγεθος παραθύρου (το 

οποίο εµείς καθορίζουµε). Στην πράξη, αυτό που εφαρµόζουµε είναι µείωση του 

µεγέθους του παραθύρου κατά ένα παράγοντα δύο, έως να φτάσουµε σε ένα ελάχιστο 

µέγεθος παραθύρου W=7 pixels (η κάθε του διάσταση) , οπότε και ο αλγόριθµος 

τερµατίζει. Στο σχήµα 4.4 φαίνεται το λεπτοµερές διάγραµµα ροής (flowchart) του 

αλγορίθµου.  

Αν το µέγεθος του παραθύρου διατηρούνταν σταθερό (δηλαδή αν δεν ήταν adaptive 

ο αλγόριθµός µας) τότε τα αποτελέσµατα που θα παίρναµε, θα ήταν κάτι ενδιάµεσο 

ανάµεσα στον K-means αλγόριθµο και τον αλγόριθµό µας.  Η �δύναµη� και η 

αποτελασµατικότητα της τεχνικής που παρουσιάσαµε, έγγειται στην σταδιακή µεταβολή 

του µεγέθους του παραθύρου, το οποίο επιτρέπει στις συναρτήσεις έντασης να 

προσαρµοστούν στα τοπικά χαρακτηριστικά της εικόνας.  

Όσων αφορά τη διασπορά του θορύβου, για την οποία είχαµε συζητήσει παραπάνω, 

υποθέτουµε ότι µπορεί να υπολογιστεί ανεξάρτητα από τον αλγόριθµο. Από την εξίσωση 

(6) παρατηρούµε ότι αύξηση του σ2 ισοδυναµεί µε αύξηση του β. Στην υλοποίηση 

θεωρήσαµε σταθερή τιµή του β για όλες τις επαναλήψεις και ίση µε 0.5. Ωστόσο θα 

µπορούσε αρχικά να επιλέγαµε µία µικρή τιµή του β για τα πρώτα στάδια του 

αλγορίθµου, και στην συνέχεια (καθώς µίκραινε το µέγεθος του παραθύρου) να την 

αυξάναµε για να παίρναµε πιο οµαλά (smooth) περιγράµµατα (βλ. παράγραφο 4.6).  

Συνεπώς η µόνη παράµετρος που µένει να καθορίσουµε είναι η διασπορά του θορύβου, η 

οποία είναι και η πιο σηµαντική, καθώς είναι αυτή που θα καθορίσει την ποσότητα των 

λεπτοµερειών που θα ανιχνευτούν από τον αλγόριθµο. 

Τέλος, πρέπει να καθορίσουµε ακόµα τον αριθµό των διαφορετικών περιοχών Κ που 

θα ανιχνεύσει ο αλγόριθµος. Για Κ=4 ο αλγόριθµος δουλεύει αρκετά καλά για µία µεγάλη 

γκάµα εικονών. Ωστόσο η επιλογή του Κ δεν µπορεί να θεωρηθεί καθοριστική για την 

πορεία του αλγορίθµου, καθώς η προσαρµοστικότητα του, επιτρέπει σε µία περιοχή να 

έχει διαφορετικές εντάσεις σε διαφορετικά κοµµάτια της εικόνας. Αυτό δεν ισχύει στην 

περίπτωση του αλγορίθµου K-means και άλλων παρόµοιων τεχνικών, στις οποίες η 

επιλογή των περιοχών είναι καθοριστική για την εξέλιξη του αλγορίθµου και συνεπώς 

την εγκυρότητα των αποτελεσµάτων. 
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Ο αριθµός των υπολογισµών για το τελικό segmentatiοn εξαρτάται από τις 

διαστάσεις της εικόνας, από τον αριθµό των διαφορετικών παραθύρων που θα 

χρησιµοποιηθούν, από τον αριθµό των περιοχών, και φυσικά από το περιέχοµενο της 

εικόνας (το οποίο και καθορίζει την ταχύτητα σύγκλισης των εκάστοτε διαδικασιών). 

Όπως αναφέραµε και προηγουµένως, ο αριθµός των υπολογισµών για τις συναρτήσεις 

έντασης δεν εξαρτάται από το µέγεθος του παραθύρου. 

 

             

åöÜñìïóå ôïí K-means ãéá íá ðÜñåéò
Ýíá áñ÷éêü segmentation x

ôï ðáñÜèõñï åßíáé
áñ÷éêÜ üëç ç åéêüíá

n=1

ìå äåäïìÝíï ôï x õðïëüãéóå
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i

ìå äåäïìÝíåò ôéò óõíáñôÞóåéò
Ýíôáóçò õðïëüãéóå ôï x

n=n+1

ôï x óõãêëßíåé Þ
ôï n=nmax n<nmax

ìåßùóå ôï ìÝãåèïò
ôïõ ðáñáèýñïõ

n=1

END

W>Wmin

W=Wmin

 

   Σχήµα 4.4  Το διάγραµµα ροής του αλγορίθµου. 
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4.4 ΠΑΡΑ∆ΕΙΓΜΑΤΑ     

Στην παράγραφο αυτή εξετάζουµε την απόδοση του αλγορίθµου µέσω της 

εφαρµογής του σε κάποιες εικόνες. Επίσης συγκρίνουµε τον αλγόριθµο µε τον K-means 

και αποδεικνύουµε την ανωτερότητά του πρώτου. Ανάλογα µε την τιµή που δίνουµε στην 

παράµετρο σ (noise variance) και τον αριθµό των clusters που επιλέγουµε, παίρνουµε 

διάφορες εικόνες που είτε διατηρούν πολλές από τις λεπτοµέρεις της εικόνας, είτε λίγες, 

είτε καθόλου, οδηγούν πάντα σε σαφείς αναπαραστάσεις της αρχικής εικόνας µε 2-4 

επίπεδα του γκρι.  

Στο    σχήµα 4.5(α) φαίνεται µία εικόνα η οποία αναπαριστά µία ανθρώπινη κύστη. Η 

εικόνα είναι παρµένη µε υπερηχοτοµογράφο, οι διαστάσεις της είναι 112x84 και 

χρησιµοποιεί 8 bits για την κωδικοποίηση του κάθε pixel, δίνοντας έτσι µέγιστο αριθµό 

χρωµάτων 255. Στο σχήµα 4.5(β) φάινεται το αποτέλεσµα του K-means αλγόριθµου στην 

εικόνα,  µε Κ=2 επίπεδα. Στο σχήµα 4.5(γ) βλέπουµε το αποτέλεσµα της εφαρµογής του 

αλγορίθµου που παρουσιάσαµε για Κ=2 επίπεδα και υποθετική τιµή της παραµέτρου σ  

0.71. Επίσης στα σχήµατα 4.5(δ) και 4.5(ε) βλέπουµε τις εικόνες που πήραµε για σ=4 και 

σ=8 αντίστοιχα. Τέλος στα σχήµατα 4.5(στ),(ζ),(η) βλέπουµε τις εικόνες για Κ=4 επίπεδα 

και σ=.71, σ=4, και σ=8 αντίστοιχα.  

Από τα σχήµατα 4.5(β) και 4.5(γ) φαίνεται ήδη η αποτελεσµατικότητα του αλγορίθµου 

που παρουσιάσαµε και η οποία είναι σαφώς ανώτερη από αυτή του K-means. Ο adaptive 

αλγόριθµος, όπως φαίνεται, έχει ήδη εντοπίσει κάποιες περιοχές (µαύρες) στην εικόνα τις 

οποίες δεν έχει καταφέρει να εντοπίσει ο K-means. Αυτό βέβαια ισχύει για πολλή µικρή 

τιµή της παραµέτρου σ (σ=0.71). Καθώς αυξάνουµε την τιµή της παραµέτρου σ, οι 

λεπτοµέρειες τις εικόνας αρχίζουν να εκλείπουν, οι ακµές αρχίζουν να εξοµαλύνονται 

αλλά τα βασικά χαρακτηριστικά της εικόνας εξακολουθούν να διατηρούνται (βλ. σχήµα 

4.5(δ),(ε) ). Η παράµετρος σ λοιπόν είναι αυτή που καθορίζει την ποσότητα των 

λεπτοµερειών που θα ανιχνευθούν από τον αλγόριθµο.  

Στα σχήµατα 4.5(στ),(ζ),(η) βλέπουµε το αποτέλεσµα της εφαρµογής του αλγορίθµου 

στην αρχική εικόνα µε Κ=4 επίπεδα τώρα. Όπως φαίνεται από τα σχήµατα, η 

αναπαράσταση της εικόνας είναι τώρα ρεαλιστικότερη µιας και χρησιµοποιούνται 

περισσότερα επίπεδα του γκρι. Η διαφορά στο αποτέλεσµα έχει µοναδικό τίµηµα το 

χρόνο εκτέλεσης ο οποίος είναι τώρα σχεδόν διπλάσιος. Αναλυτικότερα για τους χρόνους 
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εκτέλεσης τόσο του K-means όσο και του adaptive αλγορίθµου, ακολουθεί ένας πίνακας 

(πίνακας Α) µε τους χρόνους για κάθε περίπτωση. Οι δοκιµές έγιναν σε ένα sparc Ultra 1 

SUN-station σε πλατφόρµα UNIX. Οι χρόνοι που φαίνονται στον πίνακα είναι όλοι σε 

δευτερόλεπτα. Από τον πίνακα παρατηρούµε τη διαφορά ανάµεσα στο χρόνο εκτέλεσης 

του K-means και του adaptive αλγόριθµου για κάθε περίπτωση. Ωστόσο, πρέπει να πούµε 

εδώ, ότι δεν έγινε καµµία προσπάθεια για µείωση του χρόνου εκτέλεσης του αλγορίθµου, 

χρησιµοποιώντας κάποιο είδος βελτιστοποίησης.  

                   

                  (α)           (β)         (γ) 

                            

                       (δ)           (ε)  

                        

                       (στ)           (ζ)         (η) 

    Σχήµα 4.5 (α) Αρχική εικόνα.  (β) K-means (K=2 επίπεδα). (γ) Adaptive clustering 

(K=2,   σ=0.71).  (δ) K=2, σ=4.  (ε) Κ=2, σ=8.  (στ) Κ=4, σ=0.71.  (ζ) Κ=4, 

σ=4.  (η) Κ=4, σ=8.    

     ΠΙΝΑΚΑΣ Α 

 Κ-means(K=2)  Adaptive(K=2,σ=8) Adaptive(K=4,σ=8) 

 χρόνος εκτέλεσης         0.2                0.8               2.2 
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      Μία άλλη εικόνα, η οποία χρησιµοποιήθηκε για να τεστάρουµε τον adaptive 

αλγόριθµο, φαίνεται στο σχήµα 4.6(α). Η εικόνα (η γνωστή Lena) έχει διαστάσεις 

256x240 και η κλίµακα του γκρι που χρησιµοποιεί είναι από 0-255. Το αποτέλεσµα του 

K-means αλγόριθµου (για Κ=2 επίπεδα) φαίνεται στο σχήµα 4.6(β) ενώ το αποτέλεσµα 

του adaptive αλγόριθµου (για Κ=2, σ=8) φαίνεται στο σχήµα 4.6(γ). 

         

                        (α)                (β)   

                                       

                    (γ) 

Σχήµα 4.6 (α) Αρχική εικόνα. (β) K-means (K=2 επίπεδα). (γ) Adaptive clustering (K=2, 

σ=8). 
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Από τα σχήµατα 4.6(β),(γ) παρατηρούµε τη διαφορά της απόδοσης του αλγορίθµου 

Κ-means από τον adaptive αλγόριθµο. Είναι φανερό, ότι ο adaptive αλγόριθµος 

προσαρµόζεται πολύ καλά στα χαρακτηριστικά της εικόνας, µε αποτέλεσµα να εντοπίζει 

τα βασικότερα απ� αυτά και να εξαφανίζει τα λιγότερο σηµαντικά (αυτό βέβαια 

καθορίζεται από την τιµή της παραµέτρου σ). Από το σχήµα 4.6(β) φαίνεται η αδυναµία 

του K-means αλγορίθµου να εντοπίσει τη σκία που δηµιουργεί η µύτη της κοπέλας, 

πολλά από τα φτερά που βρίσκονται στο καπέλο και την περιοχή που βρίσκεται στο κάτω 

δεξιά κοµµάτι της εικόνας.  

Όσών αφορά την εφαρµογή του Κ-means αλγορίθµου, αυτό που πρέπει να 

επισηµάνουµε είναι ότι η απόδοση του εξαρτάται σε πολύ µεγάλο βαθµό από τη εκλογή 

των αρχικών κέντρων των clusters αλλά και από τον αριθµό τους. Το αποτέλεσµα του 

σχήµατος 4.6(β) προέκυψε µετά από αρκετές δοκιµές, καθώς τόσο η θέση των κέντρων 

στην εικόνα όσο και το gray-level του κάθε κέντρου είναι παράγοντες καθοριστικής 

σηµασίας για το αποτέλεσµα που θα πάρουµε. Παρά τις δοκιµές που έγιναν, το 

αποτέλεσµα εξακολουθεί να µην είναι αρκετά ικανοποιητικό, πράγµα που φανερώνει την 

αδυναµία του αλγορίθµου Κ-means να δώσει µία ρεαλιστική αναπαράσταση της αρχικής 

εικόνας χρησιµοποιώντας µόνο δύο επίπεδα του γκρι. Από την άλλη, η αναπαράσταση 

που δίνει ο adaptive αλγόριθµος είναι αρκετά ικανοποιητική, παρόλο που 

χρησιµοποιούνται µόνο δύο επίπεδα του γκρι. Επιπλέον ο καθορισµός των αρχικών 

κέντρων των clusters δεν είναι πλέον καθοριστικής σηµασίας, καθώς, ο adaptive 

αλγόριθµος, µε τις συνεχείς επαναλήψεις κατορθώνει να προσαρµόζεται στα 

χαρακτηριστικά της εικόνας, ακόµα κι όταν το αρχικό segmentation (αυτό που έχει 

προκύψει από τον K-means αλγόριθµο) δεν είναι αρκετά καλό. 

Το τίµηµα που πληρώσαµε για τα καλύτερα αποτελέσµατα του adaptive αλγόριθµου, 

δεν θα µπορούσε να ήταν άλλο από υπολογιστικό. Στον Πίνακα Β φαίνονται οι χρόνοι 

εκτέλεσης τόσο του K-means όσο και του adaptive αλγορίθµου. Και πάλι παρατηρούµε 

την µεγάλη διαφορά ανάµεσα στους δύο χρόνους. Υπενθυµίζουµε όµως,ότι δεν έγινε 

καµµία προσπάθεια για µείωση του χρόνου εκτέλεσης του adaptive αλγορίθµου. Επίσης, 

µπορεί να αποδειχθεί, ότι ο υπολογισµός των συναρτήσεων έντασης µi
s  και κάθε κύκλος 

µεγιστοποίησης της πιθανότητας p(xs|ys,xq), µπορεί να γίνει παράλληλα. Έτσι, αν και ο 

αλγόριθµος είναι σχετικά αργός σε σειριακές µηχανές, µπορεί να γίνει αρκετά 

γρηγορότερος αν εκτελεστεί από µία παράλληλη µηχανή.  
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                 ΠΙΝΑΚΑΣ Β 

 

 

4.5 ΙΕΡΑΡΧΙΚΗ ΥΛΟΠΟΙΗΣΗ 

Στην παράγραφο αυτή παρουσιάζουµε µία ιεραρχική υλοποίηση του αλγόριθµου που 

παρουσιάσαµε στην παράγραφο ΙΙΙ. Σκοπός αυτής της υλοποίησης είναι τόσο η βελτίωση 

της απόδοσης του αλγορίθµου όσο και η µείωση του χρόνου εκτέλεσης. Η διαδικασία 

που ακολούθουµε για την υλοποίηση αυτή περιγράφεται αναλυτικά παρακάτω.  

Αρχικά δηµιουργούµε µία πυραµίδα από εικόνες διαφορετικών αναλύσεων 

(resolution) η κάθε µία, ως εξής: ξεκινώντας από την υψηλότερης ανάλυσης εικόνα, 

παίρνουµε την επόµενη εικόνα φιλτράροντας την  αρχική µε ένα βαθυπερατό (low pass) 

φίλτρο και κατόπιν περνώντας την από ένα φίλτρο αποδεκατισµού (decimation filter) το 

οποίο αυτό που κάνει είναι να δώσει µία εικόνα της οποίας οι διαστάσεις είναι οι µισές 

των αρχικών.  Αν για παράδειγµα η εικόνα µας έχει διαστάσεις ΝxN  τότε το φίλτρο 

αποδεκατισµού (συγκεκριµένα ο τελεστής αποδεκατισµού) D  θα έχει διαστάσεις (Ν/2 x 

N) και η µορφή του θα είναι η ακόλουθη:  

                                       D =

1 0 0 0 0
0 0 1 0 0

0 0 0 1 0

. . .

. . .
. . . . . . . .
. . . . . . . .
. . . . . . . .

. . .

























 

Το µοντέλο για τις εικόνες που περιγράψαµε στην παράγραφο 4.2, µπορεί να γραφεί 

ως εξής:                                          

            y I ns s s= +                                             (4.8)  

 Κ-means αλγόριθµος Adaptive αλγόριθµος   

   χρόνος εκτέλεσης               1.5                 14 
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όπου Is είναι το σήµα της εικόνας µας και ns είναι ο λευκός Gaussian θόρυβος µε την 

τυπική απόκλιση σ. Το συνολικό σήµα, στην αµέσως επόµενη ανάλυση της πυραµίδας, 

θα έχει την µορφή:  

                                                    ′ = ′ + ′y I ns s s             (4.9)  

όπου Is
� θα είναι το φιλτραρισµένο και αποδεκατισµένο σήµα Is, και ns

� είναι το 

αποδεκατισµένο ns , το οποίο είναι �σχεδόν� λευκός Gaussian θόρυβος µε τυπική 

απόκλιση σ ΄ = σ/2. Έτσι το µοντέλο εξακολουθεί να ισχύει και για τις χαµηλότερες 

αναλύσεις, µε µόνη διαφορά ότι η τυπική απόκλιση σ, αλλάζει κατά ένα παράγοντα 2 

κάθε φορά.  

Όσων αφορά τώρα την παράµετρο β, για την οποία είχαµε συζητήσει σε 

προηγούµενη παράγραφο, αυτή είναι λογικό να θωρήσουµε ότι δεν αλλάζει από ανάλυση 

σε ανάλυση. Αν και έχουν προταθεί διάφορες προσεγγίσεις της παραµέτρου β, ανάλογα 

µε το επίπεδο της ανάλυσης (resolution level) στο οποίο βρισκόµαστε, εµείς θα τη 

θεωρούµε σταθερή κατά της διάρκεια της µελέτης µας (άλλωστε και στην υλοποίηση η 

παράµετρος αυτή σταθερή θεωρήθηκε). Έτσι, αφού επίλεξουµε τελικά τις παραµέτρους β 

και σ, το µόνο που µας µένει είναι να καθορίσουµε είναι το κατώφλι Tmin. Στο υψηλότερο 

επίπεδο ανάλυσης, είναι  λογικό να θεωρήσουµε Tmin = W. Από κει και πέρα, καθώς 

προχωράµε σε χαµηλότερα επίπεδα ανάλυσης, τα σηµαντικά χαρακτηριστικά της εικόνας 

γίνονται µικρότερα και συνεπώς θα πρέπει να µειώσουµε το κατώφλι Tmin. Έτσι 

µειώνουµε το κατώφλι Tmin κατά ένα παράγοντα 2 από το ένα επίπεδο ανάλυσης στο 

άλλο.  

Η ιεραρχική υλοποίηση του αλγορίθµου περιγράφεται στο σχήµα 4.7. Περιγραφικά, 

ο ιεραρχικός αλγόριθµος προχωράει ως εξής: ξεκινά  από την χαµηλότερη ανάλυση και 

εφαρµόζει τον αλγόριθµο που περιγράψαµε στην παράγραφο ΙΙΙ. Όταν φτάσει στο 

µικρότερου µεγέθους παράθυρο, τότε �πηδάει� στο επόµενο (µεγάλυτερο) επίπεδο 

ανάλυσης και χρησιµοποιώντας το segmentation που πήρε (από το προηγούµενο 

επίπεδο), διευρυµένο κατά ένα παράγοντα 2, εφαρµόζει τον ίδιο αλγόριθµο στην εικόνα 

τώρα της µεγαλύτερης ανάλυσης. Έτσι τώρα έχουµε ένα καλό σηµείο για ξεκίνηµα και 

δεν χρειάζεται να χρησιµοποιήσουµε όλη τη σειρά των παραθύρων για το νέο επίπεδο 

ανάλυσης. Στο νέο επίπεδο ανάλυσης ξεκινάµε από το διπλάσιο µέγεθος παραθύρου από 
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αυτό της προηγούµενης ανάλυσης. Με όµοιο τρόπο συνεχίζουµε και στις επόµενες 

αναλύσεις µέχρι να φτάσουµε στην υψηλότερη.  

Η παραπάνω ιεραρχική µέθοδος υλοποίησης του αλγορίθµου µειώνει σηµαντικά τον 

αριθµό των υπολογισµών που απαιτούνται για την ολοκλήρωση του αλγορίθµου, καθώς 

οι περισσότερες επαναλήψεις συµβαίνουν στο χαµηλότερο επίπεδο ανάλυσης (εκεί 

δηλαδή όπου η εικόνα έχει τις µικρότερες διαστάσεις). Η βελτίωση είναι όντως 

σηµαντική, όπως άλλωστε φαίνεται και από το παραδείγµα που ακολουθεί.  

Στο σχήµα 4.8(α) βλέπουµε πάλι τη γνωστή µας Lena ενώ το αποτέλεσµα της 

εφαρµογής του adaptive αλγόριθµου (για Κ=2) της παραγράφου 4.3 φαίνεται στο σχήµα 

4.8(β). Οι εικόνες 4.8(α) και 4.8(β) είναι στην ουσία οι 4.7(α) και 4.7(β) της 

προηγούµενης παραγράφου, απλά για λόγους σύγκρισης τις επαναλαµβάνουµε εδώ. Στο 

σχήµα 4.8(γ) φαίνεται το αποτέλεσµα της εφαρµογής του ιεραρχικού αλγορίθµου (πάλι 

για Κ=2).  Όπως φαίνεται από τα σχήµατα 4.8(β),(γ), τόσο ο adaptive αλγόριθµος όσο και 

ο ιεραρχικός, δίνουν πολύ καλά αποτελέσµατα. Όµως, όπως φαίνεται και από τη 

σύγκριση των δύο εικονών, ο ιεραρχικός αλγόριθµος προσαρµόζεται ακόµα καλύτερα 

στα χαρακτηριστικά της εικόνας, όπως µπορεί να φανεί από τη διαφορά στα χείλη της 

κοπέλας.  

Όσων αφορά τώρα τη µέιωση του χρόνου εκτέλεσης του ιεραρχικού αλγορίθµου, 

στον Πίνακα Γ  φαίνονται  οι χρόνοι εκτέλεσης τόσο του adaptive αλγορίθµου όσο και 

του ιεραρχικού. Όπως παρατηρούµε η µείωση είναι αρκετά σηµαντική και µάλιστα χωρίς 

καµµία αρνητική επίδραση στο τελικό αποτέλεσµα, αντιθέτως το segmentation είναι 

ακόµα καλύτερο.  

 

 

                                                        ΠΙΝΑΚΑΣ Γ 

 Adaptive αλγόριθµος Ιεραρχικός αλγόριθµος 

  χρόνος εκτέλεσης                 14                  4.6 
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åöÜñìïóå ôïí K-means ãéá íá ðÜñåéò
Ýíá áñ÷éêü segmentation x

ôï ðáñÜèõñï åßíáé
áñ÷éêÜ üëç ç åéêüíá

åêôÝëåóå ôïí áëãüñéèìï ãéá
ôïí õðïëïãéóìü ôùí
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i  êáé

ôïõ íÝïõ segmentation x.

ìåßùóå ôï ìÝãåèïò
ôïõ ðáñáèýñïõ

END

W>Wmin W=Wmin

äéðëáóßáóå ôï
ìÝãåèïò ôïõ
ðáñáèýñïõ
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              Σχήµα 4.7  Το διάγραµµα ροής του ιεραρχικού αλγορίθµου. 
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                        (α)               (β) 

                                      

                                                                     (γ) 

Σχήµα 4.8  (α) Αρχική εικόνα.  (β) Adaptive clustering (Κ=2).  (γ) Ιεραρχικός  

αλγόριθµος (Κ=2).  
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4.6 ΤΡΟΠΟΠΟΙΗΣΕΙΣ TOY ΑΛΓΟΡΙΘΜΟΥ 

Στις προηγούµενες παραγράφους, παρουσιάσαµε αναλυτικά έναν adaptive αλγόριθµο 

για Image Segmentation, σε εικόνες µε αντικείµενα που έχουν σχετικά οµαλές (smooth) 

επιφάνειες. Παρουσιάσαµε επίσης µία ιεραρχική υλοποίηση του αλγορίθµου αυτού η 

οποία µας οδήγησε σε καλύτερα αποτελέσµατα, και µάλιστα απαιτώντας σηµαντικά 

λιγότερο υπολογιστικό χρόνο. Θα συνοψίσουµε τώρα τις όποιες αλλαγές κάναµε στον 

αλγόριθµο και τις αποκλίσεις µας από την προτεινόµενη υλοποίηση του, και θα δείξουµε 

πως επηρέασε η κάθε αλλαγή στο τελικό αποτέλεσµα.  

Όπως είδαµε και προηγουµένως, ο υπολογισµός  των συναρτήσεων έντασης γίνεται 

πάνω σε ένα πλέγµα, στο οποίο ορίζουµε οι αποστάσεις των κέντρων των διαδοχικών 

παραθύρων να είναι ίσες µε το µισό του πλάτους του παραθύρου, ενώ για τις 

εναποµείναντες τιµές χρησιµοποιούµε bilinear interpolation. Αυτό, όπως αναφέραµε, 

γίνεται καθαρά για λόγους υπολογιστικού κόστους, καθώς, ο χρόνος που θα απαιτούνταν 

για ένα εξαντλητικό υπολογισµό των συναρτήσεων έντασης είναι πραγµατικά τεράστιος. 

Εµείς όµως, υλοποιήσαµε αυτήν την εξαντλητική µέθοδο υπολογισµού, και συγκρίναµε 

το αποτέλεσµα µε αυτό του προτεινόµενου αλγορίθµου (που χρησιµοποιεί το πλέγµα). 

Στο σχήµα 4.9(α) φαίνεται πάλι η γνωστή µας Lena, στο σχήµα 4.9(β) φαίνεται το 

αποτέλεσµα του adaptive αλγορίθµου (που χρησιµοποιεί πλέµα) και στο σχήµα 4.9(γ) 

βλέπουµε το αποτέλεσµα της εξαντλητικής µεθόδου. Στο σχήµα 4.9(δ), φαίνεται ένα 

αποτέλεσµα το οποίο πήραµε υλοποιώντας τον adaptive αλγόριθµο χρησιµοποιώντας µεν 

πλέγµα, αλλά αυτή τη φορά πιο πυκνό σε σχέση µε αυτό που αναφέραµε παραπάνω. Στην 

περίπτωση αυτή τα κέντρα των διαδοχικών παραθύρων απέχουν µεταξύ τους απόσταση 

δύο pixel. Για τα ενδιάµεσα σηµεία, αντί για bilinear interpolation αυτό που κάναµε ήταν 

να τους δώσουµε την τιµή που υπολογίσαµε για το πιο κοντινό σ� αυτά pixel.  

Συγκρίνοντας τα σχήµατα 4.9(β) και 4.9(γ), βλέπουµε ότι αν εξαιρέσει κανείς την 

σκιά πάνω στο καπέλο της κοπέλας, την οποία εντόπισε καλύτερα ο exhaustive 

αλγόριθµος,  κατά τα άλλα οι δύο εικόνες είναι σχεδόν όµοιες. Παρατηρούµε δηλαδή, ότι 

η διαφορά στην απόδοση των δύο µεθόδων είναι µικρή, και ρίχνοντας µία µατιά και 

στους χρόνους εκτέλεσης για την κάθε περίπτωση (Πίνακας ∆) συµπεραίνουµε ότι γενικά 

δεν αξίζει τον κόπο µία εξαντλητική υλοποίηση. Από την άλλη, αυτό που ίσως θα άξιζε 

τον κόπο, είναι η υλοποίηση µε το πυκνό πλέγµα, η οποία από άποψη αποτελέσµατος 

είναι η καλύτερη καθώς εντοπίζει το κάτω χείλος της κοπέλας (βλ. σχήµα 4.9(δ)), ενώ 
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από άποψη υπολογιστικού χρόνου είναι κάτι µεταξύ των χρόνων που αναφέρθηκαν για 

την εξαντλητική υλοποίηση και την υλοποίηση µε το αραιό πλέγµα. Οι χρόνοι εκτέλεσης 

για κάθε περίπτωση συνοψίζονται στον Πίνακα ∆. 

Το τελικό συµπέρασµα όσων αφορά αυτό το κοµµάτι της υλοποίησης, είναι ότι η 

υλοποίηση µε αραιό πλέγµα είναι αυτή που συνδυάζει το καλό αποτέλεσµα µε τον 

χαµηλό χρόνο εκτέλεσης, ενώ υπάρχουν και οι άλλες δύο λύσεις για κάτι καλύτερο, αλλά 

µε κατά πολύ µεγαλύτερο υπολογιστικό κόστος.  

          

                        (α)               (β) 

          

                        (γ)                (δ)  

Σχήµα 4.9 (α) Αρχική εικόνα.  (β) Adaptive clustering (µε αραιό πλέγµα).  (γ) Adaptive 

clustering (exhaustive).  (δ) Adaptive clustering (µε πυκνό πλέγµα). 

     ΠΙΝΑΚΑΣ ∆ 
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  Adaptive clustering 

   (αραιό πλέγµα) 

 Adaptive clustering 

      (exhaustive) 

 Adaptive clustering 

   (πυκνό πλέγµα) 

χρόνος εκτέλεσης              14              202               51 

 

Εκτός από τις αλλαγές που δοκιµάσαµε παραπάνω, µελετήσαµε επίσης την επίδραση 

που είχε στο τελικό segmentation η µεταβολή κάποιων άλλων παραµέτρων του 

αλγορίθµου. Για παράδειγµα, υπενθυµίζουµε ότι nmax (βλ. σχήµα 4.4) είναι ο µέγιστος 

αριθµός των επαναλήψεων που επιτρέπουµε στον αλγόριθµο για ένα δεδοµένο µέγεθος 

παραθύρου. Συνήθως nmax=10 είναι αρκετό, υπήρξαν όµως και περιπτώσεις στις οποίες 

σε 10 επαναλήψεις ο αλγόριθµος δεν είχε συγκλίνει, και έτσι αναγκαστήκαµε να 

περάσουµε στο επόµενο µέγεθος παραθύρου χωρίς να έχουµε σύγκλιση στο προηγούµενο 

επίπεδο. Ωστόσο, αυτό δεν φάνηκε να επηρεάζει το τελικό αποτέλεσµα, καθώς ήδη από 

τις δέκα πρώτες επαναλήψεις ο αλγόριθµος είχε ήδη �σχηµατίσει άποψη� για τη µορφή 

του segmentation στο επίπεδο αυτό. Έτσι η τιµή 10 για το nmax θεωρήθηκε καλή για κάθε 

περίπτωση. Πληροφοριακά αναφέρουµε ότι στις περισσότερες περιπτώσεις η σύγκλιση 

είχε επιτευχθεί µέσα στις πρώτες 6-7 επαναλήψεις (ο αριθµός ποικίλει ανάλογα µε το 

µέγεθος και το περιεχόµενο της εικόνας, κυρίως µε το περιεχόµενο).  

Κάτι ανάλογο µε την παράµετρο nmax συµβαίνει και µε την παράµετρο Tmin , η οποία 

φαίνεται να µην έχει µεγάλη επίδραση τουλάχιστον στο βασικά χαρακτηριστικά της 

εικόνας. Εν πάσει περιπτώση, µία τιµή για το Tmin κόντα στο µέγεθος του πλάτους του 

παραθύρου (όπως έχουµε ήδη αναφέρει σε προηγούµενη παράγραφο), αποτελεί µία καλή 

λύση. Πρέπει να τονίσουµε εδώ, ότι όταν λέµε ότι η µεταβολή µιας παραµέτρου δεν έχει 

µεγάλη επίδραση στο τελικό αποτέλεσµα, δε σηµαίνει ότι όσο και να αλλάξουµε την 

παράµετρο το αποτέλεσµα θα παραµείνει το ίδιο. Εννοείται ότι αυτό ισχύει για µικρές 

µεταβολές της παραµέτρου, ενώ αν πρόκειται για ακραίες µεταβολές, τότε είναι πολύ 

φυσικό το αποτέλεσµα που θα πάρουµε να είναι κάθε άλλο παρά αποδεκτό.  

Κάτι άλλο το οποίο εφαρµόσαµε, ήταν να µεταβάλλουµε την παράµετρο β (η οποία 

όπως έχουµε πει, καθορίζει το δυναµικό κλίκας δύο σηµείων), την οποία είχαµε πει ότι θα 

θεωρούµε σταθερή και ίση µε 0.5 για όλες τις επαναλήψεις. Αυτό που κάναµε, ήταν να 

διατηρούµε σταθερή την τιµή του β για όσο διάστηµα παρέµενε σταθερό το µέγεθος του 
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παραθύρου και να την αυξάναµε κάθε φορά που µειωνόταν το µέγεθος του παραθύρου 

έτσι ώστε να πετυχαίνουµε πιο οµαλά (smooth) περιγράµµατα. Μία αύξηση από 0.1 έως 

0.2 κάθε φορά βρέθηκε ότι είναι καλή για τις περισσότερες περιπτώσεις αν και για 

µεγάλες εικόνες (που σηµαίνει µεγαλύτερο αριθµό διαφορετικών παραθύρων) καλό είναι 

το βήµα αύξησης σταδιακά να µικραίνει καθώς υπάρχει ο κίνδυνος να εκλείψουν πολλές 

από τις λεπτοµέρειες της εικόνας. Το αποτέλεσµα της υλοποίησης µε µεταβλητό β ήταν 

κάτι ανάλογο µε αυτό στην περίπτωση που το β παρέµενε σταθερό, µε µόνη διαφορά ότι, 

τα περιγράµµατα έγιναν πιο οµαλά ενώ µεµονωµένες περιοχές στην εικόνα 

εξαφανίστηκαν.  

Όσων αφορά το δυναµικό κλίκας ενός σηµείου, δηλαδή την παράµετρο αi   την οποία 

είχαµε θέσει ίση µε µηδέν για κάθε i, δοκιµάσαµε να δώσουµε στα αi τιµές διάφορες του 

µηδενός, ανάλογα µε τη δικιά µας κρίση και κρίνοντας βέβαια από το γεγονός ότι η 

παράµετρος αi η θα πρέπει να είναι µικρή αν η κυρίαρχη περιοχή είναι η i και µεγάλη σε 

κάθε άλλη περίπτωση. Στο σχήµα 4.10 φαίνεται το αποτέλεσµα για Κ=2, σ=16 και 

αi=0.38 για τη µαύρη περιοχή την οποία θεωρούµε και ως κυρίαρχη, και αi=0.62 για την 

άσπρη περιοχή. Από το σχήµα 4.10(γ), φαίνεται αµέσως, ότι κάποιες σκούρες περιοχές 

στο πάνω κοµµάτι της κύστης έχουν ανιχνευθεί παρά την υψηλή τιµή του σ, κάτι το 

οποίο δεν έχει γίνει στην περίπτωση του σχήµατος 4.10(β) στην οποία θεωρούµε 

ισοπίθανες περιοχές.  

 

                 

                 (α)         (β)       (γ) 

Σχήµα 4.10 (α) Αρχική εικόνα.  (β) αi σταθερό(=0).  (γ)  διαφορετικό για την κάθε 

περιοχή(αi=0.38 για την σκούρα περιοχή και αi=0.62 για την ανοιχτή). 

 

Στο σηµείο αυτό, και µιας και µιλάµε για την παράµετρο αi και πως αυτή επηρεάζει 

το segmentation, θα δείξουµε πως µπορούµε επιλέγοντας συγκεκριµένες τιµές για την 
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παράµετρο αυτή, να φέρουµε τον αλγόριθµο στα µέτρα µας και να πετύχουµε τον 

εντοπισµό περιοχών για τις οποίες πραγµατικά ενδιαφερόµαστε.   

Πιο συγκεκριµένα, αυτό που παρατηρούµε από τα προηγούµενα σχήµατα για το 

segmentation που δίνει ο αλγόριθµος στην περίπτωση της εικόνας µε την κύστη είναι, ότι 

ναι µεν προσαρµόζεται στα χαρακτηριστικά της εικόνας αλλά λόγω της φύσης της 

συγκεκριµένης εικόνας αυτό που πραγµατικά µας ενδιαφέρει είναι η περιοχή της κύστης 

(στο κέντρο της εικόνας) την οποία και επιθυµούµε να διαχωρίσουµε από τις υπόλοιπες 

περιοχές. Στο σχήµα 4.11 βλέπουµε το segmentation που δίνει ο αλγόριθµος επιλέγοντες 

τιµές α1=4 για τη µαύρη περιοχή και α2=-4 για την άσπρη περιοχή. Οι επιλογή των τιµών 

αυτών στην ουσία δίνει προτεραιότητα στην άσπρη περιοχή την οποία θεωρεί και πιο 

πιθανή. Υπενθυµίζουµε ότι όσο πιο µικρή είναι η τιµή της παραµέτρου αi για µία περιοχή 

i, τόσο πιο µεγάλη είναι η πιθανότητα για ένα pixel να ανήκει στην περιοχή i. Όπως 

φαίνεται από το σχήµα το αποτέλεσµα είναι ο επιτυχής εντοπισµός και διαχωρισµός της 

κύστης από τις γύρω σκοτεινές περιοχές.  

 

                       

              (α)        (β) 

Σχήµα 4.11  Ανίχνευση της περιοχής της κύστης (β) στην αρχική εικόνα του 

υπερηχοτοµογράφου (α).   

 

Στην περίπτωση της Lena, ρίχνοντας µία µατιά στο σχήµα 4.9 και κυρίως στο 4.9(β) 

που αφορά την υλοποίηση µε αραιό πλέγµα, παρατηρούµε ότι το καπέλο δεν 

διαχωρίζεται πλήρως από την περιοχή πάνω απ� αυτό αλλά σε κάποιο σηµείο σµίγει µε 

την περιοχή αυτή. Αυτό καταφέραµε να το βελτιώσουµε επεµβαίνοντας σε δύο σηµεία 

του αλγορίθµου. Πρώτον θεωρήσαµε ότι δύο περιοχές της εικόνας δεν είναι ισοπίθανες 
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και συγκεκριµένα δώσαµε τιµή α1=0.38 για τη µαύρη περιοχή και α2=0.62 για την άσπρη. 

∆εύτερον αλλάξαµε τις αρχικές τιµές των gray levels των κέντρων των clusters που 

δίναµε αρχικά στον K-means. Συγκεκριµένα οι τιµές που δώσαµε ήταν οι 0 και 255. Το 

αποτέλεσµα φαίνεται στο σχήµα 4.12(β) στο οποίο και παρατηρούµε ότι η άσπρη περιοχή 

πάνω από το καπέλο της κοπέλας έχει πλεόν σχεδόν εξαλειφθεί και το καπέλο έχει 

πλήρως διαχωριστεί από την περιοχή µε την οποία έως πριν ήταν ενωµένο. Επιπλεόν 

παρατηρούµε ότι και το κάτω χείλος της κοπέλας έχει επίσης ανιχνευθεί.  

 

           

        (α)              (β) 

Σχήµα 4.12  (α) Αρχική εικόνα.  (β) Segmentation στο οποίο φαίνεται η εξάλειψη 

της άσπρης περοχής πάνω από το καπέλο της κοπέλας.  

 

Όλες οι αλλαγές που αναφέρθηκαν παραπάνω, έγιναν στον adaptive αλγόριθµο που 

παρουσιάσαµε στην παράγραφο 4.3. Όσον αφορά τον ιεραρχικό αλγόριθµο που 

παρουσιάσαµε στη παράγραφο 4.5, αυτό στο οποίο επέµβαµε ήταν το είδος του 

βαθυπερατού φίλτρου το οποίο χρησιµοποιήσαµε για το πέρασµα από το ένα επίπεδο 

ανάλυσης στο επόµενο. Στα προηγούµενα παραδείγµατα, το βαθυπερατό φίλτρο το οποίο 

χρησιµοποιήσαµε ήταν ένα (3x3) averaging φίλτρο. Στο κεφάλαιο 6, θα δούµε πως 

επηρεάζει η επιλογή του βαθυπερατού φίλτρου το τελικό αποτέλεσµα, και θα 

προτείνουµε ένα συγκεκριµένο φίλτρο, δανεισµένο από το πεδίο των wavelets, το οποίο 

φαίνεται να δίνει αρκετά ικανοποιητικά αποτελέσµατα.  
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Στην παράγραφο αυτή, είδαµε πόσα διαφορετικά πράγµατα µπορούµε να 

�πειράξουµε� στον adaptive αλγόριθµο, και να επηρεάσαµε έτσι την απόδοση του προς 

την κατεύθυνση την οποία εµείς θέλουµε. Σε κάθε περίπτωση τα αποτελέσµατα είναι 

αρκετά ικανοποιητικά, σαφώς καλύτερα από αυτά του K-means αλγορίθµου, µε µοναδικό 

κόστος την επιπλεόν πολυπλοκότητα της υλοποίησης (η οποία όµως παραµένει σε λογικά 

επίπεδα) και τον υπολογιστικό χρόνο, ο οποίος είναι βέβαια µεγαλύτερος, αλλά έχει 

προοπτικές µείωσης χρησιµοποιώντας βελτιστοποιήσεις, και επιπλεόν τη δυνατότητα 

(όπως έχουµε ήδη αναφέρει) της εκτέλεσης του αλγορίθµου από παράλληλη µηχανή. 

Όσων αφορά τώρα την χρησιµότητα των τελικών εικονών, αυτές µπορούν να 

χρησιµοποιηθούν για αναγνώριση (προσώπων κ.λ.π) και επιπλεόν µπορούν να 

κωδικοποιηθούν επαρκέστατα, καθώς το µόνο που έχει να γίνει είναι να κωδικοποιηθούν 

οι µεταβολές ανάµεσα σε πολύ λίγα επίπεδα(συνήθως 2-4) του γκρι.  
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ΠΑΡΑΡΤΗΜΑ 

Ο αλγόριθµος K-means ανήκει στην κατηγορία των αλγορίθµων εκείνων που 

χρησιµοποιούνται για ταξινόµηση προτύπων (pattern classification). Βασίζεται στην 

ελαχιστοποίηση ενός δείκτη απόδοσης, ο οποίος ορίζεται σαν το άθροισµα των 

τετραγώνων των αποστάσεων όλων των σηµείων ενός cluster από το κέντρο του cluster. 

Αναλυτικά τώρα ο αλγόριθµος αποτελείται από τα ακόλουθα βήµατα:  

Βήµα 1.  ∆ιάλεξε Κ αρχικά κέντρα των clusters, έστω z1 (1), z2(1),. . ., zΚ(1). Αυτά 

είναι αυθαίρετα και συνήθως επίλέγονται σαν τα πρώτα Κ δείγµατα του δεδοµένου 

συνόλου σηµείων. 

Βήµα 2. Στο κ-επαναληπτικό βήµα ταξινόµησε τα σηµεία {x} στα Κ clusters, 

χρησιµοποιώντας τη σχέση,  

                                       x ∈ Sj(k)    if    ||x - zj(k)|| < ||x - zi(k)||                       (α.1)  

για όλα τα  i=1,2,. . .,Κ,  i ≠ j, όπου Sj(k) συµβολίζει το σύνολο των σηµείων των οποίων 

το κέντρο(του cluster) είναι το zj(k).  

Βήµα 3.  Από τα αποτελέσµατα του βήµατος 2 υπολόγισε τα νέα κέντρα zj(k+1) 

clusters, για j=1,2,. . .,K, έτσι ώστε το άθροισµα των τετραγώνων των αποστάσεων όλων 

σήµείων στο Sj(k) από το κέντρο του cluster να ελαχιστοποιείται. Με άλλα λόγια το 

καινούριο κέντρο του cluster j  υπολογίζεται έτσι ώστε ο ακόλουθος δείκτης απόδοσης                              

                               J x z k j Kj j
x S kj

= − + =
∈
∑ || ( ) || , , ,...,

( )
1 1 22                          (α.2) 

να ελαχιστοποιείται. Το κέντρο zj(k+1) το οποίο ελαχιστοποιεί αυτό το δείκτη απόδοσης 

είναι απλά το κέντρο των σηµείων του Sj(k), το οποίο δίνεται από την ακόλουθη σχέση: 

                                      z k
N

x j Kj
x S kj

( ) , , ,...,
( )

+ = =
∈
∑1 1 1 2                                     (α.3) 

Βήµα 4.  Αν zj(k) = zj(k+1)  για j=1,2,. . .,K, ο αλγόριθµος έχει συγκλίνει και η 

διαδικασία τερµατίζει. ∆ιαφορετικά πήγαινε ξανά στο βήµα 2. 

Η συµπεριφορά του αλγόριθµου K-means επηρεάζεται από τον αριθµό των κέντρων 

των clusters που καθορίζεται, την επιλογή των αρχικών κέντρων των clusters και φυσικά 

τις γεωµετρικές ιδιότητες των δεδοµένων. Αν και δεν υπάρχει γενική απόδειξη για την 
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σύγκλιση του αλγορίθµου, αναµένεται ότι θα δώσει καλά αποτελέσµατα σε περιπτώσεις 

όπου τα δεδοµένα µας επιδεικνύουν τάσεις οµαδοποίησης και είναι σχετικά µακριά 

µεταξύ τους (οι οµάδες). Πάντως πρακτικά αυτό που γίνεται είναι η δοκιµή διαφόρων 

τιµών του Κ και διαφόρων αρχικών κέντρων (cluster centers), έτσι ώστε να πάρουµε τα 

καλύτερα δυνατά αποτελέσµατα. 

Όσων αφορά τώρα τον τρόπο µε τον οποίο ο αλγόριθµος K-means εφαρµόστηκε 

στην περίπτωσή µας, αυτό που κάναµε ήταν να προσθέσουµε στα διανύσµατα x και z 

άλλη µία συντεταγµένη έτσι ώστε αυτά από δισδιάστατα που ήταν να γίνουν πλέον 

τρισδιάστατα. Η τρίτη συντεταγµένη που προσθέσαµε ήταν φυσικά το gray-level του 

σηµείου. Έτσι το κάθε δείγµα x χαρακτηρίζεται πλέον, εκτός από τις x και y 

συντεταγµένες του στο επίπεδο, και από το gray-level του σηµείου το οποίο 

αντιπροσωπεύει. Έτσι ο αλγόριθµος εφαρµόζεται ακριβώς µε τον τρόπο µε τον οποίο 

περιγράφτηκε παραπάνω, µε µόνη διαφορά ότι οι πράξεις που αντιπροσωπεύουν οι 

σχέσεις (α.1), (α.2) και (α.3) είναι τώρα διαφορετικές λόγω της επιπλέον διάτασης που 

προστέθηκε στα δείγµατα µας προκειµένου να συµπεριληφθεί και το gray-level του 

δείγµατος στους υπολογισµούς µας και να καταστεί έτσι δυνατή η εφαρµογή του 

αλγορίθµου K-means σε grayscale εικόνες.  
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ΚΕΦΑΛΑΙΟ 5:  ΕΙΣΑΓΩΓΗ ΣΤΗ ΘΕΩΡΙΑ ΤΩΝ WAVELETS  

Στο κεφάλαιο αυτό παρουσιάζουµε κάποια βασικά κοµµάτια της θεωρίας των 

Wavelets [6]. Σκοπός του κεφαλαίου αυτού δεν είναι να µία εξαντλητική ανάπτυξη και 

παρουσίαση της θεωρίας αυτής, αλλά µία απλή και κατανοητή εισαγωγή στα κοµµάτια 

εκείνα της θεωρίας, τα οποία είναι απαραίτητα για την κατανόηση της εφαρµογής των 

Wavelets στην τµηµατοποίηση εικόνας, που θα ακολουθήσει στο επόµενο κεφάλαιο.  

 

5.1 ΕΙΣΑΓΩΓΗ 

Η θεωρία των Wavelets, είναι τα µαθηµατικά που σχετίζονται µε την κατασκευή 

ενός µοντέλου για ένα σήµα, σύστηµα ή διαδικασία χρησιµοποιώντας ένα σύνολο από 

�ειδικά� σήµατα. Τα �ειδικά� αυτά σήµατα είναι απλά µικρά κύµατα (little waves) ή 

wavelets. Αυτά πρέπει να είναι κυµατοειδή (waves) και να έχουν πλάτη τα οποία γρήγορα 

να πηγαίνουν στο µηδέν τόσο προς τη θετική όσο και προς την αρνητική κατεύθυνση. 

Στο σχήµα 5.1 φαίνεται ένα παράδειγµα ενός wavelet (στην ουσία πρόκειται για το 

κλασσικό σήµα wavelet το οποίο είναι γνωστό και σαν Morlet mother wavelet προς τιµή 

αυτού που το εφηύρε). Αυτό το σήµα στην ουσία κατασκευάζεται από δύο σήµατα. Το 

πρώτο εξασφαλίζει την κυµατοειδή µορφή του σήµατος και είναι ένα ηµίτονο (βλ. σχήµα 

5.2). Το δεύτερο εξασφαλίζει την συνθήκη γρήγορης εξασθένισης εκτελώντας µία 

λειτουργία παραθύρου (βλ. σχήµα 5.3). Το γινόµενο των σηµάτων των σχηµάτων 5.2 και 

5.3 µας δίνει το σήµα wavelet του σχήµατος 5.1.  
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Σχήµα 5.1  Morlet Mother Wavelet. 
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Σχήµα 5.2  Κυµατοειδές σήµα (ηµίτονο). 
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Σχήµα 5.3  Φθίνον σήµα. 

 

Με βάση τώρα το σήµα mother wavelet του σχήµατος 1, µπορούµε να 

κατασκεύασουµε ένα σύνολο από wavelet σήµατα, απλά µετατοπίζοντας (shift) ή 

κλιµακώνοντας (scale) το αρχικό σήµα mother wavelet. Έτσι αν το αρχικό σήµα είναι το 

g(x) τότε το µετατοπισµένο η κλιµακώµενο σήµα θα έχει τη µορφή  

                                                
1
a

g
t b

a
−



  

όπου ο όρος 
1
a

 είναι µία σταθερά κανονικοποίησης που χρησιµοποιείται για να 

διατηρεί σταθερή την ενέργεια των νεών σηµάτων και ίση µε αυτήν της αρχικής mother 

wavelet. Στο σχήµα 5.4 φαίνονται µερικά στοιχεία ενός τέτοιου συνόλου.  
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Σχήµα 5.4  Μετατοπισµένες και κλιµακώµενες Mother Wavelets. 
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5.2 Ο ΜΕΤΑΣΧΗΜΑΤΙΣΜΟΣ WAVELET 

5.2.1 Συνεχής µετασχηµατισµός 

 Στην παράγραφο αυτή θα ορίσουµε τόσο τον συνεχή όσο και το διακριτό 

µετασχηµατισµό wavelet. Θα ορίσουµε επίσης και τον αντίστροφο wavelet 

µετασχηµατισµό ο οποίος είναι που στην ουσία συµπληρώνει τον ευθύ και µας επιτρέπει  

την επιστροφή µας από το πεδίο του wavelet πίσω στο πεδίο από το οποίο είχαµε 

ξεκινήσει. Ξεκινώντας λοιπόν, ορίζουµε τον µετασχηµατισµό wavelet (wavelet 

transform) µιας συνάρτησης, f, ως προς µία αποδεκτή mother wavelet, g, ως εξής:  

                                 

W f a b a f x g
x b

a
dx

f
a

g
x b

a
f g

g

a b

( , ) | | ( ) ( )
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=
−

=
−
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−

∫
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1
 (5.1) 

όπου το �*� στο g  υποδηλώνει το µιγαδικό συζυγή του g, και το  < ⋅ , ⋅ >  συµβολίζει το 

εσωτερικό γινόµενο. H ga,b είναι µία µία έκδοση της mother wavelet, η οποία έχει υποστεί 

κλιµάκωση κατά ένα παράγοντα a (scale parameter) και µετατόπιση κατά b (translation 

parameter).  Ο µετασχηµατισµός wavelet δηλαδή, αυτό που κάνει είναι να απεικονίσει 

ένα σήµα πεπερασµένης ενέργειας από το πεδίο του χρόνου ή του χώρου, σε ένα 

δισδιάστατο πεδίο µετατόπισης-κλιµάκωσης (scale-translation domain) ή αλλιώς πεδίο 

wavelet (wavelet domain).   

Κατά ανάλογο τρόπο, ορίζουµε και τον αντίστροφο µετασχηµατισµό wavelet 

(inverse wavelet transform). Στην περίπτωση αυτή, αν Wgf(a,b) είναι ο µετασχηµατισµός 

wavelet µιας συνάρτησης f ως προς µία mother wavelet g, τότε, ισχύει:  

                             f x
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Με τον αντίστροφο µετασχηµατισµό wavelet έχουµε την απεικόνιση   

                                             W H a b p xg
−1 : ( , ) ( )a  (5.3) 

µίας επιφάνειας H(a,b) του δισδιάστατου χώρου κλιµάκωσης-µεταφοράς, στο 

µονοσδιάστατο πεδίο του χώρου ή του χρόνου.  
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Ο ευθής µετασχηµατισµός wavelet είναι µοναδικός (δηλαδή για κάθε σήµα υπάρχει 

µόνο ένας µετασχηµατισµός wavelet) σε αντίθεση µε τον αντίστροφο µετασχηµατισµό 

κατά τον οποίο είναι δυνατό διαφορετικές αναπαραστάσεις στο πεδίο του wavelet, να 

οδηγούν στο ίδιο σήµα στο πεδίο του χρόνου ή του χώρου. Πάντως, η διαδικασία της 

εφαρµογής του ευθύ µετασχηµατισµού σε µία συνάρτηση, ακολουθούµενη από την 

εφαρµογή του αντίστροφου µετασχηµατισµού, οδηγεί στην αρχική συνάρτηση. ∆ηλαδή 

ενώ µε τον ευθή µετασχηµατισµό περνάµε  στο πεδίο του wavelet, ο αντίστροφος 

µετασχηµατισµός είναι αυτός που µας οδηγεί πίσω στο αρχικό πεδίο και την 

ανακατασκεύη του αρχικού σήµατος. 

Ο ευθής µετασχηµατισµός παίζει το ρόλο ενός φίλτρου ανάλυσης (analysis filter). 

Σπάει δηλαδή το σήµα µας σε �κοµµάτια�, και αυτά τα κοµµάτια είναι που εξετάζουµε 

αντί για την αρχική συνάρτηση. Ο αντίστροφος µετασχηµατισµός είναι στην ουσία ένα 

φίλτρο ανακατασκεύης (reconstruction filter) ή σύνθεσης (synthesis filter). Το φίλτρο 

σύνθεσης είναι αυτό που βάζει ξανά τα κοµµάτια πίσω στις αρχικές τους θέσεις και 

οδηγεί έτσι στην ανακατασκεύη του αρχικού σήµατος.   

 

5.2.2 ∆ιακριτός µετασχηµατισµός  

Κατά αναλογία µε το συνεχή µετασχηµατισµό, µία σειρά από σηµεία (αριθµούς) 

µπορεί επίσης να αναπαρασταθεί µε ένα µετασχηµατισµό wavelet και αυτός ο 

µετασχηµατισµός θα ονοµάζεται τώρα �σειρά wavelet διακριτού χρόνου� (discrete time 

wavelet series DTWS). Ο DTWS είναι ανάλογος µε τη fourier σειρά διακριτού χρόνου, 

καθώς, και οι δύο µετασχηµατισµοί είναι διακριτοί και ως προς την ανεξάρτητη 

µεταβλητή και ως προς τη µεταβλητή(ες) µετασχηµατισµού. Ο DTWS ορίζεται τώρα ως 

προς µία διακριτή mother wavelet, h(k), ως εξής:  
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Κατά αναλογία µε τον ευθή διακριτό µετασχηµατισµό, ορίζεται και ο ανίστροφος 

διακριτός µετασχηµατισµός wavelet (IDTWS), ο οποίος µας γυρίζει πίσω στο πεδίο του 

χώρου ή του χρόνου.  

Έως τώρα απλά ορίσαµε τους µετασχηµατισµούς wavelet (ευθείς, αντίστροφους, 

συνεχείς και διακριτούς) οι οποίοι έχουν κάποιες οµοιότητες και αναλογίες µε τους 

αντίστοιχους µετασχηµατισµούς Fourier αλλά και κάποιες ιδιαιτερότητες, που αφορούν 

κυρίως την επιλογή της mother wavelet συνάρτησης και που προς το παρόν δε θα µας 

απασχολήσουν. Στην επόµενη παράγραφο θα δείξουµε µία συγκεκριµένη δοµή του 

διακριτού µετασχηµατισµού, το Discrete Time Wavelet Series Block, το οποίο και θα 

χρησιµοποιήσουµε για να παρουσιάσουµε τον πολλαπλής ανάλυσης µετασχηµατισµό 

wavelet (multiresolution wavelet transform). Στο κεφάλαιο 6, αυτό που θα µας 

απασχολήσει θα είναι µία παραλλαγή του multiresolution wavelet transform και η 

εφαρµογή του τόσο στην ανακατασκεύη όσο και στην τµηµατοποίηση της εικόνας.  

 

5.2.3 Το discrete time wavelet series block (DTWS block) 

O DTWS είναι διακριτός τόσο στο πεδίο του χρόνου όσο και στο πεδίο της 

κλιµάκωσης-µεταφοράς (wavelet domain). Από τη στιγµή που η διαστολή του χρόνου 

κατά ένα παράγοντα 2 µπορεί πολύ εύκολα να υλοποιηθεί, απλά µε το να 

δειγµατοληπτούµε κάθε δεύτερο δείγµα ένα διακριτό σήµα (η διαδικάσία αυτή λέγεται 

και decimation by a factor of 2), ο µετασχηµατισµός που θα παρουσιάσουµε εδώ θεωρεί 

κλµάκωση (scaling) κατά ένα παράγοντα 2. Η δοµή του DTWS block φαίνεται στο σχήµα 

5.5.  Τα φίλτρα που που χρησιµοποιούνται συµβολίζονται µε g(k) το low pass και µε h(k) 

το high pass, όµως είναι και τα δύο πολύ στενά συνδεδεµένα µε την mother wavelet 

function. Συνήθως το high pass φίλτρο θεωρείται να είναι η mother wavelet (µε πιθανή 

αλλαγή στη σειρά των σντελεστών) και οι εξόδοι της high pass διαδικασίας είναι 

συνεπώς οι συντελεστές wavelet. ∆ηλαδή, το high pass φίλτρο συνελίσει την κρουστική 

του απόκριση (mother wavelet) µε το εισερχόµενο σήµα για να δηµιουργήσει την έξοδο 

(τη σειρά των συντελεστών wavelet). Αυτή η δοµή µπορεί να χρησιµοποιηθεί για να 

παράγουµε τον πολλαπλής ανάλυσης (multiresolution) wavelet µετασχηµατισµό. Αν 

παραθέσουµε πολλά DTWS blocks σε σειρά τότε παίρνουµε τη διάταξη του σχήµατος 

5.6.  
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Σχήµα 5.5  Discrete time wavelet series block. 
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Σχήµα 5.6  Η διαδικασία της αποσύνθεσης του αρχικού σήµατος. 

 

Όπως φαίνεται από το σχήµα, το αρχικό σήµα τροφοδοτεί την πρώτη από αριστερά 

διάταξη και η έξοδος είναι οι συντελεστές wavelet και ένα χαµηλής συχνότητας σήµα το 

οποίο τροφοδοτεί τη δεύτερη διάταξη κ.ο.κ. Η διάταξη αυτή οδηγεί σε µία αποσύνθεση 

του σήµατος εισόδου, το οποίο πλέον αναπαρίσταται µε τους συντελεστές wavelet (όλων 
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των επιπέδων) και την τελική έξοδο χαµηλής συχνότητας (low frequency output). Η 

πυραµιδοειδής δοµή του σχήµατος 5.6, οφείλεται στο ότι όλο και λιγότεροι συντελεστές 

wavelet εξάγονται από κάθε στάδιο καθώς προχωράει προς τα δεξιά η διαδικασία, έως 

τον τελευταίο συντελεστή που εξάγεται από το τελευταίο στάδιο (από την κορυφή της 

πυραµίδας).  

Όσον αφορά την αντίστροφη διαδικασία, η οποία θα ανακατασκευάζει το αρχικό 

σήµα, χρησιµοποιούµε πολλά IDTWS blocks σε σειρά. Το IDTWS block και η 

διαδικασία της ανακατασκεύης πλέον, φαίνονται στα σχήµατα 5.7 και 5.8 αντίστοιχα.  

Όπως φαίνεται από το σχήµα 5.7, το IDTWS block έχει την ίδια ακριβώς δοµή µε το 

DTWS block, µόνο που λειτουργεί ακριβώς αντίθετα. Το IDTWS παίρνει σαν είσοδο την 

σειρά χαµηλής συχνότητας (low frequency sequence) και τους συντελεστές wavelet (που 

είναι στην ουσία η high pass σειρά) και ανακατασκεύαζει το αρχικό σήµα διακριτού 

χρόνου. Από το σχήµα παρατηρούµε ότι η διαδικάσία του decimation έχει τώρα 

αντικατασταθεί από µία διαδικασία παρεµβολής µηδενικών (ένα µηδενικό κάθε ένα 

δείγµα). Επίσης, τα low και high pass φίλτρα που χρησιµοποιούµε εδώ δεν είναι τα ίδια 

µε αυτά του DTWS (βλ. σχήµα 5.5). Στο επόµενο κεφάλαιο θα αναφέρουµε περισσότερα 

για τα φίλτρα που χρησιµοποιούµε τόσο για το DTWS όσο και για το IDTWS και θα 

δούµε πως σχετίζονται αυτά τα φίλτρα µεταξύ τους.  
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Σχήµα 5.7  Inverse discrete time wavelet series block. 
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Σχήµα 5.8  Η διαδικασία της ανακατασκεύης του αρχικού σήµατος. 

 

5.2.4 Ο πολλαπλής ανάλυσης µετασχηµατισµός wavelet (multiresolution wavelet  

trasform). 

Από τους διάφορους µετασχηµατισµούς wavelet που υπάρχουν, ο πολλαπλής 

ανάλυσης είναι ο πιο γενικός και αυτός που µας αφορά καθώς έχει εφαρµογές στο πεδίο 

της εικόνας. Η λειτουργία του µοιάζει µε αυτή του σχήµατος 5.6. Ο πολλαπλής ανάλυσης 

µετασχηµατισµός ενσωµατώνει µία πυραµιδοειδή δοµή στη λειτουργία του.  Η δοµή αυτή 

απαιτεί την επαναληπτική εφαρµογή των ίδιων low-pass και high-pass φίλτρων µε τη 

διαφορά ότι αυτά κλιµακώνονται επί δύο σε κάθε επίπεδο ανάλυσης.  

Η κύρια εφαρµογή του multiresolution wavelet transform έχει να κάνει µε τη 

δηµιουργία φίλτρων µισής µπάντας (half band filters) τα οποία διαιρούν το φάσµα του 

σήµατος σε ένα κοµµάτι υψηλής συχνότητας (high frequency band) και σε ένα κοµµάτι 

χαµηλής συχνότητας (low frequency band). Αυτά τα φίλτρα αρχικά δρουν πάνω στο 

συνολικό bandwith του σήµατος και το χωρίζουν σε low frequenvy band και high 

frequency band, και στη συνέχεια σταδιακά µειώνουν το bandwith του σήµατος καθώς 

προχωράµε σε µεγαλύτερες τιµές κλιµάκωσης (µικρά bandwith αντιστοιχούν σε µεγάλες 

τιµές της παραµέτρου κλιµάκωσης). Η όλη διαδικασία, στο πεδίο της συχνότητας αυτή τη 

φορά, φαίνετα στο σχήµα 5.9. Η µπάντα υψηλής συχνότητας που παίρνουµε στην 

περίπτωση της υψηλότερης ανάλυσης είναι στην ουσία οι συντελεστές wavelet τους 

οποίους και διατηρούµε ως έχουν, ενώ την µπάντα χαµηλής συχνότητας την 
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αποδεκατίζουµε (decimate) κατά ένα παράγοντα 2 (στην ουσία �πετάµε� κάθε δεύτερο 

δείγµα). Στη συνέχεια τη µπάντα αυτή τη διασπάµε (µε τη βοήθεια των φίλτρων βέβαια) 

σε µία χαµηλής συχνότητας µπάντα και µία υψηλής συχνότητας µπάντα. Αυτή η 

διαδικασία της αποδεκάτισης και του χωρισµού της µπάντας επαναλαµβάνεται και µας 

δίνει τελικά µία οκταδική (octave) αναπαράσταση µπάντας του αρχικού σήµατος, όπως 

άλλωστε φαίνεται και από το σχήµα 5.9.  

Οι συντελεστές wavelet για µία συγκεκριµένη ανάλυση (για ένα συγκεκριµένο 

βαθµό κλιµάκωσης) είναι τα δείγµατα εξόδου του αντίστοιχου high-pass φίλτρου. Κάθε 

δείγµα αντιστοιχεί και σε ένα διαφορετικό συντελεστή µεταφοράς, στον συγκεκριµένο 

βαθµό κλιµάκωσης. Οι συντελεστές wavelet (δηλαδή οι έξοδοι των high-pass φίλτρων), 

αναπαριστούν τα χαρακτηριστικά του σήµατος και την ενέργεια του σε κάθε είπεδο 

ανάλυσης (scaling). Η έξοδος του τελευταίου low-pass φίλτρου αποτελεί την d.c 

συνιστώσα του σήµατος και συµβολίζει µία θολή και χοντροκοµµένη έκδοση του 

αρχικού σήµατος.  
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Σχήµα 5.9  Η δοµή του πολλαπλής ανάλυσης µετασχηµατισµού wavelet. 
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5.3 ΣΥΝΟΨΗ 

Στις προηγούµενες παραγράφους παρουσιάσαµε κάποια στοιχεία από τη θεωρία των 

wavelets και είδαµε κάποιους βασικούς µετασχηµατισµούς στο πεδίο αυτό. Από τους 

µετασχηµατισµούς αυτούς, µεγάλο ενδιαφέρον παρουσιάζει ο πολλαπλής ανάλυσης 

wavelet µετασχηµατισµός καθώς ένα από τα πεδία στα οποία εφαρµόζεται είναι και αυτό 

των εικόνων. Τη γενική µορφή του µετασχηµατισµού αυτού είδαµε στην παράγραφο 

5.2.4. Ωστόσο, η µορφή που παρουσιάσαµε στην παράγραφο αυτή αφορά διακριτά 

σήµατα µίας διάστασης και όχι δύο διαστάσεων όπως µπορούν να θεωρηθούν οι εικόνες. 

Αν και ένα διακριτό σήµα δύο διαστασεων (όπως είναι µία εικόνα) µπορούµε να το 

αναγάγουµε σε σήµα µίας διάστασης και να το µελετήσουµε κανονικά όπως µελετάµε τα 

σήµατα µίας διάστασης (οπότε θα µπορούµε να του εφαρµόσουµε τον µετασχηµατισµό 

της 5.2.4), στο επόµενο κεφάλαιο θα δείξουµε πως µπορεί να εφαρµοστεί ο πολλαπλής 

ανάλυσης µετασχηµατισµός σε µία εικόνα (διακριτό σήµα δύο διαστάσεων) και πως µε 

τη βοήθεια του αντίστροφου µετασχηµατισµού µπορούµε επακριβώς να ανακτήσουµε 

την αρχική εικόνα. Τέλος, οι ιδιότητες του µετασχηµατισµού αυτού θα συνδυαστούν µε 

την αποτελεσµατικότητα του αλγορίθµου που παρουσιάσαµε στο Κεφάλαιο 4 για Image 

Segmentation και θα εξεταστεί η απόδοση της νέας µεθόδου.  
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ΚΕΦΑΛΑΙΟ 6: ΕΦΑΡΜΟΓΗ ΤΩΝ WAVELETS  ΣΤΗΝ 

ΕΠΕΞΕΡΓΑΣΙΑ ΕΙΚΟΝΑΣ  

Στο κεφάλαιο αυτό, όπως άλλωστε είχαµε αναφέρει και σε προηγούµενα κεφάλαια, 

θα µελετήσουµε την εφαρµογή του πεδίου των wavelets στην επεξεργασία εικόνας και 

πιο συγκεκριµένα στην τµηµατοποίηση της εικόνας (Image Segmentation). Το κεφάλαιο 

χωρίζεται σε τέσσερα  κοµµάτια. Στο πρώτο, γίνεται µία αναφορά στην ανακατασκευή 

της εικόνας µε χρήση του πεδίου των wavelets και παρουσιάζεται τόσο ο ευθύς όσο και ο 

αντίστροφος µετασχηµατισµός που χρησιµοποιήθηκε. Επίσης, παρουσιάζουµε και δύο 

συγκεκριµένα wavelet φίλτρα τα οποία θα χρησιµοποιήσουµε στα επόµενα δύο κοµµάτια. 

Στο δεύτερο, δοκιµάζουµε τη εφαρµογή των φίλτρων wavelet (που αναφέραµε 

παραπάνω) στον ιεραρχικό αλγόριθµο, που παρουσιάσαµε στο Κεφάλαιο 4, και 

συγκρίνουµε το αποτέλεσµα µε αυτό της εφαρµογής άλλων φίλτρων.  Στο τρίτο, 

εφαρµόζουµε τον adaptive αλγόριθµο του Κεφαλαίου 4 στο πεδίο των wavelets, και µετά 

γυρνώντας πίσω στο αρχικό πεδίο µελετάµε το τελικό αποτέλεσµα. Στο  τελευταίο 

κοµµάτι του κεφαλαίου παρουσιάζουµε τα τελικά συµπεράσµατα από την όλη δουλειά 

που έγινε και κάποιες προτάσεις για µελλοντική εξέλιξη της εργασίας.  

 

6.1 ΑΝΑΚΑΤΑΣΚΕΥΗ ΕΙΚΟΝΑΣ ΣΤΟ ΠΕ∆ΙΟ ΤΩΝ WAVELETS 

6.1.1 Ανακατασκεύη εικόνας.  

Το πεδίο των wavelets βρίσκει µεγάλη εφαρµογή στην ανακατασκευή της εικόνας 

(Image Restoration). Οι ιδιότητες των wavelets φαίνεται να δίνουν πολύ καλά 

αποτελέσµατα όταν εφαρµόζονται στην ανακατασκεύη εικόνων αρκετά αλλοιωµένων από 

θόρυβο ή άλλους παράγοντες. Για µία αναλυτική παρουσίαση µεθόδων που έχουν 

προταθεί για ανακατασκεύη εικόνας µε χρήση των wavelets βλ. [16],[18].  Εµείς, από το 

πεδίο της ανακατασκευής εικόνας µε τη χρήση των wavelets, θα δανειστούµε µόνο το 

θεωρητικό υπόβαθρο το οποίο είναι απαραίτητο για τη µελέτη µας (κυρίως το 

µετασχηµατισµό wavelet για τη µεταφορά της εικόνας µας στο πεδίο του wavelet, καθώς 

και τον αντίστροφο µετασχηµατισµό wavelet για την µεταφορά µας πίσω στο αρχικό 
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πεδίο) καθώς επίσης και κάποια συγκεκριµένα φίλτρα wavelet τα οποία και θα 

χρησιµοποιήσουµε παρακάτω. Χρησιµοποιώντας τα παραπάνω στοιχεία, η προσπάθεια 

µας θα επικεντρωθεί στην εφαρµογή της τµηµατοποίησης στο πεδίο του wavelet ή 

αντίστροφα στην εφαρµογή των wavelets στην τµηµατοποίηση της εικόνας.  

 

6.1.2 Τα low-pass και high-pass wavelet φίλτρα.  

Στην παράγραφο αυτή παρουσιάζουµε ένα σύνολο από wavelet συντελεστές το οποίο 

αποτελεί τη βάση των φίλτρων (low-pass, high-pass) αποσύνθεσης που θα 

χρησιµοποιηθούν για τη µεταφορά της εικόνας στο πεδίο των wavelets [16],[7]. Το 

σύνολο αυτό των συντελεστών παράγεται από µία least asymmetric scaling function [7] η 

οποία σχεδιάζεται χρησιµοποιώντας τους ακόλουθους συντελεστές:  
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   (6.1) 

O συντελεστής κανονικοποίησης 2  χρησιµοποιείται για να διατηρήσει σταθερή την 

ενέργεια του σήµατος µετά την επιστροφή από το πεδίο του wavelet και να µην έχουµε 

έτσι αλλοίωση του τελικού αποτελέσµατος. Έτσι, χρησιµοποιώντας αυτούς τους 

συντελεστές, ορίζουµε τα low-pass και high-pass φίλτρα να έχουν τους ακόλουθους 

συντελεστές:  

                                                                  qn = h-n , (6.2) 

και  

            rn = (-1)n hn+1 , (6.3) 

για το low-pass και το high-pass φίλτρο αντίστοιχα. Τα φίλτρα αυτά, των οποίων η µορφή 

φαίνεται στο σχήµα 6.1, οδηγούν σε καλό φιλτράρισµα της εικόνας καθώς έχουν 
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απότοµες µεταβάσεις και διατηρούν έτσι τα χαρακτηριστικά της εικόνας και την οξύτητα 

των ακµών.  

Παρατηρώντας το σχήµα 6.1, διαπιστώνουµε το λόγο για τον οποίο τα φίλτρα που 

παρουσιάσαµε ανήκουν στο πεδίο του wavelet. Όπως φαίνεται καθαρά από το σχήµα, η 

µορφή της κρουστικής απόκρισης του κάθε φίλτρου αντιπροσωπεύει στην ουσία ένα  

wavelet σήµα. (βλ. Κεφάλαιο 5, σχ. 5.1). Επίσης παρατηρούµε τη διαφορά ανάµεσα στην 

κρουστική απόκριση του low-pass φίλτρου και αυτή του high-pass φίλτρου. Είναι 

προφανές, ότι η προσθήκη του παράγοντα (-1)n  στην (6.3), έχει σκοπό την γρηγορότερη 

εναλλαγή των συντελεστών του high-pass φίλτρου, προσδίδοντας του έτσι ιδιότητες 

υψιπερατού φίλτρου. ∆ιαισθητικά, καταλαβαίνουµε ότι η απότοµες µεταβολές του high-

pass φίλτρου είναι αυτές που ανιχνεύουν τις ακµές της εικόνας, σε αντίθεση µε το low-

pass φίλτρο, οι αργές µεταβολές του οποίου έχουν σαν σκοπό την ολοκλήρωση των τιµών 

στην περιοχή του φίλτρου και την εξασθένιση(όχι όµως δραµατική) των απότοµων 

µεταβολών της εικόνας (ακµές). Αναφερόµενοι στο Κεφάλαιο 5, αν θεωρήσουµε ότι το 

high-pass φίλτρο (βλ. σχ. 6.1(β)) είναι η mother wavelet τότε το low-pass φίλτρο (βλ. σχ. 

6.1(α)) είναι µία �scaling� έκδοση της mother wavelet(βλ. παρ. 5.2.3). Είναι δηλαδή σαν 

να έχουµε πιάσει από τα άκρα το σχήµα 6.1(β) και να το έχουµε τραβήξει προς τα έξω για 

να απλώσει. Αν και αυτός δεν είναι ακριβώς ο τρόπος µε τον οποίο προκύπτει το low-

pass φίλτρο, τουλάχιστο µας βοηθαέι διαισθητικά να καταλάβουµε την έννοια της 

κλιµάκωσης (scaling) της mother wavelet (high-pass φίλτρο ή �wavelet function� όπως 

αποκαλείται στην βιβλιογραφία του wavelet) για την παραγωγή του low-pass φίλτρου 

(που αποκαλείται και �scaling function�).  
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Σχήµα 6.1  Η κρουστική απόκριση του low-pass φίλτρου (α) και του high-pass      

φίλτρου (β).   

 

6.1.3 Μετασχηµατισµός εικόνας στο πεδίο του wavelet. 

Στην παράγραφο αυτή θα παρουσιάσουµε τον µετασχηµατισµό [16] τον οποίο 

χρησιµοποιήσαµε για να µεταφέρουµε την εικόνα µας στο πεδίο του wavelet και στη 

συνέχεια θα δείξουµε και τον αντίστροφο µετασχηµατισµό, µε τον οποίο, από το πεδίο 

του wavelet γυρίζουµε πίσω στο αρχικό πεδίο και ανακτούµε την εικόνα µας. Από δω και 

στο εξής, όπου αναφέρουµε για ευθύ και αντίστροφο µετασχηµατισµό wavelet θα 

εννοούµε τους µετασχηµατισµούς που θα παρουσιάσουµε αµέσως παρακάτω.  

Στο προηγούµενο κεφάλαιο (βλ. παρ. 5.2.3, 5.2.4, και σχ. 5.5-5.9 ), παρουσιάσαµε 

τόσο την αποσύνθεση ενός µονοδιάστατου σήµατος χρησιµοποιώντας DTWS  blocks, 

όσο και την ανακατασκεύη (σύνθεση) του σήµατος χρησιµοποιώντας IDTWS blocks. 

Αυτή άλλωστε η διαδικασία ήταν και µία µορφή µετασχµατισµού πολλαπλής ανάλυσης 

µονοδιάστατου σήµατος. Στην περίπτωση τώρα της εικόνας, που θεωρείται σήµα δύο 

διαστάσεων, ένας τρόπος είναι να µετατρέψουµε το δισδιάστατο σήµα(πίνακα) σε 

µονοδιάστατο (διάνυσµα), απλά παρατάσοντας τις γραµµές του πίνακα τη µία µετά την 

άλλη. Αυτό λέγεται και λεξικογραφική αναπαράσταση (lexicographic ordering) του 

πίνακα. Με µαθηµατικούς όρους, αν θεωρήσουµε ότι η εικόνα µας(πίνακας)  είναι η 

             X = {x(m,n)}     
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µε διαστάσεις ΜxN, τότε η λεχικογραφική αναπαράσταση γραµµής ορίζεται ως εξής:  

                  x=[x(1,1)x(1,2). . . x(1,N)x(2,1). . . x(2,N). . . x(M,1). . . x(M,N)]T (6.4) 

Με τον τρόπο αυτό µετατρέπουµε ένα πίνακα (εικόνα) σε διάνυσµα και µπορούµε στη 

συνέχεια να εφαρµόσουµε όλους τους µετασχηµατισµούς που ορίσαµε για τα 

µονοδιάστατα σήµατα. Εµείς ωστόσο δε χρησιµοποίησαµε αυτό τον τρόπο 

αναπαράστασης της εικόνας αλλά εφαρµόσαµε τον πολλαπλής ανάλυσης 

µετασχηµατισµό (multiresolution wavelet transform) κατευθείαν στην εικόνα µας µε τον 

τρόπο που θα δείξουµε παρακάτω [16]. Η όλη διαδικασία ήταν αρκετά απλή και έχει ως 

εξής:  

• Στην αρχική εικόνα εφάρµοσε το low-pass wavelet φίλτρο κατά µήκος τον γραµµών 

της εικόνας. Στην εικόνα που προέκυψε εφάρµοσε το low-pass wavelet φίλτρο κατά 

µήκος των στηλών της εικόνας. Κατόπιν αποδεκάτισε (decimate) την εικόνα κατά ένα 

παράγοντα 2 σε κάθε διάσταση της, ώστε να προκύψει µία εικόνα µε διαστάσεις 

(M/2)x(N/2) (αν θεωρήσουµε ότι η αρχική ήταν διαστάσεων ΜxΝ). Η εικόνα αυτή, 

που σε έκταση είναι το 1/4 της αρχικής, αποτελεί το LP-LP (low-pass, low-pass) 

κοµµάτι της εικόνας στο πεδίο του wavelet και τοποθετείται στο πάνω αριστερά 

κοµµάτι της τελικής εικόνας (βλ. σχ. 6.3).  

• Στην αρχική εικόνα εφάρµοσε το high-pass wavelet φίλτρο κατά µήκος τον γραµµών 

της εικόνας. Στην εικόνα που προέκυψε εφάρµοσε το low-pass wavelet φίλτρο κατά 

µήκος των στηλών της εικόνας. Κατόπιν αποδεκάτισε (decimate) την εικόνα κατά ένα 

παράγοντα 2 σε κάθε διάσταση της, ώστε να προκύψει πάλι µία εικόνα µε διαστάσεις 

(M/2)x(N/2)  Η εικόνα αυτή, που σε έκταση είναι πάλι το 1/4 της αρχικής, αποτελεί το 

HP-LP (high-pass, low-pass) κοµµάτι της εικόνας στο πεδίο του wavelet και 

τοποθετείται στο πάνω δεξιά κοµµάτι της τελικής εικόνας(βλ. σχ. 6.3).  

• Στην αρχική εικόνα εφάρµοσε το low-pass wavelet φίλτρο κατά µήκος τον γραµµών 

της εικόνας. Στην εικόνα που προέκυψε εφάρµοσε το high-pass wavelet φίλτρο κατά 

µήκος των στηλών της εικόνας. Κατόπιν αποδεκάτισε (decimate) την εικόνα κατά ένα 

παράγοντα 2 σε κάθε διάσταση της, ώστε να προκύψει πάλι µία εικόνα µε διαστάσεις 

(M/2)x(N/2)  Η εικόνα αυτή, που σε έκταση είναι πάλι το 1/4 της αρχικής, αποτελεί το 
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LP-HP (low-pass, high-pass) κοµµάτι της εικόνας στο πεδίο του wavelet και 

τοποθετείται στο κάτω αριστερά κοµµάτι της τελικής εικόνας (βλ. σχ. 6.3).  

• Στην αρχική εικόνα εφάρµοσε το high-pass wavelet φίλτρο κατά µήκος τον γραµµών 

της εικόνας. Στην εικόνα που προέκυψε εφάρµοσε το high-pass wavelet φίλτρο κατά 

µήκος των στηλών της εικόνας. Κατόπιν αποδεκάτισε (decimate) την εικόνα κατά ένα 

παράγοντα 2 σε κάθε διάσταση της, ώστε να προκύψει πάλι µία εικόνα µε διαστάσεις 

(M/2)x(N/2). Η εικόνα αυτή, που σε έκταση είναι πάλι το 1/4 της αρχικής, αποτελεί το 

HP-HP (high-pass, high-pass) κοµµάτι της εικόνας στο πεδίο του wavelet και 

τοποθετείται στο κάτω δεξιά κοµµάτι της τελικής εικόνας (βλ. σχ. 6.3).  

Η παραπάνω διαδικασία αποτελεί το µετασχηµατισµό wavelet ενός επιπέδου και 

απεικονίζεται στο σχήµα 6.2, όπου σαν αρχική εικόνα χρησιµοποιούµε ένα απλό σχήµα 

που αποτελείται από οριζόντιες, κάθετες και διαγώνιες γραµµές. Όπως φαίνεται από το 

σχήµα, η LP-LP εικόνα δεν περιλαµβάνει τίποτα καθώς δεν υπάρχει low-pass 

πληροφορία στο σχήµα. Η LP-HP εικόνα περιλαµβάνει τις οριζόντιες γραµµές της 

εικόνας αφού αυτές είναι που ανιχνεύει ο συνδυασµός του lowpass-high pass φίλτρου 

(low pass στις γραµµές, high pass στις στήλες). Οµοίως η HP-LP εικόνα περιλαµβάνει τις 

κάθετες γραµµές ενώ η HP-HP εικόνα περιλαµβάνει τις διαγώνιες γραµµές. Βλέπουµε 

δηλαδή ότι κάθε υποεικόνα περιλαµβάνει συγκεκριµένη πληροφορία από την αρχική 

εικόνα. Η low pass πληροφορία περιλαµβάνεται στην πρώτη (πάνω αριστερά) υποεικόνα, 

η οποία στην ουσία είναι µία �θολωµένη� έκδοση της αρχικής εικόνας, πράγµα το οποίο 

θα φανεί καλύτερα σε επόµενο παράδειγµα(βλ. σχ. 6.3). Όσων αφορά τη high pass 

πληροφορία (ακµές) της εικόνας, αυτή περιλαµβάνεται στις υπόλοιπες τρεις υποεικόνες, 

κάθε µία από τις οποίες ανιχνεύει είτε τις οριζόντιες, είτε τις κάθετες είτε τις διαγώνιες 

ακµές της εικόνας. Μετά την παραγωγή των τεσσάρων εικονών, µπορούµε να 

συνεχίσουµε παίρνοντας την low pass (πάνω αριστερά) εικόνα και εφαρµόζοντας την ίδια 

ακριβώς διαδικασία από την οποία θα προκύψουν πάλι τέσσερις υποεικόνες της low pass 

υποεικόνας. H διαδικασία αυτή µπορεί να συνεχιστεί για να περάσουµε στο τρίτο επίπεδο 

ανάλυσης κ.ο.κ.  

Τα low pass και high pass φίλτρα τα οποία χρησιµοποιήσαµε για το µετασχηµατισµό 

είναι αυτά που παρουσιάσαµε στην προηγούµενη παράγραφο. Τα φίλτρα αυτά έχουν την 

ιδιότητα ότι είναι διαχωρίσιµα (separable) πράγµα το οποίο απαιτείται από το 
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µετασχηµατισµό wavelet που παρουσιάσαµε, στον οποίο όπως είδαµε εφαρµόσαµε τα 

φίλτρα χωριστά στην οριζόντια και χωριστά στην κατακόρυφη διεύθυνση. Η απαίτηση 

για διαχωρίσιµα φίλτρα εξασφαλίζει την επιστροφή µας από το πεδίο του wavelet πίσω 

στο αρχικό πεδίο και την ανάκτηση της αρχικής εικόνας µε τη βοήθεια του αντίστροφου 

µετασχηµατισµού που θα παρουσιάσουµε στην επόµενη παράγραφο.  
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         Σχήµα 6.2  Μετασχηµατισµός (ενός επιπέδου) εικόνας στο πεδίο του wavelet.  
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Όσον αφορά τον τρόπο εφαρµογής των φίλτρων στην εικόνα, αυτό που γίνεται είναι 

η συνέλιξη της κρουστικής απόκρισης του φίλτρου µε την κάθε γραµµή (ή στήλη) της 

εικόνας χωριστά. Επειδή τα φίλτρα που παρουσιάσαµε έχουν οκτώ συντελεστές, είναι 

προφανές ότι κάποιο πρόβληµα θα παρουσιάζεται στον υπολογισµό των επτά πιο 

ακραίων τιµών (pixels) της εικόνας σε κάθε πλευρά καθώς θα πρέπει να 

συµπεριλαµβάνονται και σηµεία τα οποία βρίσκονται έξω από τα όρια της εικόνας. Στην 

περίπτωση αυτή ο µετασχηµατισµός wavelet απαιτεί την περιοδική επέκταση της εικόνας 

στο επίπεδο, έτσι ώστε στα σηµεία στα οποία έως πρότινος δεν είχαµε τιµές (καθώς 

βρίσκονταν εκτός ορίων) τώρα να είναι πλήρως καθορισµένα. Επίσης να πούµε ότι όσον 

αφορά τη αποδεκάτιση (decimation), αυτή υλοποιείται απλά �πετώντας� κάθε δεύτερο 

δείγµα (pixel), πρώτα προς την x και µετά προς y κατεύθυνση (η σειρά δεν έχει σηµασία).  

 

                  

                         (α)                                                                     (β) 

                                

                        (γ)                                                                      (δ) 

Σχήµα 6.3  (α),(γ) Αρχικές εικόνες.  (β),(δ) Εικόνες στο πεδίο wavelet. 
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6.1.4 Ο αντίστροφος µετασχηµατισµός.   

Θα δείξουµε τώρα τον αντίστροφο µετασχηµατισµό wavelet ο οποίος µας επιτρέπει 

την µεταφορά µας πίσω στο αρχικό πεδίο και την ανάκτηση της αρχικής εικόνας. Τα 

φίλτρα τα οποία θα χρησιµοποιήσουµε για τον αντίστροφο µετασχηµατισµό δεν είναι τα 

ίδια µε αυτά που χρησιµοποιήσαµε στον ευθύ µετασχηµατισµό wavelet. Σχετίζονται 

όµως µ� αυτά και µπορούν να προκύψουν κατευθείαν αφού το µόνο που έχουµε να 

κάνουµε είναι να πάρουµε τα συµµετρικά τους ως προς τον άξονα των y [14]. ∆ηλαδή τα 

ζητούµενα φίλτρα είναι τώρα τα q-n και r-n. Επίσης, αντί για αποδεκάτιση (decimation) 

τώρα θα έχουµε επέκταση (expansion) των υποεικόνων. Η διαδικασία µοιάζει µε αυτή 

της προηγούµενης παραγράφου και έχει ως εξής:  

• Από την τελική εικόνα του σχήµατος 6.2, δηλαδή από την εικόνα στο πεδίο του 

wavelet, παίρνουµε την πάνω αριστερή υποεικόνα και διπλασιάζουµε την κάθε 

διάστασή της παρεµβάλοντας µηδενικά (ένα µηδενικό µετά από κάθε pixel για κάθε 

γραµµή και µετά για κάθε στήλη). Έτσι προκύπτει µία εικόνα µε διαστάσεις ίδιες µε 

αυτές της αρχικής µας εικόνας. Στη συνέχεια εφαρµόζουµε το low pass φίλτρο (που 

αναφέραµε παραπάνω ποιο θα είναι) κατά µήκος των γραµµών και το low pass φίλτρο 

κατά µήκος των στηλών. Την εικόνα που προκύπτει θα ονοµάζουµε προς το παρόν 

τελική εικόνα 1. 

• Από την τελική εικόνα του σχήµατος 6.2,  παίρνουµε την πάνω δεξιά υποεικόνα και 

την επεκτείνουµε µε µηδενικά όπως αναφέραµε παραπάνω.  Έτσι προκύπτει πάλι µία 

εικόνα µε διαστάσεις ίδιες µε αυτές της αρχικής µας εικόνας. Στη συνέχεια 

εφαρµόζουµε το high pass φίλτρο (που αναφέραµε παραπάνω ποιο θα είναι) κατά 

µήκος των γραµµών και το low pass φίλτρο κατά µήκος των στηλών. Την εικόνα που 

προκύπτει ονοµάζουµε προσωρινά τελική εικόνα 2. 

• Από την τελική εικόνα του σχήµατος 6.2,  παίρνουµε την κάτω αριστερά υποεικόνα 

και την επεκτείνουµε µε µηδενικά.  Έτσι προκύπτει πάλι µία εικόνα µε διαστάσεις 

ίδιες µε αυτές της αρχικής µας εικόνας. Στη συνέχεια εφαρµόζουµε το low pass φίλτρο 

κατά µήκος των γραµµών και το high pass φίλτρο κατά µήκος των στηλών. Την εικόνα 

που προκύπτει ονοµάζουµε προσωρινά τελική εικόνα 3. 

• Από την τελική εικόνα του σχήµατος 6.2,  παίρνουµε την κάτω δεξιά υποεικόνα και 

την επεκτείνουµε µε µηδενικά.  Έτσι προκύπτει πάλι µία εικόνα µε διαστάσεις ίδιες µε 
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αυτές της αρχικής µας εικόνας. Στη συνέχεια εφαρµόζουµε το high pass φίλτρο κατά 

µήκος των γραµµών και το high pass φίλτρο κατά µήκος των στηλών. Την εικόνα που 

προκύπτει ονοµάζουµε προσωρινά τελική εικόνα 4. 

• Αθροίζουµε τις τελικές εικόνες 1-4 και το αποτέλεσµα που παίρνουµε είναι η αρχική 

εικόνα χωρίς καµµία αλλοίωση.  
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          Σχήµα 6.4  Αντίστροφος µετασχηµατισµός wavelet (ενός επιπέδου).  
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Για την εφαρµογή των φίλτρων θεωρούµε και πάλι περιοδική επέκταση της εικόνας 

στο επίπεδο. Η όλη διαδικασία  απεικονίζεται στο σχήµα 6.4 όπου και πάλι δείχνουµε τον 

αντίστροφο µετασχηµατισµό ενός επιπέδου µόνο (για λόγους απλότητας). Ωστόσο,  η 

γενίκευση του µετασχηµατισµού ώστε να περιλαµβάνει παραπάνω από δύο επίπεδα 

ανάλυσης είναι αρκετά απλή. Εµάς όµως δε θα µας απασχολήσει, καθώς οι 

µετασχηµατισµοί που θα χρησιµοποιήσουµε από δω και στο εξής θα είναι πάντα ενός 

επιπέδου.  

Βλέπουµε λοιπόν πως µε τη βοήθεια του αντίστροφου µετασχηµατισµού wavelet 

µπορούµε να ανακτήσουµε επακριβώς την αρχική µας εικόνα. Υπολογίσαµε ότι το µέσο 

σφάλµα ανάµεσα στην αρχική εικόνα και την εικόνα που ανακτήσαµε µε τον αντίστροφο 

µετασχηµατισµό, ήταν της τάξης του 10-6 για όλες τις εικόνες που δοκιµάσαµε (και αυτό 

οφειλόµενο στο trancating κάποιων δεκαδικών ψηφίων από τον υπολογιστή). 

Αναφερόµενοι στο σχήµα 6.3, βλέπουµε ότι ο ευθής µετασχηµατισµός χρησιµοποιώντας 

σαν αρχική εικόνα την 6.3(α) µας δίνει σαν αποτέλεσµα την εικόνα 6.3(β), ενώ 

χρησιµοποιώντας σαν αρχική εικόνα την 6.3(γ) µας δίνει σαν αποτέλεσµα την εικόνα 

6.3(δ). Αντιθέτως, ο αντίστροφος µετασχηµατισµός wavelet που παρουσιάσαµε, 

παίρνοντας σαν είσοδο την εικόνα 6.3(β) µας δίνει πίσω την εικόνα 6.3(α), ενώ 

παίρνοντας σαν είσοδο τη εικόνα 6.3(δ) µας δίνει πίσω την εικόνα 6.3(γ).  

Τέλος, υπενθυµίζουµε τις βασικές προυποθέσεις που πρέπει να ισχύουν για την 

επιτυχή ανάκτηση της αρχικής εικόνας οι οποίες είναι, πρώτον η ιδιότητα της 

διαχωρισιµότητας των φίλτρων, δεύτερο η συµµετρικότητα ανάµεσα στα φίλτρα του 

ευθύ µετασχηµατισµού και αυτά του αντίστροφου µετασχηµατισµού και τρίτον η 

θεώρηση της περιοδικής επέκτασης των εικονών κατά τη διάρκεια της εφαρµογής των 

φίλτρων.   

 

6.2 ΕΦΑΡΜΟΓΗ ΤΩΝ ΦΙΛΤΡΩΝ WAVELET ΣΤΟΝ ΙΕΡΑΡΧΙΚΟ ΑΛΓΟΡΙΘΜΟ 

6.2.1 Απόδοση ιεραρχικού αλγορίθµου χωρίς τη χρήση φίλτρων. 

Στο Κεφάλαιο 4 (παρ. 4.5) παρουσιάσαµε τον ιεραρχικό αλγόριθµο για Image 

Segmentation. Το βαθυπερατό φίλτρο που χρησιµοποιήσαµε στην υλοποίηση του 

αλγορίθµου ήταν ένα (3x3) averaging φίλτρο. Είχε δηλαδή τη µορφή: 
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Τα αποτέλεσµα του ιεραρχικού αλγορίθµου µε χρήση του παραπάνω φίλτρου φαίνεται 

στο σχήµα 6.5(γ). Επίσης στο σχήµα 6.5(β) φαίνεται το αποτέλεσµα του ιεραρχικού 

αλγορίθµου χωρίς τη χρήση βαθυπερατου φίλτρου.  

 

               

                               (α)                          (β) 

                                       

                                                                (γ) 

Σχήµα 6.5  Αποτελέσµατα ιεραρχικού αλγορίθµου χωρίς  τη χρήση βαθυπερατού 

φίλτρου (β) και µε τη χρήση φίλτρου (γ).  

1/9 1/9 1/9

1/9 1/9 1/9

1/9 1/9 1/9
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Από τη σύγκριση των σχηµάτων 6.5(β) και 6.5(γ) διαπιστώνουµε πως  επηρεάζει η 

παρουσία του βαθυπερατού φίλτρου στη µεταγωγή µας από το ένα επίπεδο ανάλυσης στο 

άλλο και τελικά στην απόδοδη του αλγορίθµου. Παρατηρούµε δηλαδή, ότι η χρήση 

βαθυπερατού φίλτρου, αντίθετα µε ότι θα περιµέναµε, δε βελτιώνει την απόδοδη της 

µεθόδου, και αυτό φαίνεται από την σκιασµένη περιοχή πάνω από το καπέλο της κοπέλας 

την οποία εντοπίζει καλύτερα ο αλγόριθµος χωρίς την χρήση φίλτρου. Αυτό, µπορεί να 

δικαιολογηθεί µόνο από το γεγονός ότι το βαθυπερατό φίλτρο που χρησιµοποιήσαµε δεν 

έχει κάποια ιδιαίτερα χαρακτηριστικά και το µόνο που κάνει είναι να παίρνει τον µέσο 

όρο του pixel στο οποίο εφαρµόζεται και των 8 γειτονικών. Είναι δηλαδή µία απλή 

περίπτωση φίλρου που προφανώς δεν ενδύκνειται για την περίπτωση µας, καθώς η 

συγκεκριµένη µέθοδος θα απαιτούσε χρήση φίλτρου που ναι µεν θα εξοµάλυνε τις 

αντιθέσεις τις εικόνας και θα βοηθούσε στη οµαλή µας µεταγωγή από το ένα επίπεδο 

ανάλυσης στο επόµενο, αλλά που θα είχε και την επιπλέον ιδιότητα της �απότοµης 

συχνότητας αποκοπής� η οποία θα διατηρούσε την οξύτητα των ακµών και στις 

χαµηλότερες αναλύσεις. Μία τέτοια περίπτωση φίλτρου παρουσιάζεται στη επόµενη 

παράγραφο. 

 

6.2.2 Απόδοση ιεραρχικού αλγορίθµου µε χρήση των φίλτρων wavelet. 

Στην παράγραφο αυτή εξετάζουµε την απόδοση του ιεραρχικού αλγορίθµου όταν 

εφαρµόζουµε τα φίλτρα wavelet για τη µεταγωγή µας από το ένα επίπεδο ανάλυσης στο 

επόµενο. Συγκεκριµένα εφαρµόζουµε τα φίλτρα της παραγράφου 6.1.2. Τα αποτελέσµατα 

της µεθόδου φαίνονται στο σχήµα 6.6(β). Στο σχήµα 6.6(γ) επαναλαµβάνουµε, για 

λόγους σύγκρισης, το αποτέλεσµα της µεθόδου χωρίς τη χρήση φίλτρου και στο σχήµα 

6.6(δ) το αποτέλεσµα της µεθόδου µε χρήση του φίλτρου της προηγούµενης 

παραγράφου.  

Από το σχήµα παρατηρούµε τα αποτελέσµατα της εφαρµογής του φίλτρου wavelet 

στην απόδοδη του αλγορίθµου. Όπως φαίνεται από τη σύγκριση των σχηµάτων, η 

περίπτωση του σχήµατος 6.6(β) που αφορά την εφαρµογή των φίλτρων wavelet, φαίνεται 

να δίνει τα καλύτερα αποτελέσµατα, πράγµα το οποίο διαπιστώνουµε παρατηρώντας τη 

σκιά στο καπέλο της κοπέλας, η οποία έχει πλήρως ανιχνευθεί, και το λευκό κοµµάτι  

πάνω από το καπέλο το οποίο τείνει να εξαλειφθεί. Όπως αναφέραµε και σε προηγούµενη 
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παράγραφο, τα φίλτρα wavelet τα οποία χρησιµοποιήσαµε, έχουν την ιδιότητα της 

απότοµης αποκοπής των χαµηλών συχνοτήτων από τις ψηλές. Έτσι, από τη µία 

εξοµαλύνουν το αποτέλεσµα του decimation filtering (για τη µετάβαση από το ένα 

επίπεδο ανάλυσης στο επόµενο) και από την άλλη διατηρούν την οξύτητα των ακµών στις 

µικρότερες αναλύσεις, διατηρώντας έτσι, όσο είναι δυνατό, την σηµαντική πληροφορία 

της εικόνας σε όλα τα επίπεδα των αναλύσεων.  

 

             

                               (α)              (β) 

           

                         (γ)                         (δ) 

Σχήµα 6.6  Αποτελέσµατα ιεραρχικού αλγορίθµου µε χρήση φίλτρου wavelet (β), χωρίς 

χρήση βαθυπερατού φίλτρου (γ) και µε τη χρήση φίλτρου (δ).  
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6.3 ΤΜΗΜΑΤΟΠΟΙΗΣΗ ΕΙΚΟΝΑΣ ΣΤΟ ΠΕ∆ΙΟ ΤΟΥ WAVELET 

6.3.1 Εφαρµογή του adaptive αλγορίθµου στο πρώτο επίπεδο wavelet.  

Θα δοκιµάσουµε τώρα την εφαρµογή του adaptive αλγορίθµου (που παρουσιάσαµε 

στο Κεφάλαιο 4), στο πεδίο του wavelet. Η διαδικασία η οποία εφαρµόζουµε και την 

οποία θα ονοµάζουµε wavelet clustering  από δω και πέρα, έχει ως εξής:  

• Αρχικά, µεταφορά της αρχικής εικόνας στο πεδίο του wavelet (στο πρώτο επίπεδο).  

Αν για παράδειγµα θεωρήσουµε σαν αρχική εικόνα αυτή του σχήµατος 6.3(γ), η νεά 

εικόνα η οποία θα πάρουµε θα είναι αυτή του σχήµατος 6.3(δ).  

• Στην πάνω αριστερά υποεικόνα του σχήµατος (δηλαδή την LP-LP υποεικόνα), 

εφάρµοσε τον adaptive αλγόριθµο.   

• Στη εικόνα που προέκυψε από το προηγούµενο βήµα, εφάρµοσε αντίστροφο 

µετασχηµατισµό wavelet.  

• Στο αποτέλεσµα εφάρµοσε ένα thresholding έτσι ώστε η τελική εικόνα να είναι δύο 

µόνο επιπέδων του γκρι.  

Όπως είπαµε και παραπάνω ο µετασχηµατισµός wavelet που χρησιµοποιήσαµε ήταν ενός 

επιπέδου. Κατόπιν εφαρµόσαµε τον adaptive αλγόριθµο (Κ=2) στην LP-LP (low pass,low 

pass) εικόνα οπότε και µας έδωσε µία εικόνα δύο επιπέδων (άσπρο-µαύρο) και στη 

συνέχεια χρησιµοποιήσαµε τον αντίστροφο µετασχηµατισµό wavelet ακολουθούµενο 

από µία διαδικασία απλού thresholding η οποία είναι απαραίτητη έτσι ώστε η τελική 

εικόνα να είναι δύο µόνο επιπέδων. Το thresholding το εφαρµόζουµε γιατί η εικόνα που 

παίρνουµε µε τον αντίστροφο wavelet µετασχηµατισµό δεν είναι δύο µόνο επιπέδων 

αλλά περισσοτέρων. Ωστόσο τα περισσότερα από αυτά τα επίπεδα �µαζεύονται� γύρω 

από δυό τιµές που απέχουν αρκετά µεταξύ τους έτσι ώστε µε ένα απλό thresholding (µε 

κατώφλι γύρω στο 120) να µπορούµε να µετατρέψουµε την εικόνα µας σε απρόµαυρη 

χωρίς να χάσουµε πληροφορία.  

Η παραπάνω διαδικασία εφαρµόστηκε στη γνωστή µας Lena. Το αποτέλεσµα 

φαίνεται στο σχήµα 6.7(β). Τα πλεονεκτήµατα-µειονεκτήµατα της µεθόδου συζητούνται 

στην επόµενη παράγραφο, όπου και γίνεται µία σύγκριση µε τα αποτελέσµατα 

προηγούµενων µεθόδων.  
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          (α)                         (β) 

         Σχήµα 6.7  (α) Αρχική εικόνα.  (β) Segmentation στο wavelet επίπεδο. 

 

6.3.2 Πλεονεκτήµατα-µειονεκτήµατα της µεθόδου wavelet clustering.  

Στο σχήµα 6.8(α) φαίνεται το αποτέλεσµα του segmentation στο επίπεδο του wavelet 

ενώ στο σχήµα 6.8(β) βλέπουµε το αποτέλεσµα του ιεραρχικού αλγορίθµου που 

παρουσιάσαµε στο Κεφάλαιο 4. Επίσης στο σχήµα 6.8(γ) βλέπουµε το αποτέλεσµα του 

wavelet clustering χρησιµοποιώντας το τέχνασµα που αναφέραµε στο Κεφάλαιο 4 ενώ 

στο σχήµα 6.8(δ) φαίνεται το αντίστοιχο αποτέλεσµα για τον ιεραρχικό αλγόριθµο. Σε 

όλες τις περιπτώσεις θεωρήσαµε Κ=2 και σ=8.  

         

            (α)               (β) 
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                           (γ)                           (δ) 

Σχήµα 6.8  (α) Segmentation στο wavelet επίπεδο.  (β) Αποτέλεσµα του ιεραρχικού 

αλγορίθµου.  (γ),(δ) Αντίστοιχα των (α),(β) µε χρήση όµως της παραµέτρου α.  

 

Από το σχήµα, παρατηρούµε καταρχήν, ότι το segmentation στο πεδίο του wavelet 

έδωσε ένα καλό αποτέλεσµα όσον αφορά τουλάχιστον την ανίχνευση των βασικών 

χαρακτηριστικών της εικόνας. Βλέπουµε δηλαδή (βλ. σχ. 6.8(α)), ότι η σκιά στο καπέλο 

της κοπέλας ανιχνεύθηκε πλήρως, ενώ και η λευκή περιοχή πάνω από το καπέλο της 

κοπέλας τείνει να εξαφανιστεί. Αντίθετα, o ιεραρχικός αλγόριθµος (βλ. σχ. 6.8(β)), 

απέτυχε να ανιχνεύσει πλήρως τη σκιά στο καπέλο ενώ από την άλλη δεν ξεχώρισε και 

την λευκή περιοχή από το καπέλο (βλέπουµε ότι σµίγουν). Επίσης παρατηρώντας τα 

σχήµατα 6.8(γ),(δ), βλέπουµε τα αποτελέσµατα των δυό αλγορίθµων στην περίπτωση που 

χρησιµοποιήσουµε το τέχνασµα που παρουσιάσαµε στο Κεφάλαιο 4 (όπου 

χρησιµοποιούµε την �παράµετρο apriori γνώσης�  α ). Παρατηρούµε ότι και στις δύο 

περιπτώσεις τα αποτελέσµατα είναι αρκετά ικανοποιητικά, καθώς και η λευκή περιοχή 

πάνω από το καπέλο τείνει να εξαλειφθεί.  

Στο σχήµα 6.9 παρουσιάζουµε την εικόνα της κύστης και τα αποτελέσµατα τόσο του 

wavelet clustering (6.9(β)), όσο και του ιεραρχικού αλγορίθµου (6.9(γ)). Παρατηρούµε, 

ότι και σ� αυτή την περίπτωση τα αποτελέσµατα του wavelet clustering (αν εξαιρέσουµε 

ότι είναι λίγο πιο χοντροκοµµένα) είναι ικανοποιητικά, καθώς εντοπίζεται αρκετά καλά η 

περιοχή της κύστης στην εικόνα, πράγµα που είναι ο απωτερός µας σκοπός σ� αυτού του 

είδους τις εικόνες.  
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Σχήµα 6.9  (α) Αρχική εικόνα της κύστης.  (β) Αποτέλεσµα του wavelet clustering.  

(γ) Αποτέλεσµα του ιεραρχικού αλγορίθµου.  

 

Μοναδικό µειονέκτηµα το οποίο παρουσιάζει η µέθοδος (την οποία από δω και στο 

εξής θα αποκαλούµε wavelet clustering) είναι τα σχετικά πιο χοντροκοµµένα 

αποτελέσµατα τα οποία δίνει, πράγµα το οποίο διαπιστώνεται αν παρατηρήσουµε, για 

παράδειγµα, τα φτερά στο καπέλο της κοπέλας και στις δύο περιπτώσεις. Ωστόσο αυτό 

δεν αποτελεί ιδιαίτερα σοβαρό πρόβληµα καθώς, στις περισσότερες περιπτώσεις, αυτό 

που πραγµατικά µας ενδιαφέρει είναι η ανίχνευση των επικρατέστερων περιοχών της 

εικόνας, στόχος στον οποίο φαίνεται να πετυχαίνει η µέθοδος που παρουσιάσαµε. Από 

την άλλη ένα µεγάλο πλεονέκτηµα της µεθόδου είναι ο χρόνος εκτέλεσης, ο οποίος 

µειώνεται σηµαντικά. Ρίχνοντας µία µατιά στον Πίνακα Α (στον οποίο βλέπουµε τους 

συνολικούς χρόνους εκτέλεσης των προγραµµάτων) βλέπουµε ότι ο χρόνος εκτέλεσης 

του αλγορίθµου στο πεδίο του wavelet είναι λιγότερος από το µισό του χρόνου εκτέλεσης 

του ιεραρχικού αλγορίθµου. Και στις δύο περιπτώσεις η εικόνα που χρησιµοποιήθηκε 

(Lena) ήταν διαστάσεων 512x480 και οι δοκιµές έγιναν στο SUN Ultra 1. Και πάλι, 

κανένα είδος βελτιστοποίησης δεν εφαρµόστηκε στο πρόγραµµά µας.  

                       ΠΙΝΑΚΑΣ Α 

 

Ένα άλλο πλεονέκτηµα του αλγορίθµου, είναι η καλή απόδοση που παρουσιάζει 

παρουσία θορύβου. Στο σχήµα 6.10(α) βλέπουµε τη γνωστή µας Lena, στην οποία όµως 

έχουµε προσθέσει λευκό Gaussian θόρυβο µε τυπική απόκλιση σ=32 (το πρόγραµµα που 

χρησιµοποιήσαµε για το σκοπό αυτό ήταν το Adobe PhotoShop 3.0). Η ποσότητα του 

     Wavelet clustering Ιεραρχικός αλγόριθµος   

   χρόνος εκτέλεσης                19                 41 
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θορύβου θεωρείται αρκετά µεγάλη, πράγµα που φαίνεται και από το σχήµα αφού η 

αλλοίωση της εικόνας είναι σηµαντική. 

Για την αντιµετώπιση του συγκεκριµένου προβλήµατος εφαρµόσαµε τον αλγόριθµο 

wavelet clustering όπως ακριβώς τον περιγράψαµε στην παράγραφο 6.3.1 µε µία όµως 

διαφορά. Αυτό που κάναµε επιπλεόν, ήταν να εφαρµόσαµε κάποιο thresholding στις HL, 

LH, HH υποεικόνες έτσι ώστε να παραµέινουν οι ισχυρές ακµές (οι οποίες προφαµώς 

αντιπροσωπεύουν τις πραγµατικές ακµές της εικόνας) και να εξαλειφθούν οι υπόλοιπες 

ακµές οι οποίες δηµιουργήθηκαν εξαιτίας του θορύβου. Προσπαθήσαµε µε τον τρόπο 

αυτό να µειώσουµε την παρουσία του θορύβου και συνεπώς να περιορίσουµε την 

επίδρασή του στο τελικό αποτέλεσµα.    

  Στο σχήµα 6.10(β) βλέπουµε το αποτέλεσµα της εφαρµογής του wavelet clustering 

ενώ στο σχήµα 6.10(γ) βλέπουµε την τελική εικόνα µετά το thresholding που 

εφαρµόσαµε έτσι ώστε να έχουµε µόνο τέσσερα χρώµατα. Στο σχήµα 6.10(δ) βλέπουµε 

το αποτέλεσµα της εφαρµογής του ιεραρχικού αλγορίθµου. Επίσης στο σχήµα 6.10(ε) 

βλέπουµε το αποτέλεσµα του wavelet clustering στην εικόνα χωρίς όµως την παρουσία 

θορύβου, ενώ το αντίστοιχο αποτέλεσµα για τον ιεραρχικό αλγόριθµο φαίνεται στο 

σχήµα 6.10(στ΄). Επειδή η ποσότητα του θορύβου είναι µεγάλη, χρησιµοποιήσαµε Κ=4 

σε όλες τις περιπτώσεις για καλύτερα αποτελέσµατα. Επίσης χρησιµοποιήσαµε σ=24 (και 

στις δύο περιπτώσεις) καθώς αυτή η τιµή βρέθηκε να δίνει τα καλύτερα αποτελέσµατα.  

             

                     (α)                           (β) 
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          (γ)                 (δ)      

           

          (ε)                 (στ΄) 

Σχήµα 6.10  (α) Αρχική εικόνα µε λευκό Gassian θόρυβο (σ=32).  (β) Αποτέλεσµα του 

wavelet clustering πριν το thresholding.  (γ) Αποτέλεσµα του wavelet clustering µετά την 

εφαρµογή του thresholding.  (δ) Αποτέλεσµα ιεραρχικού αλγορίθµου.  (ε) Αποτέλεσµα 

του wavelet clustering στην αρχική εικόνα χωρίς θόρυβο.  (στ΄) Αποτέλεσµα του 

ιεραρχικού αλγορίθµου στην αρχική εικόνα χωρίς θόρυβο.  

 

Αυτό που παρατηρούµε από το σχήµα αρχικά, είναι ότι παρά την µεγάλη αλλοίωση 

της εικόνας από το θόρυβο, και στις δύο περιπτώσεις το αποτέλεσµα είναι ικανοποιητικό, 

καθώς και πάλι τα βασικά χαρακτηριστικά της εικόνας ανιχνεύονται και η τελική εικόνα 

εξακολουθεί να είναι αναγνωρίσιµη. Αντίθετα, το αποτέλεσµα που έδωσε για αυτή την 

εικόνα ο K-means για παράδειγµα, ήταν κάτι το εντελώς ακαθόριστο (γι΄αυτό και δεν το 
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παραθέτουµε εδώ), πράγµα που φανερώνει την αδυναµία του K-means να εντοπίσει τα 

χαρακτηριστικά της εικόνας παρουσία θορύβου.  

Συγκρίνοντας τα αποτελέσµατα των σχηµάτων 6.10(γ) και 6.10(δ), παρατηρούµε ότι 

η  µέθοδος του wavelet clustering (παρόλο που δίνει ένα σχετικά πιο χοντροκοµµένο 

αποτέλεσµα) εξακολουθεί να ανιχνεύει τα βασικά χαρακτηριστικά της εικόνας και 

µάλιστα ανιχνεύει κάπως καλύτερα ορισµένα απ� αυτά, και αυτό φαίνεται από τη σκία 

πάνω στο καπέλο αλλά και από το �βλέµµα� της κοπέλας το οποίο είναι πιο ρεαλιστικό 

στην περίπτωση αυτή. ∆ίνει δηλαδή µια σχετικά καλή αναπαράσταση της αρχικής 

εικόνας, και την καθιστά αναγνωρίσιµη παρά την έντονη παρουσία θορύβου στην αρχική 

εικόνα και παρά το γεγονός ότι ο αριθµός των επιπέδων του γκρι που χρησιµοποιούνται 

είναι αρκετά µικρός (Κ=4).   

Κάτι άλλο το οποίο είναι επίσης πολύ σηµαντικό και το οποίο ίσως να µας αφορά 

περισσότερο και από την εγκυρότητα των αποτελεσµάτων, είναι η ανθεκτικότητα 

(robustness) του αλγορίθµου στο θόρυβο. Αυτό που µας ενδιαφέρει σε έναν αλγόριθµο 

είναι, τα αποτελέσµατα που δίνει παρουσία θορύβου να είναι κατά το δυνατόν πιο κοντά 

σ� αυτά που δίνει χωρίς την παρoυσία του θορύβου. Γι� αυτό το λόγο, στο σχήµα 6.10, 

παραθέσαµε και τα αποτελέσµατα του κάθε αλγορίθµου στην αρχική εικόνα, χωρίς την 

παρουσία θορύβου. Όσον αφορά το wavelet clustering, συγκρίνοντας  το σχήµα 6.10(γ) 

µε το σχήµα 6.10(ε) βλέπουµε ότι το αποτέλεσµα είναι αλλοιωνένο ως προς κάποιες 

λεπτοµέρειες της εικόνας (οι οποίες ίσως θα µπορούσαν να βελτιωθούν µε χρήση 

κάποιου median φίλτρου) ενώ από την άλλη οι βασικές περιοχές ανιχνεύονται όπως και 

πριν. Όσον αφορά τον ιεραρχικό αλγόριθµο, συγκρίνοντας τα σχήµατα 6.10(δ) και 

6.10(στ΄) βλέπουµε ότι η αλλοίωση η οποία έχει επέλθει τώρα είναι µεγαλύτερη (φαίνεται 

από τα µάτια, το στόµα και το καπέλο της κοπέλας).  

Συµπεραίνουµε δηλαδή ότι η µέθοδος wavelet clustering φαίνεται να είναι αρκετά 

ανθεκτική (robust) στο θόρυβο και µάλιστα δείχνει να είναι πιο �robust� και από ένα ήδη 

πολύ καλό αλγόριθµο για clustering εικόνας (εννούµε τον ιεραρχικό). Η ιδιότητα του 

�robustness� µιας µεθόδου είναι πολύ σηµαντική, καθώς αυτό σηµαίνει ότι αν 

καταφέρουµε να βελτιώσουµε κι άλλο την απόδοση της µεθόδου αυτό σηµαίνει βελτίωση 

της µεθόδου και παρουσία θορύβου.  
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Η αρχική εικόνα έχει διαστάσεις 256x240 ενώ για τις δοκιµές χρησιµοποιήθηκε και 

πάλι το SUN Ultra 1. Ο χρόνος εκτέλεσης σε κάθε περίπτωση φαίνεται στον Πίνακα Γ, 

από όπου και πάλι διαπιστώνουµε το πλεονέκτηµα της µεθόδου του wavelet clustering.  

 

                 ΠΙΝΑΚΑΣ Γ 

 

Συµπερασµατικά, θα λέγαµε ότι η µέθοδος που παρουσιάσαµε είναι µία εναλλακτική 

λύση για Image Segmentation, η οποία συνδυάζοντας την αποτελεσµατικότητα του 

adaptive αλγορίθµου (του Κεφαλαίου 4) και τις ιδιότητες των wavelets, δίνει ένα 

αποδεκτό αποτέλεσµα (segmentation) το οποίο είναι σε µερικές περιπτώσεις καλύτερο 

από αυτό άλλων µεθόδων και µάλιστα απαιτώντας σηµαντικά λιγότερο χρόνο εκτέλεσης. 

Όσων αφορά το τελευταίο, δηλαδή το µειωµένο χρόνο εκτέλεσης, ο λόγος είναι 

προφανής και έγγειται στο γεγονός ότι ο αλγόριθµος δεν εφαρµόζεται πλέον στην αρχική 

εικόνα αλλά στην LP-LP υποεικόνα της, η οποία έχει τις µισές διαστάσεις της αρχικής 

εικόνας. Αυτή µάλιστα είναι και η αιτία που τα αποτελέσµατα που δίνει η µέθοδος είναι 

πιο �χοντροκοµµένα� από αυτά που δίνει ο ιεραρχικός αλγόριθµος. Το γεγόνος δηλαδή 

ότι ο δουλεύουµε σε χαµηλότερο επίπεδο ανάλυσης, έχει το κόστος της απώλειας 

κάποιων λεπτοµερειών (όχι όµως σηµαντικών) της εικόνας. Η χρήση βέβαια του low pass 

φίλτρου, περιορίζει κατά το δυνατό το πρόβληµα αυτό, σε καµµία περίπτωση όµως δε 

µπορεί να το εξαλείψει, καθώς από ένα σηµείο και µετά, η απώλεια των pixels (που 

προκύπτει µε το στάδιο του decimation) καθιστά �σχεδόν� αδύνατη την ανάκτηση της 

χαµένης πληροφορίας. Λέµε �σχεδόν�, γιατί υπάρχει και ο αντίστροφος µετασχηµατισµός 

wavelet, ο οποίος συλλέγει την πληροφορία και από τις άλλες τρεις υποεικόνες (οι οποίες 

κρατούν πληροφορία για τις high pass συνιστώσες της εικόνας, δηλαδή τις ακµές)  και 

προσπαθεί να κατασκευάσει µία όσο το δυνατόν ρεαλιστικότερη αναπαράσταση της 

αρχικής εικόνας, πράγµα που έως ένα βαθµό το καταφέρνει.  

   Wavelet clustering Ιεραρχικός αλγόριθµος   

   χρόνος εκτέλεσης                  4                   8.2 
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ΚΕΦΑΛΑΙΟ 7: ΣΥΜΠΕΡΑΣΜΑΤΑ-ΜΕΛΛΟΝΤΙΚΗ 

ΕΞΕΛΙΞΗ ΚΑΙ ΠΡΟΟΠΤΙΚΕΣ ΤΗΣ ΕΡΓΑΣΙΑΣ 

7.1 ΣΥΝΟΨΗ 

Στα προηγούµενα κεφάλαια µελετήσαµε κάποιους αλγορίθµους για τµηµατοποίηση 

εικόνας, προτείναµε κάποιους καινούριους και είδαµε την εφαρµογή τους πάνω σε 

πραγµατικές εικόνες. Ξεκινήσαµε αρχικά (Κεφάλαιο 1), προσδιορίζοντας το πρόβληµα 

του �segmentation� σαν ένα βασικό αλλά δύσκολο βήµα (στάδιο) στην επεξεργασία 

εικόνας. Κατόπιν (Κεφάλαιο 2), παρουσιάσαµε κάποιες γενικές κατηγορίες segmentation 

και είδαµε κάποιες µεθόδους από κάθε κατηγορία. Στο Κεφάλαιο 3 παρουσιάσαµε ένα 

αλγόριθµο για ανίχνευση ακµών σε µία εικόνα, ενώ στο Κεφάλαιο 4 παρουσιάσαµε ένα 

αλγόριθµο για ανίχνευση των βασικών περιοχών σε µία εικόνα (clustering algorithm). 

Στο Κεφάλαιο 5 κάναµε µία εισαγωγή στο πεδίο του wavelet, ενώ στο Κεφάλαιο 6 

επιχειρήσαµε να εφαρµόσουµε τον clustering αλγόριθµο στο πεδίο του wavelet, 

προτείνοντας µία εναλλακτική µέθοδο για Image Segmentation της οποίας τα 

αποτελέσµατα µελετήσαµε και σχολιάσαµε. Στο παρόν Κεφάλαιο θα παρουσιάσουµε τα  

συµπεράσµατα στα οποία καταλήξαµε µετά το πέρας της εργασίας. Επίσης θα 

ακολουθήσουν και κάποιες ιδέες για µελλοντική εξέλιξη της εργασίας.  

 

7.2 ΤΕΛΙΚΑ ΣΥΜΠΕΡΑΣΜΑΤΑ 

Ξεκινώντας από την παρουσίαση του αλγορίθµου ανίχνευσης ακµών του 

Κεφαλαίου 3, µία πρώτη παρατήρηση είναι η αλλοίωση της απόδοσης της µεθόδου, 

οφειλόµενη βέβαια στο κριτήριο µε το οποίο έγινε το merging των περιοχών. Όπως 

παρατηρήσαµε από τα αποτελέσµατα της εφαρµογής του αλγορίθµου σε εικόνες, ενώ οι 

ακµές που ανιχνεύονται είναι έγκυρες, ωστόσο σε κάποια σηµεία οι τελικές ακµές δεν 

έχουν πλήρως διατηρηθεί, γεγονός που υποδεικνύει ότι σε εκείνα τα σηµεία έγινε 

merging περιοχών το οποίο δε θα πρεπε να είχε γίνει.  
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Στο Κεφάλαιο 4 παρουσιάσαµε έναν clustering αλγόριθµο ο οποίος, αυτό που στην 

ουσία κάνει, είναι να µετασχηµατίσει µία αρχική grayscale εικόνα σε µία �καρικατούρα� 

της αρχικής χρησιµοποιώντας 2-4 επίπεδα του γκρι. Υλοποιήσαµε τον αλγόριθµο µε 

αρκετούς εναλλακτικούς τρόπους, πειραµατιστήκαµε µε διάφορες τιµές των παραµέτρων 

του αλγορίθµου, προσθέσαµε κάποιες καινούριες παραµέτρους, µελετήσαµε τα 

αποτελέσµατα που παίρναµε κάθε φορά και το συµπέρασµα στο οποίο καταλήξαµε ήταν 

ότι µπορούµε, αξιοποιώντας σωστά τον αλγόριθµο, να τον προσαρµόσουµε στις εκάστοτε 

ανάγκες µας ώστε να µας αποδώσει τα µέγιστα όσον αφορά την ποιότητα του τελικού 

αποτελέσµατος. Εκτός δηλαδή από την υλοποίηση µίας ιδέας (ενός αλγορίθµου) στον 

υπολογιστή, αυτό που είναι εξίσου σηµαντικό είναι µία εκτεταµένη έρευνα των 

δυνατοτήτων του αλγορίθµου, και αυτό θα γίνει µόνο εξαντλώντας κάθε δυνατή 

περίπτωση για τις τιµές που µπορούν να πάρουν οι παράµετροι του αλγορίθµου. ∆εν 

αρκεί δηλαδή να κατασκευάσεις κάτι, αυτό που είναι εξίσου σηµαντικό είναι να µάθεις 

να το χρησιµοποιείς σωστά και να το φέρνεις κάθε φορά στα µέτρα του εκάστοτε 

προβλήµατος ώστε να αποδίδει το καλύτερο δυνατό αποτέλεσµα. Στο σηµείο αυτό, 

πρέπει να παρατηρήσουµε ότι η αυτοµατοποίηση µιας τέτοιας διαδικασίας είναι 

προφανώς ένα πολύ σηµαντικό κοµµάτι για έρευνα.  

Ο συνδυασµός του πεδίου wavelet µε τον αλγόριθµο που αναφέραµε παραπάνω, 

µπορεί να µην έδωσε κάποιο αποτέλεσµα καλύτερο από τα ήδη υπάρχοντα (αν και σε 

κάποιες περιπτώσεις συνέβη κι αυτό), ωστόσο, αυτό που έδωσε ήταν κάποια καλά 

σηµάδια ότι µε σωστή αξιοποίηση όλης της πληροφορίας που κρύβει το πεδίο του 

wavelet µπορούµε να σχεδιάσουµε νέους αλγορίθµους για Image Segmentation, οι οποίοι 

να είναι πιο αποτελεσµατικοί από τους ήδη υπάρχοντες (ιδιαίτερα σε περιβάλλον 

θορύβου) αλλά και πολύ πιο �οικονοµικοί� σε υπολογιστικό χρόνο.  

Συγκρίνοντας τα αποτελέσµατα τα οποία δίνει η εφαρµογή ενός αλγορίθµου ακµών 

(και συγκεκριµένα αυτού που παρουσιάσαµε στο Κεφάλαιο 3) µε τα αντίστοιχα 

αποτελέσµατα ενός clustering αλγορίθµου (και συγκεκριµένα αυτών που παρουσιάσαµε 

στα Κεφάλαια 4,6), καταλήγουµε σε κάποια χρήσιµα συµπεράσµατα όσον αφορά την 

απόδοση των δυό διαφορετικών προσεγγίσεων για  τµηµατοποίηση εικόνας. Πρώτα απ� 

όλα παρατηρούµε ότι ένας clustering αλγόριθµος οδηγεί σε εικόνες οι οποίες παραµένουν 

�αναγνωρίσιµες� παρά το ότι διαθέτουν ένα πολύ µικρό αριθµό επιπέδων του γκρι (2-4), 

και συνεπώς οι εικόνες αυτές µπορούν να χρησιµοποιηθούν από συσκευές αναγνώρισης 
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(σε ένα σύστηµα αναγνώρισης εικόνας). Αντίθετα, ένας αλγόριθµος ανίχνευσης ακµών το 

µόνο που διατηρεί είναι η �high pass� πληροφορία της εικόνας (ακµές), µε αποτέλεσµα η 

τελική εικόνα να µην είναι πάντα αναγνωρίσιµη, εκτός κι αν ξέρουµε από πριν περί τίνος 

πρόκειται. Ωστόσο, όσον αφορά το θέµα της κωδικοποίησης και συµπίεσης των εικόνων, 

και οι µεν και οι δε µπορούν να κωδικοποηθούν πετυχαίνοντας πολύ υψηλούς βαθµούς 

συµπίεσης.  

Κάτι άλλο το οποίο είναι επίσης σηµαντικό, είναι το γεγονός ότι η απόδοση του 

clustering αλγορίθµου που παρουσιάσαµε είναι σαφώς ανώτερη αυτής του αλγορίθµου 

ανίχνευσης ακµών σε περιβάλλον θορύβου. Όπως είδαµε και από παραδείγµατα στο 

Κεφάλαιο 6, ακόµα και µε noise variance σ=32, η τελική εικόνα εξακολουθεί να διατηρεί 

τα βασικά της χαρακτηριστικά και να παραµένει αναγνωρίσιµη. Αντίθετα, τα 

αποτελέσµατα του αλγορίθµου ανίχνευσης ακµών σε περιβάλλον ισχυρού θορύβου δεν 

είναι καθόλου ικανοποιητικά, καθώς η έντονη παρουσία του θορύβου δηµιουργεί 

επιπλέον ακµές κάνοντας έτσι σχεδόν αδύνατη την ανίχνευση των πραγµατικών ακµών 

(και µόνο) της εικόνας.  

 

7.3 ΜΕΛΛΟΝΤΙΚΗ ΕΞΕΛΙΞΗ ΚΑΙ ΠΡΟΟΠΤΙΚΕΣ ΤΗΣ ΕΡΓΑΣΙΑΣ 

Πριν αναφέρουµε κάποιες ιδέες για µελλοντική επέκταση της εργασίας ή για  τις 

προοπτικές που αυτή έχει, θεωρούµε σκόπιµο να σηµειώσουµε ότι κάποιες από τις ιδέες 

προτάσεις που αναφέρουµε παρακάτω, για την εξέλιξη και βελτίωση της παρούσας 

εργασίας, δοκιµάστηκαν αλλά µε όχι ιδιαίτερη επιτυχία. Και αυτό γιατί ενώ σε ορισµένες 

περιπτώσεις εφαρµόζοντας µία βελτίωση τα αποτελέσµατα ήταν ικανοποιητικά 

(καλύτερα από πριν), σε άλλες πάλι ήταν πολύ χειρότερα. Παραβλέποντας το γεγονός ότι 

καµία από τις υπάρχουσες µεθόδους δε µπορεί να δώσει καλά αποτελέσµατα για την 

πληθώρα των εικόνων, και ότι µπορεί µία συγκεκριµένη εικόνα να �µηδενίσει� την 

αποτελεσµατικότητα µίας µεθόδου, ο σηµαντικότερος λόγος για τον οποίο οι δοκιµές 

(επεκτάσεις) που επιχειρήθηκαν δεν είχαν συνολική επιτυχία, ήταν ότι κάτι τέτοιο (όπως 

αποδείχτηκε στην πράξη) θα απαιτούσε µία πιο ριζική, ολοκληρωµένη αλλά και 

χρονοβόρα έρευνα, πράγµα που όµως ξεφεύγει από τους σκοπούς της συγκεκριµένης 

διπλωµατικής εργασίας. Ας γίνουµε όµως πιο συγκεκριµένοι.  
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Μία προσπάθεια η οποία έγινε και η οποία αξίζει να συνεχιστεί, τόσο για 

ερευνητικούς λόγους όσο και για την προοπτική βελτίωσης των υπαρχουσών µεθόδων, 

αφορά στο segmentation των υπόλοιπων τριών εικόνων του πεδίου του wavelet. Εµείς, 

όπως αναφέραµε, εφαρµόσαµε segmentation µόνο στην LP-LP υποεικόνα του πεδίου 

wavelet, καθώς αυτή είναι που εξακολουθεί να διατηρεί τη σηµαντικότερη πληροφορία 

της εικόνας. Η προσπάθεια για εφαρµογή segmentation και στις υπόλοιπες τρεις 

υποεικόνες, απέδωσε µόνο σε ορισµένες περιπτώσεις, και σαν αποτέλεσµα είχε την 

ανίχνευση κάποιων επιπλέον ακµών της εικόνας. Σε κάποιες άλλες όµως εικόνες το 

αποτέλεσµα ήταν κακό. Το πρόβληµα εντοπίστηκε αρχικά στην αδυναµία του adaptive 

αλγορίθµου να δώσει ένα καλό segmentation των τριών εικόνων (καθώς αυτές περιείχαν 

κάποιες ακµές όχι διαίτερα έντονες και µε πολύ λίγα σηµεία). Το πρόβληµα αυτό µε τη 

σειρά του �τροφοδοτούσε� τον αντίστροφο µετασχηµατισµό wavelet µε συνέπεια τα 

αποτελέσµατα τα οποία έδινε να µην είναι ικανοποιητικά. Στις περιπτώσεις που το 

segmentation των τρίων εικόνων ήταν αποδεκτό, το τελικό αποτέλεσµα ήταν καλύτερο 

µόνο στην περίπτωση της ανίχνευσης κάποιων µεµονωµένων ακµών.  

Για να γίνει κατανοητό αυτό ας ρίξουµε µία µατιά στο σχήµα 7.1. Στο σχήµα 7.1(α) 

φαίνεται η εικόνα µίας κύστης την οποία έχουµε χρησιµοποιήσει και σε προηγούµενα 

παραδείγµατα. Στο σχήµα 7.1(β) βλέπουµε το αποτέλεσµα της εφαρµογής του ιεραρχικού 

αλγορίθµου. Στο σχήµα 7.1(γ) βλέπουµε το αποτέλεσµα της εφαρµογής του wavelet 

clustering, ενώ στο σχήµα 7.1(δ) µπορούµε να δούµε το αποτέλεσµα της τροποποίησης 

της µεθόδου µε τον τρόπο που προαναφέραµε. Παρατηρούµε (βλ. σχ. 7.1(δ)), ότι τώρα 

ανιχνεύονται οι κατακόρυφες γραµµές στα αριστερά και δεξιά όρια της εικόνας, αλλά και 

η οριζόντια γραµµή στο κάτω µέρος, πράγµα στο οποίο έχουν αποτύχει οι µέθοδοι των 

σχηµάτων 7.1(β) και 7.1(γ).  

                  

   (α)      (β) 
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   (γ)      (δ) 

Σχήµα 7.1  (α) Αρχική εικόνα.  (β) Αποτέλεσµα του ιεραρχικού αλγορίθµου.  (γ) 

Αποτέλεσµα του wavelet clustering.  (δ) Αποτέλεσµα του wavelet clustering µε την 

τροποποίηση την οποία προτείναµε (segmentation σε όλες τις υποεικόνες).  

 

Εκτός από την προσπάθεια για segmentation και στις υπόλοιπες τρεις υποεικόνες, 

κάτι άλλο το οποίο δοκιµάστηκε, ήταν να γίνει το segmentation στην LP-LP υποεικόνα 

όπως γινόταν αρχικά, λαµβάνοντας όµως τώρα υπόψη µας και την πληροφορία που µας 

έδιναν οι υπόλοιπες τρεις υποεικόνες. Για παράδειγµα, αυτό το οποίο έγινε ήταν η 

εφαρµογή του adaptive αλγόριθµου να γίνεται όπως και πριν στην low pass υποεικόνα, 

µόνο που, σε περίπτωση που στα γειτονικά σηµεία του pixel το οποίο εξέταζε ο 

αλγόριθµος φαίνονταν ακµές (τις οποίες αντιλαµβανόταν ο αλγόριθµος παρατηρώντας τις 

HL, LH, HH υποεικόνες), ο αλγόριθµος το λάµβανε υπόψη του και φρόντιζε να µην 

κατατάξει το pixel σε καµία από τις περιοχές τις οποίες εκπροσωπούσαν τα pixels των 

ακµών. Στην περίπτωση αυτή τα αποτελέσµατα δεν ήταν διαφορετικά από τα 

προηγούµενα. Ούτε καλύτερα, ούτε χειρότερα. ∆εν είδαµε δηλαδή κάποια βελτίωση 

χρησιµοποιώντας το τέχνασµα αυτό αλλά και ούτε κάποια επιδείνωση των 

αποτελεσµάτων. Ο πιο πιθανός λόγος για τον οποίο δεν παρατηρήσαµε κάποια βελτίωση, 

είναι ότι ο adaptive αλγόριθµος δίνει ούτως ή άλλως καλά αποτελέσµατα και διαχωρίζει 

ούτως ή άλλως τις διαφορετικές περιοχές σε µία εικόνα, έτσι ώστε η επιπλέον 

πληροφορία που του παρέχουν οι άλλες τρεις υποεικόνες (µε τον τρόπο τουλάχιστον που 

χρησιµοποιήθηκε) να µην του είναι ιδιαίτερα χρήσιµη.  

Ωστόσο, το γεγονός ότι οι προηγούµενες δύο προσπάθειες µας δεν είχαν επιτυχία, 

µας οδηγεί σε µία νέα κατεύθυνση για περαιτέρω έρευνα. Είδαµε ότι η εφαρµογή του 

adaptive αλγορίθµου ανεξάρτητα στην κάθε υποεικόνα δεν απέδωσε, ούτε όµως η 

εφαρµογή του adaptive αλγορίθµου στην LL υποεικόνα µε απλό έλεγχο στις άλλες τρεις 
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υποεικόνες δεν έδωσε καλύτερα αποτελέσµατα. Ίσως λοιπόν, µία εφαρµογή του adaptive 

αλγορίθµου και στις τέσσερις υποεικόνες ταυτόχρονα, να έδινε καλύτερα αποτελέσµατα. 

Στην περίπτωση αυτή, θα χρειαζόταν να ορίσουµε �κλίκες� (βλ. Κεφάλαιο 4, παρ. 4.2) 

τριών διαστάσεων και όχι δύο όπως αυτές του Κεφαλαίου 4. Φυσικά η τρίτη διάσταση θα 

είχε να κάνει αποκλειστικά µε την πληροφορία (των ακµών προφανώς) από τις άλλες 

τρεις υποεικόνες.  

Μία άλλη βελτίωση η οποία θα µπορούσε να εφαρµοστεί, θα ήταν η εφαρµογή του 

ιεραρχικού αλγορίθµου (εννοούµε τον αλγόριθµο που παρουσιάσαµε στην παράγραφο 

4.5)  στο πεδίο του wavelet. Αντί δηλαδή να εφαρµόζουµε τον adaptive αλγόριθµο στην 

υποεικόνα (ή στις υποεικόνες) για το segmentation, θα µπορούσαµε να εφαρµόσουµε τον 

ιεραρχικό αλγόριθµο, ο οποίος, όπως είδαµε, και καλύτερα αποτελέσµατα φαίνεται να 

δίνει και το χρόνο εκτέλεσης µειώνει σηµαντικά. Προς αυτήν την κατεύθυνση, δηλαδή τη 

µείωση του χρόνου εκτέλεσης, θα µπορούσαµε να εφαρµόσουµε τεχνικές 

βελτιστοποίησης στα προγράµµατά µας παρεµβαίνοντας τόσο στην υλοποίηση του 

adaptive (ή του ιεραρχικού) αλγορίθµου όσο και στην υλοποίηση του ευθύ και 

αντίστροφου µετασχηµατισµού wavelet. Ενώ δηλαδή η υλοποίηση που έχουµε σχεδιάσει 

(όσων αφορά την εφαρµογή των φίλτρων wavelet) εκτελεί τη συνέλιξη του κάθε φίλτρου 

µε την εικόνα, εναλλακτικά θα µπορούσε να υλοποιηθεί µε τη βοήθεια του 

µετασχηµατισµού Fourier ο οποίος για µεγάλες εικόνες προφανώς θα δούλευε αρκετά 

γρηγορότερα.  

Ενδιαφέρον επίσης θα παρουσίαζε η εφαρµογή του µετασχηµατισµού wavelet σε 

παραπάνω από ένα επίπεδα. Όπως φάνηκε από την ανάλυση που προηγήθηκε, ο 

µετασχηµατισµός wavelet που χρησιµοποιήσαµε ήταν πάντα ενός επιπέδου. Εφαρµόζαµε 

δηλαδή σε κάθε περίπτωση το µετασχηµατισµό µόνο µία φορά, και κατόπιν 

επεξεργαζόµασταν τις υποεικόνες που προέκυπταν. Ωστόσο αυτό θα µπορούσε να 

συνεχιστεί (να εφαρµόσουµε δηλαδή ξανά µετασχηµατισµό wavelet) και να περάσουµε 

έτσι σε ακόµα χαµηλότερα επίπεδα ανάλυσης. Θα ήταν ενδιαφέρον να δούµε πως θα 

επηρέαζε τις διαδικασίες που θα εφαρµόζαµε στα επίπεδα αυτά η χαµηλή τους ανάλυση. 

Και επίσης ενδιαφέρον θα είχε να δούµε, µε ποιο τρόπο θα µπορούσαµε εφαρµόζοντας 

segmentation στο χαµηλότερο δυνατό επίπεδο ανάλυσης, να επιστρέψουµε κατόπιν στην 

υψηλή ανάλυση και στις πραγµατικές διαστάσεις της εικόνας µας και το αποτέλεσµα να 

µοιάζει σαν να είχαµε εφαρµόσει segmentation στην αρχική εικόνα. Κάτι τέτοιο βέβαια 
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θα επέφερε νέα µεγάλη µείωση του χρόνου εκτέλεσης της µεθόδου. Όµως, 

πραγµατοποίηση όλων αυτών που αναφέρθηκαν παραπάνω, απαιτεί την πλήρη 

κατανόηση της λειτουργίας του µετασχηµατισµού στο πρώτο επίπεδο και την 

ολοκλήρωση της προσπάθειας που ξεκινήσαµε (για segmentation και των υπολοίπων 

εικόνων).  

Όσον αφορά µεθόδους µε τις οποίες θα µπορούσαµε να µειώσουµε την επίδραση του 

θορύβου στο τελικό αποτέλεσµα, αυτό το οποίο µπορεί να δοκιµαστεί είναι ένας 

συνδυασµός µιας τεχνικής thresholding µε τον µετασχηµατισµό Hough [1], ώστε ναι µεν 

να διατηρούνται οι ακµές στις HL, LH, HH υποεικόνες αλλά και ο θόρυβος να µειώνεται 

δραστικά στις υποεικόνες αυτές και συνεπώς η επίδρασή του στην τελική εικόνα 

(υπενθυµίζουµε ότι εµείς χρησιµοποιήσαµε απλό thresholding για την εξάλειψη του 

θορύβου).  

Τέλος, ενδιαφέρον θα παρουσίαζε και η µελέτη της συµπεριφοράς των φίλτρων 

wavelet (όταν αυτά εφαρµόζονται σε εικόνες), και η προοπτική του σχεδιασµού νέων 

φίλτρων µε ακόµα καλύτερες ιδιότητες για την επίτευξη ακόµα καλύτερων 

αποτελεσµάτων.  
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ΚΕΦΑΛΑΙΟ 8:  Ο∆ΗΓΟΣ ΧΡΗΣΗΣ ΥΛΟΠΟΙΗΜΕΝΩΝ 

ΠΡΟΓΡΑΜΜΑΤΩΝ 

8.1 ΥΛΟΠΟΙΗΣΗ 

Η γλώσσα προγραµµατισµού που χρησιµοποιήθηκε για την υλοποίηση των 

αλγορίθµων που παρουσιάσαµε στα προηγούµενα κεφάλαια ήταν η C++. H υλοποίηση 

ξεκίνησε στο PC και στην BORLAND C++  αλλά επειδή οι απαιτήσεις σε µνήµη κάποιες 

φορές έγιναν πολύ µεγάλες (πάνω από το όριο του 1 Mbyte της BORLAND), γι� αυτό 

σύντοµα τα προγράµµατα µεταφέρθηκαν στο UNIX και στην GNU C++, στο οποίο δεν 

υπάρχει κανένας περιορισµός µνήµης (καθώς όλη η µνήµη του συστήµατος είναι στη 

διάθεση του χρήστη).  

 

8.2 ΠΡΟΓΡΑΜΜΑΤΑ 

Μαζί µε το κείµενο της διπλωµατικής εργασίας έχει παραδωθεί και δισκέτα µε τα 

προγράµµατα τα οποία υλοποιήθηκαν. Στις επόµενες παραγράφους περιγράφουµε 

αναλυτικά τη λειτουργία του κάθε προγράµµατος, τις εισόδους τις οποίες ζητάει το κάθε 

πρόγραµµα κατά την εκτέλεσή του και τον τρόπο µε τον οποίο γίνεται το compilation του 

κάθε προγράµµατος. Πριν περάσουµε όµως στην περιγραφή των προγραµµάτων θα 

αναφέρουµε κάποιες πληροφορίες που ισχύουν για όλα τα προγράµµατα.  

Πρώτα απ� όλα όλα τα προγράµµατα παίρνουν σαν είσοδο grayscale εικόνες µε 

format BMP. Όλα τα προγράµµατα εκτυπώνουν κάποιες πληροφορίες και διαγνωστικά 

µηνύµατα καθώς εκτελούνται. Επίσης, οτιδήποτε λάθος συµβεί (πρόβληµα µνήµης, 

πρόβληµα ανοίγµατος-κλεισίµατος αρχείου, πρόβληµα ανάγνωσης-εγγραφής σε αρχείο), 

το εκάστοτε πρόγραµµα τερµατίζει και τυπώνεται στην οθόνη το ανάλογο µήνυµα 

λάθους. Μετά το τέλος της εκτέλεσης του εκάστοτε προγράµµατος, το αποτέλεσµα 

βρίσκεται στο αρχείο εικόνας �out.bmp� το οποίο µπορούµε να δούµε 

πληκτρολογώντας: 

xv out.bmp 
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8.2.1 Πρόγραµµα βέλτιστου χωρισµού (splitting) εικόνας σε πολύγωνα. 

Το συγκεκριµένο πρόγραµµα υλοποιεί τον αλγόριθµο ROFS που περιγράψαµε στο 

3ο Κεφάλαιο. Το αρχείο είναι το �rofs.C�, οι δοµές που χρησιµοποιούµε ορίζονται µέσα 

στο αρχείο �define.h� ενώ ο τρόπος µε τον οποίο γίνεται το compilation του αρχείου 

είναι πληκτρολογώντας: 

g++ -O2  rofs.C 

όπου η παράµετρος �Ο2� χρησιµοποιείται για την παραγωγή από τον compiler γρήγορου 

κώδικα. Ως γνωστόν, µετά το compilation, το εκτελέσιµο αρχείο θα είναι το �a.out�. 

Ωστόσο αν επιθυµούµε να δώσουµε στο εκτελέσιµο αρχείο ένα όνοµα διαφορετικό από 

το �a.out�, µπορούµε, αντί για την παραπάνω γραµµή, να πληκτρολογήσουµε: 

g++ -O2 -o <όνοµα εκτελέσιµου που επιθυµούµε> rofs.C 

Κατόπιν, αν για παράδειγµα ονοµάσαµε το εκτελέσιµο αρχείο �ROFS�, το εκτελούµε 

γράφοντας:  

ROFS <αρχείο εικόνας το οποίο θέλουµε> 

Οι παραπάνω πληροφορίες για τον τρόπο µετονοµασίας του εκτελέσιµου αρχείου και 

εκτέλεσης του ισχύουν και για όλα τα προγράµµατα που θα ακολουθήσουν (απλά µόνο το 

όνοµα του προγράµµατος θα αλλάζει κάθε φορά). Από δω και στο εξής, για όλα τα 

υπόλοιπα προγράµµατα θα δίνουµε µόνο τον τρόπο µε τον οποίο γίνεται το compilation του 

καθενός.  

Η µοναδική είσοδος που µας ζητάει το πρόγραµµα στην αρχή της εκτέλεσής του 

είναι το κατώφλι ε (βλ. κεφάλαιο 3). ∆ίνοντας µία τιµή για το κατώφλι ε, το πρόγραµµα 

ξεκινάει την λειτουργία του.  

 

8.2.2 Πρόγραµµα ανίχνευσης ακµών. 

Το συγκεκριµένο πρόγραµµα είναι η επέκταση του προηγουµένου, καθώς αυτό το 

οποίο κάνει επιπλέον, είναι το merging των πολυγώνων που προέκυψαν από την 

εφαρµογή του αλγορίθµου ROFS. Το αρχείο είναι το �edges.C�, οι δοµές που 

χρησιµοποιούµε ορίζονται µέσα στο αρχείο �define.h� ενώ ο τρόπος µε τον οποίο γίνεται 

το compilation του αρχείου είναι πληκτρολογώντας: 
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g++ -O2  edges.C 

Το πρόγραµµα κατά την εκκίνηση του, εκτός από το κατώφλι ε, µας ζητάει και µία 

τιµή για την παράµετρο merging (βλ. Κεφάλαιο 3).  

 

8.2.3 Πρόγραµµα εφαρµογής του αλγορίθµου K-means σε εικόνα.  

Το συγκεκριµένο πρόγραµµα εφαρµόζει τον αλγόριθµο K-means σε µία εικόνα. Το 

αρχείο είναι το �Kmeans.C� και ο τρόπος µε τον οποίο γίνεται το compilation του 

προγράµµατος είναι πληκτρολογώντας:  

g++ -O2   Kmeans.C  -lm 

όπου η παράµετρος �lm� χρησιµοποιείται για να γίνει �link� το προγράµµα µας µε την 

βιβλιοθήκη µαθηµατικών της C, καθώς έχουµε χρησιµοποιήσει κάποιες µαθηµατικές 

συναρτήσεις.  

Το πρόγραµµα κατά την εκκίνηση του, αυτό που ζητά είναι ο αριθµός των περιοχών 

που θα ανιχνευθούν και κατόπιν τα κέντρα των clusters (συντεταγµένες και gray level) 

από τα οποία θα ξεκινήσει ο αλγόριθµος.  

 

8.2.4 Πρόγραµµα εφαρµογής του adaptive αλγορίθµου σε εικόνα (εξαντλητική 

υλοποίηση).  

Το πρόγραµµα αυτό υλοποιεί τον adaptive αλγόριθµο που παρουσιάσαµε στο 

Κεφάλαιο 4 (παρ. 4.3) υλοποιώντας τον εξαντλητικά. Το αρχείο είναι το �exhaust.C� 

ενώ το compilation γίνεται πληκτρολογώντας:  

g++ -O2  exhaust.C  -lm 

Το πρόγραµµα κατά την εκκίνηση του ζητάει ότι ακριβώς και αυτό της 

προηγούµενης παραγράφου, και επιπλεόν την παράµετρο σ (τυπική απόκλιση του 

θορύβου ).  
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8.2.5 Πρόγραµµα εφαρµογής του adaptive αλγορίθµου σε εικόνα (υλοποίηση µε 

πλέγµα και χρήση bilinear interpolation).  

Το πρόγραµµα αυτό υλοποιεί τον adaptive αλγόριθµο που παρουσιάσαµε στο 

Κεφάλαιο 4 (παρ. 4.3) υλοποιώντας τον όµως χρησιµοποιώντας το πλέγµα του σχήµατος 

4.3 και χρησιµοποιώντας bilinear interpolation για τα ενδιάµεσα σηµεία. Το αρχείο είναι 

το �fullgrid.C� ενώ το compilation γίνεται πληκτρολογώντας:  

g++ -O2  fullgrid.C  -lm 

Το πρόγραµµα κατά την εκκίνηση του ζητάει ότι ακριβώς και αυτό της 

προηγούµενης παραγράφου. Από δω και στο εξής, όλα τα υπόλοιπα προγράµµατα µε 

µοναδική εξαίρεση αυτό της παραγράφου 8.2.7, ζητούν τις ίδιες εισόδους µε το παρόν 

πρόγραµµα.  

 

8.2.6 Πρόγραµµα εφαρµογής του ιεραρχικού αλγορίθµου σε εικόνα. 

Το πρόγραµµα αυτό υλοποιεί τον ιεραρχικό αλγόριθµο που παρουσιάσαµε στο 

Κεφάλαιο 4 (παρ. 4.5). Το αρχείο είναι το �ierarxik.C� ενώ το compilation γίνεται 

πληκτρολογώντας:  

g++ -O2  ierarxik.C  -lm 

 

8.2.7 Πρόγραµµα εφαρµογής του µετασχηµατισµού wavelet σε εικόνα. 

Το πρόγραµµα αυτό υλοποιεί τον µετασχηµατισµό wavelet που παρουσιάσαµε στο 

Κεφάλαιο 6 (παρ. 6.1.3). Το αρχείο είναι το �wavtrans.C� ενώ το compilation γίνεται 

πληκτρολογώντας:  

g++ -O2  wavtrans.C  -lm 

Το συγκεκριµένο πρόγραµµα δε ζητάει κάποια είσοδο κατά την εκτέλεση του.  
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8.2.8 Πρόγραµµα εφαρµογής του αλγορίθµου wavelet clustering σε εικόνα. 

Το πρόγραµµα αυτό υλοποιεί τον αλγόριθµο wavelet clustering που παρουσιάσαµε 

στο Κεφάλαιο 6 (παρ. 6.3.1). Το αρχείο είναι το �wavclust.C� ενώ το compilation 

γίνεται πληκτρολογώντας:  

g++ -O2  wavclust.C  -lm 

Το πρόγραµµα ζητάει τις ίδιες ειδόδους µε αυτές των προγραµµάτων των 

παραγράφων 8.2.4 - 8.2.6.  
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